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Resumen

Este trabajo propone una metodologia basada en aprendizaje automatico para clasificar dos
parametros esenciales de las baterias de iones de litio: la eficiencia coulémbica, que se estudia
como un indicador del rendimiento electroquimico a nivel celular, y la conductividad idénica, que se
analiza como una propiedad intrinseca del electrolito para el transporte. Se desarrollé un proceso de
curacion de la base de datos, basado en datos experimentales que se encuentran en la literatura. Este
proceso abarco el reconocimiento de compuestos a través del sistema SMILES y la determinaciéon de
propiedades fisicoquimicas esenciales, produciendo 13 descriptores atémicos para medir la eficiencia
coulémbica y 17 descriptores moleculares y termodindmicos para estudiar la conductividad iénica.

Luego, se llevé a cabo un andlisis exploratorio de datos en un conjunto curado, que incluye
283 datos para la eficiencia coulémbica y 10196 para la conductividad iénica. La regresién LASSO
(Least Absolute Shrinkage and Selection Operator) fue la técnica utilizada para seleccionar las
caracteristicas. Se definieron limites de rendimiento rigurosos para analizar las formulaciones de
manera sistemdtica: la eficiencia coulémbica fue dividida en dos categorias (bajo rendimiento CE <
99 % y alto rendimiento CE > 99 %), mientras que la conductividad iénica se clasificé en tres grupos:
baja (¢ < 1 mS/cm), media (1 <o <10 mS/cm) y alta (o > 10 mS/cm).

Se entrenaron varios métodos de aprendizaje automatico, entre los que se incluyen K-Vecinos
m4és cercanos, Regresiéon Logistica, eXtreme Gradient Boosting (XGBoost), Bosques Aleatorios y
Light Gradient Boosting Machine (LightGBM). La validacién cruzada y el entorno de Optuna se
usaron para optimizar estos modelos. Ademas, para determinar la relevancia y el efecto de cada
variable en las predicciones, se utilizaron los valores SHAP (SHapley Additive exPlanations), lo que
otorgd interpretabilidad a los modelos creados.

Los resultados demuestran que el uso de modelos de aprendizaje automatico puede mejorar la
clasificacién de electrolitos de alto y bajo rendimiento en baterias de iones de litio, y establecer una

base solida para el diseno de nuevos electrolitos en investigaciones futuras.



Abstract

This work proposes a machine learning-based methodology to classify two essential parameters
of lithium-ion batteries: coulombic efficiency, studied as an indicator of electrochemical performan-
ce at the cell level, and ionic conductivity, analyzed as an intrinsic electrolyte property related to
ion transport. A data curation process was developed based on experimental data reported in the
literature. This process included compound identification through the SMILES system and the cal-
culation of key physicochemical properties, resulting in 13 atomic descriptors for coulombic efficiency
assessment and 17 molecular and thermodynamic descriptors for ionic conductivity analysis.

Subsequently, an exploratory data analysis was performed on the curated dataset, which compri-
sed 283 samples for coulombic efficiency and 10,196 samples for ionic conductivity. Least Absolute
Shrinkage and Selection Operator (LASSO) regression was employed for feature selection. Strict
performance thresholds were established to systematically analyze the formulations: coulombic ef-
ficiency was divided into two categories (low performance, CE < 99%, and high performance,
CE > 99 %), while ionic conductivity was classified into three groups: low (¢ < 1 mS/cm), medium
(1 <o <10 mS/cm), and high (o > 10 mS/cm).

Several machine learning algorithms were trained, including K-Nearest Neighbors, Logistic Re-
gression, eXtreme Gradient Boosting (XGBoost), Random Forest, and Light Gradient Boosting
Machine (Light GBM). Cross-validation and the Optuna framework were used to optimize these
models. In addition, SHAP (SHapley Additive exPlanations) values were employed to determine
the relevance and contribution of each variable to the predictions, providing interpretability to the
developed models.

The results demonstrate that machine learning models can effectively improve the classifica-
tion of high- and low-performance electrolytes for lithium-ion batteries, while establishing a solid

foundation for the design of novel electrolytes in future research.
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Capitulo 1

Introduccion

En este capitulo se presenta la fundamentacién general de la investigacion. Se introduce el
contexto de las baterias de iones de litio y el papel critico de los electrolitos en su desempeno
dentro de la transicién energética. A partir de ello, se plantea el problema y se justifica el uso de
enfoques basados en aprendizaje automatico para superar las limitaciones del disenio empirico de
materiales. Asimismo, se definen la hipdtesis y los objetivos del estudio, y se establecen los conceptos
clave necesarios para comprender los fenémenos fisicoquimicos y computacionales abordados en el

trabajo.

1.1. Contexto de la investigacion

En la actualidad, las baterias de litio han alcanzado una posicién elevada en el dmbito del
almacenamiento de la energia, intensificindose, especialmente, por su alta densidad energética y
su alta robustez en términos de las cargas de descarga. En el contexto de la transiciéon energética
actual, el litio se sitia en el centro de los recursos minerales estratégicos bajo el imperativo de la
industria de las baterias recargables, que, segin U.S. Geological Survey (2026), es responsable del
88 % de su consumo final a nivel global. Este crecimiento en la demanda, hacia vehiculos eléctricos
y sistemas de almacenamiento de las energias, llevo hasta el consumo de 263,000 toneladas en 2025.
Con respecto a la disponibilidad, los recursos que se han podido detectar en el &mbito internacional
son de unas 150 millones de toneladas, encontrando importantes concentraciones, incluso en la zona
latinoamericana: Argentina tiene unos 28 millones, Bolivia 23, Chile 13 y México tiene unos recursos

de 1.7 millones de toneladas métricas.
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Sobre todo, resulta necesario atravesar las limitaciones en cuanto a rendimiento y durabilidad de
las baterias existentes para lograr que la implementacion a gran escala de las tecnologias a partir de
los recursos existentes sea una realidad. Y los materiales que las constituyen son los que determinan
por si mismos esta optimizacion. En el funcionamiento de estas celdas, el electrolito cumple un
papel relevante dado que posibilita el transporte de los iones de litio entre el &nodo y el cidtodo. El
rendimiento electroquimico estd supeditado a dos aspectos claves: la eficiencia coulémbica, que de
acuerdo a Kim et al. (2023) se define formalmente como la relacién entre la capacidad de descarga
y la capacidad de carga de la celda, ademas de que tiene una incidencia derivada de la resistencia
interna y el transporte idnico. Frente a la necesidad de mejorar el rendimiento de estos sistemas,
la investigacidon en ciencia de materiales deja atrds el tradicional enfoque empirico de ensayo y
error y se encuentra ahora en un nuevo paradigma que es guiado por datos. En este contexto, el
aprendizaje automatico juega un rol importante para realizar un descubrimiento y optimizacién de
componentes de modo mas rapido, porque procesa y analiza un gran volumen de datos experimenta-
les en un tiempo mucho mas corto del habitual (Mobarak et al., 2023). El uso de estas herramientas
matematicas resulta crucial en el disefio de electrolitos, pues la conductividad idénica y la eficiencia
coulémbica son dependencias fisicoquimicas no lineales que hacen que la optimizacién simultanea de
las propiedades sea muy dificil (Deng et al., 2026). Para tratar de superar este obstaculo, la presente
investigacién propone un enfoque de aprendizaje automatizado supervisado que esta enfocado en
clasificar el comportamiento de formulaciones liquidas. De un modo concreto, el trabajo divide la
eficiencia coulémbica en regimenes de alta y baja eficiencia, un planteamiento de la metodologia
que da adecuadamente cuenta de los diferentes mecanismos de la degradacién interfacial que evi-
tan la reversible. De modo complementario, la conductividad iénica también se divide en umbrales

operativos en los que es posible evaluar mejor el transporte de carga.

1.2. Planteamiento del problema

Existe una gran dificultad para identificar materiales que sean 6ptimos para electrolitos. El
método experimental tradicional es un procedimiento lento que muchas veces se apoya en procesos de
estandarizacion y en el acceso a bases de datos. Otro aspecto destacado lo constituye la gran inversién
que requiere la validacion experimental de materiales; para la medicién de la conductividad iénica es

suficiente medir inicamente el electrolito, pero la determinacién de la eficiencia coulémbica es mucho
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mas laboriosa. Esto es porque requiere llevar a cabo la construccién de una celda electroquimica
completa, con la participacién del &nodo, catodo y separador, y que el proceso de carga y descarga se
controle durante mucho tiempo para lograr obtener datos fiables. Puesto que este protocolo no solo
conlleva un incremento de costes de operacién, sino que también genera cuellos de botella temporales
en la investigacién de nuevos materiales, entonces debe dar respuesta a la siguiente pregunta: ; Cémo
desarrollar un modelo de clasificacién basado en algoritmos de aprendizaje automatico y descriptores
fisicoquimicos que permita predecir el desempeno de nuevos electrolitos a partir de su conductividad

iénica y su eficiencia coulémbica?

1.3. Justificacion

El aprendizaje automatico proporciona herramientas de analisis de prediccién, que potencian
la extraccién de patrones de conjuntos de datos complejos. Modelos de ensamble como Random
Forest demostraron en la literatura reciente una alta precisién en la prediccién de propiedades
fisicoquimicas y capacidades de descarga para realizaciones de seleccién de materiales de acuerdo
con la previsién para futuras formulaciones (Wang et al., 2021). Este paradigma basado en datos
permite el manejo de grandes volimenes de informacion y potencia un descubrimiento més rapido
de formulaciones que superen las limitaciones de los métodos empiricos ortodoxos (Deng et al.,
2026).

Esta metodologia representa una forma viable de optimizacién de costes en la investigacion,
contando con una posibilidad técnica, ya que los modelos de aprendizaje automatico, al predecir
el desempefnio de un electrolito antes de su sintesis fisica, funcionan como una criba inicial que
elimina formulaciones subdptimas y conserva tnicamente los candidatos méas prometedores para la
validacion de las medidas experimentales. De esta forma, disminuye drasticamente el coste operativo
relacionado con el consumo de reactivos y las largas horas de experimentacién manual que suelen
acompaifiar a las aproximaciones de prueba y error. Asi, el proceso se torna en un diseno guiado por
datos que potencia la eficiencia de los recursos invertidos. Incluyendo también a esta investigacién la
corriente del objetivo global de sostenibilidad y la transicién energética donde las baterias de iones de
litio son el pilar para la integracion de fuentes renovables y la electrificacion del transporte, factores
clave para la reduccién de las emisiones de diéxido de carbono (Ren y Du, 2023). Por consiguiente,

mejorar la eficiencia coulémbica y prolongar la vida 1til de las celdas mediante modelos predictivos
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disminuye la necesidad de reemplazos prematuros, reduciendo el impacto ambiental asociado a la

generacion de residuos tecnoldgicos.

1.4. Hipodtesis

H1 (Hipdtesis de trabajo): La implementacién de modelos de clasificacién basados en aprendizaje
automatico, utilizando descriptores moleculares y fisicoquimicos como variables de entrada, permite
clasificar con alta precisién el desempeno de los electrolitos para baterias de iones de litio en funcién
de su conductividad iénica y su eficiencia coulémbica.

HO (Hipétesis nula): La implementacién de modelos de clasificacién basados en aprendizaje au-
tomatico, utilizando descriptores moleculares y fisicoquimicos como variables de entrada, no permite
clasificar con una precision significativamente superior al azar o a un modelo base el desempenio de
los electrolitos para baterias de iones de litio en funcién de su conductividad iénica y su eficiencia

coulémbica.

1.5. Objetivos

1.5.1. Objetivo General.

Desarrollar y aplicar modelos de aprendizaje automatico capaces de clasificar electrolitos en
categorias de alto y bajo desempeno, utilizando como criterios su eficiencia coulémbica y su con-

ductividad idénica.

1.5.2. Objetivos Especificos.

Recolectar y estructurar una base de datos robusta de electrolitos liquidos tanto de eficiencia

coulémbica como de conductividad.

= Analizar y seleccionar los atributos clave de los materiales para el entrenamiento de los mo-

delos.

= Desarrollar y entrenar un modelos de aprendizaje automético adaptado a las caracteristicas

de los datos.

= Evaluar y ajustar el modelo utilizando métricas de desempeno como Accuracy y AUC.
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= Validar la interpretabilidad de los modelos de clasificacién evaluando la contribucién de las
variables de entrada y su correlacién con el comportamiento experimental de las formulaciones

electroliticas.

1.6. Conceptos clave

Para facilitar la comprensién del presente trabajo, se definen conceptos técnicos de la investiga-

cién:

» Eficiencia Coulémbica (CE): Representa la relacién cuantitativa entre la capacidad de
energia extraida durante la descarga y la capacidad suministrada en la carga previa. Se define

matemadaticamente como:

o = Qe 1000 (1.1)
Qcarga

Qdescarga €5 la cantidad de carga extraida de la bateria durante la descarga.

Qcarga €s la cantidad de carga suministrada a la baterfa durante el proceso de carga.

= Interfase sélido-electrolito: Capa protectora, idnicamente conductora pero electrénicamen-
te aislante, que se forma sobre la superficie del &nodo debido a la reduccién del electrolito. Su
estabilidad es el factor critico que determina la eficiencia coulémbica y la reversibilidad de la

bateria (Hobold et al., 2021).

= SMILES: Sistema de notacién estandar que representa la estructura y topologia de las

moléculas (como solventes y sales) mediante cadenas de texto.

» Conductividad Iénica (0): Propiedad que influye directamente en la capacidad de trans-
porte de iones litio dentro del electrolito. Una baja conductividad incrementa la resistencia

interna, mientras que una alta mejora el transporte iénico.

= Aprendizaje Automatico: Subarea de la inteligencia artificial centrada en algoritmos que

permiten a las maquinas aprender automédticamente a partir de datos.

= Baterias de Iones de Litio: Dispositivo electroquimico que almacena energia mediante el

movimiento reversible de iones de litio entre un anodo y un catodo.
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= Sobreajuste: Sucede cuando un modelo de aprendizaje automético se ajusta con excesiva
precisién a los datos de entrenamiento, incluyendo el ruido estadistico. Por lo tanto, el modelo
pierde su habilidad de generalizar y no logra hacer predicciones confiables con datos nuevos o

que no ha visto antes.



Capitulo 2

Marco Teorico

En este capitulo se presentan las bases tedricas que sustentan la investigacién, integrando prin-
cipios electroquimicos y herramientas de aprendizaje automatico. Se tratan las bases de las baterias
de iones de litio, con énfasis en los electrolitos liquidos y en mediciones fundamentales como la con-
ductividad iénica y la eficiencia coulémbica. Mdas adelante, se describen conceptos fundamentales
de aprendizaje automatico, como la optimizaciéon de hiperparametros, las métricas de evaluacién,
los algoritmos de clasificacion y la interpretabilidad. Por tltimo, se muestra el estado del arte de su
utilizacién en baterias, resaltando la capacidad de estos métodos para convertir descriptores fisico-

quimicos en modelos predictivos que posibilitan analizar y mejorar el rendimiento de los electrolitos.

2.1. Fundamentos de baterias de iones de Litio

Las baterias de iones de litio han revolucionado el almacenamiento de energia gracias a su
altisima densidad de energia y a su elevado rendimiento energético. La funcion operativa de una
celda electroquimica se basa en tres partes fundamentales: el dnodo, el catodo y el electrolito, el
cual cuenta con un separador microporoso. El anodo o electrodo negativo consiste, normalmente,
en materiales grafiticos, que permiten de esta forma la intercalacién de los iones litio. En el caso
del cétodo (electrodo positivo) estd normalmente formado por un éxido de metal. Al realizar la
descarga, se convierte en el anodo en el que los a&tomos de litio se oxidan, generandose electrones al
circuito externo que fluyen a través del electrolito hacia el catodo.

Para que la celda opere de manera eficiente, los colectores de corriente (tipicamente ldminas de

cobre para el dnodo y aluminio para el cdtodo) actian como soporte mecénico de los materiales
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activos y proveen la conduccién electrénica hacia el circuito externo (Nasajpour-Esfahani et al.,
2024). Internamente, el electrolito sirve como el medio de transporte i6nico. Simultdneamente, el
separador garantiza la integridad del sistema al funcionar como una barrera fisica que impide el
contacto directo entre los electrodos, evitando asi cortocircuitos internos y permitiendo de manera

exclusiva el flujo selectivo de los iones.

Anodo Electrolito Catodo

Separador

Figura 2.1: Representacién esquematica de una celda de iones de litio y el flujo de particulas durante
la descarga.

El funcionamiento de la celda se basa en la transferencia coordinada de particulas como se ilustra
en la Figura 2.1. Mientras que los iones de litio se desplazan internamente a través del electrolito y
el separador, los electrones son forzados a circular a través de un circuito externo.

Este fenémeno ocurre porque el separador actiia como un aislante electrénico, impidiendo el paso
directo de electrones entre los electrodos. Durante la descarga, el &nodo se oxida y libera electrones
que viajan por el circuito externo hacia el citodo para compensar la carga de los iones que llegaron
por el interior. Este flujo de electrones es, precisamente, la corriente eléctrica que alimenta los
dispositivos.

En la Figura 2.1 se puede apreciar visualmente esta arquitectura: el dnodo (negativo) a la
izquierda, el cidtodo (positivo) a la derecha, y el sistema de interruptor y carga (bombilla) que
representa el camino externo por donde circulan los electrones.

Manthiram (2017) nos provee una revisién de los avances tecnoldgicos en las baterfas de iones
de litio, senalando puntos relevantes como lo son la seguridad del almacenaje de la energia y la
optimizacion de los materiales utilizados en su fabricaciéon. En ella el autor recalca la importancia
de una buena estrategia para estabilizar la interfaz electrodo-electrolito asi como la busqueda de

sistemas de reacciéon de conversion con alta capacidad, teniendo como sus principales resultados
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la identificacién de la estabilidad de la SEI como la clave principal para la viabilidad de baterias
futuras sumando a esta la bisqueda de rebasar las limitaciones de las estructuras como por ejemplo
cambios masivos en el volumen en dnodos de conversion de silicio de hasta un 400 %.

Pese a que la arquitectura méas novedosa presenta una madurez comercial suficientemente am-
plia, las exigencias de mayores densidades de energia han mostrado sus carencias de los mecanismos
de intercalacién convencional. La definicion de la frontera de investigacién frente a esta limitacion
se dirige hacia sistemas posteriores al litio con materiales activos de elevada capacidad a partir de
reacciones de aleacién y conversién. No obstante, tal y como analizan Choi y Aurbach (2016), la
inclusiéon de estas nuevas quimicas se encuentra notablemente condicionada por el bajo grado de
reversibilidad electroquimica que presentan. Los materiales para el ciclado en alternancia encabe-
zados por este tipo de reacciones experimentan transiciones de fase y cambios volumétricos muy
intensos que desestabilizan el contacto con el electrolito y previenen la formacién de laminas de
pasivacion que sean lo suficientemente estables, condicionando un contacto mas propenso a toponos
de otros eventos paralelos. De ahi que la viabilidad de estas baterias de nueva generacién dependa en
buena medida del incremento de dicha inestabilidad; un reto que otorga al diseno del electrolito un
papel fundamental en la ecuacion. A fin de gestionar dicho reto de forma sistematica y conseguir la
degradacién de la interfaz, se impone la comprension de los limites de primer orden que regulan las
interacciones moleculares dentro de la celda. Desde un punto de vista termodindmico, Goodenough
y Park (2013) apuntan que la inestabilidad de los elementos que componen a una bateria es fijada
por las energias de los orbitales moleculares del electrolito en funcién de los potenciales galvanicos
de los electrodos. Ellos afirmaban que el voltaje de la celda electrolitica se hallaba limitado por la
llamada ventana del electrolito, caracterizada por la diferencia de energia de los orbitales molecu-
lares entre el més bajo desocupado (LUMO) y el més alto ocupado (HOMO). Cuando el potencial
del dnodo se encuentra por encima del nivel de energia del LUMO del electrolito como sucede en
sistemas con litio metalico, se produce la reduccién termodindamica del solvente y la interfase sélido-
electrolito (SEI) es generada. La pasivacién de la misma resulta necesaria para evitar la reaccién
entre el electrodo y el solvente continua, pero el coste electroquimico de la misma es alto al despojar
de litio irreversible (menor eficiencia coulémbica) y generar la impedancia interfacial que limita el

transporte idnico.
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2.1.1. Composiciéon y Naturaleza de los Electrolitos Liquidos

Funcién y requisitos generales

El electrolito forma parte fundamental de una bateria de iones de litio, situada entre el &nodo y
catodo, su principal funciones es permitir el paso de los iones de un lado a otro dentro de la celda
(dependiendo si la bateria estd almacenando o liberando energia), sin que los electrones lo hagan
ya que estos se obligan a fluir unicamente por el campo exterior, realizando asi la funcién de una
aislante y asi garantizar la movilidad iénica manteniendo la seguridad operativa de la celda. Para
atender a estas exigencias funcionales, este debe cumplir con estrictos requerimientos cinéticos y
termodindmicos. Segin Deng et al. (2026), para reducir la polarizacién por concentracién y mantener
las exigencias de carga rapida, es esencial que el liquido tenga una conductividad iénica alta en un
rango extenso de temperaturas. Ademds, su investigacién enfatiza que para evitar la descomposicién
oxidativa y reductiva en los electrodos, el sistema necesita una extensa ventana de estabilidad
electroquimica. Como Goodenough y Park (2013) establecieron, esta tolerancia al voltaje se basa en
la brecha energética entre el orbital molecular mas bajo desocupado (LUMO) y el orbital molecular
més alto ocupado (HOMO).

Matriz de solventes organicos

La matriz de solventes organicos funciona como el medio liquido del electrolito; su objetivo
principal es disolver la sal de litio y permitir que los iones se muevan libremente de un electrodo
al otro. Para lograr eso de manera efectiva, los solventes deben mantener una relacién equilibrada
entre dos caracteristicas fisicas opuestas: por un lado, deben poseer capacidad de disociar la sal en
iones (alta permitividad dieléctrica) y, por otro, deben ser relativamente fluidos (baja viscosidad)
para facilitar el viaje de los iones a través de la celda. Basando en este equilibrio se puede definir
como las moléculas provenientes del solvente y que rodean el ién de litio supone una relaciéon entre
la velocidad del transporte de iones y la durabilidad de la bateria.

De Blasio et al. (2024) en su investigacion, sefialan cémo los electrolitos comerciales tienden
a emplear combinaciones de disolventes que se basan en carbonatos (por ejemplo, DMC, DEC o
EC) para optimizar la conductividad iénica y equilibrar las propiedades mencionadas. Nasajpour-
Esfahani et al. (2024) Menciona que, a pesar de que estos carbonatos toleran bien el voltaje, su
reactividad quimica disminuye la vida 1til de la baterfa. Por este motivo, Hobold et al. (2021)

subrayan que el uso de solventes a base de éteres es termodindmicamente més estable frente al litio,
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lo cual permite incrementar la eficiencia coulémbica al reducir las reacciones no deseadas.

Sales de Litio

Las sales de litio constituyen la fuente mayoritaria de portadores de carga en el electrolito y
posibilitan que fluya la corriente necesaria para que la bateria funcione electroquimicamente. Para
asegurar un transporte eficaz, es necesario que la sal se disocie por completo en la matriz organica,
lo que impide que se formen pares iénicos o agrupaciones que eleven la resistencia interna. La
naturaleza quimica del anién, al margen de su impacto en la conductividad idnica, tiene un efecto
directo sobre la formacién y estabilidad de las capas pasivantes que se encuentran en los electrodos.
Entender la reactividad y la dindmica de disociacién de estas sales posibilita explicar por qué los
descriptores estructurales y la concentracion del soluto son variables predictivas fundamentales para
el disefio y desarrollo de los modelos de aprendizaje automatico que se presentan en este estudio.

El hexafluorofosfato de litio (LiPF6) ha permanecido como el soluto estandar en aplicaciones
comerciales por su balance funcional entre estabilidad y conductividad (Yan et al., 2025). Pero
observando mas profundamente el panorama, la investigacién actual se ha centrado mas en sales
alternativas con imidas, como el LiFSI y el LiTFSI. Trabajos de Weng et al. (2024) y Xue et al.
(2020) informan que el anién F'ST~ se descompone con preferencia para que se forme una interfase
solida rica en LiF, la cual es mecanicamente resistente, evita el crecimiento de dendritas y mejora

la eficiencia coulémbica de la celda.

2.1.2. Eficiencia Coulémbica

La eficiencia coulémbica (CE) se utiliza como un evaluador de la celda en términos de reversibi-
lidad, pudiendo tener con esta un indicador tanto termodindmico como cinético de la celda. Dicha
métrica se puede expresar como el porcentaje obtenido de la capacidad de descarga dividido entre
la capacidad de carga completado un ciclo de la celda 1.1.

En el caso particular de las baterias de litio metélico, valores elevados de eficiencia coulémbica
estan asociados con una reduccion en la formacion de litio irreversible y con una menor degradacion
del electrolito. Alcanzar valores proximos al 100 % es esencial para asegurar una larga vida ttil de
la bateria, puesto que incluso pérdidas minimas repetidas a lo largo de los ciclos conducen a un
consumo acelerado del litio activo y a la degradacién del electrolito (Hobold et al., 2021).

Para comprender estas limitaciones y superar la barrera técnica del 99.9 % de CE, es indispen-

sable cuantificar microscopicamente el origen de esta pérdida de litio activo. Como lo mencionan
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Hobold et al. (2021), mediante técnicas analiticas como la cromatografia de gases de titulacién,
la literatura ha establecido que en electrolitos de baja eficiencia (<95 %), la pérdida de capacidad
estd dominada por litio metéalico encapsulado y desconectado electrénicamente. Por el contrario, en
regimenes de alta eficiencia, la ineficiencia se deriva predominantemente de los iones de litio atrapa-
dos durante la formacién de la SEI. Como se ilustra en la Figura 2.2, esta transiciéon de un régimen
dominado por litio muerto a uno dominado por la SEI se correlaciona directamente con la morfo-
logia del depdsito. Las reconstrucciones tridimensionales obtenidas mediante haz de iones enfocados
criogénico revelan que los electrolitos de baja eficiencia generan depésitos con alta porosidad (barras
color verde azulado que representan hasta un 17 %), mientras que, al transitar a regimenes de alta
eficiencia, la porosidad se reduce drdsticamente a menos del 1%, dando lugar a depdsitos de litio
densamente empaquetados. Empiricamente, la optimizacién fisica de estas variables ha permitido
resultados relevantes, como el uso de electrolitos de gas licuado que han logrado reportar de forma

excepcional un 99.992 % de CE.

Relacion entre litio no reaccionado y porosidad en distintos electrolitos
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Figura 2.2: Cuantificacién de la composicion del litio electroquimicamente inactivo. En la grafica las
barras grises representan la cantidad de litio metalico muerto, y las barras de color verde azulado
representan el porcentaje de porosidad. Adaptado de Hobold et al. (2021).

Para mitigar la pérdida de litio activo y estabilizar la reversibilidad de las celdas, la investigacién
experimental se ha enfocado en el disefio quimico de los electrolitos. Desde un enfoque fisico-quimico,
se ha intentado contrarrestar la inestabilidad intrinseca del sistema mediante el desarrollo de inter-
fases artificiales protectoras que regulen el depésito del metal. Como documentan Xu et al. (2019)
en su revision sobre el tema, estrategias hibridas como el uso de capas compuestas por PVDF-HFP y
LiF han logrado estabilizar la deposicién y reportar eficiencias coulémbicas superiores al 99.2 %. En

este mismo sentido, la implementacién de interfases avanzadas de conductores mixtos ha permitido
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sostener de manera excepcional eficiencias del 99.5 % a lo largo de 500 ciclos.

Los electrolitos de alta concentracién esperan estabilizar la reversibilidad del litio, dado que
modifican la red de solvatacién y la cinética de pasivacion, la cual genera decrementos en la cantidad
de litio activo. En la modalidad experimental, esta forma de proceder iénico puede controlar la tasa
de las velocidades de reaccion y suprimir las reacciones parasitas. Segun el estudio de Qian et al.
(2015), un sistema de 4 M de LiFSI en DME obtiene un depésito libre de dendritas gracias a
la fuerte coordinacién solvente-catién. Los resultados del trabajo de Qian son sobresalientes bajo
regimenes en los que la exigencia es elevada: se registran unas celdas asimétricas de Cu||Li a 4
mA cm™2 que superan los 1000 ciclos con un promedio de 98.4% de eficiencia coulémbica, al
igual que se experimentan celdas simétricas de Li||Li que son capaces de operar en 10 mA cm™?2
hasta los 6000 ciclos sin presentar cortocircuitos. Estos resultados apuntan a que la quimica de
solvatacién es el determinante del limite de eficiencia de la celda, estableciendo el fundamento
tedrico que hace necesario recurrir a métodos computacionales para estudiar estas formulaciones de
forma sistematica, del modo menos dependiente que sea posible para la validacién empirica.

El disefio molecular de nuevos solventes orientado a la optimizacion de la pasivacién interficial
invita a considerar el uso de descriptores moleculares como predictores en los modelos desarrollados.
En la misma direccién del disefio molecular, Xue et al. (2020) se propusieron el diseno de un gompleto
fluorosulfonilo” partiendo del disolvente fluoruro de N,N-dimetilsulfamoilo, que es la estructura que
se deriva del anion FSI y cuya investigacién computacional fue realizada a partir de la Teoria del
Funcional de la Densidad (DFT), demostrando una sobresaliente estabilizacién de la deposiciéon —
en su estudio se informa de una eficiencia coulémbica de un 91 % en el estado inicial, alcanzando el
99 % tras 10 ciclos y manteniendo un promedio de 99.03 % durante 400 ciclos a densidad de corriente
de 0.5 mA cm™2.

Gracias al disefio de electrolitos avanzados y con arquitecturas estructurales, se permite mejo-
rar la estabilidad del litio bajo condiciones operativas extremas. Desde una Optica orientada a la
estabilidad térmica y a la tolerancia de voltajes extremos, Weng et al. (2024) dieron cuenta de que
los liquidos iénicos de solvente tinico con un anién dual (LiFSI y EMIMTFSI) eran capaces de esta-
bilizar la deposicién de litio en condiciones extremas. En ese estudio se reporté una conductividad
i6nica de 2.8 mS cm™! a 25 °C y una eficiencia coulémbica (CE) media del 99 % tras 300 ciclos en
celdas Li||LiFePO4, marcando asi umbrales termodinamicos como referencia para la validacién de

la clasificacion de la conductividad, marcando la alta capacidad de almacenamiento.
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De forma complementaria a la quimica del electrolito, el disefio fisico de los electrodos propor-
ciona las soluciones mecanicas idéneas para controlar la morfologia del depédsito de litio. De hecho,
Yang et al. (2022) realizaron una pelicula hibrida multidimensional (MD-HFF) que mediante el
dopaje in situ con yodo favorecié a la formacién de Lil que minimiza la barrera de migracién de
los iones de litio. Experimentalmente, dicha modificacion favorecio la estabilizacién de la deposicién
(CE del 99% durante asi mas de 230 ciclos a 1 mAcm™2 y 1 mAhcem™2). La parametrizacién de
éstas variaciones del transporte iénico resulta clave para que los algoritmos realicen una evaluacion
matemadtica de como se mitiga la expansién volumétrica y la degradacién interfacial.

Por tdltimo, en el objetivo de tolerar condiciones cinéticas ain més exigentes para aplicaciones
de carga rapida, Gong et al. (2022) pusieron en préctica anfitriones de carbono duro presentando
nanoestructuras porosas en forma de flor. Su aportacién permitié operar dnodos hibridos de ion-
litio/litio metdlico con una eficiencia coulémbica del 99.5 % bajo densidades de corriente extremas
-de 16mA cm2. Es asi como estos indicadores revelan que la estabilidad del medio conductor y
la deposicién uniforme en estructuras huésped, son rutas eficaces para sostener la reversibilidad
cinética; a su vez, refuerzan la base de datos de que se extraen caracteristicas estructurales que los
modelos de clasificacién pueden utilizar para predecir fallos en condiciones de alta tasa de corriente.

La validacién experimental de la eficiencia coulémbica requiere protocolos de medida estrictos
para suprimir sesgos analiticos, y certificar la accesibilidad termodindmica de los materiales. Gracias
a la implementaciéon de procedimientos de macrociclado galvanostatico sobre danodos de magnesio
metdlico, Attias et al. (2022) pusieron de relieve que la estabilidad a largo plazo sélo se puede
definir eliminando ambigliedades operativas de técnicas tradicionales, y lograron reportar eficiencias

sostenidas del 99.59 %.

2.1.3. Conductividad Idénica

Asi como la eficiencia coulémbica, la conductividad iénica controla la capacidad cinética del
electrolito estableciendo en este qué tan rapido puede una bateria cargarse y descargarse, y la tinica
manera para poder estimar por medio del aprendizaje automatico esta transferencia de iones, es
entendiendo la fisica que lo rige, es por ello que comprender estas exigencias es primordial para
obtener descriptores cuantitativos exactos que posibiliten a los algoritmos aprender a clasificar
correctamente nuevas formulaciones no exploradas experimentalmente.

Algo importante a mencionar en la busqueda de la maximizacién del nivel de conductividad de
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un electrolito es la necesidad de que la sal de litio se disuelva por completo. De acuerdo con lo que
De Blasio et al. (2024) han expuesto, este proceso requiere que la matriz de solventes organicos
ofrezca un ambiente con elevada permitividad eléctrica, caracteristica esencial para disolver la sal
y dividir los pares iénicos. Al mismo tiempo, el medio debe tener una viscosidad baja para que
la resistencia mecénica disminuya y los iones libres puedan moverse por todo el sistema. Esta
conexién inherente entre las caracteristicas del solvente y la movilidad de los iones establece los
fundamentos tedricos que explican la eleccién de las variables reoldgicas y estructurales al crear
modelos predictivos.

Para seguir comprendiendo las propiedades de transporte, es esencial examinar la influencia
termodindmica que tiene la saturacién de sal en la movilidad iénica. A pesar de que uno podria
pensar que un aumento en la cantidad de portadores de carga optimizaria el flujo de corriente, los
electrolitos presentan una dindmica molecular extremadamente no lineal que contradice las normas
del disefio empirico convencional. Qian et al. (2015) comprobaron empiricamente esta restriccién
mediante la evaluacién de sistemas basados en LiFSI en dimetoxietano (DME). Su estudio muestra
que, cuando la concentracién de sal aumenta de 1 M a 4 M, la viscosidad del medio se incrementa
rapidamente, lo que provoca una disminucién significativa de la conductividad idénica, pasando
de 16,9 mS cm™! a 5,7 mS cm™!. Este fenémeno se explica porque la modificacién de la red de
solvatacién favorece la formacién de pares idnicos y agregados moleculares que limitan la libertad
de movimiento de los iones.

Investigar liquidos i6nicos ha aparecido como una via prometedora para modificar la quimica de
coordinacién del electrolito con el fin de sobrepasar las estrictas limitaciones cinéticas provocadas
por la elevada concentracion de sales convencionales. Aunque estos compuestos son conductores
excepcionales cuando estan en su estado puro, la manera en que se transportan se torna extre-
madamente complicada al interactuar directamente con los portadores de carga. Como explican
Appetecchi et al. (2012), la incorporacién de sales de litio a los liquidos i6nicos produce una dismi-
nucién notable en la conductividad intrinseca del medio. Esto sucede porque se establecen vinculos
intermoleculares sélidos entre el catién litio y los aniones existentes, formando conglomerados que
aumentan la viscosidad y limitan el flujo. Con el objetivo de contrarrestar este fenémeno y pro-
mover la movilidad de iones, la estrategia fisica ha buscado optimizar las mezclas diluyéndolas con
solventes de permitividad alta. En esta linea, Ferasso et al. (2025) documentan en su revision critica

que la adaptacion meticulosa de la fraccién molar de liquidos iénicos posibilita la ruptura de las
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interacciones coulémbicas daninas y se pueden obtener conductividades excepcionales, llegando a
40 mS cm ™! en condiciones térmicas favorables.

La temperatura tiene un rol esencial en las caracteristicas de transporte de los electrolitos, ya que
cambia la viscosidad del medio y la movilidad iénica. Su aumento brinda energia extra al sistema,
lo que disminuye la resistencia al flujo y promueve el desplazamiento de los portadores de carga. En
un estudio experimental realizado por Weng et al. (2024), se demostré esta influencia en liquidos
i6nicos de solvente tinico; hallaron que la conductividad iénica pasé de 2.8 mS cm~! a 25 °C a 9.0
mS cm ! a 80 °C, lo cual fue consecuencia de la reduccién de la resistencia reolégica. Estos hallazgos
demuestran que la energia térmica altera la red de coordinacién iénica y promueve el transporte de
carga, lo cual hace que la temperatura sea un factor crucial para el funcionamiento electroquimico

de los electrolitos.

2.2. Aprendizaje Automatico

2.2.1. Algoritmos de Aprendizaje Supervisado

El aprendizaje supervisado, que se basa en el entrenamiento de modelos con conjuntos de datos
etiquetados anteriormente para prever la salida ante nuevas entradas, es la modalidad mas comun
del aprendizaje automatico (Valizadeh y Amirhosseini, 2024).En la fase inicial, o de entrenamiento,
el algoritmo examina un conjunto de datos que incluye muestras de entrada y sus etiquetas asocia-
das para detectar patrones subyacentes, convirtiendo dicha informacion en un modelo matemaético.
Luego, en la etapa de inferencia, se utiliza este modelo para hacer predicciones exactas sobre datos
nuevos que no se analizaron durante el proceso de entrenamiento. El objetivo matematico de este
proceso es aprender la funcién de mapeo exacta entre las caracteristicas de entrada y sus salidas
correspondientes. Las tareas analiticas mas comunes dentro de este enfoque son la regresion y la
clasificacién. En los problemas de clasificacién, por ejemplo, el algoritmo aproxima el comporta-
miento de una funcién capaz de asignar un vector de datos a una de varias clases predefinidas.
Entre las técnicas e implementaciones algoritmicas mas utilizadas bajo este esquema de aprendizaje
en la ciencia de materiales se encuentran la Regresién Lineal, la Regresién Logistica, los Arboles de
Decisién, los Bosques Aleatorios (Random Forests), las Maquinas de Vectores de Soporte (SVM)
y las Redes Neuronales (Mobarak et al., 2023). El flujo metodoldgico de este paradigma se puede

representar mediante un proceso secuencial donde los datos de entrenamiento estructuran el algorit-
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mo para crear un modelo clasificador capaz de evaluar datos no observados previamente, tal como

se esquematiza en la Figura 2.3.

DATOS UTILIZADOS PARA
EL ENTRENAMIENTO

Y

\J L—
| ALGORITMO DE
| APRENDIZAJE AUTOMATICO
Y
DATOS FRESCOS =77 CATEGORIZADOR = 4 PREDICCION

Figura 2.3: Diagrama de flujo del proceso de aprendizaje supervisado. El esquema ilustra cémo los
datos etiquetados se utilizan en la fase de entrenamiento para construir un modelo matematico, el
cual posteriormente genera predicciones en la fase de inferencia. Adaptado de Mobarak et al. (2023)

2.2.2. Algoritmos de Clasificacién

Un algoritmo de clasificacién consiste en un procedimiento de aprendizaje supervisado que dis-
tribuye datos con multiples dimensiones a categorias discretas. Segin indica Macwan (2024), estos
modelos posibilitan que se reconozcan patrones complejos y se respalde la toma de decisiones. En
la investigacion de electrolitos para baterias de iones de litio, las métricas que miden la eficiencia
coulémbica y la conductividad iénica tienen relaciones no lineales, lo cual restringe el rendimiento
de métodos tradicionales como K-Nearest Neighbors o la Regresion Logistica. Para tratar esta com-
plejidad, se utilizan métodos de aprendizaje de conjunto, que consisten en la combinacién de varios
clasificadores para aumentar la capacidad predictiva. Los métodos de Bagging, que buscan dismi-
nuir la varianza, y los de Boosting, que se centran en corregir errores secuencialmente para obtener
una representacién mas sélida del espacio de materiales, son algunos de ellos. Esta arquitectura
predictiva, como se muestra en la Figura 2.4, funciona segun el principio de funciones aditivas. El
resultado final para un caso especifico es la suma o el promedio de las puntuaciones que cada arbol
independiente calcula Chen y Guestrin (2016). Esta suma matemaética en el analisis de electrolitos
es lo que posibilita que el modelo otorgue un peso particular a varios descriptores atémicos sin

depender de un solo arbol, que podria estar sujeto a errores
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Figura 2.4: Modelo de ensamble de arboles. La prediccion final se determina a partir de la suma de
las contribuciones realizadas por cada arbol que compone el modelo. Adaptado de Chen y Guestrin
(2016)

En el estado del arte en aprendizaje de conjunto aplicado a datos tabulares, la familia Bagging
tiene un perfecto ejemplo en la arquitectura Random Forest, que reduce el sobreajuste al entrenar
por separado arboles de decisiéon en subespacios aleatorios. En su estudio comparativo, Bentéjac
et al. (2021) mostraron que este método es extraordinariamente estable y no necesita ajustes de
hiperparametros, promediando sus predicciones espaciales para lograr una gran capacidad de ge-
neralizacién. No obstante, su investigacion también establecié que, con respecto a las dindmicas
no lineales mas complejas, los procedimientos de Gradient Boosting consiguen una discriminacién
predictiva superior al edificar arboles secuencialmente para reducir de manera iterativa los errores
residuales.

Stumpfe y Shongwe (2026) informaron que XGBoost es especialmente buena en entornos ex-
perimentales ruidosos y funciones objetivos complejas, lo que puede favorecer a la mejora de esta
propuesta matematica. Los autores enfatizan que este algoritmo incluye una formal penalizacién en
la funcién de pérdida, lo que permite tener un previo control metodolégico sobre una complejidad
estructural del arbol para combatir la memorizacién de este tipo de datos andémalos que provie-
nen del laboratorio. La evolucion de esta tipologia algoritmica nos lleva a alcanzar un rendimiento
computacional incomparable con Light GBM. Ke et al. (2017) mencionan que esta arquitectura rea-
liza una transformacién del entrenamiento practicando una estrategia de crecimiento foliar vertical
(leaf-wise) que combina con el Muestreo Unilateral Basado en Gradientes (Gradient-Based One-Side

Sampling [GOSS]), un mecanismo creado para poder preservar solamente ejemplos informativos y
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agrupar descriptores dispersos. En el marco del presente trabajo, esta evolucién tedrica difunde que
el uso de ensamblajes avanzados es la metodologia méas sobrada para poder identificar descriptores
asociados a una conductividad iénica ideal y una alta eficacia coulémbica, con lo que poder superar

las limitaciones de los modelos predictivos tradicionales.

2.2.3. Optimizacién de hiperparametros de modelos de clasificacion

La evaluacién de la conductividad y la eficiencia couliimbica por medio del electrolito usando
modelos de aprendizaje automatico requiere elecciones apropiadas de algoritmos que puedan repro-
ducir adecuadamente estas interacciones no lineales. Dadas estas condiciones, las configuraciones
por defecto tienden a dar lugar a sobreajuste o, en su defecto, a una escasa generalizacién a nuevas
formulaciones. Por eso, la optimizacién de hiperparametros ha pasado de ser empirica a constituirse
en una metodologia més eficiente para la exploracion del espacio de busqueda. Este proceso permi-
te encontrar configuraciones que puedan reflejar las relaciones mas necesidades entre las variables
del sistema, lo que permite mejorar la precision de las predicciones garantizando que los modelos
obtenidos sean estadisticamente pequenios y sean la correcta representacion de los fenémenos que
condicionan el output de las baterias.

La optimizacién de hiperpardmetros en el aprendizaje automatico ha ido progresando desde
técnicas exhaustivas hasta procedimientos que resultan més eficaces. De acuerdo con Subas: (2024),
una de las técnicas mas usadas, llamada Grid Search, examina de manera sistematica todas las
combinaciones que existen de los parametros; sin embargo, su costo computacional se incrementa
rapidamente a medida que la dimensionalidad del problema crece. La buisqueda aleatoria (Random
Search), por otra parte, disminuye este costo al examinar el espacio de forma probabilistica, pero
sin utilizar la informacién adquirida en evaluaciones anteriores. Rom et al. (2025) proponen la opti-
mizacién bayesiana como una de las metodologias mas efectivas para sobrepasar estas restricciones,
porque a partir de un modelo probabilistico de la funcién objetivo, emplea ese conocimiento para
orientar la busqueda. Este método permite hallar configuraciones 6ptimas con un niimero limitado
de evaluaciones caras, equilibrando la explotacién y la exploracién.

En este modelo probabilistico, Optuna es la herramienta que logra la mayor madurez analitica
del ecosistema de herramientas. Akiba et al. (2019) evidenciaron que este marco de trabajo de tltima
tecnologia transforma el mapeo paramétrico a través de una arquitectura de diseno por ejecucién,

que posibilita la estructuracién nativa de espacios de busqueda dindmicos. La figura 2.5 resena tal
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arquitectura eficiente; detalla el procedimiento que los distintos procesos de computo pueden seguir
para explorar instancias de la funcién objetivo en una estrategia asincrona y paralela; la forma de
compartir el historico de los resultados a través de una memoria central. Este trabajo resalté la
aplicacién del TPE (Tree-structured Parzen Estimator) con técnicas de poda secuencial que permi-
ten descartar previamente configuraciones no prometedoras acelerando asi la busqueda. En Optuna,
este concepto es adaptado para optimizar eficientemente los hiperparametros de modelos comple-
jos, eligiendo el mejor compromiso entre la mayor precisién y un coste computacional soportable.
Esto resulta en la posibilidad de identificar configuraciones con capacidad de captar relaciones no
lineales, mejorando el rendimiento predictivo sin la necesidad de tener un régimen de exploracion

exhaustiva del espacio de busqueda.

Trabajadores

Algoritmo de
Sugerencia
Algoritmo
de Poda

O [ }

API de Optuna T

debe_podar()

Funcion
Objetivo

Almacenamiento

Figura 2.5: En Optuna, cada trabajador ejecuta de manera independiente una instancia de la funcién
objetivo dentro de un estudio. A través de las API del sistema, las pruebas pueden consultar y
actualizar un almacenamiento compartido que contiene la informacién de evaluaciones anteriores.
Este esquema permite que multiples trabajadores colaboren en un mismo proceso de optimizacion,
compartiendo continuamente el avance y los resultados obtenidos. Adaptado de Akiba et al. (2019)

2.2.4. Meétricas de evaluacion de modelos de clasificacion

Segin Chicco y Jurman (2020), el rendimiento de un algoritmo de clasificacién se organiza
y evalia mediante una matriz de confusién (Figura 2.6), que segmenta los resultados en cuatro
grupos bdsicos: verdaderos positivos (TP), falsos negativos (FN), verdaderos negativos (TN) y
falsos positivos (FP). De estas categorias, se obtienen métricas estadisticas concretas para medir

cuantitativamente la calidad de las predicciones:
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» Exactitud (Accuracy): Se refiere a la proporcién de casos clasificados correctamente en

comparacién con el total de muestras. Mateméticamente, se establece como:

TP +TN
TP+TN+ FP+FN

Accuracy =

» Precision (Precision): Determina la proporcién de predicciones positivas que son verdade-

ramente correctas. Se calcula mediante:

TP

Precision = m

» Sensibilidad (Recall o Tasa de Verdaderos Positivos): Mide el porcentaje de casos

positivos reales que el modelo identifica correctamente, calculado como:

TP

Recall = — "+
T TPYFEN

= F1-Score: Corresponde al promedio armoénico entre la precision y la sensibilidad. Se define

mediante:

2xTP

Fl=
2xTP+FP+FN

donde su valor se encuentra en el intervalo [0, 1]. Aunque es una métrica ampliamente utilizada,

no considera los verdaderos negativos y no es simétrica frente a la permutacion de clases.
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Figura 2.6: Diagrama comun de una matriz de confusién

Curvas ROC (Receiver Operating Characteristics): se emplean para analizar el desem-
peno del modelo en diversos niveles de decisién. Segin Fawcett (2006), la curva ROC es un diagrama
en dos dimensiones que representa el compromiso entre los costos y las ventajas de un clasificador
(ver Figura 2.7 ); se dibuja la tasa de verdaderos positivos a lo largo del eje Y y la tasa de falsos
positivos a lo largo del eje X. Para comparar varios modelos utilizando un tnico valor escalar, se
determina el Area Bajo la Curva ROC (AUC). El AUC oscila entre 0 y 1.0; si es igual a 0.5, significa
que se estd utilizando una tactica de adivinacién al azar. E1 AUC, en términos estadisticos, es la
probabilidad de que una muestra positiva seleccionada aleatoriamente tenga una calificacién mas

alta que una negativa también elegida al azar.
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Figura 2.7: Diagrama comtn de una curva ROC: El grafico muestra la relacién dindmica entre
la Tasa de Verdaderos Positivos y la Tasa de Falsos Positivos. La linea azul sélida representa el
clasificador propuesto, mientras que la linea punteada negra define el umbral de una clasificacion
puramente aleatoria (AUC = 0,5).

2.2.5. Interpretabilidad de modelos de aprendizaje automatico

En el diseno de baterias de iones de litio y en la ciencia de materiales, un modelo predictivo tiene
que explicar los principios quimicos y fisicos que respaldan sus decisiones ademas de proporcionar
una precisién elevada. No obstante, las arquitecturas de aprendizaje de conjunto mds sofisticadas,
empleadas para modelar las complejas relaciones que definen la conductividad iénica y la eficiencia
coulémbica, tienden a actuar como sistemas de caja negra. Los métodos post-hoc crean explicaciones
acerca de modelos previamente entrenados sin que su rendimiento se vea comprometido, a diferencia
de los modelos intrinsecamente interpretables, que intercambian la capacidad para predecir por
simplicidad. Asi, se pueden determinar los descriptores fisicoquimicos mas importantes, verificar el
comportamiento del modelo y transformar sus prondsticos en informacién valiosa para la creacién
de nuevos electrolitos.

Entre las principales perspectivas que se encuentran en la literatura acerca de las explicaciones
independientes del modelo (model-agnostic) sobresalen dos. Por una parte, Ribeiro et al. (2016)

sugirieron LIME (Local Interpretable Model-agnostic Explanations), un método que se aproxima a la
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conducta de un clasificador complejo alterando datos en torno a una instancia particular y generando
un modelo lineal alternativo que es util para examinar formulaciones individuales de electrolitos. Sin
embargo, Lundberg y Lee (2017) presentaron SHAP (SHapley Additive exPlanations), que unifica
metodologias anteriores bajo los fundamentos de la teoria de juegos cooperativos, con el objetivo de
superar las debilidades en matematicas y la inestabilidad de estas aproximaciones puramente locales.
Su estudio preliminar mostré que SHAP proporciona propiedades tedricas fundamentales como la
consistencia y la eficacia cuando permite obtener la correcta evaluacion marginal de cada variable
predictiva. De acuerdo con Muia et al. (2025), esta exactitud en el procedimiento de calidad convierte
SHAP en una herramienta més desarrollada para entregar indices confiables cuando varia el espacio
de datos. También es destacable como S. Saliu et al. (2025) dejan claro que la implementacién de esto
se traduce en el cumplimiento del punto de transparencia necesario para validar arquitecturas de
gran nivel de opacidad. La aplicacién de la estructura SHAP en el &mbito de la presente investigacién
ofrece la herramienta para abrir la caja negra de ensamblajes como LightGBM o XGBoost y asi
poder ofrecer una adecuada interpretacién de cémo las fracciones atémicas o las variables controlan

tanto la estabilidad de la interfase como la movilidad de los iones de litio.

2.2.6. Aprendizaje Automatico Aplicado a Baterias

La investigacién cientifica ha sido revolucionada por la transicion de los métodos de ensayo y
error hacia el descubrimiento de materiales basado en datos. La complejidad del espacio quimico
hace que en los sistemas de almacenamiento de energia sea dificil crear nuevos materiales por medio
de métodos convencionales. En estas circunstancias, los algoritmos de aprendizaje automético hacen
posible el reconocimiento de relaciones y patrones no lineales. Esto ayuda a evaluar y clasificar el
rendimiento de los electrolitos mediante sus propiedades moleculares, asi como a prever métricas im-
portantes como la conductividad i6nica y la eficiencia coulémbica. Mobarak et al. (2023) describen
la investigacién basada en datos como el cuarto paradigma de la ciencia, enfatizando que el apren-
dizaje automatico acelera la identificacién de materiales al descubrir patrones estadisticos en datos
con alta dimensionalidad. No obstante, su investigacion también alerta acerca de las restricciones
en cuanto a interpretabilidad que son intrinsecas a los modelos complejos de caja negra, lo que
plantea dudas sobre su habilidad para generalizarse a partir de datos limitados. Esta observacién es
crucial desde el punto de vista metodoldgico para esta tesis, pues justifica la necesidad ineludible de

emplear instrumentos de interpretabilidad algoritmica no solo con el fin de clasificar correctamente
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las variables del electrolito, sino también para obtener una comprension clara desde el punto de
vista fisico-quimico acerca de los mecanismos que dirigen la prediccién.

En particular, en el d&mbito de los sistemas de iones de litio, Valizadeh y Amirhosseini (2024)
indagaron sobre la influencia del aprendizaje automéatico durante todo el ciclo vital de las baterias.
Muestran céomo técnicas como Bosques Aleatorios y Maquinas de soporte vectorial logran superar
limitantes de escalabilidad, adema&s de reducir costos computacionales a la hora de buscar electrolitos
y materiales 6ptimos, apoyando de esta manera la aplicaciéon de estos algoritmos en la prediccion de
clasificacion del desempeiio de estas soluciones liquidas y evitando de esta manera experimentacién
exhaustiva costosa, siendo una opcion mas eficaz.

Esta forma de ver la quimica se aplica tal cual a la formulacién quimica de la celda, Donde
Deng et al. (2026) afirman y sostienen que el disefio empirico cldsico no es suficiente para optimizar
unas caracteristicas en oposicién como la estabilidad interfacial o la conductividad iénica por la
gran cantidad de espacio quimico disponible. Los autores proponen que el disefio basado en datos
constituyen una forma revolucionaria de poner solucién a las relaciones no lineales que existen entre
los descriptores de los componentes y el rendimiento del dispositivo. Por lo tanto, este método
muestra la capacidad de los procedimientos fundamentados en datos para establecer una relacion
entre la composicién de los electrolitos y su rendimiento electroquimico, lo que permite detectar

formulaciones con posibilidades sin tener que apoyarse inicamente en experimentos exhaustivos.

Una vez establecido el disefio basado en datos como un paradigma en la ciencia de materiales, el
reto siguiente es anticipar cémo evolucionaran las celdas bajo condiciones operativas. La medicion
directa de los procesos internos que determinan la degradacién y el rendimiento de las baterias es
dificultosa debido a su complejidad estructural y a la influencia de factores externos. Los métodos
fundamentados en datos han aparecido en este contexto como un instrumento efectivo para calcular
estados internos y anticipar cémo se desarrollard el sistema sin necesidad de hacer mediciones
invasivas. Segun Nasajpour-Esfahani et al. (2024), el ruido exterior y la temperatura del ambiente
aumentan la complejidad de estas estimaciones; por ello, se han utilizado modelos de aprendizaje
profundo para determinar el estado y la vida 1util de las baterias. Estos progresos muestran la
capacidad de la inteligencia artificial para examinar sistemas electroquimicos que son muy complejos
y no lineales.

Ren y Du (2023) revisaron la implementacién de algoritmos fundamentados en datos para esti-
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mar el estado de salud (SOH) y el estado de carga (SOC) dentro del marco de la supervisién del
rendimiento de las baterias. Su andlisis revela que, en diversas condiciones operativas, arquitecturas
de aprendizaje profundo como LSTM y Unidades Recurrentes Cerradas (GRU) tienen la capaci-
dad de captar el cardcter no lineal del deterioro y llegar a MAE por debajo del 1.5 %. Asimismo,
enfatizan que no solamente la arquitectura utilizada, sino también la calidad de los datos de en-
trenamiento y una correcta sintonizacién de hiperparametros determinan el rendimiento de estos
modelos, subrayando asi lo crucial que es disponer de bases de datos estandarizadas y confiables.

Severson et al. (2019) probaron que es posible prever la vida ttil de las baterfas a través de
modelos fundamentados en datos, sin necesidad de tener un entendimiento explicito de los meca-
nismos que provocan su degradacion. Utilizando redes elasticas y atributos obtenidos de las curvas
de voltaje en los ciclos iniciales, fueron capaces de calcular la vida 1til con un margen de error
(MAPE) del 9.1 %. Asimismo, un modelo de clasificacién detect si las celdas sobrepasarian los 550
ciclos con un error de prueba del 4.9% solamente, empleando datos de los cinco ciclos iniciales.
Estos hallazgos demuestran que las sefiales de operacion tempranas tienen la informacién necesaria
para prever el rendimiento futuro de una bateria.

Ademas, Kauwe et al. (2019) utilizaron SVM y Bosques Aleatorios para predecir la capacidad de
descarga especifica de materiales para baterias a partir de descriptores composicionales. Su modelo
de bosque aleatorio, en el conjunto de prueba, logré un coeficiente de determinacién (R?) de 0.48 y
un error absoluto medio de 15.7 mAh g~!. A pesar de que los investigadores indican que la falta de
estandarizacion en las informaciones experimentales afecta la exactitud de los modelos, sus hallazgos
muestran el potencial de los algoritmos de ensamble para hallar materiales y subrayan lo relevante
que es utilizar descriptores fisicoquimicos definidos con claridad y bases de datos organizadas.

La estabilidad y el rendimiento de las baterias se ven influidos directamente por la composicién
quimica del electrolito y la concentracién de los grupos funcionales que lo componen, mas aun
en sistemas de alta tensién en los que las reacciones interfaciales aceleran su degradacion. Yan
et al. (2025) construyeron un modelo basado en datos para identificar electrolitos de alto voltaje en
celdas de litio metélico, usando como variables de entrada la molaridad de los grupos quimicos que
aparecen en los disolventes (enlaces carbonato y éter). En su comparacién de diferentes arquitecturas
de aprendizaje automatico, mostraron que los algoritmos de ensamble son muy buenos para describir
la relacién entre el rendimiento y la composicién. En su caso concreto, el modelo de Bosque Aleatorio

obtuvo un error cuadratico medio (MSE) de 0.0074.
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Conforme los modelos fundamentados en datos se vuelven mas precisos prediciendo el desempeno
y la degradacién de las baterias, surge el reto de entender los mecanismos que respaldan sus predic-
ciones. Es crucial determinar qué interacciones y variables fisicoquimicas afectan el comportamiento
del sistema, ademas de lograr una precisién elevada. Por lo tanto, estudios recientes han incluido
modelos dirigidos por principios fisicos y métodos de interpretabilidad que posibilitan entender la
l6gica interna de los algoritmos y obtener informacién valiosa para crear nuevos materiales. Al in-
tegrar principios fisicos en los modelos de aprendizaje automatico, es posible describir fenémenos
complejos con menos dependencia de grandes cantidades de datos. Gu et al. (2022) evidenciaron
esta perspectiva a través de las Redes Neuronales Informadas por la Fisica (PINNs), que incorpo-
ran las ecuaciones diferenciales del sistema en el proceso de entrenamiento. Mediante una cantidad
reducida de datos, su modelo logré pronosticar la conducta de materiales con errores relativos en el
rango de 10~%. De acuerdo con estos hallazgos, la inclusién de limitaciones fisicas es una téctica efec-
tiva para aumentar la exactitud de los modelos en situaciones donde no hay suficiente informacion
experimental.

La teoria de juegos cooperativos ha surgido como una posible solucién para evaluar la contribu-
cién individual de cada variable, con el propdsito de encarar de manera directa el problema de la
interpretabilidad algoritmica en baterias. Wang et al. (2021) llevaron a cabo varias implementaciones
de algoritmos no lineales con el objetivo de estimar la capacidad de descarga en catodos dopados de
tipo NCM, subrayando la eficiencia de la Méquina de Potenciacién del Gradiente (GBM), que logré
un coeficiente de determinacién (R?) igual a 0.76 y un error cuadratico medio (RMSE) en prueba
equivalente a 16.66 mAh g~!. La utilizaciéon innovadora de los valores SHAP (SHapley Additive
Explanations) para evaluar la relevancia de las variables fue la contribucién mas importante de su
estudio, mostrando con niimeros que una menor cantidad del dopante y una electronegatividad méas
baja del mismo favorecen que haya mayor retencién de capacidad.

En ultima instancia, se ha corroborado que los valores SHAP tienen la capacidad de convertir un
modelo predictivo en una herramienta para disefiar materiales en varios campos de la fisicoquimica.
Para pronosticar la temperatura de Curie basdndose en proporciones atémicas, Liu et al. (2024)
usaron algoritmos de ensamble durante el diseno de aleaciones amorfas que tienen como base el
hierro. En el conjunto de prueba, su modelo ideal, basado en un Arbol de Potenciacién del Gradiente
(GBT), alcanzé un coeficiente de determinacién (R?) de 0.92 y un minimo error porcentual absoluto

medio (MAPE) del 5.21 %. Al igual que Wang et al. (2021), los autores integraron SHAP para
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establecer una clasificacién de importancia de las caracteristicas, identificando los valores umbrales
criticos de cada fraccion elemental y disenando con éxito nuevas aleaciones con propiedades térmicas
especificas, evidenciando asi, como los métodos de interpretabilidad nos permiten facilitar entender

qué factores o propiedades complejas determinan el desempeno de materiales

Como 1ultimo paso en el diseno de materiales basado en datos, y después de haber identificado
que la aplicacion de algoritmos robustos y de marcos de interpretabilidad que permiten superar el
obstaculo de caja negra de los modelos de aprendizaje automaético, es necesario modelar las variables
que controlan el rendimiento de la celda, y es aqui que la eficiencia coulémbica y la conductividad
i6nica son los indicadores del transporte de masa y de la reversibilidad interfacial, por este orden,
La consideracion de modelos predictivos sobre estas variables especificas permite sustituir el clasico
estudio empirico por una interesante categorizacién computacional.

La combinacién de descriptores estructurales y quimicos con algoritmos de ensamble ha mostrado
un alto potencial para hacer predicciones en el campo de la conductividad iénica. Para pronosticar la
energia de enlace y el transporte de carga en electrolitos haluros dopados (LieZrClg), E1 Massafi et al.
(2026) utilizaron modelos como Light GBM y XGBoost. Para la conductividad i6nica, su modelo
basado en XGBoost obtuvo un coeficiente de determinacién (R?) de 0.8062 y un error absoluto medio
(MAE) de 0.6012. A pesar de que la investigacién estd enfocada en electrolitos en estado sélido, sus
hallazgos muestran que una tactica efectiva para predecir propiedades de transporte en sistemas
electroquimicos y captar relaciones no lineales es el uso combinado de descriptores elementales con
algoritmos que potencian el gradiente.

Kumar et al. (2024) compilaron una de las bases de datos experimentales mds completas so-
bre conductividad iénica empleando LightGBM y Redes Neuronales Gréficas para crear modelos
predictivos, abarcando tinicamente electrolitos liquidos. El mejor resultado que lograrén fue de un
MAE de 0.09 log mS cm ™!, lo que equivale a 1.23 mS cm™!. Un afiadido fundamental es que dicho
modelo mostré una dependencia no lineal intensa entre la movilidad idnica, la temperatura y la
concentracién de sal, y asi demostrando cémo, a partir de descriptores fisicos de los materiales, se
puede predecir de manera confiable la conductividad en los electrolitos.

La reversibilidad en la interfaz entre el electrolito y el electrodo, ademas del transporte ionico,
determinard si la bateria es de larga duracién por lo que es crucial evaluarla parametrizando dicha

situacién. Kim et al. (2023) abordaron este reto mediante el diseno de modelos supervisados de
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Machine Learning usando como variable de entrada la composicién elemental con el objeto de
estimar en celdas de litio metélico la eficiencia coulémbica. Los autores cambiaron la métrica hacia
una escala logaritmica (LCE):

con el objetivo de sensibilizar al algoritmo en regimenes de alto rendimiento, lo que posibilité que
su modelo de Bosque Aleatorio (Random Forest) tuviera un error cuadrético medio (MSE) de
prueba de solo 0.333. El anélisis de la importancia de las caracteristicas determiné que el elemento
limitante mas significativo es la proporciéon de oxigeno en el disolvente. Siguiendo este modelo,
los autores desarrollaron electrolitos sin flior que mostraron eficiencias coulémbicas experimentales
de hasta el 99.70 %. Estos resultados muestran que los descriptores fundamentados en fracciones
moleculares y los algoritmos de ensamble tienen la capacidad de vincular la composicién quimica
con el rendimiento electroquimico y guiar el disefio 16gico de electrolitos novedosos.

Conforme las formulaciones de electrolitos logran niveles mas altos de rendimiento, los indicado-
res convencionales de diseno disminuyen su capacidad explicativa. En estas circunstancias, categori-
zar los datos en grupos de alta y baja eficiencia es una estrategia eficaz para determinar cudles son
los factores fisicoquimicos que restringen el rendimiento en diferentes regimenes operativos. Esta
perspectiva hace posible desvelar patrones y mecanismos subyacentes que no se pueden identificar
facilmente por medio de métodos empiricos o a través de la predicciéon de una sola variable continua.

Oyakhire et al. (2024) disenaron modelos fundamentados en Bosques Aleatorios (Random Fo-
rest) para analizar electrolitos en celdas de litio metalico, utilizando una estrategia de segmentacién
del rendimiento. Las 189 formulaciones examinadas se separaron en dos grupos: una con alta efi-
ciencia coulémbica (mas del 98 %) y otra con baja eficiencia. La relacién entre flior y oxigeno (F/O)
y la proporcién de oxigeno en el solvente fueron determinantes en la clase de alta eficiencia, segtiin
el andlisis de importancia de caracteristicas, que revelé que los factores predominantes son distin-
tos entre los dos regimenes, identificando la corrosién galvanica como un factor limitante para la
eficiencia coulémbica.

Una vez demostrada la posibilidad de prediccion de la eficiencia coulémbica, el diseno de elec-
trolitos se convierte en un proceso que debe optimizar varias propiedades de forma simultanea. En
especial, la estabilidad interfacial a menudo es antagénica con la conductividad iénica, lo que deriva

en un compromiso entre la reversibilidad y el transporte de carga. La inteligencia artificial permite
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abordar las dos métricas al mismo tiempo, asi como analizar eficientemente grandes espacios quimi-
cos. En consecuencia, el enfoque de miultiples objetivos favorece la respuesta de formulaciones que
puedan redundar en la estabilidad y la conductividad de los sistemas electroquimicos de vanguardia.

Zhang et al. (2025) constataron un marco de optimizacién bayesiana, junto con un anélisis de
frente de Pareto, para concebir electrolitos localizados de elevada concentracién (LHCE), ademés
de abordar la optimizacién de varias propiedades. Usando como mediante la regresién de proceso
gaussiano como modelo sustituto, donde se procura simultdneamente el sobrepotencial cinético y la
eficiencia coulémbica, utilizando un método iterativo, encontraron la formulacién que, en baterias
sin anodo, muestra una capacidad de retencién del 55 % tras 100 ciclos, lo que supera el 45 % que
obtenia el electrolito de referencia, al mismo tiempo que se obtiene una eficiencia coulémbica del
99.39 %.

Para analizar de manera conjunta la conductividad iénica y la eficiencia coulémbica, se necesitan
métricas unificadas que puedan clasificar espacios quimicos extensos de forma coherente. Este méto-
do no solo ayuda a identificar formulaciones con potencial, sino que también promueve el diseno
inverso de materiales, lo que posibilita la creacién de nuevas estructuras moleculares dirigidas hacia
metas especificas de rendimiento.

Kumar et al. (2024) idearon un método fundamentado en macrodatos para encarar la evaluacion
simultdnea de varias propiedades, que combina la estabilidad oxidativa, la conductividad iénica y la
eficiencia coulémbica a través de una métrica unificada conocida como eScore. Los autores lograron
clasificar y filtrar disolventes previamente inexplorados utilizando este marco en repositorios que
contienen més de 24 millones de compuestos. El fluoruro de etanosulfonilo (ESF) fue uno de los
candidatos que se identificaron y sobresalié al obtener un rendimiento excepcional con una eficiencia
coulémbica del 99.5 %. Estos hallazgos demuestran que los modelos de multiples objetivos tienen la
capacidad de acelerar el descubrimiento de electrolitos, més alld del método tradicional de ensayo
y error.

Yang et al. (2026) establecieron un marco integrado que combina modelos generativos de difusién
condicional con redes neuronales predictivas de grafos (GNN), llevando la capacidad analitica a la
frontera del diseno computacional. En base a este sistema, sus electrolitos formulados alcanzaron
valores de eficiencia coulimbica de mas del 96 % ademés de conductividades iénicas por arriba
de los 15 mS cm™!, valores considerables de alto desempefio y que brindan un referente para la

clasificacion de estos materiales.



Capitulo 3

Metodologia

En este tercer capitulo se describe el flujo de trabajo computacional y analitico para la clasifi-
cacién del desempeiio de electrolitos. Se presenta la recoleccion y curacién de datos experimentales,
asi como la definicién de clases y umbrales de rendimiento. Posteriormente, se detalla el preproce-
samiento e ingenieria de caracteristicas, incluyendo la extraccién de descriptores fisicoquimicos a
partir de estructuras moleculares. Finalmente, se expone el diseno experimental, abarcando la se-
leccion de algoritmos de clasificacién, la optimizacion de hiperparametros y la aplicacion del marco

SHAP para la interpretabilidad de las predicciones.

3.1. Descripcién de los Datasets

Las bases de datos utilizadas para cada uno de los objetivos, como lo son la eficiencia coulémbica
y la conductividad iénica, se detallan a continuacién, incluidos su composicién y su preprocesamiento

de curacion.

3.1.1. Dataset de Eficiencia Coulémbica

El conjunto de datos para la evaluacién de la eficiencia coulémbica ha sido creado mediante la
combinacién de las dos principales bases de datos que se encuentran en la literatura existente en
baterias de litio metdlico: Kim et al. (2023) y Kumar et al. (2024). La factibilidad y la adecuada
compatibilidad de las metodologias en las que se basa la fusion de las dos bases de datos, se debe a que
ambos estudios toman sus métricas sobre el mismo tipo de configuraciones experimentales, donde los

dos estudios han reportado mediciones de eficiencia coulémbica tomando medidas unicamente con
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configuraciones de celdas eléctricas Litio-Cobre (Li||Cu), las que deben ser realizadas a temperatura
ambiente y normalmente utilizando intensidades de corriente en el rango 0.4-1 mA cm~2. Al utilizar
el mismo diseno de celda para la prueba, los valores a través de datos médicos corresponden al
mismo proceso de reversibilidad electroquimica y de pérdida de litio, permitiendo asi su fusién,
sin que el diseno del experimento interfiera en los resultados de la fusién final. Para asegurar la
explotacién de la base de datos unificada, se utilizé6 el marco de descriptores quimicos de Kim
et al. (2023), donde en su propuesta se introducen 13 variables descriptivas que son aquellas que se
encuentran basadas en las fracciones molares (porcentajes) de los componentes quimicos que forman
el electrolito, que abarca tanto el solvente como la sal y la composicién total en si, proporciones
que estan alineadas junto a su correspondiente eficiencia coulémbica en porcentajes del tipo lineal.
Teniendo en cuenta que la base de datos extraida de Kumar et al. (2024), la cual esta formada por 142
registros, utilizaba la representacion SMILES para explicar la estructura y composicién quimica de
las sales y de los electrolitos, fue necesario realizar un proceso de curado y armonizacién. En primer
lugar, se identifican los propios materiales que forman el electrolito y se obtiene su propiedades
fisicoquimicas (por ejemplo la densidad y el peso molecular) a través del uso de repositorios quimicos
tales como PubChem y ChemSpider. Una vez caracterizada la composicion, se aplicé un método
volumétrico-atémico. Este procedimiento consistié en calcular la fraccién molar dividiendo el niimero
de atomos de cada elemento entre el niimero total de atomos presentes en un litro de solucién. De
esta manera, se lograron realizar los conteos atémicos exactos para derivar con precision las 13
variables planteadas por el enfoque de Kim et al. (2023).

Para brindar mayor claridad sobre los descriptores quimicos adoptados, la Tabla 3.1 detalla
las 13 variables predictivas generadas. Estas caracteristicas se centran en la composicién elemental
del electrolito y en las relaciones molares entre el solvente y el anién, abordando pardmetros como
las fracciones de oxigeno, carbono y flior, asi como la proporcién inorganica-organica. La eleccion
de estas variables es esencial para el modelado, ya que representan factores criticos que influyen
directamente en la estructura de solvatacion de los iones y en la formacién de la interfase electrolito-

solido.
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Cuadro 3.1: Variables descriptoras del conjunto de datos de electrolitos.

Variable Descripcion

0%, C%, F% Fraccién molar global de Oxigeno, Carbono y Flior en la
composicién del electrolito.

sO, sC, sF Fraccién molar de Oxigeno, Carbono y Fldor especificamen-
te en los componentes solventes.

a0, aC, aF Fraccién molar de Oxigeno, Carbono y Flior en las especies
aniénicas.

F/O,F/C, O/C Razones elementales entre Flior, Oxigeno y Carbono, que
describen relaciones composicionales.

InOr Relacion entre componentes inorganicos y organicos en el

sistema de electrolito.

Para asegurar la integridad del dataset y evitar sesgos en el aprendizaje de los modelos, se
aplicé un filtro de deteccién de valores atipicos. Se eliminaron aquellos registros con una eficiencia
coulémbica inferior al 80 % (por ejemplo valores de CE = 9 %), ya que representaban ruido de una
medicién y se consideran celdas disfuncionales, resultando en un conjunto de datos final consolidado

de 283 registros aptos para el entrenamiento.

3.1.2. Dataset de Conductividad Ionica

Para el estudio y modelado del transporte de carga en los electrolitos, se empled la base de
datos experimental de Kumar et al. (2024), recopilada y curada por ellos en su estudio. Esta base
de datos representa una de las recopilaciones empiricas mas extensas reportadas en la literatura
sobre electrolitos liquidos apréticos de litio, abarcando un total de 10,196 observaciones obtenidas
de diversas fuentes y evaluadas bajo miltiples condiciones térmicas y de concentracion. En su estado
original, es decir, previo a cualquier etapa de preprocesamiento o ingenieria de caracteristicas,
el conjunto de datos se compone de 13 variables principales que describen de forma precisa la
formulacion de la mezcla multicomponente y sus condiciones de operacién. La arquitectura del
conjunto de datos original hace posible la representacion de la formulacién de sistemas complejos
de un méximo de cuatro solventes diferentes y una sal de litio. Cada uno de estos compuestos

quimicos se devuelve mediante su notacion SMILES — subyacente a esta identidad quimica, cuya
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cadena es capaz de codificar la topologia de la estructura molecular por medio de cadenas de texto
absolutamente legibles por ordenador — ademés de la proporcién de los solventes que componen
la mezcla y las precisas condiciones fisicas que se aplicaron para poder medir el rendimiento. A
continuacién, la Tabla 3.2 se ocupara de describir en detalle las variables que configuran el dataset
en su forma cruda, las cuales se convierten en el punto de inicio para después calcular los descriptores
moleculares.

Cuadro 3.2: Descripcion detallada de los campos originales en la base de datos.

Variable origi- Concepto Fisico Descripcién Unidades /
nal Formato
solv_1_sm a Identidad de los Estructura quimica de hasta cuatro po- Texto  (SMI-
solv_4_sm solventes sibles solventes que componen la mez- LES)

cla del electrolito.

Proporcién de sol-  Fraccién volumétrica o molar de cada Numérico (0 a

solv_ratio.l a
ventes solvente respectivo dentro de la mezcla 1)

solv_ratio 4
formulada.

Identidad de la sal ~ Estructura quimica de la sal de litio di- Texto  (SMI-

salt_sm
suelta en el sistema. LES)

Concentraciéon de Concentracion de la sal de litio presente  Molaridad (M)
conc_salt

la sal en el electrolito.

Temperatura  de Temperatura a la cual se realizé la me- °C
temperature

operacion dicién experimental de la celda.

Conductividad Variable objetivo original. Medicién ex- mS/cm
conductivity

iénica perimental de la conductividad iénica

del electrolito.

3.2. Definicién de Clases y Umbrales

Para transformar el problema de regresiéon en uno de clasificacién binaria, se establecieron um-

brales criticos basados en criterios de desempeno electroquimico:

= Eficiencia Coulémbica: Se eligi6é un limite critico que permitiera distinguir de forma objetiva

entre electrolitos con bajo rendimiento y aquellos con alto rendimiento. Por lo tanto, se designé
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como Clase 1 (alto rendimiento) a los electrolitos que tienen una Eficiencia Coulémbica de
al menos el 99 %, y como Clase 0 (bajo rendimiento) a los que estdn por debajo. La eleccién
de un umbral del 99 % no es caprichosa, sino que se ajusta rigurosamente a las exigencias
de reversibilidad electroquimica necesarias para el desempeno de baterias en la vida real.
Segin la investigacién de Attias et al. (2022), para que una bateria de metal recargable
tenga viabilidad en aplicaciones practicas y pueda resistir cientos de ciclos estables de carga
y descarga, es obligatorio que su eficiencia coulémbica supere el 99 %. Bajo condiciones de
aplicacién practica, los dnodos de litio deben someterse a altas densidades de corriente y
capacidades de ciclado, escenarios donde los cambios drasticos de volumen y el crecimiento
incontrolado de litio son fenémenos perjudiciales altamente anticipados. En este sentido, el
estudio de Xu et al. (2019), aduce que la CE del litio protegido debe ser superior al 99 % para
mantener la ventaja tedrica de alta densidad de energia y asegurar la longeva vida de la célula.
Yang et al. (2022), mostraron experimentalmente que una CE del 99 % y su mantenimiento
durante ciclos largos representa un umbral de prueba de alta reversibilidad electroquimica,
deposicién uniforme de litio y reduccién de cambios de volumen. Establecer este limite del
99% va en la linea de perseguir escenarios de corto plazo viables y al mismo tiempo, es
capaz de sentar las bases para escalar hacia un futuro con pardmetros mas exigentes. Como
advierten Hobold et al. (2021), la adopcién de vehiculos eléctricos de forma masiva exigira,
eventualmente, mayores eficiencias que supere el 99.9 % o 99.95 %, para poder garantizar una
retencion de la capacidad de un 80-90 % tras 1,000 ciclos de uso. Por consiguiente, clasificar
a los electrolitos con una CE inferior al 99 % como Clase 0 se justifica en que estos sistemas
implican una pérdida acumulativa de litio activo en cada ciclo, resultando incompatibles con

los estandares de viabilidad comercial a largo plazo.

Como resultado de la aplicacién del umbral del 99 %, el conjunto de datos consolidado de
283 registros experimenté una segmentaciéon binaria. La Figura 3.1 ilustra la distribucién
continua de la Eficiencia Coulémbica y el balance de clases resultante tras aplicar el criterio

de separacion.
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Figura 3.1: Distribucién de los valores de la eficiencia coulombica y balace de las clases resultantes
de la aplicacion del umbral

Como se puede apreciar, el conjunto de datos final tiene un desequilibrio de clases que es
natural, ya que estd compuesto por 201 muestras de la Clase 0 y 82 de la Clase 1. Es relevante
enfatizar esta distribucion, porque una mayoria de electrolitos de bajo rendimiento muestra la
dificultad inherente en términos fisicos y quimicos de formular sistemas que logren eficiencias

adecuadas para ser comercializables.

= Conductividad Iénica: Para modelar el transporte idnico, la variable continua de con-
ductividad fue discretizada para plantear un problema de clasificacién de multiples clases.
Establecer fronteras operativas claras ayuda al algoritmo a diferenciar entre formulaciones
que limitan el flujo de carga y aquellas que mejoran la cinética de la celda. Por lo tanto, el
conjunto de datos se dividié en tres categorias de rendimiento basadas en parametros estrictos

de viabilidad fisica y comercial.

Clase 0 (conductividad baja, < 1 mS/cm): Indica un sistema de transporte ineficaz. En su
metodologia, Kumar et al. (2024) establecieron que el limite minimo necesario para disminuir
la caida 6hmica en la celda es de 1.0 mS/cm. Appetecchi et al. (2012) concluyeron que no
es posible garantizar propiedades de transporte viables si no se alcanza un rango de 1073
S/cm, en linea con esta limitacién. Ademads, Li et al. (2023) informaron que es indispensable
sobrepasar la barrera de 1 mS/cm para asegurar que el electrolito funcione en dispositivos
reales. En consecuencia, se descartan las formulaciones de esta categoria para aplicaciones

practicas, ya que presentan alta resistencia interna.
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Clase 1 (Conductividad media, de 1 a 10 mS/cm): Establece el régimen operativo funcional.
Las formulaciones en esta clase han sobrepasado la barrera critica de caida 6hmica y tienen la
movilidad iénica requerida para garantizar el transporte en aplicaciones estandar.Ferasso et al.
(2025) demostraron en su revisién que un amplio espectro de electrolitos seguros y funcionales,
como los basados en liquidos iénicos, presentan conductividades operativas entre 1073 y 1072
S/cm (es decir, entre 1 y 10 mS/cm), lo cual justifica este intervalo. Esto indica que estas
mezclas son factibles para el ciclado, pero atin no alcanzan el limite superior requerido por

tecnologias de alta potencia o carga rapida.

Clase 2 (Conductividad alta, >10 mS/cm): Representa el régimen de alto rendimiento y de
transporte de carga mayor. Segun el andlisis de electrolitos comerciales que Kumar et al. (2024)
han recopilado, el estandar operativo de la industria, por ejemplo el LiPF6 en combinaciones
de carbonatos (EC/DMC), ha mostrado un promedio registrado de 10.11 mS/cm. En el marco
de esta tesis, incluir un electrolito en esta categoria quiere decir que su movilidad iénica tiene
una competencia directa o la supera, en comparacion con el estado del arte de la industria,
lo cual lo hace adecuado para resistir altas exigencias de transmisién de energia. En la Figura
3.2a se pueden observar la distribucién de valores de conductividad de manera logaritmica

con los umbrales definidos, y en la Figura 3.2b el tamano de las clases resultantes.

Distribucion de Clases de Conductividad
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(a) Distribucién de la conductividad en escala lo-
garitmica. (b) Balance de clases después de aplicar el umbral.

Figura 3.2: Distribucién de los valores de conductividad y balance de clases resultantes tras la
aplicacién del umbral.
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3.3. Preprocesamiento e Ingenieria de Caracteristicas

3.3.1. Expansién y Seleccién de Variables para la Eficiencia Coulémbica

Las 13 variables descriptivas elementales originales no son suficientes para captar la elevada no
linealidad de los procesos electroquimicos, y en particular, la reaccién de formacién y estabilizacion
de la interfase electrolito-solido (SEI); para solventar la limitacién expositiva mencionada y aumen-
tar la capacidad predictiva de los algoritmos, se llevé a cabo una estrategia de pre-procesado para
la reduccién de dimensionalidad estructurada en dos etapas: i) una expansién polinémica de las
caracteristicas y ii) la seleccién regularizada de las caracteristicas. En la primera etapa, se aplicd
una transformacién de polinomios de 2do grado al espacio de las variables de entrada. Este paso
por fin dard lugar a términos de interaccién (z; - ;) y términos cuadraticos (z?) exhaustivamente.
Incorporar esos nuevos atributos es muy relevante desde una perspectiva quimica, puesto que per-
mite modelar matematicamente los efectos sinérgicos de los diferentes constituyentes del electrolito
y es capaz de capturar relaciones individuales no lineales derivadas de fendmenos de saturacion
en las interficies. Esta ampliacion del espacio de caracteristicas incrementé en gran medida la di-
mensionalidad del conjunto de datos: dado que el tamano de la muestra era muy pequeno, este
incremento sorpresivo suponia un alto peligro de sobreajuste, donde el modelo podria .2prender.¢!
ruido apenas presente en el conjunto de entrenamiento; por el contrario, se hizo una segunda etapa
de reduccién de dimensionalidad aplicando regularizacién L1 (Lasso), la cual fue llevada a cabo
algoritmicamente a través de una funcion SelectFromModel, utilizando un estimator de Regresién
Logistica con penalizaciéon L1. Un aspecto del que fui muy consciente y que fue relevante en es-
ta etapa fue el de garantizar la exigencia metodoldgica y evitar la fuga de informaciéon: para ello,
el flujo de preprocesamiento, es decir, estandar previa de la magnitud de las variables con Stan-
dardScaler, la transformacion polindmica, la seleccién con licenciatura regularizada L1 y el modelo
clasificador, fue encapsulado secuencialmente en un Pipeline acoplado a la validacién cruzada, la
cual garantizaria que, en cada iteracién de la validacién, los pardmetros de escalado (intento de
evitar el riesgo de fuga de informacién en el mismo conjunto de muestra) y los coeficientes de Lasso
se ajustaran exclusivamente con los datos del pliegue (fold) de entrenamiento activo, aislando en
ese sentido cualquier informacién del pliegue de validacién. Como resultado de ese proceso estricto
de regularizacién, los coeficientes matematicos de las caracteristicas redundantes o que no aporta-

ban valor predictivo fueron penalizados, culminando en coeficientes que fueron reducidos a cero y
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etc., reduciendo asi el espacio de entrada a un vector denso de 9 caracteristicas que determinan el
comportamiento del electrolito que en la tabla 3.3 se clasifica y describe y que se agrupan segin su

naturaleza matemaética y su interpretacion fisica del rendimiento de este electrolito.

Cuadro 3.3: Variables seleccionadas tras la aplicacion del método de regularizaciéon L1 y su inter-
pretacion.

Tipo de variable Variables seleccionadas Interpretacién

Interacciones (z;-z;) sO-C, FO-a0, FO-C, sF-aF, Efectos sinérgicos entre los compo-
aF-C, aO-aC, FO-sC nentes del sistema (ej. interacciones
entre las fracciones elementales del

solvente, el anién y el total).

Cuadréticas (z7) (0/C)* Efectos no lineales asociados a

fenémenos de saturacion.

Lineales (z;) C Efecto directo de la composicion ele-

mental global.

3.3.2. Extraccion de Descriptores Fisicoquimicos para la Conductividad Iénica

Para que los algoritmos de aprendizaje automatico puedan procesar e interpretar la informacién
quimica contenida en la base de datos, es indispensable transformar las representaciones topolégicas
(cadenas de texto SMILES) en vectores numéricos continuos. Para llevar a cabo esta ingenieria de
caracteristicas, se empled la libreria de quimioinformética de cédigo abierto RDKit, un estandar
en la literatura para la generacion de descriptores moleculares de relaciones estructura-actividad.
Para garantizar la integridad y consistencia de la representaciéon molecular, al igual que Kumar et al.
(2024) todos los identificadores SMILES extraidos de la literatura fueron validados y estandarizados
mediante la libreria quimioinformética RDKit. Las secuencias se convirtieron a su forma candnica
(Canonical SMILES) para eliminar representaciones redundantes y unificar el formato de entrada.
Dado que el andlisis se bas6 en descriptores topolégicos y fisicoquimicos bidimensionales (1D/2D),
las diferencias estereoquimicas fueron homogeneizadas sin afectar el calculo de propiedades. Para
poder integrar los datos correctamente a los modelos de aprendizaje automatico, se verificé que no
hubiera informacién faltante o valores nulos en la base de datos; una vez confirmado esto, se prosiguié

a la generacién de los descriptores. A partir de cada cadena SMILES, el algoritmo RDKit extrajo
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cinco descriptores fisicoquimicos fundamentales que impactan la movilidad iénica y la solvatacién:
el peso molecular (MolWt), el coeficiente de particién octanol-agua (LogP), el nimero de donadores
de puentes de hidrégeno (HDonors), el niimero de aceptores de puentes de hidrégeno (HAcceptors)
y el Area de superficie polar topoldgica (TPSA). En la medida en que los electrolitos actiian como
sistemas termodindmicos multicomponente, no es suficiente tomar las propiedades individuales de
los solventes de forma aislada, de ahi que se haya calculado un descriptor global para el sistema
solvente; exactamente como lo seria la sumatoria del producto de la propiedad individual calculada
por RDKit para cada molécula por su respectiva fraccién en el electrolito, de esta manera podemos
brindar al modelo una manera cuantitativa de ponderar la distribuciéon de cada componente de la
mezcla. El conjunto de datos definitivo para el entrenamiento de los modelos quedd estructurado
por un total de 17 variables. Mediante este flujo de preprocesamiento, la base de datos cruda se
transformé en una matriz de caracteristicas numéricas robusta y dotada de un profundo significado
fisicoquimico. En la Tabla 3.4 se presenta la descripcién detallada de estas variables resultantes,
agrupadas segin su naturaleza operativa, descriptores ponderados, descriptores de la sal y la variable

objetivo, las cuales alimentaron directamente a los algoritmos de clasificacién multiclase.
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Variable

Descripcion

solv_ratio_1- solv_ratio 4

conc_salt

temperature

mix_MolWt

mix_LogP

mix_HDonors

mix_HAcceptors

mix_TPSA

salt_MolWt

salt_LogP

salt_HDonors

salt_HAcceptors

salt_TPSA

cond_class

Fraccion individual de cada uno de los cuatro posibles

solventes presentes en la mezcla.

Concentracién de la sal de litio en el sistema, medida

en molaridad.

Temperatura experimental en la que se realizé la me-

dicién de conductividad.

Peso molecular promedio ponderado de los solventes

de la mezcla.

Coeficiente de particiéon octanol-agua promedio pon-

derado de la mezcla.

Numero de dtomos donadores de enlaces de hidrégeno

promedio ponderado de la mezcla.

Ntumero de atomos aceptores de enlaces de hidrégeno

promedio ponderado de la mezcla.

Area de superficie polar topoldgica promedio ponde-

rada de los solventes.
Peso molecular calculado de la sal de litio utilizada.

Coeficiente de particiéon octanol-agua calculado para

la sal de litio.

Ntumero de atomos donadores de enlaces de hidrégeno

en la estructura de la sal.

Numero de atomos aceptores de enlaces de hidrégeno

en la estructura de la sal.

Area de superficie polar topolégica calculada de la sal

de litio.

Variable objetivo. Categoria de conductividad i6ni-

ca: 0 (Baja), 1 (Media) o 2 (Alta).

20

Cuadro 3.4: Variables finales y descripcién del conjunto de datos procesado de conductividad iénica.



CAPITULO 3. METODOLOGIA 51

3.4. Diseno del Experimento de Cémputo

3.4.1. Seleccion de Modelos

Para clasificar el rendimiento de los electrolitos, tanto en lo que respecta a su conductividad
iénica (problema multiclase) como a su eficiencia coulémbica (problema binario), se eligié una
variedad de algoritmos de aprendizaje automatico. Cada modelo tiene fortalezas particulares para
enfrentar los retos inherentes a los datos, como el desequilibrio natural de las clases y la no linealidad
de las interacciones quimicas.

La regresién logistica fue empleada como modelo bésico predictivo en primer lugar por ser
un procedimiento estadistico muy adecuado para modelar variables categéricas de respuesta. Al
calcular probabilidades a través de una funcién sigmoide, este algoritmo ofrece una interpretacién
muy buena, lo que posibilita la evaluacion directa y clara del efecto de las covariables (Becerra Correa
y Leguizamén Péez, 2024). Se implementaron enfoques algoritmicos especificos, dependiendo de la
naturaleza y del tamano de cada base de datos.

Se eligi6 el algoritmo K-Vecinos Mas Cercanos (K-NN) para la eficiencia coulémbica, que tiene
un conjunto de datos de menor tamano. Este método es no paramétrico y se basa en instancias;
examina la cercania geométrica entre los datos sin necesitar suposiciones previas acerca de la distri-
bucién subyacente (Vahedifar et al., 2023). Sin embargo, se decidi6 reemplazar K-NN con Light GBM
debido a la gran cantidad de datos iénicos (més de 10,000 observaciones experimentales). Este al-
goritmo utiliza un marco de optimizacién fundamentado en histogramas que mejora notablemente
la velocidad del entrenamiento y disminuye el uso de memoria, manteniendo al mismo tiempo una
precision elevada. Por lo tanto, es muy eficaz y apropiado para procesar las extensas matrices de
caracteristicas que provienen de la conductividad (El Massafi et al., 2026).

Para captar las dinamicas fisicoquimicas sumamente complejas en las dos propiedades, se utili-
zaron dos técnicas de aprendizaje en ensamble de vanguardia: XGBoost y Random Forest. Random
Forest funciona con el principio de bagging, que crea varios drboles de decisién en subespacios alea-
torios de datos; esta estructura compensa las carencias de los arboles individuales y disminuye la
varianza, ofreciendo un modelo sélido ante el sobreajuste o overfitting (Fatima et al., 2023). XG-
Boost (Extreme Gradient Boosting), es un sistema escalable que representa el estado del arte por
su excepcional velocidad y precisién (Chen y Guestrin, 2016). Su eleccién es critica para todo el

estudio debido a su destacada capacidad para lidiar con conjuntos de datos desbalanceados (como la
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proporcién de 201 muestras de baja eficiencia frente a 82 de alta, o la prevalencia de bajas conduc-
tividades en la base multiclase); mediante su enfoque iterativo, el algoritmo ajusta proactivamente
los pesos (class weight), priorizando a las clases subrepresentadas y minimizando de forma eficaz

los errores de prediccién en los dominios no lineales de los electrolitos (Fatima et al., 2023).

3.4.2. Optimizacién de Hiperparametros con Optuna

El buen desempeiio predictivo de los algoritmos de aprendizaje automético depende de forma
critica de la configuracién interna de los mismos. Para realizar un ajuste fino de los hiperparame-
tros de los modelos seleccionados, se empled una estrategia de busqueda automatizada utilizando
el entorno de trabajo Optuna. Esta herramienta implementa el algoritmo de Estimador de Parzen
Estructurado en Arbol (TPE, por sus siglas en inglés) para realizar una optimizacién bayesiana. A
diferencia de una busqueda de cuadricula exhaustiva convencional, el muestreador TPE es mucho
més eficiente computacionalmente, ya que modela y aprende de las distribuciones de los hiper-
parametros que otorgan buenos y malos resultados, maximizando el ratio de probabilidad para
concentrar la exploracién estrictamente en las regiones mas prometedoras del espacio de busqueda.
Dado que las bases de datos de esta investigacién presentan arquitecturas distintas, la optimizacion

se adaptd a las particularidades de cada problema:

Optimizacién para la Eficiencia Coulémbica (Clasificacién Binaria). Para los modelos
que predicen la reversibilidad del litio, una dificultad esencial fue el desequilibrio de clases intrinse-
co al conjunto de datos, este se forma por 201 muestras para la Clase 0 y inicamente 82 para la
Clase 1. Se emple6é un método de aprendizaje sensible a los costos para impedir que los modelos ge-
neraran una inclinacion predictiva hacia la clase mayoritaria. En el caso del modelo de XGBoost, el
hiperparametro scale pos weight se ajusté a 2.45, garantizando que el algoritmo penalice mateméti-
camente con mayor fuerza los errores cometidos sobre la clase minoritaria de alto rendimiento. Se
realizé la calibraciéon mediante un esquema de validacién cruzada de 5 iteraciones (5-Fold CV).
La funcién objetivo utilizada por Optuna se enfocé en maximizar el Area Bajo la Curva ROC
(AUC-ROC), utilizando el F1-Score como criterio secundario para asegurar un balance riguroso en

la precisién y sensibilidad del modelo.

Optimizacién para la Conductividad Iénica (Clasificacién Multiclase). Para la prediccién

del transporte i6nico, el problema planteado involucra la clasificacién en tres categorias (Baja, Media
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y Alta) con un volumen masivo de datos. Para cada modelo de aprendizaje automatico (Regresién
Logistica, Random Forest, XGBoost y Light GBM), Optuna se configuré de forma que se ejecutaran
120 iteraciones de busquedas de hiperpardmetros para cada uno. La manera mas apropiada de
manejar el desbalance de clases sin sesgar las predicciones fue incorporar el hiperpardmetro class
weight="balanced’ directamente en los algoritmos, a excepcién de la regresiéon logistica, que no
cuenta con este parametro, otorgando pesos inversamente proporcionales a las frecuencias de cada
clase operativa. Se utiliz6 la validacién cruzada para mejorar la estabilidad de los resultados de
entrenamiento, manejando 6 particiones (KFolds) de los datos. La funcién objetivo se defini6 para
maximizar la métrica AUC OvR (One-vs-Rest), ya que con esta el problema queda binarizado,
evaluando cada clase contra todo el resto y midiendo de igual manera la métrica F1-Score Macro,

pudiendo asi determinar la capacidad de discriminacién entre las diferentes clases.

3.5. Interpretabilidad del Modelo con SHAP

Las técnicas de aprendizaje por ensemblaje, tales como XGBoost y Random Forest, brindan pre-
cision predictiva superior para captar la no linealidad de los electrolitos. Sin embargo, su naturaleza
algoritmica (caja negra) complica la comprensiéon de como interactian las variables para obtener
una prediccién. Esta limitacién la solventamos integrando una fuente de conocimiento fisicoquimico
que permite su interpretacién mediante la metodologia SHAP (Lundberg y Lee, 2017), ya que este
método es, desde el punto de vista matemético, un marco unificado y aditivo que incorpora los
principios de la teoria de juegos cooperativos y otorga a cada atributo un valor de importancia
calculando valores de Shapley que permiten evidenciar la contribucién marginal de una variable
promediada en todas las combinaciones (o subconjuntos) posibles de los atributos del modelo. La
decision conceptual de adoptar SHAP en lugar de otros métodos de interpretacién radica en que,
tedricamente, ha sido el tinico medio aditivo que ha demostrado ser aquel que cumple con tres
propiedades matematicas deseadas: ausencia (las caracteristicas ausentes en el caso de entrada no
tienen algiin impacto atribuido), consistencia y precisién local (la suma de las atribuciones de las
caracteristicas se corresponde a la perfeccién con la salida del modelo para la prediccion de ciertos
casos) (Lundberg y Lee, 2017), permitiendo asi un cdlculo preciso y seguro de qué descriptores

quimicos y estructurales determinan la clasificacion de las celdas.



Capitulo 4

Resultados y Discusion

Durante este Cuarto Capitulo se detallan los resultados obtenidos, contrastando entre cada uno
de los modelos sus métricas 6pticas para cada una de las cuestiones a resolver, seguido de un andlisis
detallado usando las graficas de curva ROC y matrices de confusién, asi como la interpretacion de
estos resultados desde un punto de vista fisico-quimico para poder asi comprender las decisiones

tomadas por los modelos.

4.1. Analisis de la Clasificacion de Eficiencia Coulémbica

Al concluir el procedimiento de entrenamiento y conseguir la optimizacién de hiperparametros
mediante la herramienta Optuna, se puso a prueba el rendimiento predictivo de las cuatro arquitec-
turas elegidas (Regresion Logistica, K-NN, Random Forest y XGBoost). Para comprobar la robustez
de los modelos, se comprobaron sus métricas globales a partir del conjunto de prueba independiente
(n=82), que actué como suelo correspondiente a un proceso de validacién. Tal y como reflejan los
resultados que aparecen en la tabla 4.1, el algoritmo XGBoost mostré una capacidad predictiva
superior al resto del grupo, manifestada en un area bajo la curva (AUC) de 0.9449, una exactitud

(Accuracy) de 0.8947 y un F1-Score de 0.8333.
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Cuadro 4.1: Comparaciéon de métricas globales en entrenamiento y prueba para los modelos evalua-
dos para la eficiencia coulombica.

Modelo AUC (Entrenamiento) AUC (Prueba) Accuracy (Prueba) F1-Score (Prueba)
XGBoost 0.9541 0.9449 0.8947 0.8333
Random Forest 0.9272 0.9084 0.8070 0.7027
Regresion Logistica 0.9094 0.9316 0.8596 0.7895
KNN 0.9369 0.8853 0.8421 0.7273

La Figura 4.1 presenta de mejor manera la comparativa de las curvas ROC de los modelos
evaluados, dejando en claro como XGBoost fue el modelo que mejor capacidad tuvo para distinguir
entre la tasa de verdaderos positivos y la tasa de falsos positivos. Por su parte, la regresion logistica
(con una penalizacién L1 de C=2.015) se posicioné como la segunda mejor alternativa y, de este
modo, se dio lugar a un modelo con un buen nivel de generalizacién, alcanzando un AUC de 0.9316,
una accuracy de 0.8596 y un F1-Score de 0.7895. Por otro lado, las arquitecturas Random Forest
y K-NN mostraron un peor rendimiento predictivo, siendo Random Forest con un AUC de 0.9096
y una accuracy de 0.8070 y K-NN el que peor rendimiento obtuvo, con un AUC de 0.8853 y un
F1-Score de 0.7273.
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Figura 4.1: Comparacién de dreas bajo la curva ROC (AUC-ROC) de modelos de clasificacién de
eficiencia coulombica.

El hecho de que XGBoost haya conseguido un rendimiento superior nos da a entender cémo
pudo de manera matemadtica distinguir la fisicoquimica no lineal de los electrolitos, siendo altamente
eficiente a la hora de medir su eficiencia coulémbica. Esta eficacia radica en su capacidad de capturar
estos patrones subyacentes sin sobre ajustarse a pesar de la expansién polinomial. En la Tabla 4.2
se detallan los hiperparametros 6ptimos por Optuna que permitieron a XGBoost alcanzar este
desempeno, destacando una configuracién de 874 estimadores, una profundidad méxima de 11 y

ajustes especificos de submuestreo (subsample=0.977).



CAPITULO 4. RESULTADOS Y DISCUSION

o7

Cuadro 4.2: Hiperparametros optimizados del modelo XGBoost mediante el uso de Optuna para la

eficiencia coulombica.

Hiperparametro Valor Descripcion

n_estimators 874 Numero de iteraciones de boosting.

max_depth 11 Profundidad méaxima de los arboles
para controlar la complejidad.

learning_rate 0.13587 Tasa de aprendizaje que reduce el
impacto de cada arbol para evitar
sobreajuste.

subsample 0.97717 Fraccion de muestras utilizadas en
cada arbol.

colsample_bytree 0.60369 Fraccion de variables utilizadas en
cada arbol.

gamma 2.67414 Reduccién minima de pérdida re-
querida para realizar una particion.

scale_pos_weight 2.45 Factor de ponderacién para manejar

el desbalance de clases (201/82).

4.1.1. Capacidad de Deteccién de Electrolitos de Alto Desempeno

Aunque las métricas globales ofrecen una visién general de la calidad del modelo, el verdadero

rendimiento del marco propuesto como instrumento de cribado virtual estd determinado de ma-

nera especifica por su desempeno en la clase minoritaria (Clase 1: CE > 99 %). En el campo del

descubrimiento acelerado de materiales, la prioridad cambia de la precisién general a maximizar

la sensibilidad (recall) con el fin de reducir los falsos negativos. No incluir a un candidato de alto

rendimiento conlleva un costo considerable en términos de innovaciéon perdida, mientras que un

falso positivo inicamente representa la validacién experimental en laboratorio de una formulacion

subdptima. En el Cuadro 4.3, el modelo XGBoost demostré mayor efectividad, logrando detectar

correctamente el 88 % (Recall = 0.88) de los electrolitos con alto rendimiento en el conjunto de prue-

ba, incluyendo en esto un valor de 0.83 de F1-Score en dicha clase y mostrando asi una viabilidad

beneficiosa para el método experimental tradicional.
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Cuadro 4.3: Desempeno en la clasificacién de la Clase 1 (CE > 99 %) en eficiencia coulombica.

Modelo Precision Recall F1-Score (Clase 1)
XGBoost 0.79 0.88 0.83
Random Forest 0.65 0.76 0.70
Regresién Logistica 0.71 0.88 0.79
KNN 0.75 0.71 0.73

El rendimiento en el ambito de instancias individuales estd ilustrado mediante las matrices de
confusion en la Figura 4.2. El algoritmo XGBoost logré clasificar a 36 electrolitos como verdaderos
negativos y a 15 electrolitos como verdaderos positivos, teniendo errores solo en 2 falsos negativos y
4 falsos positivos. La Regresién Logistica obtuvo la misma sensibilidad que en el modelo XGBoost
al clasificar 15 electrolitos como verdaderos positivos y 2 como falsos negativos (Recall = 0.88),
pero sufrié una caida en la precisién (0.71) producida por los 6 falsos positivos y los 34 verdaderos
negativos. Los modelos Random Forest y K-NN presentan tasas de error que limitan su uso como
herramientas de filtrado. Random Forest fue el modelo con menor precisiéon en la clase positiva
(precision = 0.65) y un recall de 0.76 y 13 verdaderos positivos, 33 verdaderos negativos, 7 falsos
positivos y 4 falsos negativos, y K-NN obtuvo el peor rendimiento en la recuperacién de la clase
positiva al tener un recall de 0.71. La matriz de confusion revela que este modelo clasificé correcta-
mente a 36 verdaderos negativos y 12 verdaderos positivos, pero también mostré la tasa mas alta
de falsos negativos de toda clase (5), asi como 4 falsos positivos. El empleo de XGBoost asegura la
recuperacién de la mayoria de los electrolitos prometedores y reduce mucho el espacio de biisqueda,

mejorando notablemente la inversién de tiempo y recursos de diseno experimental.
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Figura 4.2: Matrices de confusién de los modelos mediante ajuste de hiperparametros con Optuna.

4.1.2. Interpretabilidad SHAP para Eficiencia Coulémbica

Para interpretar mejor las decisiones matematicas de las predicciones realizadas por XGBoost
y relacionarlas con la fisicoquimica de las mezclas, se utilizé el modelo de interpretabilidad SHAP.

Analisis Global de Caracteristicas: En el grafico de resumen de la Figura 4.3, la evaluacién
global revela que la prediccién hacia la clase de alto rendimiento (CE > 99 %) estd gobernada por
la interaccion sO C, seguida por la interaccion FO aO y el término lineal de la concentracion global
de carbono (C).

La distribucién espacial de los valores SHAP nos relata un comportamiento direccional serio
para aquella caracteristica que méas peso tiene (sO C). Hay una fuerte correlacién inversa: los

valores bajos para esa variable (puntos azules) hacen que la prediccién sea positiva, ayudando asi a
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que, por culpa de este hecho, la clasificacion sea electrolito con una alta eficiencia. Por contra, los
valores altos de sO C (puntos rojos) imponen una severa penalizacién algoritmia para el resultado,
haciéndolo caer en clasificacién baja. En una segunda linea, la FO aO tiene la relacién inversa y
complementaria; altos valores de FO aO (puntos magenta/rojos) tienen una dindmica de impulso
positivo en el desempeno. Este orden de importancia llega a corroborar que las relaciones sinérgicas
que tienen las fracciones de oxigeno en el solvente, los aniones y el carbono total y, tal y como

matematicamente se concluye, dictan la formacién de una interfase electrolito-sélido robusta.

SHAP — Beeswarm (direccion e intensidad)
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sOC =1 |ppedre -1
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Figura 4.3: Interpretabilidad SHAP para la alta eficiencia coulombica.
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Figura 4.4: Anélisis de la dependencia de las 2 variables con mayor impacto en la eficiencia coulom-
bica.

Analisis de Dependencia e Interacciones: Para poder estudiar el comportamiento no lineal
de la variable principal y observar los efectos conjuntos, la Figura 4.4 corresponde con el grafico de
dependencia referida a sO C. El eje horizontal de la figura pone de manifiesto la relacion negativa
descrita en el andlisis global: el valor de sO C crece (es decir, se avanza a la derecha en el eje X)
con respecto a su contribucién (valor SHAP en el eje Y), todo ello disminuyendo de una forma
bien monotdnica, realizando una transicién de una posicién muy positiva (valores superiores a 1.0)
a una penalizacion restrictiva (valores inferiores a -1.5). Por si fuera poco, el mapeo por color que
superpone la variable FO aO expone una interaccién fisicoquimica muy importante. Se observa
que la propensiéon del modelo a clasificar un electrolito como uno de alta eficiencia coulémbica se
maximiza considerablemente cuando cohabitan dos hechos: valores de sO C nulos o préximos a cero
/ valores altos de FO aO (puntos magenta que se agrupan en la parte superior izquierda del grafico).
Por otro lado, en la zona de alta penalizacién (valores altos de sO C), los valores de FO aO son bajos
(puntos azules), cosa que complica notablemente la pérdida de reversibilidad. Esta sinergia extraida

define una regla de diseno paramétrico directa para la formulacién empirica de nuevos electrolitos.
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4.2. Analisis de la Clasificacion de Conductividad Idnica

Tras concluir la optimizacién de hiperparametros, se evalué el rendimiento predictivo de los
cuatro modelos seleccionados (Regresién Logistica, Random Forest, XGBoost y LightGBM) para
el problema multiclase de conductividad iénica. La evaluacion considerd las métricas de exactitud
(Accuracy), F1-Score macro y el Area Bajo la Curva en esquema One-vs-Rest (AUC OvR) tanto

en los conjuntos de entrenamiento como en los de prueba

Cuadro 4.4: Comparacion de métricas globales en entrenamiento y prueba para los modelos evalua-
dos para la conductividad iénica.

Modelo AUC (Ent.) AUC (Pr.) Acc. (Ent.) Acc. (Pr.) F1 (Ent.) F1 (Pr.)
XGBoost 0.9988 0.9882 0.9779 0.9309 0.9733 0.9152
LightGBM 0.9989 0.9878 0.9700 0.9284 0.9647 0.9138
Random Forest 0.9939 0.9793 0.9332 0.8980 0.9214 0.8791
Regresién Logistica 0.8497 0.8406 0.6437 0.6446 0.6291 0.6244

En la Tabla 4.4 se presentan estos resultados globales, los cuales demuestran de manera contun-
dente la superioridad de los métodos de ensamble frente al modelo lineal base. Como se observa en
los datos recopilados, XGBoost y Light GBM alcanzaron una exactitud en el conjunto de prueba de
0.9308 y 0.9284, respectivamente, acompainiados de un AUC OvR superior a 0.987 . Estas métricas
contrastan marcadamente con la Regresion Logistica, que obtuvo una exactitud de apenas 0.6446 y
un AUC OvR de 0.8406 en la fase de prueba. Por este hecho podemos confirmar que la conductivi-
dad iénica esté rigida por relaciones altamente no lineales entre sus caracteristicas quimicas y dando
por hecho el uso necesario de modelos de inteligencia artificial capaces de clasificar correctamente

estas no linealidades.

4.2.1. Capacidad de Deteccion de Electrolitos de Alta Conductividad

En el contexto del disenio computacional de materiales, el objetivo primordial es identificar
formulaciones sobresalientes y, simultdneamente, minimizar los falsos positivos que derivarian en
experimentos de laboratorio infructiferos. Por ello, el andlisis de rendimiento se centra de manera
especifica en la viabilidad predictiva sobre la clase de alto desempeno, correspondiente a conducti-

vidades superiores a 10 mS/cm.



CAPITULO 4. RESULTADOS Y DISCUSION 63

Cuadro 4.5: Desempeno en la clasificacién de la clase Alta para los modelos evaluados.

Modelo Precision Recall F1-Score
XGBoost 0.9068 0.8815 0.8940
LightGBM 0.8370 0.9303 0.8812
Random Forest 0.7479 0.9303 0.8292

Regresion Logistica 0.4798 0.8293 0.6079

Las métricas de precisién, sensibilidad (recall) y puntuacién F1 de cada uno de los algoritmos
quedan reflejadas en la Tabla 4.5 acompanadas con el andlisis explicativo. La Figura 4.5 muestra
las curvas ROC para la clase de alta conductividad, lo cual confirmar la capacidad predictiva de
los algoritmos avanzados ya que el AUC para el XGBoost alcanza un 0.993 y el lightGBM un
0.992. Como se puede constatar en la visualizacién de la figura, el algoritmo XGBoost predijo a los
candidatos de alta conductividad con valores de precision de 0.9068 y sensibilidad de 0.8815. En el
caso de Light GBM y Random Forest, predominé la sensibilidad, ya que estos métodos obtuvieron
un recall de 0.9303, aunque la precision también fue muy inferior: 0.8369 y 0.7478, respectivamente,
y la regresién logistica demostré un rendimiento muy inferior con un érea bajo la curva ROC del

0.912 y un valor de precision realmente poco fiable para el cribado virtual de tan solo 0.4798.

Curvas ROC — Clase Alta (>10 mS/cm)
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Figura 4.5: Comparacion de area en curva Roc, en clase alta conductividad

El andlisis del comportamiento predictivo a nivel de instancias individuales respalda la viabilidad

operativa de estos modelos de ensamble. Como se evidencia en las matrices de confusion presentadas
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en la Figura 4.6, XGBoost logré clasificar correctamente 253 muestras de alta conductividad como
verdaderos positivos, incurriendo tnicamente en 2 falsos positivos provenientes de la clase de baja

conductividad y 24 provenientes de la clase media. LightGBM también exhibié una alta tasa de

deteccién con 267 verdaderos positivos, aunque registré un mayor ntimero de falsos positivos pro-
cedentes de la clase media (50 muestras). Por el contrario, la matriz correspondiente a la Regresién

Logistica revela una clasificacion transversal errénea de 35 electrolitos de baja conductividad y 223

de conductividad media, etiquetandolos incorrectamente como candidatos de alto rendimiento.
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Figura 4.6: Matrices de confusion de los modelos optimizados mediante ajuste de hiperparametros

Basados en los valores obtenidos por los modelos de aprendizaje automatico, encontramos que
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modelos basados en arboles logran una mejor clasificacién de electrolitos, disminuyendo su error y
creando asi un filtro de cribado funcional y efectivo para la bisqueda de mezclas viables para su

experimentacién, quitando aquellas formulaciones no aptas para el alto transporte iénico.

4.2.2. Interpretabilidad SHAP para la Conductividad Iénica

La mejor manera de comprender las decisiones en las que el modelo XGBoost se basa para
clasificar los electrolitos es implementar el andlisis de explicabilidad SHAP. Observar exclusivamente
la interpretacién algoritmica de los factores que favorecen la clase de alta conductividad (>10
mS/cm) es primordial, por lo que la manera mas precisa de hacerlo es desglosar el impacto global

y su comportamiento segmentado por rangos térmicos.

Factores que Favorecen Alta Conductividad EghXGBoost

temperature
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mix_MolWt
salt_LogP
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mix_LogP
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salt TPSA
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solv_ratio_3
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Figura 4.7: Interpretabilidad SHAP para la alta conductividad

Analisis Global de Alta Conductividad: La grafica resumen de la Figura 4.7 nos muestra
que tres descriptores paramétricos son los que maés contribuyen a predecir alta conductividad, estos
son peso molecular medio del conjunto de solventes (mix MolWt), concentracién de sal (conc salt)
y temperatura de operacién (temperature). Los valores SHAP muestran que la temperatura tiene

fuerte correlacién positiva: los puntos rojos (los de valores mas altos) desplazan la prediccién hacia
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arriba, mientras que los puntos azules (las temperaturas mas bajas) hacen lo contrario y, por tanto,
penalizan la predicciéon. El peso molecular de la mezcla tiene correlacién inversa estricta: los solventes
ligeros (puntos azules) son considerados impulsores de transporte de iones. La concentracién de sal
presenta un comportamiento muy particular: distancia muy no lineal, donde las concentraciones
intermedias maximizan el valor SHAP positivo (puntos pirpuras) y las concentraciones extremas
la minimizan (las concentraciones muy altas o muy bajas).

Analisis dividido en rangos térmicos: Como la temperatura es la variable de mayor impor-
tancia, la figura 4.8 muestra el anélisis dividido en rangos térmicos para mostrar como cambian las

reglas operativas segin las condiciones ambientales.
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Figura 4.8: Valores shap para rangos de temperatura

Régimen Frio (< 10°C): Podemos ver en la Figura 4.8a, la interpretabilidad SHAP de rango

catalogado como temperatura fria, la temperatura sigue siendo el factor limitante principal. Las
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temperaturas mas bajas dentro de este rango generan penalizaciones (con valores SHAP cercanos a
-6). Aunque la concentracién de sal y el peso molecular mantienen su orden de importancia relativa,
su capacidad para impulsar la conductividad estéd acotada por la barrera térmica, como se muestra
en dicho gréfico.

Régimen Ambiente (10 - 40°C): entonces, al eliminar la condicién térmica extrema, la jerarquia
algoritmica se transforma. Como ejemplifica la Figura 4.8b, la sal se convierte en el controlador
predictivo. La tendencia no lineal es imprescindible: facilitar la formulacién a concentraciones in-
termedias (purpura) es determinante para lograr alta conductividad ambientalmente y utilizar sol-
ventes de bajo peso molecular se convierte en el segundo pardmetro dominante. Régimen Caloroso
(> 40°C): finalmente, la Figura 4.8c sostiene que cuando se trabaja a temperaturas elevadas, la
temperatura vuelve a posicionarse en primer lugar en factor a la predicciéon. En otras palabras,
que aun en estas circunstancias los altos gradientes térmicos conducen a una mayor optimizacion
de la conductividad. La concentracién media de sal y la baja masa molecular siguen facilitando el
transporte de la carga, pero la penalizacién que imponen los altos pesos moleculares (puntos rojos)
se torna menos restrictiva que en las situaciones medioambientales, lo cual sugiere que existe una

mayor tolerancia del sistema al aumento de temperatura.
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Conclusiones

Este trabajo de investigaciéon ha evidenciado que la transicién hacia un diseno de materiales
basado en datos es una estrategia sumamente eficaz para mejorar las baterias de iones de litio.
Se establecié6 un marco predictivo sélido, basado en el aprendizaje automatico, para clasificar el
desempeno de las formulaciones electroliticas debido a la dificultad de equilibrar propiedades fisi-
coquimicas con dependencias cruzadas y no lineales. Esto exigié la creacién de extensas bases de
datos y el uso de algoritmos para obtener descriptores desde la representacion molecular SMILES.
El modelo, al emplear métodos de regularizacion como la regresion LASSO, se logré disminuir el ex-
tenso espacio quimico a un grupo de variables realmente decisivas, lo que le otorgé una profundidad
fisica al entrenamiento y le permitié sobrepasar las restricciones operativas propias de los enfoques
empiricos basados en ensayo y error.

Los resultados de la eficiencia coulémbica corroboran que las técnicas de aprendizaje ensam-
bladas son mas eficaces, ya que el algoritmo XGBoost sobresalié al alcanzar una sensibilidad del
88 % y un AUC de 0.9449 a la hora de encontrar mezclas de electrolitos optimas. La herramienta
SHAP logré mostrar que el principal factor limitante es la interaccién cruzada entre el oxigeno del
solvente y el carbono total de la mezcla. El modelo aprendié por medio de los propios datos que
las formulaciones con poco o ningin oxigeno aumentan significativamente la reversibilidad, lo que
proporciona un soporte a los fendmenos reportados en la literatura como lo demuestran Kim et al.
(2023) y valida que el modelo puede separar matematicamente las razones por las cuales se pierde
litio activo.

La evaluacién de la conductividad idénica consolid6 el alcance del modelo para aproximar la

conducta termodinamica del sistema. Las arquitecturas basadas en arboles evidenciaron un com-
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portamiento superior puesto que se alcanzaron precisiones globales superiores al 93 %. De acuerdo
con los hallazgos interfaciales, el anélisis SHAP transformé el proceso de razonamiento del modelo
en un conocimiento cinético aplicable, demostrando que la concentracion de la sal —a temperatura
ambiente— es una combinacién que conlleva un foco de predicciéon absoluto bajo una dinamica
fuertemente no lineal. Igualmente, el algoritmo demostré una sensible caracteristica de penalizar de
forma consistente a los disolventes de alto peso molecular, a la par que se deducen los fundamen-
tos fisicos que indican que una menor viscosidad aminora la ventaja del transporte de masa. Por
otro lado, este algoritmo realizé una jerarquia dindmica para definir estas reglas de diseno, segin
diferentes rangos de temperatura.

La hipoétesis de trabajo planteada se validé a partir de los resultados obtenidos, puesto que con el
uso de extractores de variables fisicoquimicas, aunados a técnicas de aprendizaje automatico, logré
clasificar de manera efectiva el desempeno de electrolitos liquidos haciendo que sea posible crear
un filtro antes de la validacion experiencial para prever mezclas que mantendran tanto una alta
conductividad iénica como una alta eficiencia coulombica, reduciendo dréasticamente los recursos
usados en los experimentos, es asi que como a medida que los modelos de aprendizaje automatico
vayan evolucionando y los datos experimentales vayan en aumento las predicciones de estos serdn
mucho mas superiores y explorar estas combinaciones quimicas permitan disefiar baterias préximas

mas optimas.
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