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RESUMEN

Reconocimiento de expresiones faciales
usando redes de aprendizaje profundo

Fredy Marin Flores

El reconocimiento de expresiones faciales se enfoca en la deteccion de las
emociones que son expresadas a través del rostro tales como enojo, felicidad,
miedo, entre otras. Para su correcta deteccion se han desarrollado multiples
modelos de redes, basadas en aprendizaje profundo que brindan soluciones
aceptables en términos de tiempo de entrenamiento y precision. En este
trabajo de tesis tomaremos como base el trabajo realizado por [45]. El de-
mostré que, aplicando un paso de pre-procesamiendo adicional de recorte a
las imagenes la red fue capaz de alcanzar resultados aceptables en términos
de precisién y tiempo de entrenamiento.

En el area del procesamiento de imagenes para el reconocimiento facial
se disponen de multiples conjuntos de datos que contienen variaciones de luz
en las imagenese dgulos del rosto, en este trabajo se basa en en el conjunto
de datos de CK+[59] debido a su fécil acceso y al ntimero de expresiones
que se afiaden en este conjunto de datos ademas de ser el conjunto utilizado
por [45].

La precisién alcanzada de los modelos de red para el reconocimiento
facial han logrado resultados muy superiores, sin embargo, estos resulta-
dos se han obtenido al entrenar los modelos con imagenes de laboratorio
mientras que el deterioro en los resultados se da en conjuntos con imagenes
del mundo real. Durante los experimentos en este trabajo los resultados de
precision obtenidos del modelo muestran que al incrementar la regién facial
puede permitir a la red un aprendizaje superior a travéz de la seleccién de
caractéristicas de las expresiones faciales que brinda este incremento.
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CapiTULO 1
Introduccion

Las expresiones faciales son de las caracteristicas mas importantes del re-
conocimiento de las emociones humanas que fueron introducidas por Darwin
en su libro titulado “The Expresion of the Emotions in Man and Animals”
[12]. De acuerdo a [74] las expresiones pueden ser definidas como los cambios
faciales en respuesta al estado emocional, las intenciones o la comunicacién
social de una o mds personas. Actualmente, los sistemas de deteccién de ex-
presiones faciales han tenido una amplia variedad de aplicaciones. En anos
recientes, con el surgimiento de las redes neuronales (NN), la deteccién de
expresiones ha sido utilizada en multiples tareas de Machine Learning (ML),
sus aplicaciones son numerosas tanto en el tratamiento de imagenes como
en la visién por computadora, en tareas de clasificacién y segmentacion, por
mencionar algunas.

Los trabajos realizados sobre el reconocimiento de expresiones se han in-
tensificado en los ltimos anos. Los modelos tradicionales eran desarrollados
para tareas especificas usando imagenes estéticas o secuencias de video usan-
do técnicas tradicionales de procesamiento de imagenes como el suavizado,
las transformaciones geométricas, la extracciéon manual de caracteristicas y
una extensa lista.

Por otro lado, las tareas de procesamiento de imégenes han logran-
do avances significativos en multiples areas de aplicacién como la astro-
nomia, robotica, medicina y seguridad ademds de otros sistemas de detec-
cién. Woody Bledsoe, Helen Chan Wolf, and Charles Bisson en la década
de los 60’s realizaron parte de los primeros trabajos en este campo. Re-
cientemente han surgido numerosas propuestas para desarrollar modelos de
Inteligencia Artifical (AI) eficientes que brinden los mejores resultados, asi
como la aplicacién de distintas técnicas las cuales involucran el reconoci-
miento de patrones, descripcién de contornos, de caracteristicas, de region,
mapeo, por mencionar algunas.

Dado el surgimiento de las Redes Neuronales de Convolucién (CNN),
un campo nuevo en ML que ha brindado resultados favorables en aquellas
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tareas en las que no se tenian buenos resultados a través de los modelos
tradicionales. Las CNNs surgen como una mejora a las redes convenciona-
les, las diferencias entre ellas son considerables en distintos aspectos, pero
mantienen usos comunes. El estudio de las expresiones faciales bajo el enfo-
que de las redes de aprendizaje profundo (Deep Leaning, DL) ha mostrado
tener la capacidad de poder modelar y caracterizar en gran medida las par-
tes que definen un objeto. En cuanto a la deteccion de rostros y expresiones
faciales, ofrecen una ventaja frente a los enfoques tradicionales de Al, tales
como HOG (2.1.4) , LBP (2.1.1), LGC (2.1.2) [42].

Durante los primeros anos de desarrollo del ML, los métodos desarro-
llados ofrecieron resultados aceptables en distintas areas, sus aplicaciones
lograron mejorar multitud de sistemas que operaban de forma ineficiente.
Sin embargo, en comparacién con los modelos actuales de DL, las redes
convencionales solo eran capaces de resolver tareas sencillas mientras que
los enfoques de DL son capaces de lidiar con problemas complejos, ademas,
brindan un resultado excepcional que puede llegar a superar en precisién
a un experto humano. Una particularidad de los modelos tradicionales es
la extraccién manual de caracteristicas, ademads, estos modelos tienden a
consumir demasiado tiempo en procesamiento, entrenamiento y un alto uso
de memoria (recursos). Es frecuente el uso de modelos pre-entrenados asi
como una correcta seleccion de hiperparamétros que es también una parte
vital en casi todos los modelos.
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1.1. Problematica

El problema del reconocimiento de expresiones faciales (FER) consiste
en determinar en un rostro (imagen) una de las 6 emociones universales
de acuerdo a [17]: angustia, disgusto, miedo, felicidad, tristeza y sorpresa.
Algunos sistemas también reconocen la expresién neutral, es decir, donde
no hay una emocién reflejada. Estas emociones son expresadas a través de
componentes conductuales como las expresiones faciales, asi mismo, pueden
ser categorizadas en expresiones intencionales y espontdneas, siendo estas
ultimas complicadas de detectar debido a que suelen estar o presentarse en
una fraccién de segundo.

Las expresiones faciales son catalogadas mediante Unidades de Accién
utilizadas por primera vez en [17] y definidas por [28] que describe una UA
como una contraccién o la relajacion de uno o més musculos basado en la
Codificacién Facial que es un sistema para denominar movimientos faciales
humanos por su apariencia en la cara, basado en un sistema desarrollado
originalmente por un anatomista [28].

Los sistemas de reconocimiento facial constan de tres pasos esenciales
de acuerdo a [74]: deteccién facial, extraccién y representacion de carac-
teristicas faciales y reconocimiento de la expresion. Estos sistemas se di-
viden ademéas en dos principales enfoques: métodos basados en iméagenes
estaticas y aquellos que utilizan secuencias de imagenes. Los enfoques basa-
dos en imégenes estaticas no utilizan informacién temporal, por otro lado,
los métodos basados en secuencias utilizan la informacién temporal de las
imégenes (o el video) para reconocer la expresién capturada de uno o méds
cuadros.

En el reconocimiento de expresiones con DL, se debe seleccionar un con-
junto de datos capaz de aportar la informacién necesaria para una correcta
prediccion. Generalmente estos conjuntos son etiquetados y el numero de
ejemplos es bajo. Las condiciones bajo las cuales son obtenidos estos con-
juntos es un factor importante, usualmente cada una de las expresiones son
tomadas de una secuencia corta de video que inicia con una expresioén neutra
y avanza hasta una expresién pico (peak), como suele llamarse; los tltimos
frames expresan en su totalidad la emocién.

Existen algunos otros elementos que afectan los resultados de prediccién
en los modelos como accesorios en el rostro, lentes y barba por mencionar
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algunos. Por otro lado, una mala eleccién de caracteristicas asi como algu-
nos otros factores como el angulo del rosto en la imagen, luz, oclusién o
algun efecto como la distorsién o baja calidad en la imagen causan un bajo
rendimiento en los modelos.

En este trabajo se aborda el uso de las CNNs para el tratamiento de
imégenes y estd enfocado en la deteccion de expresiones faciales. Aqui, la
principal tarea serd detectar el tipo de emocién que se esta expresando en
un rosto.

1.2. Justificacion

Decidimos implementar en este trabajo de tesis el método de [45] porque
es un método reciente, con buenos resultados y facil de implementar ya que
la red neuronal utilizada es relativamente simple.

1.3. Objetivo General

1. Tmplementar el método de reconocimiento de expresiones de [45] y
reproducir los resultados reportados.

1.4. Objetivos particulares

1. Implementar el método de [45] y comprobar si se obtienen los resul-
tados reportados en su articulo.

2. Proponer una modificacién al método de recorte de [45] para mejorar
el desempeno del método de reconocimiento de expresiones.

1.5. Metodologia basica
La metodologia usada para este trabajo consiste en la implementacién

del método propuesto por [45], el cual propone un paso de pre-procesamiento
necesario antes de realizar el entrenamiento de la red.
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Antecedentes

A mediados del siglo XX surgié la teoria de feedback facial [80], en la
que se postula la vinculacién entre los movimientos musculares de la cara
y la generacion de las emociones, basicamente relaciona de manera direc-
ta las emociones y las expresiones faciales, ademéas se determina que los
estados de danimo pueden ser transmitidos en forma directa o indirecta a
otros individuos mediante estas expresiones. Los movimientos musculares
que ocurren al expresar una emocion son los responsables de iniciar una
experiencia emocial, o sea que segun esta hipdtesis los movimientos y gestos
de la cara pueden evocar reacciones afectivas o no en el sujeto que las reali-
za, en otras palabras, las emociones estan ligadas a las expresiones faciales
y pueden ser transmitidas: un estado de felicidad provocard una sonrisa, un
estado de tristeza mostrara un rosto desanimado.

Mas tarde en 1976 [17] formula el planteamiendo sobre la universalidad
de las emociones bésicas: sorpresa, tristeza, desprecio, miedo, ira, alegria y
asco. También, explica que otras emociones o sensaciones llamadas expre-
siones secundarias (vergiienza, empatia, confianza, entre otras), pueden ser
generadas en combinacién con estas primeras expresiones.

Por otro lado, con el surgimiento de uno los primeros modelos de red
neuronal artificial propuesto por Warren McCulloch y Walter Pitts (1944)
[19] a finales del siglo XX, comienzan a surgir modelos predictivos basa-
dos en este primer acercamiento a las redes, mismos que comienzan a dar
los primeros resultados poco atractivos debido a las limitaciones compu-
tacionales en esta temprana etapa. Sin embargo, en 2003 [21] proponen un
modelo de red jerdrquica para el reconocimiento visual de patrones. Este
modelo propone un método para el reconocimiento de numeros escritos a
mano como una versién mejorada del neocognitrén [22] donde el porcentaje
de reconocimiento fue del 98.5 %.

En 1999 [61], usaron representaciones 2D de la Wavelet de Gabor para
el reconocimiento de expresiones faciales, ademas, el modelo podia predecir
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el género y raza con excelentes resultados.

En el ano 2004 [70], usaron imégenes de personas con vista frontal y
lateral con un modelo de red neuronal. Los resultados fueron los esperados
de acuerdo al trabajo, sin embargo, el modelo presentaba deficiencias al tra-
bajar con imégenes de sujetos usando accesorios en el rostro, esto provocéd
que los resultados en la evaluacién fueran de tan solo 86.3 %.

Afios més tarde, en 2009 [83], proponen usar méas elementos e informa-
cién del contexto e involucran otras ramas como la psicologia y la lingtiistica.
En otras palabras, se aborda la idea de anadir informacién del contexto co-
mo el tema de conversacién y asi aumentar la capacidad del modelo para
predecir la expresiéon con ayuda de esta informacién extra. La idea principal
de este trabajo es tomar el reconocimiento de expresiones desde una pers-
pectiva psicoldgica.

En 2011 [86], proponen un modelo usando secuencias de imagenes con
operadores espacio-temporales para la descripcién de expresiones faciales
ademds de LBP-TOP (Local binary patterns from three orthogonal planes)
como descriptor de caracteristicas. Los rasgos faciales basados en componen-
tes se presentan para combinar informacién geométrica y de apariencia pro-
porcionando una forma efectiva de representar las expresiones faciales. Los
resultados exprerimentales demuestran que su uso en conjunto con Maqui-
nas de Vectores de Soporte (SVM por su siglas en inglés) brindan excelentes
resultados y manejan adecuadamente las variaciones de iluminacién.

Segun [55], los sistemas de reconocimiento facial constan de un proceso
de entrenamiento en tres etapas: aprendizaje de caracteristicas, seleccién
de caracteristicas y construccion de un clasificador, en este orden. La etapa
de aprendizaje es responsable de la extracciéon de todas las caracteristicas
relacionadas a la expresion facial. La seleccion de caracteristicas obtiene las
mejores caracteristicas para representar la expresién. Finalmente, un clasi-
ficador o mas son usados para inferir la expresién facial dada esta seleccion
anterior de caracteristicas.

Recientemente, con la llegada de las Redes Neuronales (NN) y el Apren-
dizaje Profundo (DL), el uso de estas tltimas redes en combinacién con
otros modelos de red como el propuesto por [37] en 2015, muestran un enfo-
que hibrido RNN-CNN (RNN: redes neuronales recurrentes) para propagar
informacién sobre una secuencia de imagenes utilizando una respresentacion
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de capa oculta de valor continuo. Con este modelo los autores proveen una
arquitectura para las tareas de reconocimiento facial que puede superar a
un enfoque de solo redes neuronales de convolucién (CNN).

En 2015 [35] usaron dos tipos de CNN, el primer modelo de red ex-
trae caracteristicas de apariencia temporal de las secuencias de imagenes,
el segundo modelo extrae caracteristicas de geometria temporal de puntos
de referencia temporales. Mediante esta combinacién de modelos lograron
mejorar el rendimiento del reconocimiento de expresiones faciales.

[88] propusieron el aprendizaje de multiples etiquetas y regién profun-
da (Deep Region and Multi-label Learning, DMRL) para la deteccion de
unidades de accién (UAs) [79] siendo un modelo de red pronfunda uni-
ficada permitiendo que dos tareas aparentemente no relacionadas puedan
contribuir entre ambas, el aprendizaje de regién (RL) [15] y el aprendizaje
de multiples etiquetas (ML) y métodos como AdaBoost [50], GentleBoost
[33] 0 SVMs [59], puedan interactuar directamente. Compararon su enfoque
frente a uno similar: Joint Patch and Multi-label Learning (JPML) [89], el
modelo propuesto superé al otro por encima de 5 % en sus resultados.

2.1. Enfoques convencionales de FER

Los modelos para el reconocimiento de expresiones desarrollados a fina-
les y principios del siglo XX fueron enfoques convencionales de visién por
computadora que comparten una notable cualidad, y es que son altamente
dependientes de la extraccién de caracteristicas de manera manual. Algunas
de las principales técnicas de extraccién de caracteristicas para la catego-
rizacién de expresiones faciales son los modelos basados en la geometria y
apariencia, unidades de accién individual /grupo de musculos y no basados
en UAs, asi como los descriptores de caracteristicas que proporcionan la
informacién que define a un objeto.

Algunos de los principales métodos para la descripcién de caracteristicas
que han sido utilizados ampliamente y que atn estan presentes en trabajos
recientes son:
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2.1.1. Local binary pattern (LBP)

Originalmente fue propuesto para el analisis de texturas en 1990 por
[14], y usado mds tarde por [67]; ademds, se ha determinado que cuando se
combina con el descriptor histograma de gradientes orientados mejora con-
siderablemente el resultado de deteccién. Es una técnica descriptiva simple
pero altamente efectiva para la clasificacion de objetos filtrando pixeles ad-
yacentes. Esta técnica codifica la relacién de la intensidad del pixel central
con la intensidad de los pixeles adyacentes a este asignando una etiqueta
a cada pixel en una P-vecidad de pixeles (P valor del pixel igualmente es-
paciado con un radio R y denotado por G,) al establecer el umbral de sus
valores con el valor central (g.) y convertir estos valores de umbral en un
numero decimal dado por la ecuacién:

LBP, p(Xc,Yeo) = EZ;(IJ s(gp — 9c) donde, s(z) = {t’ Z.ico
Debido a su elevada capacidad discriminatoria, constituye una aproximacién
usual para la soluciéon de multitud de problemas ademads de ser un método
altamente robusto.

2.1.2. Scale invariant feature transform (SIFT)

Este descriptor fue propuesto por [58], es utilizado para una gran canti-
dad de propdsitos en vision por computadora. Este descriptor fue propuesto
con la finalidad del anélisis de imédgenes con percepcién 3D y reconocimien-
to de objetos basado en la vista. Sin embargo, también ha sido aplicado a
imagenes en escala de grises y de color. El descriptor SIFT es invariable a
las traslaciones, rotaciones y transformaciones de escala en el dominio de la
imagen. En la préctica, se ha demostrado que es muy 1util para la compara-
cién de iméagenes y el reconocimiento de objetos en situaciones del mundo
real.

2.1.3. Local directional pattern (LDP)

Este método propuesto por [31], es un descriptor facial robusto para la
representacién de expresiones faciales.

En este método, se convolucionan ocho mdéscaras de Kirsh [40] de ta-
mano 3x3 con regiones de la imagen de la misma dimensién para obtener
un conjunto de 8 valores de mascara. Estos valores de mascara se clasifican
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y los tres primeros se asignaran con uno en el cédigo binario de 8 bits y
los otros con cero, el valor decimal correspondiente a este cédigo binario se
asignarad como el valor del pixel central de la regién de 3 x 3 tomada. LDP
genera una imagen la cual es dividida en bloques definidos que se concate-
nan para formar el descriptor final.

2.1.4. Histogram of gradient orientations (HOG)

El histograma de gradiente orientado es un descriptor de caracteristicas
invariante a cambios de iluminacién. HOG se encuentra mediante la con-
sideracién de magnitud/pixel para cada pixel en una imagen. Primero, se
calculan los gradientes X y Y de la imagen aplicando filtros (Gx = [-1,0, 1],
Gy = [-1,0,1]1) para las direcciones horizontal y vertical. La orientacién
de los angulos van en un rango de 0 — 180 grados o 0 — 360 grados, con signo
y sin signo respectivamente. Este proceso nos dara dos nuevas matrices:
una almacena los gradientes en la direccién x y la otra en la direccion y. El
segundo paso es calcular la magnitud y orientacién usando estos valores y
crear un histograma de celdas, el valor de la orientacién calculada se coloca
en el rango del dngulo que le corresponde para denotar la frecuencia que
tiene cada pixel en la imagen, a este proceso se conoce como conteo por
votos, otras opciones para el peso de los votos podrian incluir la raiz cua-
drada o el cuadrado de la magnitud del gradiente. El tercer paso es tener
en cuenta el cambio en la iluminacién y el contraste, las intensidades del
gradiente deben normalizarse localmente, lo que lleva a agrupar celdas en
bloques méas grandes.

En [4] propusieron un modelo hibrido de red neuronal convolucional con
agregador de transformacién invariante a escala densa (SIFT). El méto-
do involucra una red neuronal convolucional y SIFT para la extraccion de
caracteristicas para el reconocimiento de expresiones faciales, este modelo
logré un porcentaje de reconocimiento del 99.1 % usando el conjunto de
CK+[59] mientras que el porcentaje decrecié hasta 73.4% en precisién al
usar otros conjuntos de datos.
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2.2. Enfoques basados en Deep Learning para
tareas de FER

En los ultimos anos, los enfoques de DL han sido utilizados para la ex-
traccién automética de caracteristicas (dejando de lado los descriptores an-
tes mencionados), tareas de clasificacion y tareas de reconocimiento. Debido
a esto, su uso se ha extendido en multiples campos incluyendo la deteccion
de objetos, el reconocimiento facial, reconocimiento de patrones y FER.
Existen distintas arquitecturas de red profunda que han sido ampliamente
utilizadas y algunas otras resultantes de la modificacién de estos modelos
base, algunas de estas son:

2.2.1. CNN

En los trabajos realizados por [6] usaron técnicas de visualizacién de

CNN para obtener un modelo aprendiendo conjuntos de datos de FER y
demostraron la capacidad de las redes para aprender tareas de deteccion de
emociones y otras tareas relacionadas con FER. [35] usaron un modelo de
CNN de dos etapas, la primera etapa extrae caracteristicas de apariencia
temporal de puntos faciales de referencia y la segunda etapa extrae carac-
teristicas geométricas de puntos de referencia faciales temporales. El uso
combinado de estas redes ofrecen una mejora de rendimiento en el recono-
cimiento de expresiones faciales.
Otro enfoque destacable es el propuesto por [90], un tipo de red unificada
que usa una capa con funciones de feed-forward para indicar regiones facia-
les importantes en la imagen. Esto obliga a los pesos aprendidos a capturar
informacién sobre la estructura del rostro. Esto ayuda a obtener represen-
taciones mas robustas sobre variaciones dentro de una regién local como lo
es boca, ojos, nariz, por mencionar algunas de estas regiones.

Estos modelos de red basados en CNN presentan excelentes resultados,
sin embargo, atin quedan limitantes, por ejemplo, estos métodos no pueden
manejar variaciones temporales en los componentes faciales de una imagen,
no logran capturar las carateristicas espaciales en una secuencia de imagenes
(frames). Para hacer frente a estos desafios, se desarrollé un modelo llama-
do Long short-term memory (LSTM), este modelo contiene conexiones de
retroalimentacién que no solo son capaces de procesar puntos de datos indi-
viduales (imdgenes), sino también sencuencias completas como voz y video
lo que las hace excelentes para la clasificacion de videos asi como de musica.
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Principalmente es un modelo de red que funciona bastante bien con datos
que se mueven o estan expresados en el tiempo.

En 2017 [10] propusieron un modelo hibrido para la deteccién multi-
nivel de unidades de accién (AU) [59] combinando caracteristicas espacio-
temporales, este modelo consiste en dos etapas, la primera, extraia repre-
sentaciones espaciales usando un modelo de CNN, la segunda, consistia en
un modelo de LSTM para extraer las caracteristicas espaciales contenidas.

En [57] propusieron un modelo de CNN para el reconocimiento de expre-
siones faciales, los resultados de experimentacién llegaron a 96.76 % con seis
clases, usaron el conjunto de CK+[59], JAFFE [60] y BU-3DFE [49] siendo
este ultimo uno de los conjuntos de datos méas desafiantes para tareas de
FER debido a la multitud de poses en las que se encuentran los rostros,
incluyendo expresiones espontancas y variaciones de luz por mencionar al-
gunos. El método aplica distintas técnicas de pre-procesamiento asi como
recorte de imagenes, aumento de datos y rotaciones, este paso demuestra
que es una parte importante en el modelo, asi mismo, el modelo resulta
ser facil de implementar. Ademds, durante las pruebas de entrenamiento
resulta ser bastante rapido. El modelo fue probado en un entorno real con
excelentes resultados.

En [82] utilizaron un modelo de CNN con codificadores autométicos
profundos y dispersos (deep sparse autoencoders, DSAE) logrando un por-
centaje de reconocimiento de 95.79 % usando el conjunto de CK+[59] y
utilizando caracteristicas geométricas y de apariencia espacial. El enfoque
demuestra que la informacién de apariencia espacial contiene la informacion
precisa y completa de las emociones. El DSAE es utilizado para reconocer
las expresiones faciales con alta precisién mediante el aprendizaje de carac-
teristicas sdlidas y discriminatorias de los datos.

En [72] utilizaron un modelo de CNN con un clasificador de bosque
aleatorio para tareas de reconocimiento, alcanzando un porcentaje de re-
conocimiento del 96.38 %. Este enfoque ademds utiliza unidades de accién
(UAs [17]) para el reconocimiento de las expresiones mediante validacién
cruzada (twofold). Una de las partes importantes es que realizan una medi-
cién de las expresiones, esto lo hacen mediante el seguimiento de puntos de
caracteristicas faciales del modelo de apariencia activa (AAM [25]), ademds
utilizan un rastreador éptico Lucas-Kanade (LK [2]) y mediante la estima-
cién de los movimientos de los puntos de caracteristicas (vectores) logran
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estimar la expresién que estd marcada en el rostro. Posteriormente, estas
caracteristicas se transforman a un bosque aleatorio para determinar las
UAs, tras cada nivel en el bosque aleatorio se logra la clasificacién de la ex-
presién. El método propuesto logra un rendimiento mayor en comparacion
con otros enfoques basados en UAs.

2.2.2. RNN

Red Neruronal Recurrente, esta es una red que captura informacion tem-
poral por lo que la vuelve un modelo méas adecuado para la predicciéon de
datos secuenciales, esto permite trabajar con secuencias de videos donde las
expresiones son mostradas continuamente.

En el trabajo realizado por [26] usaron un modelo de red recurrente
(RNN) que considera las dependencias temporales que estdn presentes en
una imagen. Durante la fase de pruebas usaron dos tipos de LSTM (LSTM
bidireccional y LSTM unidireccional), el estudio comprobé que la red bidi-
reccional proveia un rendimiento mejor que una LSTM unidireccional.

Otros trabajos realizados consideran secuencias de video para la de-
teccion de expresiones como en [18] que proponen un modelo hibrido de
CNN-RNN que usa convoluciones 3D. La combinacién de estos modelos co-
difican la informaciéon de movimiento y apariencia de distintas formas. En
concreto, la RNN toma caracteristicas de apariencia extraidas por la CNN
sobre cuadros de video individuales como entrada, mientras que la CNN 3D
modela la apariencia y el movimiento del video simultdneamente.

En [66] propusieron un modelo de red recurrente baséndose en pequetias
secuencias de videos, el modelo parte de tres componentes principales: 1)
Deteccién facial donde se enfocan principalmente en las regiones de ojos y
boca. 2) Extraccion de caracteristicas basadas en geometria. Durante este
paso utilizan los puntos de referencia (landmarks) como discriminante de
cada una de las emociones. Las secuencias fueron tomadas de la base de
datos de BioVid Emo. Por tltimo, 3) para el reconocimiento de expresiones
utilizan un modelo hibrido de LSTM-CNN para clasificacién alcanzando un
porcentaje de reconocimiento del 81 % siendo un resultado favorable debi-
do a la dificultad de capturar las expresiones provenientes de secuencias de
videos.
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2.2.3. CNN-LSTM

La unién de estos dos modelos proporciona un modelo de red mas robus-
to asi como una mejora sustancial frente a un inico enfoque. Como resultado
de esto, existen modelos hibridos que combinan o trabajan en conjunto con
miltiples redes especializadas en una tnica tarea.

Las LSTM son un caso particular de las CNN, este enfoque fue usado
por [73], el trabajo realizado se basa en la deteccién de micro expresiones fa-
ciales. Este método supone la deteccién de expresiones faciales espontaneas,
las cuales, solo duran alguna fraccién de segundo en el rostro, lo que las hace
una tarea dificil de llevar a cabo ya que estas expresiones pueden no aportar
la informacién necesaria sobre la emocién que se esta expresando. El enfo-
que propuesto se basa en dos modelos de CNN 3D para la extraccién de
informacién espacial y temporal, simultaneamente se aplica una operacién
de convolucién 3D sobre la secuencia de video.

En [38] usaron un modelo LSTM para la representacién de caracteristi-
cas aprendidas para el reconocimiento de expresiones faciales. Estas carac-
teristicas espaciales en las imagenes son aprendidas a través de una CNN,
mientras que las caracteristicas temporales de la representacion de las ca-
racteristicas aprendidas por la CNN se aprenden mediante una LSTM. Asi
mismo, el enfoque fue usado para el reconocimiento de micro expresiones y
expresiones deliberadas con resultados superiores a los métodos mas avanza-
dos, los resultados de reconocimiento fueron de 78.61 % usando el conjunto
de datos MMI y 60.98 % usando CASME II.

2.3. Conjuntos de datos para tareas de FER

El tema de elegir un conjunto de datos adecuado ha sido discutido am-
pliamente debido a que las personas de diferentes rangos de edades, culturas
y genéros muestran e interpretan una expresion facial en distinta forma, por
ello, es importante la eleccién correcta de un conjunto de datos con ejemplos
abundantes y que sean capaces de brindar la informacién necesaria para que
los modelos puedan generalizar adecuadamente las distintas expresiones con
base en las diferencias faciales. Existen dos tipos principales de conjuntos,
2D corresponde a las imagenes estaticas, un analisis basado en este enfo-
que presenta dificultades para manejar las variaciones de pose (dngulo) y
comportamientos faciales sutiles, es decir, asociados a la geometria facial.
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Los trabajos relacionados al anélisis 3D proponen facilitar el anélisis de los
sutiles cambios estructurales en las expresiones faciales permitiendo, en al-
gunos casos, llenar informacién faltante. La oclusién es un tema importante
en este aspecto. Se presentan algunos de los conjuntos de datos més popu-
lares para tareas de FER:

s The Extended Cohn-Kanade Dataset CK+[59]: Es un conjunto de da-
tos de imédgenes en resolucién de 640x480 y 640x490 de 123 sujetos
de entre 18 y 30 anos de edad, ademés contiene alrededor de 593 se-
cuencias de video tanto de expresiones espontaneas como provocadas.
Asimismo, proporciona protocolos y resultados de referencia (land-
marks) para el seguimiento de rasgos faciales, UAs y reconocimiento
de emociones mediante etiquetado.

= Japanese Female Facial Expressions JAFFE [60]: Contiene 213 image-
nes de siete tipos de emociones tomadas de diez modelos de origen
japonés. Cada una de las imagenes tiene un tamano de 256 x256 pixe-
les.

= MMI [71]: Consiste en 2900 secuencias de video e imagenes de alta re-
solucién de 75 participantes. El tamafio de las imdgenes es de 720x576
pixeles, el conjunto estd completamente etiquetado.

= The Karolinska Directed Emotional Face (KDEF) [1]: Consiste en 4900
imagenes de 70 participantes, presenta 7 emociones en cinco distintos
angulos. El tamafio de las imédgenes es de 562x 762 pixeles.

» Extended Yale B face (B+) [68]: Este conjunto consta de 16,128 image-
nes faciales tomadas. El tamano de cada imagen es de 320 x243 pixeles.

= FER2013 [47]: Es un conjunto de datos usado durante ICML en 2013
Challenges in Representation Learning. FER2013 corresponde a image-
nes recopiladas por la API de buisqueda de imédgenes de Google, el ta-
mafno de las iméagenes es de 48x48 pixeles, contiene 28,709 imagenes
de entrenamiento, 3,589 imagenes para prueba y 3,589 imagenes para
validacion.

Para el presente trabajo se tomard el conjunto de CK+[59] debido a las
condiciones en las que se encuntran las imagenes y la facilidad de obtener
tal conjunto.
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2.4. Estructura general de una red de convo-
lucién

Las redes neuronales de convolucién (CNN) utilizan una forma de vin-
culaciéon de paramétros que reduce enormemente el numero total de pa-
ramétros libres, lo que las hace ttiles para el tratamiento de imagenes. El
uso de las CNN propuestas en 1998 por [43] ha mostrado una efectividad
en el aprendizaje de caracteristicas con un alto nivel de abstraccién cuando
se utilizan arquitecturas mas profundas, es decir, cuando se hace un amplio
uso de capas de convolucién. En general, este tipo de red jerarquica tiene
tres tipos alternativos de capas, incluidas capas convolucionales, capas de
submuestreo y capas completamente conectadas.

= Capa de convolucién, contiene un conjunto de filtros que son convo-
lucionados en toda la imagen, cada uno de estos filtros corresponde
a ciertas caracteristicas de la imagen que serdn la entrada para la
siguiente capa en la red. Las operaciones de convolucion estdn aso-
ciadas a tres beneficios: 1) conectividad local que aprende correlacién
entre los pixeles vecinos en la imagen; 2) pesos compartidos en el mis-
mo mapa de caracteristicas, esta ventaja reduce en gran medida el
nimero de paramétros a ser aprendidos por la red e, 3) invarianza de
desplazamiento a la ubicacién del objeto.

= Capa de submuestreo, esta capa es usada para reducir el tamano es-
pacial de los mapas de caracteristicas [11] (resultantes de la capa an-
terior), ademds de reducir el costo computacional de la red, de lo
contrario el tamano y recursos necesarios para procesar se elevaria
considerablemente. Existen dos tipos de sub-muestreo para este tipo
de capa conocidos como maximum-pooling y average-pooling [11].

= Capa completamente conectada, esta capa es colocada al final de la
red para garantizar que todas las neuronas de la capa estén conectadas
en la capa anterior y para permitir que los mapas de caracteristicas
se conviertan a un mapa de caracteristicas 1D, esto para una mayor
representacion y clasificacion de las caracteristicas aprendidas.

Una de las principales ventajas de las CNN es que la entrada del mode-
lo puede ser una imagen sin procesar en lugar de un vector o conjunto de
caracteristicas seleccionadas a mano. La imagen 2.1 muestra la estructura
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general una red de convolucién (CNN), el nimero de capas es variable, al-
gunos modelos de red hibridos han surgido tomando la base de este modelo.

-
“
o
[ =
|
Input . Cutput
Image Cony layer ax-pool layer

Figura 2.1: Estructura CNN.
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2.4.1. Modelos populares de CNN

A medida que el hardware fue incrementando su capacidad, las CNNs
comenzaron a popularizarse como un enfoque de aprendizaje eficiente en
tareas de visién por computadora, reconocimiento de lenguaje, ademas de
otros campos de ML. Tras este esquema general de CNN, han surgido mo-
delos hibridos de los que se ha presentado un poco en el capitulo anterior,
ademas de los trabajos realizados con estos modelos y sus resultados en
FER. Algunos de los principales modelos usados en el campo de la visién
por computadora, asi como su uso para tareas de FER, son:

= LeNet (1998), originalmente este modelo fue propuesto en 1999, pero
debido a las limitaciones computacionales no fue implementado sino
hasta 2010 por [43]. Este modelo fue propuesto con el algoritmo de
back-propagation y se experimenté con digitos escritos a mano. La
arquitectura basica de la red consta de 2 capas de convolucion, 2
capas de sub muestreo y 2 capas completamente conectadas mas una
capa de salida con conexién gaussiana.

= AlexNet (2012), quizé uno de los modelos de red profunda mayormen-
te conocidos, este modelo propuesto por [41] durante ImageNet Large
Scale Visual Recognition Challenge (ILSVRC) in 2012. Su desempeiio
logré superar a los tltimos métodos propuestos. Fue un punto de se-
paracién entre el uso de modelos tradicionales y los nuevos modelos
basados en aprendizaje profundo. La estructura bésica de la red se ba-
sa en 4 capas de convolucién junto con una capa de max-pooling tras
cada capa de convolucién, 2 capas completamente conectadas (fully
connected) y una capa de salida con una funcién softmax. Dos nuevos
conceptos son introducidos en este modelo, Local Response Normali-
zation (LRN) y Dropout [77]. Asi mismo, dos redes con una estrctura
similar y el mismo numero de mapas de caracteristicas son entrenadas
de forma paralela para este modelo. Un punto a considerar en este mo-
delo es que el nimero de paramétros de la red es considerablemente
alto.

= Visual Geometry Group (VGGNET, 2014), este modelo fue presenta-
do en la competencia ILSVRC [75]. Una de las principales contribu-
ciones de este modelo es mostrar que la profundidad de las redes es un
componente critico para lograr un mejor reconocimiento o precision
en el modelo. Esta arquitectura esta constituida por dos capas de con-
volucién junto con una funcién de activacién ReLU, una capa de max
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pooling y multiples capas completamente conectadas con una funcién
ReLU, se anade una capa final para clasificaciéon con una funcién soft-
max. Otras variantes de red VGG fueron propuestas siguiendo este
modelo inicial.

= GoogLeNet (2014), este modelo también fue presentado en la compe-
tencia de ILSVRC por [78] de Google con el objetivo de reducir la
complejidad computacional de las CNNs. El modelo Googl.eNet me-
jord los resultados de precisién de multiples modelos presentados al
incorporar 22 capas en total, siendo un modelo mucho mayor en cuan-
to a capas a cualquier otro modelo anterior. Sin embargo, el nimero
de paramétros de la red de GoogLeNet es de apenas 5M frente a los
modelos de AlexNet o VGG con 60M y 138M respectivamente.

= Residual Network (ResNet, 2015), fue el modelo ganador en la com-
petencia de ILSVRC de 2015 desarrollado por [27], este enfoque fue
propuesto con la idea de obtener un modelo de red ultra-profundo que
no sufra de desvanecimiento de gradiente que presentaban muchos
modelos anteriores [[5], [23]]. Esta arquitectura se basa en un amplio
namero de capas que va incrementando, algunos de estos son: 50, 101,
152 y 1202 capas. El modelo més popular es ResNet50 el cual consiste
en 49 capas de convolucién y una capa de clasificacién completamente
conectada.

= Densely Connected network (DenseNet, 2017) fue desarrollado por
Gao Huang en 2017 [29]. La estructura general de esta red es que la
salida de cada capa estda conectada con todas las capas sucesivas en
un denso bloque. La idea de esta arquitectura es reutilizar los mapas
de caracteristicas que son obtenidos tras cada capa, este novedoso en-
foque permite la reduccion de paramétros de entrenamiento en la red.
DenseNet consiste en multiples bloques densos y bloques de transicién
que se colocan entre cada par de bloques densos.

En el presente trabajo se usard un modelo de CNN que sigue este es-
quema general a fin de implementar un modelo de red que sea sencillo de
generar, entrenar y realizar predicciones. Para la evaluacién de la red, se
usaran algunas métricas comunes en tareas de FER las cuales se abordaran
en el capitulo 4.



CapiTULO 3

Estado del Arte

El trabajo realizado por Kuan Li se enfoca en el uso de imagenes estaticas
y del reconocimiento de seis expresiones proponiendo un método de recorte
facial a las imagenes de entrenamiento. Como parte del pre-procesamiento
se incorpora la normalizacion z-score y la equalizacion de histograma al con-
junto de entrenamiento. Para probar el método se usaron los conjuntos de
CK+[59] y JAFFE [60], los resultados mostraron que el método es compe-
titivo en términos de tiempo de entrenamiento, pruebas y precision.

El presente trabajo se enfocara en la aplicacién de un modelo de CNN
debido al emergente uso de este enfoque, ademas de utilizar algunas de las
técnicas de pre-procesamiento asi como de descripcion de caracteristicas. Se
expone una comparacion de dos tareas muy importantes de la visién por
computadora: la deteccion de expresiones faciales y la deteccion de rostros.
Se pretende hacer una comparacion entre los enfoques tradicionales de ML,
es decir, enfoques dependientes de la extracciéon manual de caracteristicas
y los enfoques de Deep Learning que han mostrado mejoras significativas.
Estos modelos comparten un conjunto de prueba en comiin, MMI [71].

Pensamos que la implementacion de un método de CNN de vanguardia
nos permitird adentrarnos a la parte tedrica y experimental no solo de la
visién por computadora sino en las tareas de recocimiento de expresiones
faciales y el anélisis detallado de los conjuntos de datos que son usuales en
tarcas de FER. Ademads, hacemos mencién de algunos trabajos realizados
as{ como sus resultados con el fin de contrastar los resultados obtenidos al
usar distintos conjuntos de datos asi como los modelos de red utilizados.

En [8] propusieron un método basado en redes profundas (CNN) sin
algun tipo de pre-procesamiento manual. La arquitectura de red consiste en
7 capas de convolucién, 5 de max-poooling, 2 capas de concatenacién y una
capa de normalizacion, este modelo sigue cuatro pasos. La primera parte es
responsable del pre-procesamiento automatico de datos mientras que lo res-
tante se ocupa de la extraccion de caracteristicas. La evaluacién del modelo
fue usando los conjuntos de CK+[59] y MMI alcanzando un porcentaje de
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reconocimiento del 99.6 % y 98.63 % respectivamente. No se garantiza que
los sujetos (ejemplos) usados para entrenamiento no se hayan usado para
probar el modelo.

En [76] desarrollaron un sistema de reconocimiento facial utilizando re-
des de convolucién. Este modelo consta de 5 capas. De acuerdo a los autores,
es comun obtener un sobre-ajuste en la red si se dispone de pocos ejemplos
para el entrenamiento. Debido a esto, los autores proponen el aumento de
datos a fin de incrementar el nimero de ejemplos usados. Ademads se hace
uso de drop-out [77] durante la fase de entrenamiento. Los experimentos se
realizaron usando el conjunto de CK+[59] y otros tres conjuntos de datos
creados por los autores, el uso de validacién cruzada se hizo en cada experi-
mento alcanzando un porcentaje del 99.2 %, sin embargo cada experimento
contd con solo cinco expresiones (enojo, felicidad, tristeza, sorpresa y neu-
tral).

Otros trabajos realizados se enfocan en el uso de Unidades de Accién
(UAs) [[3], [48], [46]]. Estos trabajos presentan el uso de las unidades de ac-
cién como un factor importante a considerar en el estudio y reconocimiento
de las expresiones faciales, la seleccién adecuada de estas unidades asi como
la seleccion misma de las regiones de intéres. Otros puntos de importancia
como el recorte basado en puntos de referencia faciales (landmarks) que
eliminan por completo el fondo en las imégenes o la seleccién de regiones
faciales muestran resultados favorables. Estos enfoques se basan en el cam-
bio que ocurre en el rostro, es decir, las UAs que estdn presentes antes y
después en una secuencia de imégenes, asi como las UAs que estdn activas
en una imagen estatica determinan la emocién que se esta expresando. Sin
embargo, mientras que el uso de estas UAs resultan una via favorable para
atacar el problema de la deteccién facial, presentan una desventaja al usar
imagenes donde el rostro no es frontal o donde los sujetos no expresan las
unidades de accién correspondientes, es decir, las emociones son las mismas
en distintas personas pero estas son expresadas de forma distinta.

3.1. Método de Kuan Li

Se realizaron experimentos a fin de probar la versatilidad del método
de recorte por lo que los autores realizaron dos comparaciones usando los
conjuntos de CK+[59] para entrenar la red y JAFFE [60] para probar. Poste-
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riormente repitieron el proceso usando JAFFE [60] para entrenar y CK+[59]
para probar. Durante este paso, solo se usan 6 expresiones dado que el con-
junto de JAFFE [60] no incluye las mismas expresiones de CK+[59] por lo
que se utilizan aquellas que comparten ambos conjuntos, miedo, disgusto,
angustia, felicidad, tristeza y sorpresa.

De acuerdo a los resultados reportados por los autores, la expresién
Neutral fue la responsable de la baja tasa de clasificacion en el experimen-
to, resultando por debajo del 50 % en promedio de clasificacién al entrenar
el modelo usando CK+[59] y probar los resultados usando JAFFE [60].

Otros trabajos como en [62], dénde los autores obtuvieron un porcen-
taje de reconocimiento del 98 % usando el conjunto de JAFFE [60] y siete
clases con un modelo de redes de convolucién profunda (DCNN, por sus si-
glas en inglés) y maquinas de vectores de soporte (SVM) para clasificacion.
Sin embargo, este método usé validacién cruzada dejando uno fuera (leave-
one-subject-out, LOSO) el cual implicé un alto coste computacional. Otro
trabajo similar al que usé Kuan Li para comparar su recorte fue realizado
por [55] y [56] donde se usé validacién cruzada (eightfold) usando 7 clases
con un porcentaje de reconocimiento del 96.7 % y 96.76 % respectivamente.

Partiendo de estos trabajos realizados, las tablas 3.1 y 3.2 muestran el
porcentaje alcanzado en tareas especificas de FER utilizando el conjunto de
MMI. Los resultados que brindan los enfoques de DL superan en gran me-
dida a los métodos tradicionales. Aunque los resultados experimentales con
CNN son exitosos, aun hay algunas cuestiones que vale la pena mencionar
que pueden mantenerse en mente y que servirdn de guia en el resto de este
proyecto.

= Se requiere de un gran poder cémputo a medida que se desea profun-
dizar aumentando el niimero de capas en un modelo de CNN.

= Se requiere de conjuntos de datos etiquetados, usualmente a mano.

= Se requiere un modelo de red que en la préactica sea sencillo de imple-
mentar.

= Kl tiempo de entrenamiento y pruebas es una parte esencial. En apli-
caciones del mundo real es un factor importante que un modelo esté
bien balanceado.
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Tipo Enfoque propuesto Precisién
Sparse representation classifier with LBP
. 59.18
features [30]

Enfoques Sparse representation classifier with

. .. 62.72

convencionales | local phase quantization features [81]

de ML en SVM with Gabor wavelet features [85] 61.89

tareas de FER | Sparse representation classifier with LBP 61.19
from three orthogonal planes [87] ’
Sparse representation classifier with
local phase quantization feature from three | 64.11
orthogonal planes [34]
Collaborative expression representation 70.12
CER [44] ’
Promedio 63.20

Cuadro 3.1: Comparativa de modelos tradicionales usando unicamente el
conjunto de MMI [69].

Por otro lado, la tabla 3.3 muestra una comparativa de los modelos mas
representativos de FER en conjuntos de datos como CK+[59] y JAFFE [60].
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Tipo Enfoque propuesto Precisién
Deep learning of deformable 63.40
facial action parts [53] '
Enfoques Joint fine-tuning in deep neural 70.24
de DL en networks [36]
tarcas de FER AU-aware deep networks [63] 69.88
’ AU-inspired deep networks [51] 75.85
Deeper CNN [65] 77.90
CNN + LSTM with spatio-temporal feature
. 78.61
representation [84]
Promedio 72.65

Cuadro 3.2: Comparativa de modelos de DL usando el conjunto de MMI.

Tipo Enfoque propuesto Precision
Facial Expression Recognition Method Based on 95.94
Sparse Batch Normalization CNN [9] o
, Facial expression recognition with convolutional
Enfoques . . .
de DL en neural networks via a new face cropping and 97.38
tareas de FER rotation strategy [45]
Facial expression recognition with Convolutional
Neural Networks Coping with few data and the 96.76
training sample order [56]
Extended deep neural network for facial emotion
. 95.23
recognition [32]
A deep learning perspective on the origin of facial 98.62
expressions [7], solo CK+[59] )
Promedio 96.64

Cuadro 3.3: Comparativa de modelos de DL usando los conjuntos

CK+[59] y JAFFE [60].







CAPITULO 4

Metodologia

4.1. Implementacién del Método de Kuan Li

4.1.1. Eleccién del conjunto de datos

= El conjunto de CK+[59] cuenta con un total de 10,726 imégenes de
ocho categorias de las cuales solo 5,754 imdagenes estan etiquetadas.
Cada una de las expresiones es mostrada entre 10 y 22 imagenes por
123 sujetos. Asi mismo, la secuencia de cada emocién inicia con una
expresion neutral y evoluciona hasta una expresion pico. Para este tra-
bajo se considera la primera y ultima imagen de todas estas secuencias
dando un total de 439 imagenes tnicas para las ocho expresiones. El
conteo de cada expresion es el siguiente:

Enojo: 44 imagenes
Desprecio: 17 imagenes
Disgusto: 59 imagenes
Miedo: 24 iméagenes
Felicidad: 69 imagenes
Neutral: 116 imagenes
Tristeza: 27 imagenes

Sorpresa: 83 imagenes

4.1.2. Pre-procesamiento

Durante este paso se propone aumentar el nimero de ejemplos de entre-
namiento (imégenes) al conjunto de datos base de CK+[59] a fin de mejorar
la precisién del modelo, la generalizacién, y controlar el sobre-ajuste (over-
fitting). Para el trabajo de Kuan Li se consideran solo seis expresiones:
sorpresa, tristeza, felicidad, miedo, disgusto y enojo. Se realizé una divisién
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del conjunto de datos 90/10 para entrenamiento y pruebas, 279 y 27 imége-
nes respectivamente para cada conjunto.

= Rotaciones (face alingment), durante este paso se realiza una correc-
cién a las imagenes del conjunto de entrenamiento usando Dlib Toolkit
[39] para la localizacién de puntos de referencia. Para cada imagen de
entrenamiento se obtuvieron 68 puntos de referencia faciales (facial
landmarks) y se usaron solo 12 de estos para identificar los ojos en la
imagen. Estos corresponden a los puntos del 36 al 47, los primeros seis
definen el ojo izquierdo y el resto define al ojo derecho. Para realizar
la rotacién de la imagen, el dangulo de rotacién es calculado por la
siguiente férmula:

LTS LR
angle = tan™ ' =2=1220 n=36 -7 (4.1)

11
n=42Tn — angﬁ Tn

donde (x,,, yn) es la coordenada = del n-ésimo punto.

La rotacién hace que el angulo formado entre el centro de un ojo y
el otro y el eje horizontal sea cero. La correcciéon puede no resultar
perfectamente alineada con el eje horizontal después de la rotacion.

= Recorte (image cropping), se elimina el fondo de cada imagen permi-
tiendo a la red centrarse solo en la parte del rosto, es decir, removiendo
informacién que no contribuye a la expresién (orejas, parte de la fren-
te). Para el recorte se usan los puntos 1, 9 y 17 de los puntos faciales
(landmarks) considerados en el paso anterior y un cuarto punto. Para
la localizacién de este tltimo, se calcula el centroide de cada ojo con
la siguiente féormula:

D ico T (4.2)

centroid, =
n
n
centroidy, = # (4.3)

donde (z;, y;) corresponde a la coordenada del i-ésimo punto, y n al
total de puntos.
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Se traza una linea horizontal tomando los centroides calculados y se
localiza el punto medio de dicho segmento, el cuarto punto se coloca a
una distancia de 60 pixeles de forma vertical respecto al punto medio
localizado.

Para la obtencién final de las iméagenes que seran usadas para el entre-
namiento y pruebas se siguié en orden esta serie de pasos como parte
del pre-procesamiento.

= Ecualizacién de histograma (histogram equalization), se aplica al con-
junto de datos para entrenamiento sin alguna modificacion u operacién
adicional.

= Normalizacién z-score, se calcula la media y desviacién estandar de
todas las imdgenes, posteriormente se aplica la normalizacién a cada
imagen usando los valores encontrados.

= Finalmente, se reduce el tamaifio de la imagen (downsampling) a 32x 32
pixeles. Este reescalado puede garantizar que las distintas partes en el
rostro estén en la misma posicion para distintas imagenes (personas).

(a) Imagen original (b) Imagen alineada (c) Imagen recortada

Figura 4.1: Alineacién y método de recorte a las imagenes de CK+[59].

Para confirmar el método de recorte usado por [45], los autores compa-
raron con otros dos métodos de recorte conocidos utilizando el modelo de
red: LeNet5 [43] y AlexNet [41]. El tamafio de las imagenes son de 32x32
y 224 %224 pixeles respectivamente, los autores reportan que su modelo de
red y recorte usado logra una ligera mejora en los resultados de prediccion
frente a estos modelos de red.
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4.1.3. Aumento de datos

Para este paso se realizé una rotacién aleatoria entre -2° y 2° a fin de
incrementar el numero de ejemplos y evitar un sobre-ajuste del modelo,
también se usa volteo horizonal (horizontal flipping). Este paso se hace con
ayuda de las bibliotecas de Keras y Tensorflow disponibles en Python. Tras
este proceso se logré aumentar el ntimero ejemplos de entrenamiento. Este
incremento se realiza inicamente durante la etapa de entrenamiento.

4.1.4. Elecciéon de un modelo de CNN

= La arquitectura de la red convolucional (CNN) se muestra en la figura
4.2. La tabla 3.1 muestra los paramétros utilizados para la red.

BR%

Input Canv layer Max-pool Canv layer Max-poal
Image 3228128 I2c1dx14 B10x10 841525

Softmax

Figura 4.2: Estructura CNN, tomado de [45] pag. 6.

Como puede verse en la imagen, en la dltima capa de la red se co-
necta directo a una capa de salida que corresponde a un vector 1600-
dimensional.
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4.1.5.

” Paramétros Valor ”
Random rotation -2°a2°
Stride 2
Kernel size 22
Dropout 0.5 (segunda capa de conv)
Initializer Xavier
Optimizer Momentum (Ir = 0.001)
Batch size 16
Loss funtion Cross-entropy
Epochs 120

Cuadro 4.1: Paramétros de la red.

Entrenamiento y evaluacion

= En las tareas de clasificaciéon existen multiples criterios para evaluar
los resultados de los estudios, en esta seccién consideraremos algunas
de las métricas mas utilizadas en reconocimiento facial. La tasa de
error y exactitud del modelo se obtiene mediante la aplicacion de las
férmulas 4.4 y 4.5. Otros criterios de evaluaciéon son la precisién 4.6 y
recall 4.7, mientras que para tareas de multiclasificacién usualmente
se utiliza la métrica de F1 score 4.8.

TP

"= TP YFN

F1:2><p7”e><7“ec
pre + rec
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Donde TP, FP, TN, FN, son verdadero positivo, falso positivo, verdade-
ro negativo y falso negativo respectivamente y m el niimero de ejemplos.

Durante el entrenamiento, el modelo de red recibe un conjunto de datos
de entrenamiento que comprende imagenes en escala de grises con su res-
pectiva etiqueta. Para asegurar que el rendimiento en el entrenamiento no
sea afectado se separaron algunas pocas imédgenes para validacién mientras
que el resto fueron usadas para entrenamiento.

Figura 4.3: Imagen ilustrativa sobre la rotacién aleatoria de entre -2° y 2°
durante el entrenamiento.

4.2. Propuesta de mejora al Método de Kuan
Li

Durante esta secciéon mostraremos los cambios realizados en este trabajo
de tesis como una propuesta de mejora al método implementado por [45].
Los cambios realizados fueron sobre el método de recorte y cambiando el
modelo de red profunda. Para el método de recorte se hace un ligero in-
cremento tanto en las imagenes de entrenamiento como en las de prueba
a fin de obtener una regién o area de interés mayor, las figuras 4.4 y 4.5
muestran este cambio. El incremento realizado es sobre el valor de distancia
de 60 pixeles ([45]) a 90 pixeles, que estd asociado al proceso de Recorte
mostrado en 4.1.2.
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4.2.1. Experimentos de reconocimiento sobre el recorte
propuesto

(a) Enojo  (b) Disgusto (c) Miedo (d) Felicidad (e) Tristeza (f) Sorpresa

Figura 4.4: Método de recorte propuesto por [45]

(a) Enojo  (b) Disgusto (c) Miedo (d) Felicidad (e) Tristeza (f) Sorpresa

Figura 4.5: Nuevo método de recorte.

La eleccién de este recorte en la figura 4.5 fue determinado arbitraria-
mente y considerando las Unidades de Accién (UAs, por sus siglas en inglés)
[59], aunque el modelo propuesto por [45] originalmente no se enfoca en el
uso o revisiéon de UAs. Un método similar fue propuesto por [56] donde
los autores usaron un factor o para el recorte, lo que le permite manejar
situaciones en las que la geometria facial difiere de otras imdgenes (rostros).
En la figura 4.5.f se muestran ligeros cambios en la unidad de accién cono-
cidad como AUl (Inner Brown Raiser) figura 4.7 la cual estd involucrada
en las emociones de tristeza, sorpresa y miedo. El uso completo de estas
unidades de accién fue realizado por [13]. Esta nueva regién facial anadida
puede perderse como se muestra en la figura 4.4.f, por el contrario, puede
observarse en 4.5.¢ y 4.5.c este incremento de regién. En los experimentos
realizados no se observé pérdida de informacion al utilizar este método de
recorte propuesto y que impacte directamente en los resultados de predic-
ciéon del modelo usado por Kuan Li, por el contrario, al conducir varios
experimentos los resultados fueron ligeramente mejores a los mostrados por
[45] esto presupone que al tener una regién facial adecuada puede resultar
en un desempeno favorable y una mejora en las predicciones del modelo.
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En este trabajo de tesis, se propone un nuevo modelo de red basado en
la conocida red de LeNet [43] para mejorar la exactitud mostrada por Kuan
Li, dicho modelo se muestra en la figura 4.6, mientras que los paramétros
de entrenamiento se visualizan en la tabla 4.2. Estos mismos paramétros se
usaron en todos los experimentos realizados.

” Paramétros Valor ”
Random rotation -2°a 2°
Stride 2
Kernel size 5x5
Dropout 0.5 (segunda capa de conv)
Initializer Xavier
Optimizer Momentum (Ir = 0.001)
Batch size 16
Loss funtion Cross-entropy
Epochs 120

Cuadro 4.2: Paramétros usados para entrenar el modelo de red propuesto.

—

Fully Fully
Conected  Conected
256 84

Input
Image
13232

Conv layer Ma:-pool Conv layer Max-pool
32432432 3201616 dgx12x12 43x6x8

Output
layer

Figura 4.6: Modelo de red propuesto, basado en LeNet.
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| Upper Face Action Units |
AUl I AU2 AU4 AUS AU6 AU7
[ - AlI- Mlaree D> ESe
lnn;ﬂriir:w Ou;;:i:;uw Brow Lowerer U%ﬁ;l;'d Cheek Raiser | Lid Tightener
*AU41 *AU42 *AU43 AU44 AU45 AU46
Lip Droop Slit Eyes Closed Squint Blink Wink

Figura 4.7: Unidades de Accién (UAs). Tomado de IntraFace [13] pdg. 5.






CAPITULO 5

Resultados

En este capitulo abordaremos los resultados obtenidos de acuerdo al mo-
delo de red y método de recorte usados por [45]. También, se abordardn los
resultados obtenidos del modelo de red y recorte propuestos en este trabajo
de tesis. Ademads, indicaremos los paramétros de red usados para la fase de
entrenamiento. Se realizaron varios experimentos a fin de determinar una
correcta evaluacién de ambos modelos, también se muestran algunos grafi-
cos obtenidos durante el entrenamiento de los modelos de red.

5.1. Resultados usando el modelo de Kuan Li

Durante la fase de pruebas, [45] realizan miltiples pruebas a fin de de-
terminar un modelo de CNN adecuado a través de cuatro experimentos
usando validacion cruzada para la seleccion del angulo de rotacion y nime-
ro de neuronas en la capa final. Tras cada experimento se utilizaron los
mismos paramétros de red, ver tabla 4.1. En los experimentos usaron un
conjunto de imdgenes de CK+[59] utilizando el método de recorte mencio-
nado e imédgenes de entrenamiento con fondo. El porcentaje de exactitud de
la red se increment6 cuando se eliminaba una capa oculta, la red alcanzo
un porcentaje del 92.42 % conectando la tiltima capa de submuestreo con
una capa final usando un funcién de activaciéon softmax.

Sin embargo, este resultado no pudo ser reproducido durante la fase de
entrenamiento y pruebas en este trabajo de tesis. Se obtuvieron resulta-
dos con una menor exactitud. Los bajos resultados obtenidos se deben al
namero de imagenes en el conjunto de prueba que corresponde a un total
de 27 imdagenes (ver 4.1.2) mientras que Kuan Li obtiene un nimero de
415. Ademads, no encontramos en el articulo de Kuan Li cémo se obtuvo
este incremento de imagenes en el conjunto de prueba lo que representa una
inquietud ya que el alto valor de exactitud se pudo alcanzar usando una mis-
ma imagen o sujeto que este presente tanto en el conjunto de entrenamiento
como en el de prueba. El valor méximo alcanzado fue de 90 % mientras que
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al reentrenar se logra un porcentaje de hasta 89 % en precisién. Las grificas
?? ilustran la precision y pérdida obtenida durante el entrenamiento. El
promedio de precisién usando el modelo de red de Kuan Li fue de 85.8 %,
usando el conjunto de prueba para evaluar el modelo. Nuevamente, este ba-
jo resultado puede deberse al escaso ntmero de ejemplos en el conjunto de
prueba.

5.2. Resultados de reconocimiento sobre el nue-
vo recorte propuesto

Para la etapa de pruebas, se utilizé el mismo paso de pre-procesamiento
con el cambio en la modificaciéon del recorte y conservando el nimero de
ejemplos en ambos conjuntos inicialmente, es decir, el entrenamiento se
realizé usando 279 imdgenes el cual se divide en entrenamiento y valida-
cién, ademas, el aumento de datos se realiza tinicamente sobre este tUltimo
conjunto de entrenamiento, mientras que para el conjunto de pruebas se
obtuvieron 27 imédgenes. No se realiza aumento sobre este conjunto. La eva-
luacién del modelo se realizé al final de cada experimento usando el conjunto
de prueba, posteriormente se pasa al siguiente fold. Las graficas ?7? corres-
ponden a los experimentos realizados y tomando el k-fold mas alto durante
cada uno de los experimentos.

Los experimentos se realizaron mediante cinco entrenamientos y verifi-
cados por validacién cruzada (tenfold) con un promedio del 88 % usando
el enfoque propuesto, mientras que al replicar los experimentos usando el
modelo usado por Kuan Li se alcanzé un promedio del 85.8% mostrando
que el nuevo enfoque tiene una ligera mejora en los resultados al proponer
este incremento de regién facial.

Los resultados de cada uno de los experimentos fueron los esperados
tras cada entrenamiento, es decir, los resultados de precisién mostrados en
el conjunto de entrenamiento son mejores en comparacion al conjunto de
validacion, por otro lado, el error es menor usando el conjunto de entrena-
miento y ligeramente superior en el conjunto de validacion. Esta pequenia
diferencia entre el error y precision en ambos conjuntos resulta aceptable,
ademads es posible ver que no existe un sobreajuste en los datos.

Tras estos experimentos es posible ver una mejora en los resultados de
prediccion del modelo como resultado del recorte propuesto permitiendo
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tener una regién facial mas amplia de extraccién de caracteristicas de las
expresiones faciales. No obstante, estos resultados no logran igualar los re-
sultados reportados por Kuan Li, donde la red alcanzé una exactitud del
92.42 %, este resultado no fue reproducido en nuestras pruebas posiblemente
por el limitado numero de ejemplos en el conjunto de prueba. Como conse-
cuencia de esto los graficos siguientes muestran escalones en casi todos los
experimentos realizados.
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Figura 5.1: Resultados de experimento 1. Modelo de Kuan Li
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Figura 5.2: Resultados de experimento 2. Modelo de Kuan Li
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CAPITULO 6
Conclusiones

En este trabajo se abordoé el uso de los puntos de referencia faciales para
la deteccion de expresiones faciales tomando como base el trabajo realizado
por [45] Tomando como base este articulo se decidié proponer un cambio
en la metodologia y proponer una modificacién en el método de recorte fa-
cial en las imagenes que consitié en incrementar la region facial usando los
puntos de referencia faciales 1, 9, 17 y un cuarto punto como resultado de
calcular el centroide de los puntos que corresponden a los ojos y uniendo
estos centroides mediante un segmento para obtener el punto medio, final-
mente este cuarto punto se coloca a una distancia de 90 pixeles vertical hacia
arriba partiendo del punto medio. Esta modificaciéon permitié tener una re-
gién facial més amplia permitiendo que la red pueda tomar las caracteriscas
adecuadas que definen a cada una de las expresiones faciales. También se
propuso cambiar el modelo de red a LeNet. Las pruebas realizadas siguie-
ron la misma metodologia, asi, con esta propuesta y tras cada experimento
realizado los resultados mostrados fueron segun los esperados de acuerdo al
modelo y nimero de ejemplos. Sin embargo, no conseguimos reproducir los
mismos resultados reportados por [45] que muestran resultados superiores
a los obtenidos y frente a enfoques similares mediante el uso de puntos de
referencia faciales (landmarcks), debido al bajo nimero de ejemplos en la
etapa de entrenamiento y prueba.

Podemos concluir que tomando como punto de partida el trabajo de
Kuan Li y proponiendo una mejora en el método de recorte asi como el uso
del modelo de red de LeNet, logramos ver un incremento en los resultados
de entrenamiento ain con el bajo numero de ejemplos en el conjunto de
entrenamiento. Finalmente, con esta propuesta y los resultados obtenidos
se logré llevar acabo los objetivos planteados en este trabajo de tesis.
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CapiTuLo 7
Perspectivas

Un trabajo futuro sobre este proyecto involucraria el uso de conjuntos
de datos que contengan imdgenes de entornos no controlados [[20], [16], [1],
[24]], aqui el rol de la extraccién de caracteristicas basada en apariencia pue-
de resultar desafiante o el uso de métodos basados en informacion espacial
resulta de especial interés. Una exhaustiva revisién a estos trabajos [[64],
[54], [52]] asi como sus métodos empleados resulta vital antes de abordar
esta problematica. Los trabajos realizados con conjuntos de datos publicos
y bajo condiciones controladas parecen brindar excelentes resultados sin
complicacién, sin embargo, cuando son sometidos a prueba con imagenes
de entornos reales su desempeno decae al 50 % o menos. Parece ser que la
informacién extraida no es suficiente para representar las expresiones. El
uso de las CNN logra evitar la dependencia de la extracciéon manual de ca-
racteristicas, esto sucede gracias a que la red es capaz de aprender de forma
automaética el conjunto de caracteristicas que mejor modela la clasificacién
deseada por lo que para mejorar en la clasificacién se requiere de una amplia
cantidad de datos.

Estos trabajos brindan un panorama en el que presuponen que la ex-
traccién de caracteristicas profundas resulta importante. Por otro lado, el
numero de ejemplos de entrenamiento parece ser un factor importante sien-
do quizd una deficiencia en los modelos orientados a imagenes del mundo
real. Para abordar este problema algunos pasos de pre-procesamiento a las
imagenes permiten reducir esta dependencia.

Como trabajo futuro, se plantea la posibilidad de investigar otros méto-
dos de aprendizaje para aumentar la precisién, ademas de que utilizando
un conjunto de datos mixto entre los mencionados puede brindar informa-
cién adicional que ayude a los sistemas de reconocimiento a mejorar en sus
resultados, y por 1ltimo, un modelo de red robusto capaz de aprender las
caracteristicas adecuadas de cada una de las expresiones faciales. Esta parte
resulta clave para la correcta clasificaciéon de las emociones.
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