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Abstracto 
 

En México, alrededor de 2.4 millones de personas (1.9% de la población nacional) son sordas, 
y el apoyo de la Lengua de Señas Mexicana (LSM) es fundamental para las personas con 
discapacidades de comunicación. Se han desarrollado prototipos tecnológicos y de 
investigación de reconocimiento de lengua de señas para apoyar los sistemas de comunicación 
pública sin intérpretes humanos. Sin embargo, la mayoría de estos sistemas e investigaciones 
están estrechamente relacionados con la lengua de señas americana (LSA) u otras lenguas de 
señas de otros idiomas cuyo alcance ha tenido el más alto nivel de exactitud y reconocimiento 
de letras y palabras. El objetivo de la investigación actual es desarrollar y evaluar un sistema 
de reconocimiento de lengua de la dactilología y los primeros diez dígitos numéricos (1-10) de 
la LSM. Se creó una base de datos de lengua de signos y numeración de la LSM con los 29 
caracteres diferentes de la dactilología de la LSM y los primeros diez dígitos con una cámara. 
Luego, MediaPipe se aplicó por primera vez para la extracción de funciones para ambas manos 
(21 puntos por mano). Una vez extraídas las características, se aplicaron técnicas de aprendizaje 
automático y aprendizaje profundo para reconocer las señales de LSM. Como resultado, el 
reconocimiento de patrones LSM en el contexto de señales estáticas (29 clases) y continuas (10 
clases) arrojó una exactitud del 92 % con Support Vector Machine (SVM) y del 86 % con 
Gated Recurrent Unit (GRU). Los algoritmos entrenados se basan en escenarios completos con 
ambas manos; por lo tanto funcionarán bajo estas condiciones. Para mejorar la exactitud, se 
sugiere ampliar el número de muestras.  
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Introducción 

Antecedentes 
La Lengua de Señas Mexicana (LSM) tiene antecedentes en la cultura Mesoamericana y Maya, 
donde se usaban las manos para la explicación de las fases de la luna (llena, menguante, etc). 

Las raíces del desarrollo del LSM provienen de la lengua de señas francesa (LSF), iniciado 
desde 1800 con Abbe Charles L’Epee. En 1866, Don Eduardo Huet y Alcatraz migran a México 
estableciendo la primera escuela de sordos enseñando a tres estudiantes sordos, desarrollando 
así el LSM. 

La importancia del LSM ha sido tan vital en México y en su historia que, en 2005, la Lengua 
de Señas Mexicana fue reconocida oficialmente como lengua nacional y es patrimonio 
lingüístico de México (COPRED, 2019).  

Justificación 
Acorde a la Organización Mundial de la Salud (WHO) 5% de la población mundial sufre de 
sordera, equivalente 450 millones de habitantes en el mundo (WHO, 2021). Además, se estima 
que en el 2050 habrá más de 700 millones de habitantes con sordera. 

Enfocándonos en México, acorde al INEGI en el 2020, 2.4 millones de personas (1.9% 
aproximadamente de la población nacional) sufren de sordera (Mariano, M., 2020). 

Dado lo anterior, se han formulado varias leyes, como la Ley General de Discapacidad del 
2008, fracción XIII del Capítulo III, Artículo 10 de la última revisión a lo concerniente a la 
educación, se especifica que se debe “Impulsar programas de investigación, preservación y 
desarrollo de la lengua de señas, de las personas con discapacidad auditiva y de las formas de 
comunicación de las personas con discapacidad visual.”  

Por tanto, desarrollar la presente investigación contribuye en al menos cinco de los diecisiete 
objetivos de Desarrollo Sostenible de la Agenda 2030 de Organización de las Naciones Unidas: 
1) es el objetivo #4: Educación de calidad, 2) es el objetivo #8: Trabajo decente y crecimiento 
económico, 3) es el objetivo #9: Industria, innovación, e infraestructura, 4) es el objetivo #10: 
Reducción de las desigualdades, y 5) es el objetivo #11: Ciudades y comunidades sostenibles. 

Problemática 

En los últimos años, la Inteligencia Artificial (IA) ha evolucionado tanto en el desarrollo de los 
algoritmos de la visión computacional como en el Internet de las Cosas para la identificación 
de objetos y sus patrones. Sin embargo, en los últimos 4 años, las aplicaciones de los algoritmos 
no han tenido desarrollo de investigación en el estado del arte relevante en la Lengua de Señas 
Mexicana (LSM), pero sí un gran avance en la Lengua de Señas Americana (LSA) y otros, por 
lo que hay una vertiente en la aplicación eficiente de los algoritmos novedosos y paqueterías. 

Objetivos 
La vitalidad de la Lengua de Señas Mexicana en México y su unión con la tecnología para 
escalar la comunicación con los no hablantes de la lengua es propia para realizar un proyecto 
en cuestión. Por ello, se propone realizar el siguiente objetivo del proyecto de la maestría. 
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Objetivo General 
● Implementar un sistema de interpretación de la dactilología (29 letras) y los primeros 

10 dígitos (del 1 al 10) del LSM a través de visión computacional y con base en el 
estado del arte aplicado en otros LS que han probado ser los más eficientes en la 
exactitud de su reconocimiento con equipo de bajo coste computacional y de equipos. 

Objetivos específicos 
● Crear una base de datos de los 29 caracteres de la dactilología y los primeros 10 dígitos 
del LSM de foto y video para su posterior procesamiento, segmentación y modelaje.  
● Experimentar con al menos 3 modelos del estado del arte de la lengua de señas que se 
puedan replicar para los caracteres y dígitos del LSM. 
● Generar una tabla indicadores estadísticos para determinar el mejor modelo aplicado en 
la investigación acorde a los hiper parámetros y arquitecturas de modelos empleados. 

Hipótesis 
Dado los últimos estudios brindados en el LSA, la re-aplicación de sus algoritmos en el LSM 
podría generar un valor alto de exactitud del reconocimiento. 

Alcance y limitaciones 

Se tiene contemplado los 29 caracteres de la dactilología junto con los números del 1 al 10 para 
así lograr transmitir un mensaje dictado hacia otra persona. Donde, 29 son señas estáticas y 10 
dinámicas (J, K, LL, Ñ, Q, RR, X, Z, 9 y 10). (Serafín , M. E., & González, R, 2011) 
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Revisión Literaria 
 

La tecnología ha demostrado avances en el apoyo a la comunicación con hablantes de la LS 
mediante la construcción de sistemas que reconocen LS. En la literatura sistemática (Ahmed et 
al., 2018), se encontraron tres tipos de sistemas de reconocimiento de lengua de señas: guantes, 
visión artificial y sistemas híbridos. Los guantes han demostrado gran exactitud (+90%) y 
mejor precisión con sistemas híbridos (+99%). No obstante, la mayoría de las personas sordas 
no pueden permitirse guantes prácticos debido al precio, ya que solo se pueden permitir los 
gastos necesarios debido al nivel económico general de los hablantes de LS (Kim et al., 2018). 
Un ejemplo de los guantes es Bright Sign Glove (BrightSign Technology Limited, 23 de febrero 
de 2023), que cuesta más de USD 2,400.00 en línea. 

En cuanto a la visión por computadora, sensores complejos como Xbox One Kinect y Leap 
Motion Controller han participado en muchos estudios para el reconocimiento de LS 
(Guzsvinecz et al., 2019). Sin embargo, el costo de adquisición para los usuarios finales aún 
no es asequible y escalable debido a los costos finales de más de USD 99,99 (UltraLeap, 23 de 
febrero de 2023; Xbox One, 23 de febrero de 2023). 

Una revisión sistemática de los sistemas de reconocimiento de lengua de señas (Adeyanju et 
al., 2021) mencionó que la cámara web es el único dispositivo que ha demostrado bajo costo, 
excelente escalabilidad y más del 50% de participación en los artículos en su revisión 
sistemática de literatura. Una cámara web HD puede costar alrededor de USD 29,00 (EMEET, 
23 de febrero de 2023); otras instituciones y personas pueden obtener una cámara integrada en 
sus teléfonos celulares o computadoras por defecto. Por lo tanto, se puede implementar un 
Sistema de reconocimiento de LS descargando solo el software, el repositorio de códigos o la 
aplicación. 

Proceso general de reconocimiento de lengua de señas 
 

Según Adeyanju et al. (2021), los pasos generales para un sistema de reconocimiento de lengua 
de signos son los siguientes: 

● Adquisición de datos: Entradas de imágenes o videos y su almacenamiento. 
● Preprocesamiento: Imágenes estandarizadas, filtradas o recortadas. 
● Segmentación: Eliminación del fondo u otras partes. 
● Extracción de características: Extracción de las características para su clasificación. 
● Clasificación: Clasificación con un algoritmo acorde a la categoría predicha. 

 

En adición a la anterior, se pudo observar otra en paralelo de Adeyanju et al. (2021).  Donde 
se mencionan métodos complementarios y en adhesión la proveniencia y tendencia en la 
temática del reconocimiento de lengua de señas como se puede ver la siguiente Figura 1. 
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Figura 1. Número de publicaciones de artículos en relación a la lengua de señas de 

Adeyanju et al. (2021). 
 

A continuación, en la Figura 2 se puede observar que entre los primeros países de 
contribuciones en reconocimiento de Lengua de Señas Mexicana no predomina en la 
investigación, pero India, China y USA lideran. 

 
Figura 2. Países con mayor número de publicaciones de artículos en relación a la lengua 

de señas de Adeyanju et al. (2021). 
 
En la siguiente Figura 3 se muestra la red de colaboración entre países en la temática de 
reconocimiento de lengua de señas, donde entre más cercano este al centro y mayor número de 
conexiones tenga, significa que entonces tiene mayor número de colaboraciones. 
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Figura 3. Colaboraciones entre países de publicaciones de artículos en relación a la 

lengua de señas de Adeyanju et al. (2021). 
 

Acorde a los métodos de entrada de datos, se puede observar que existen diferentes tipos como 
se pueden observar en la Tabla 1. Brevemente, se puede mencionar que el método más 
recurrente es la video cámara, dada la facilidad de poder utilizarla. 

 

Método Ventaja  Desventaja 

Cámara de video 
estándar 

Fácil de usar; Datos de imagen 2D que son 
fácilmente legibles. 

Diferente hardware requiere 
preproceso a la imagen; Ruido. 

Kinect 

Datos precisos; La imagen y la profundidad 
proporcionan más detalles a los datos; Proceso 
de segmentación más fácil. 

Menos costoso; Sensible a la 
fuente infrarroja externa. 

Peluquero Multidireccional Implementación compleja. 

Conjunto de 
datos obtenido 

Listo para usar; Viene en una gran cantidad de 
muestras; No se necesita hardware de entrada; 
Ahorra tiempo y recursos. - 

Aumento de 
datos Proporcionar más datos; Evitar el sobreajuste - 

 

Tabla 1. Tabla de los Métodos de obtención de imágenes de Ardiansyah et al. (2021). 
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La mayoría de los estudios de reconocimiento de Lengua de Señas se han basado en cámara de 
un solo lente por su escalabilidad, y está dentro del alcance del proyecto actual de basarse solo 
en cámaras de un solo lente. 

Al momento de obtener los datos, ya sea en video o en foto, se procede a preprocesar las 
imágenes, donde existen diferentes tipos de filtros y otros procesos como se muestran en la 
Tabla 2. No obstante, en la Figura 4 existen más métodos de preprocesamiento. 
 

Método Ventaja Desventaja 

Filtro gaussiano Reduce el ruido; suaviza la imagen. Reduce los detalles. 

Filtro mediano Filtra el ruido; Preserva características nítidas. 
Sin propagación de 
errores. 

Recorte de 
imágenes Entrada consistente. - 

Bootstrapping 
Evitar la pérdida de información; 
Implementación simple. Consume Tiempo. 

 

Tabla 2. Tabla de los Métodos de preprocesamiento de imágenes de Ardiansyah et al. 
(2021) 
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Figura 4. Diagrama de métodos de preprocesamiento de imágenes de Adeyanju et al. 
(2021). 

 
Sin embargo, antes de pasar a saber cómo brindar una entrada a un modelo, se procede a que 
exista una segmentación adecuada de la imagen para enfocarnos en la región de interés y que 
por tanto tengamos las características más adecuadas a pasar al modelo. En la Tabla 3 se 
muestran los métodos de comparación de segmentación. 

 

Método Ventaja Desventaja 

Escala gris 
Bajo nivel de cómputo; Implementación 
simple. - 

Umbral 
Bajo nivel de cómputo; Rendimiento 
rápido. - 

Algoritmo 
de OTSU Valor de umbral automático. - 

Filtro 
morfológic
o 

Efectivo en el crecimiento de la región 
de intereses. 

Las características pueden ser menos 
detalladas. 

Detección 
de bordes 
Canny 

Efectivo contra ruidosos y diversos 
ambientes. Alto cálculo; Pérdida de tiempo. 
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Región 
sembrada 
creciente 

Segmentación de imagen rápida; robusta 
y efectiva para el crecimiento de la 
región de intereses. Sensible al ruido; Lento. 

Borde de 
Sobel Implementación simple. Aumento del ruido. 

Segmentac
ión de la 
piel Simplicidad de la implementación. Sensible a la iluminación. 

Sustracció
n de fondo Bajo cálculo. 

Depender de la velocidad del frame 
y la velocidad del objeto; Sensible a 
la iluminación. 

Algoritmo 
de Viola y 
Jones Eliminación de la cara. 

Sensible a la condición de 
iluminación y la rotación invariante. 

 

Tabla 3. Tabla de los Métodos de segmentación de Ardiansyah et al. (2021). 

En la mayoría de los artículos, se aplicó el método de Thresholding (Ardiansyah et al., 2021), 
sin embargo, igual se ha observado que el escalamiento de grises es de los más utilizados antes 
de ingresar los datos a un modelo para disminuir el número de entradas y por tanto el uso de 
memoria computacional. Por otro lado, acorde a Adeyanju et al. (2021) en las últimas 
investigaciones, se promueve más el uso de redes neuronales y sus derivados para segmentar y 
obtener su caracterizaciones previo a la clasificación, entre otros métodos como se muestra en 
la Figura 5. 

 

Figura 5. Diagrama de técnicas de segmentación de imágenes de Adeyanju et al. (2021). 
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Una vez realizada la segmentación, se realiza una extracción de características, donde algunos 
de los métodos de extracción de características son modelos de machine learning (Ver Tabla 
4) como es el Principle Component Analysis, y sus variantes (PCANet), sin embargo, igual se 
menciona que la operación convolucional de las redes convolucionales son parte de estos 
métodos, pero ya pertenece a un algoritmo de clasificación. 

 

Método Ventaja Desventaja 

Transformada de 
coseno discreto Algoritmo rápido. Requiere pasos adicionales. 

Análisis de 
componentes 
principales 

Mejorar el rendimiento; Reducir 
el sobreajuste. Requiere estandarización de datos. 

Características 
robustas 
aceleradas 

Robusto contra datos invariantes; 
Eficiente y más rápido en 
comparación con SIFT. 

A veces puede ser una coincidencia 
falsa. 

PCANet Nivel de cómputo eficiente Complejidad espacial. 

Transformada de 
wavelet discreta 

Fácil de filtrar el ruido para la 
señal. Implementación compleja. 

 

Tabla 4. Tabla de los Métodos de los métodos de extracción de características de 
Ardiansyah et al. (2021) 

 

Al tener los datos de entrada ya con su caracterización, se puede proceder a modelar en un 
modelo de ML (Machine Learning) o de DL (Deep Learning). En la siguiente Tabla 5  se 
observan diferentes algoritmos de ML como de DL. 

 

Método Ventaja Desventaja 

Coeficiente de 
correlación cruzada Bajo cálculo. 

Demasiado simple para la 
clasificación. No aprende. 

Máquinas de vectores 
soporte (SVM) 

Memoria eficiente. Efectivo 
para la clasificación. 

Bajo rendimiento cuando el ruido 
está en los datos. 

Red neuronal 
artificial 

Capaz de aprender. Red 
robusta tolerante a fallas. Velocidad de convergencia lenta. 

Modelo oculto de 
Markov (HMM) 

Algoritmo de aprendizaje 
eficiente. Altamente preciso 

Alto nivel computacional.  Necesita 
muchos datos de capacitación. 
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para la clasificación de 
imágenes. 

Red neuronal 
Convolucional (CNN) 

Altamente preciso para la 
clasificación de imágenes. 
Puede funcionar bien incluso 
sin segmentación o 
preprocesamiento. 

Alto nivel computacional.  Necesita 
hardware. 

Red neuronal 
convolucional con 
aprendizaje de 
transferencia 

Altamente preciso para la 
clasificación de imágenes. 
Ahorra tiempo desde que está 
pre-entrenado. 

Alto nivel computacional. Necesita 
hardware. El preprocesamiento 
necesario para adaptarse a la red. 

 

Tabla 5. Tabla de los Métodos de clasificación de Ardiansyah et al. (2021) 

 

Algoritmos de Aprendizaje de Máquina  
 

En sí, se han desarrollado muchos modelos para reconocer la lengua de señas para clasificar 
cada seña acorde a su idioma. A principios de la década pasada, el reconocimiento de una 
imagen o un cuadro de un video de una señal estática ha sido respaldado por técnicas de 
aprendizaje automático (Adeyanju et al., 2021), como k-Nearest Neighbors, Artificial Neural 
Networks (ANN), máquina de vectores de soporte o Support Vector Machine (SVM), modelo 
oculto de Markov o Hidden Markov Model (HMM), red neuronal de convolución o 
Convolutional Neural Networks (CNN), lógica difusa y aprendizaje de conjuntos. Sin embargo, 
implementar dichos modelos en escenarios de la vida real no presenta la exactitud deseada. Los 
únicos dos modelos que han mostrado los resultados deseados para señas estáticas son SVM y 
CNN. Sin embargo, SVM solo como modelo puede reconocer una seña si un algoritmo o filtros 
extraen características antes. Por otro lado, CNN puede generar la exactitud deseada, pero a 
cambio requiere un alto costo computacional. (Ver Tabla 6). 

 

Métodos de  
clasificación 

 de lengua de señas Ventajas Desventajas 

K-Cercanos 
Vecinos 

Es fácil de implementar. Es un 
algoritmo simple para interpretar. 

Muy sensible a las características 
irrelevantes. No funciona bien 
con un gran conjunto de datos. No 
funciona bien con altas 
dimensiones. 

Redes neuronales 
artificiales (ANN) 

Es útil donde se requiere la 
evaluación rápida de la función 

Es computacionalmente costoso y 
tiene dificultades para encontrar 
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objetivo aprendida. Es bastante 
robusto en el ruido en el conjunto de 
datos de entrenamiento. Tiene 
tolerancia a fallas. 

una estructura de red adecuada. 

Máquina de 
vectores de soporte 
(SVM) 

Se desempeña mejor cuando se trata 
de multidimensiones y 
características continuas. Es 
aplicable en numerosos dominios. 
Tolerancia a atributos irrelevantes. 

Requiere una gran muestra del 
conjunto de datos para lograr su 
máxima precisión de predicción. 
Los hiperparámetros a menudo 
son desafiantes al interpretar su 
impacto. 

Modelo oculto de 
Markov (HMM) 

Se desempeña relativamente bien en 
reconocimiento. Es más fácil de 
implementar y analizar. Elimina el 
problema de sesgo de la etiqueta. 

Los HMM a menudo tienen una 
gran cantidad de parámetros no 
estructurados. Requiere una gran 
cantidad de capacitación para 
obtener mejores resultados. 
Requiere un gran conjunto de 
datos para el entrenamiento. 

Convolución 
Network Neural 
(CNN) 

Detecta automáticamente 
características importantes sin 
ninguna supervisión humana. 
Manejo de la clasificación de 
imágenes con éxito con alta 
precisión. 

Alto costo computacional. 
Requiere muchos datos de 
entrenamiento para lograr una 
buena precisión. Falta de 
capacidad de ser espacialmente 
invariante a los datos de entrada. 
No codifica la posición y la 
orientación del objeto. 

Lógica difusa 

Es un sistema robusto donde no se 
requieren entradas precisas. Es 
flexible y también puede permitir 
modificaciones. Es una técnica de 
base experta que proporciona 
soluciones a soluciones complejas. 
Se trata de problemas complicados 
de una manera simple. 

Depende completamente de la 
inteligencia y la experiencia 
humana. Tiene baja precisión, y 
sus predictores no siempre son 
correctos. 

Aprendizaje 
Ensamblado 

Mejora el rendimiento de predicción 
promedio. Proporciona alta 
precisión y un modelo más estable. 
Reduce la varianza de los errores 
predictivos. 

Puede ser más difícil de 
interpretar. A veces, el modelo 
puede ser sobre ajustado o poco 
ajustado utilizando el método de 
aprendizaje del conjunto. 

 

Tabla 6. Tabla de los Métodos de clasificación de ML de Adeyanju et al. (2021). 
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Algoritmos de Aprendizaje Profundo 
 

Durante la última década, los investigadores han optimizado técnicas de aprendizaje profundo 
como CNN y modelos de redes neuronales recurrentes o Recurrent Neural Networks (RNN) 
para el reconocimiento de lengua de señas, incluidas las señas continuas, ya que una seña 
continua se puede interpretar como una secuencia de imágenes por segundo (frames por 
segundo - fps). En la siguiente Tabla 7, encontramos los modelos esenciales de otras 
investigaciones, donde modelos de CNN como Single Shot Detector (SSD) y MobileNetV2 
pudieron obtener más del 90% de exactitud en el reconocimiento de señales estáticas en tiempo 
real, lo que significa que el sistema responde con una traducción de la mano o manos en el 
momento de recibir una entrada (Mohammedali et al., 2022): 

 

Modelos 

Tipo de seña a 

reconocer Autores 

VGG16 Estática Mujahid et al., 2021 

YOLOv3 & Darknet53 Estática Mujahid et al., 2021 

Single Shot Detector (SSD) Estática Liu et al., 2019; Mujahid et al., 2021  

Capsule Networks Estática Bilgin & Mutludogan, 2019 

MobileNetV2 Estática Lum et al., 2020; Rathi, 2018  

Inception v4 + LSTM Continua Bantupalli & Xie, 2019 

Inception v3 + LSTM Continua Elhagry & Elrayes, 2021 

3D CNN Continua Li et al., 2020  

VGG16 +GRU Continua Li et al., 2020 

Tabla 7. Modelos aplicados para el Reconocimiento de LS con CNN y RNN. 

En contraste, la 3D CNN mostró la mejor exactitud para las señales continuas entre los otros 
modelos, pero requirió un mayor costo computacional. Luego, es esencial establecer un punto 
de equilibrio para aplicar los modelos en el mundo real logrando niveles de exactitud 
comparables a una 3D CNN mientras se mantiene una latencia equivalente o inferior a la de 
MobileNetV2 o SSD. Además, el entrenamiento práctico del modelo requiere la adopción de 
un enfoque de etiquetado automatizado para identificar y categorizar consistentemente la mano 
en cada frame o cuadro por segundo. 

https://www.zotero.org/google-docs/?pDO9gR
https://www.zotero.org/google-docs/?efC2La
https://www.zotero.org/google-docs/?g88Qkh
https://www.zotero.org/google-docs/?BqjhAq
https://www.zotero.org/google-docs/?CVGtPO
https://www.zotero.org/google-docs/?DJa2Xc
https://www.zotero.org/google-docs/?QGUhOZ
https://www.zotero.org/google-docs/?DZ25oq
https://www.zotero.org/google-docs/?hkOx3a
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MediaPipe Holistic 
 

La detección de la pose humana se ha convertido en un área prolífica de investigación a la luz 
del innovador trabajo realizado por Güler et al. (2018). Como resultado de sus esfuerzos 
pioneros, han surgido numerosos artículos académicos sobre el tema. Entre los algoritmos 
centrados en la detección de manos y las alteraciones cuando aparece el movimiento que han 
demostrado una mayor precisión de detección se encuentra MediaPipe, desarrollado por 
investigadores de Google (Zhang et al., 2020). MediaPipe es un pipeline de ML para el 
seguimiento de manos y reconocimiento de gestos. Donde, se busca la detección de la palma 
de la mano en vez de la detección directa y completa de la mano. En la investigación se 
menciona que se consiguió una exactitud promedio del 95.7% en la detección de la palma. 
Usando un regular cross entropy loss y sin decoder, brinda una base del 86.22%.  

La biblioteca de MediaPipe enfocada en las manos está detrás de un algoritmo dividido en dos 
partes, la primera en detectar la palma con el algoritmo SSD modificado, adaptado y 
renombrado BlazePalm Detector (Ver Figura 6). En consecuencia, una vez que se detecta la 
palma de la mano, se realiza una estimación para graficar los 21 puntos de referencia de la 
palma más adelante (Ver Figuras 7 y 8). Cabe mencionar que periódicamente el algoritmo 
pregunta si continúa detectando alguna palma, logrando un menor costo computacional y baja 
latencia (Ver Figura 9). 

 

Figura 6. Diagrama del funcionamiento del algoritmo de MediaPipe (BlazePalm 
Detector) de Zhang et al. (2020). 



                                                 18 

 

 

 

 

 

Figuras 7 y 8. Marcas de las posiciones de MediaPipe en sus 21 puntos de las manos de 
Zhang et al. (2020).  

 

Figura 9. Muestra del uso de MediaPipe Holistic para la detección de manos. 

 

Reconocimiento de lengua de señas con MediaPipe y LSM 
 
Como se puede observar en la Tabla 8, se compararon 14 artículos y también nuestro estudio 
que están relacionados con el reconocimiento de lengua de señas con MediaPipe y sin el. Es 
relevante mencionar que de estos estudios, sólo 12 (80%) crearon una nueva base de datos, 9 
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(60%) usaron MediaPipe, 6 (40%) usaron una cámara web normal y 8 (53,34%) implican LSM. 
Dichos artículos científicos relevantes y su comparación demuestran la brecha actual entre los 
algoritmos aplicados de última generación y su aplicación en LSM y otros LS con métodos y 
modelos de reconocimiento similares. 
 

Otros enfoques para la lengua de señas 
 
La traducción de la lengua de señas se considera uno de los problemas más complejos en LS 
debido a la baja latencia requerida para reconocer LS en un escenario real en tiempo real. Se 
aplicó un ejemplo de otro enfoque de un detector de poses densas con la lengua de señas alemán 
(Koishybay et al., 2021), que usó una señal espacio-temporal como detector de poses densas y 
reconocedor de palabras, y usó transformadores para traducir Gloss2Text (De la lengua de 
señas al lenguaje escrito). 
 
Un trabajo relevante de Geng et al. (2023) pudo detectar una pose humana con señales Wifi 
con baja latencia porque las señales se reciben en 1D, pero desafortunadamente, la exactitud 
de la pose densa desarrollada fue de alrededor del 50%. No obstante, la investigación demuestra 
el comienzo de nuevos sensores para la pose humana en lugar de cámaras web para una mayor 
escalabilidad. 
  



                                                 20 

 

R
ef

er
en

ci
a 

L
en

gu
a(

s)
 d

e 
se

ña
(s

) 

D
is

po
si

tiv
o 

N
ue

va
 B

as
e 

de
 D

at
os

 

 F
ra

m
e 

o 
Im

ag
en

 d
el

 e
sc

en
ar

io
  

# 
de

 p
ar

tic
ip

an
te

s 

# 
de

 m
ue

st
ra

s 

U
so

 d
e 

M
ed

ia
Pi

pe
 

# 
of

 L
an

dm
ar

ks
 U

se
d 

(I
f 

M
ed

ia
Pi

pe
) 

# 
de

 m
an

os
 d

et
ec

ta
da

s a
l m

is
m

o 

tie
m

po
 

# 
de

 c
la

se
s d

e 
la

 d
ac

til
ol

og
ía

 

# 
de

 c
la

se
s d

e 
lo

s n
úm

er
os

 (d
el

 1
 

al
 1

0)
 

# 
de

 c
la

se
s d

e 
la

s p
al

ab
ra

s 

M
od

el
os

 e
nt

re
na

do
s p

ar
a 

la
s 

se
ña

s e
st

át
ic

as
 

M
od

el
os

 e
nt

re
na

do
s p

ar
a 

la
s 

se
ña

s c
on

tin
ua

s 

M
ej

or
 e

xa
ct

itu
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Solís et al., 

2015 

Mexic

an 

Digital 

Canon EOS 

rebel T3 

EF-S 18 - 

55 Camera 

1 - N.M. N.M. - - 1 24 - - 

Jacobi-

Fourier 

Moment + 

Multilayer 

Perceptron 

- 

95% Jacobi-

Fourier Moment 

+ Multilayer 

Perceptron 

Solís et al., 

2016 

Mexic

ana 

Cámara 

Digital con 

4 LEDs 

1 - N.M. N.M. - - 1 21 - - 

Normalized 

moment + 

Multilayer 

- 

93% Normalized 

moment + 

MultiLayer 

https://www.zotero.org/google-docs/?VOzPVy
https://www.zotero.org/google-docs/?VOzPVy
https://www.zotero.org/google-docs/?kG29C1
https://www.zotero.org/google-docs/?kG29C1
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reflectores 

al rededor 

Perceptron Perceptron 

Jimenez et 

al., 2017 

Mexic

ana 
Kinect 1 - 100 1000 - - 1 5 5 - 

HAAR 2D / 

HAAR 3D 

+ AdaBoost 

- 
95% HAAR 3D + 

AdaBoost 

Shin et al., 

2021 

Ameri

cana 
Cámara - - N.M. 

Dactilol

ogía 

LSA 

780,000 

Dictado 

con 

dedos A 

65,774 

Massey 

1 21 1 26 - - 

Angle 

and/or 

Distance 

Features + 

SVM, GBL 

Angle 

and/or 

Distance 

Features 

+ SVM, 

GBL 

With Angle and 

Distance Features 

+ SVM: 

Massey dataset: 

99.39% 

Finger Spelling 

A: 98.45% 

ASL alphabet: 

87.60% 

https://www.zotero.org/google-docs/?dlnhHR
https://www.zotero.org/google-docs/?dlnhHR
https://www.zotero.org/google-docs/?KsWBBw
https://www.zotero.org/google-docs/?KsWBBw
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1,815 

Indriani et 

al., 2021 

Ameri

cana 
Kinect 1 - N.M. 900 1 21 1 - 

10 

(From 0 

to 9) 

- 

Hand 

condition 

detector 

Hand 

condition 

detector 

95% Hand 

condition 

detector 

Halder & 

Tayade, 

2021 

Ameri

cana, 

India,  

Italian

a, 

Turqu

es 

Camera - - N.M. N.M. 1 21 1 

Ameri

cana 

26 

India 

26 

Italian

a 22 

Americ

ana 10 

Indiana 

Turques 

10 

- 

SVM, 

KNN, 

Random 

Forest, 

Decision 

Tree, Naive 

Bayes, 

ANN, MLP 

- 
99% SVM in 

every SL 

Espejel-

Cabrera et 

Mexic

ana 

Cámara 

con 
1 1 11 2480 - - 2 - - 249 

Decision 

Tree, SVM, 
- +96% SVM 

https://www.zotero.org/google-docs/?6sPhho
https://www.zotero.org/google-docs/?6sPhho
https://www.zotero.org/google-docs/?Lz2ku6
https://www.zotero.org/google-docs/?Lz2ku6
https://www.zotero.org/google-docs/?Lz2ku6
https://www.zotero.org/google-docs/?cq99Iz
https://www.zotero.org/google-docs/?cq99Iz
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al., 2021 personas 

con ropa 

oscura y 

fondo 

negro 

Neural 

networks, 

Naive 

Bayes 

Sundar & 

Bagyamma

l, 2022 

Ameri

cana 
Cámara 1 1 4 93,600 1 21 1 26 - - LSTM LSTM 99% LSTM 

Chen et al., 

2022 

Ameri

cana 
Cámara - - 

Dataset 

1: 2062 

Dataset 

2: 5,000 

Dataset 

3: 

N.M. 1 21 1 21 - - 

Recursive 

Feature 

Elimination 

(RFE) + 

proposed 

method, 

CNN 

- 
96.3% RFE + 

proposed method 

https://www.zotero.org/google-docs/?cq99Iz
https://www.zotero.org/google-docs/?Zigq1n
https://www.zotero.org/google-docs/?Zigq1n
https://www.zotero.org/google-docs/?Zigq1n
https://www.zotero.org/google-docs/?omr4zp
https://www.zotero.org/google-docs/?omr4zp
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12,000 

Dataset 

4: 300 

Samaan et 

al., 2022 

Ameri

cana 

Cámara de 

OPPO 

Reno3 

Mobile Pro 

1 1 5 750 1 258 2 - - 10 - 

GRU, 

LSTM, 

and 

BiLSTM 

99% GRU 

Subramania

n et al., 

2022 

India Cámara 1 1 N.M. 900 1 540+ 2 - - 13 - 

Simple 

RNN , 

LSTM , 

Standard 

GRU, 

BiGRU , 

BiLSTM, 

MOPGR

99.92% 

MOPGRU 

(MediaPipe 

+GRU) 

https://www.zotero.org/google-docs/?dQQlWE
https://www.zotero.org/google-docs/?dQQlWE
https://www.zotero.org/google-docs/?9N9XuJ
https://www.zotero.org/google-docs/?9N9XuJ
https://www.zotero.org/google-docs/?9N9XuJ
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U 

(MediaPi

pe 

+GRU) 

Mejía-

Peréz et al., 

2022 

Mexic

ana 

Cámara 

con sensor 

de 

profundida

d (OAK-D) 

1 1 4 3000 1 67 2 8 - 22 

Gaussian 

Noise + 

RNN, 

LSTM, and 

GRU 

Gaussian 

Noise + 

RNN, 

LSTM, 

and GRU 

97.11% Gaussian 

Noise + GRU 

Sosa-

Jimenez et 

al., 2022 

Mexic

ana 
Kinect 1 1 22 18,040 - - 2 29 

10 (Del 

0 al 9) 
43 

Hidden 

Markov 

Model 

(HMM) 

Hidden 

Markov 

Model 

(HMM) 

99% HMM 

Rios-

Figueroa et 

Mexic

ana 
Kinect 1 - 15 N.M. - - - 21 - - 

Use of 

Spherical 
- 

100% Spherical 

and Cartessian 

https://www.zotero.org/google-docs/?nAMDn9
https://www.zotero.org/google-docs/?nAMDn9
https://www.zotero.org/google-docs/?nAMDn9
https://www.zotero.org/google-docs/?tlgzyM
https://www.zotero.org/google-docs/?tlgzyM
https://www.zotero.org/google-docs/?tlgzyM
https://www.zotero.org/google-docs/?f4tGe7
https://www.zotero.org/google-docs/?f4tGe7
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al., 2022  and/or 

Cartessian 

features 

classified 

by a 

Maximum 

A Posteriori 

(MAP) 

features classified 

by a Maximum A 

Posteriori (MAP) 

Actual 

Estudio 

Mexic

ana 
Cámara 1 1 11 3,677 1 42 2 29 10 - SVM, GBL 

LSTM, 

GRU 

92% SVM 

85% GRU 

Tabla 8. Tabla Comparativa de la Revisión de Literatura aplicada al Reconocimiento de Lengua de Señas relacionada con MediaPipe y 

sin el. Nota: N.M. = No mencionado.

https://www.zotero.org/google-docs/?f4tGe7
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Algoritmos del Estado del Arte con MediaPipe 
 

Acorde a la Tabla 8, se pudo observar que cuando se utiliza una camara web y se extraen las 
características principales, los algoritmos que más constantemente se muestran son SVM, 
GB, LSTM y GRU. Dichos algoritmos pertenecen a técnicas de Aprendizaje de Máquina y 
Aprendizaje Profundo. Por lo que, cada uno requerira un ajuste de sus hiperparametros o una 
construcción en su arquitectura acorde a las investigaciones para obtener las mayor exacitutd 
posible al momento de reconocer las señas del LSM. 

Máquina de Soporte de Vectores o Support Vector Machine (SVM) 
  
El SVM o la Máquina de Vector de Soporte (Support Vector Machine) es un algoritmo de 
aprendizaje supervisado utilizado en problemas de clasificación y regresión. (MathWorks, 
2023) El objetivo de SVM es encontrar un hiperplano que mejor separe dos clases diferentes 
de puntos de datos. Busca el hiperplano con el margen más amplio entre las clases, que es la 
anchura máxima de la región paralela al hiperplano sin puntos de datos interiores (Ver Figura 
10). El SVM estándar se formula para problemas de clasificación binaria, pero los problemas 
multiclase se reducen a una serie de problemas binarios combinando clasificadores binarios. 
  

  
Figura 10. Muestra de definición del “margen” entre clases: el criterio que los SVM 

intentan optimizar de MathWorks (2023).  
  
SVM pertenece a la clase de algoritmos de Machine Learning llamados métodos kernel, 
donde se utilizan funciones de kernel para transformar características. (Rodrigo, J., 2020) 
Esto permite separar clases en un espacio dimensional superior sin transformar 
explícitamente los datos, gracias a los métodos kernel. Entre los distintos tipos de kernel, 
existen: la lineal, la polinomial, la sigmoide y la RBF (Función base radial). 
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Asumiendo un conjunto de datos donde X es denominado: 

 (𝑋1 + 𝑋1), (𝑋2 + 𝑋2), … , (𝑋𝑛 + 𝑋𝑛) 

Por ejemplo, 𝑋 = {𝑥𝑖, 𝑦𝑖}𝑖=1
𝑛  donde  𝑥𝑖  ∈  ℝ𝑑   y  𝑦𝑖  ∈ (+1, −1). Entrenar un SVM te 

permite resolver un problema de programación cuadrática como el siguiente:  

1. max
𝛼𝑖

− 1
2

∑ 𝛼𝑖𝑦𝑖𝛼𝑗𝑦𝑗Κ〈𝑥𝑖 ∙ 𝑥𝑗〉𝑙
𝑖,𝑗=1 + ∑ 𝛼𝑖

𝑙
𝑖=1  

Sujeto a:  ∑ 𝛼𝑖𝑦𝑖 = 0𝑙
𝑖=1 , 𝐶 ≥  𝛼𝑖 ≥ 0, 𝑖 = 1, 2, … , 𝑙 

Donde  𝐶 > 0, 𝛼𝑖 =  [𝛼1, 𝛼2, … , 𝛼𝑙]𝑇  , 𝛼𝑖 ≥ 0, 𝑖 = 1, 2, … , 𝑙, son coeficientes que 
corresponden a 𝑥𝑖 , 𝑥𝑗 con 𝛼𝑖 no cero los cuales son llamados vectores de soporte o Support 
Vectors (SV). 

La ventaja del SVM es que es preciso en espacios de grandes dimensiones y tiene una 
memoria eficiente. No obstante, sus desventajas son que es propenso al ajuste excesivo, 
puede no contar con una estimación de probabilidad y a veces no puede ajustarse con 
conjuntos de datos pequeños. 
  
Las aplicaciones del SVM incluyen reconocimiento de imagen y de voz, asignación de 
categoría de texto, detección de spam, análisis de los sentimientos, clasificación de la 
expresión génica, regresión, detección de valores atípicos y agrupamiento aplicaciones 
médicas de procesamiento de señales, y procesamiento del lenguaje natural. 
 

Gradient Boosting (GB) 
 

Acorde a Géron, A. (2019), Gradient Boosting es una potente técnica de aprendizaje de 
conjunto que ha ganado popularidad debido a su sólido rendimiento predictivo y su robustez 
contra el sobreajuste. Se utiliza ampliamente en diversas tareas de aprendizaje automático, 
incluyendo problemas de regresión y clasificación. Al combinar de forma iterativa modelos 
débiles, Gradient Boosting puede producir un modelo predictivo fuerte capaz de manejar 
conjuntos de datos complejos. 
 
Cabe mencionar que, Gradient Boosting es otro popular algoritmo de boosting que funciona 
agregando predictores de manera secuencial a un conjunto, y cada predictor corrige los 
errores de su predecesor. A diferencia de AdaBoost, que ajusta los pesos de las instancias, 
Gradient Boosting ajusta nuevos predictores a los errores residuales cometidos por el 
predictor anterior. 
 
Los modelos en la técnica de aumento de conjunto (ensemble boosting) se construyen 
secuencialmente mediante la minimización iterativa del error de los modelos aprendidos 
previamente. Esta técnica aprende un modelo predictivo combinando 𝑀 modelos de árboles 
aditivos (𝑓0, 𝑓1, … , 𝑓𝑀) para predecir los resultados (Alzamzami et al, 2020).. 
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2. 𝑓(𝑥) = ∑ 𝑓𝑚(𝑥)𝑀
𝑚=0  

 
El modelo de conjunto de árboles se optimiza al reducir el error esperado de generalización 
L. 

3. 𝐿 =  ∑ (𝑦𝑖 − 𝑦′
𝑖)

2𝑛
𝑖  

 
L es una función de pérdida que mide la pérdida delta entre el objetivo 𝑦𝑖 y la predicción 𝑦′

𝑖 
de un punto de datos. 
 
Una implementación específica de Gradient Boosting para tareas de regresión utilizando 
Árboles de Decisión como predictores bases se llama Gradient Tree Boosting o Árboles de 
Regresión Incrementales (GBRT). En un ejemplo simple de regresión con GBRT, se ajusta 
un DecisionTreeRegressor al conjunto de entrenamiento, que podría ser un conjunto de 
entrenamiento cuadrático con ruido. 
 
Scikit-Learn proporciona una forma conveniente de entrenar conjuntos GBRT utilizando la 
clase GradientBoostingRegressor (Scikit-Learn, 2023). Los estimadores basados en 
histogramas pueden ser órdenes de magnitud más rápidos que GradientBoostingClassifier y 
GradientBoostingRegressor cuando el número de muestras es mayor que decenas de miles. 
Además, estos estimadores tienen soporte incorporado para valores faltantes, lo que evita la 
necesidad de un imputador. Scikit-Learn HistGradientBoostingClassifier and 
HistGradientBoostingRegressor, inspirando en LightGBM o GBL (Gradient Boost Light / 
Light Gradient Boosting Machine). 
 

Long Short-Term Memory (LSTM) 
 

La celda Long Short-Term Memory (LSTM) fue propuesta en 1973 por Sepp Hochreiter y 
Jürgen Schmidhuber, y fue mejorada gradualmente a lo largo de los años por varios 
investigadores, como Alex Graves, Haşim Sak, Wojciech Zaremba, y muchos más. 

Las celdas LSTM gestionan dos vectores de estado y, por motivos de rendimiento, se 
mantienen separados de forma predeterminada (Ver Figura 11). 
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Figura 11. Celda LSTM de Géron, A. (2019). 

Según Géron, A. (2019), la idea clave es que la red pueda aprender qué almacenar en el 
estado a largo plazo, qué desechar y qué leer de él. A medida que el estado a largo plazo 𝑐𝑡−1 
atraviesa la red de izquierda a derecha, puede ver que primero pasa por una puerta de olvido, 
eliminando algunos recuerdos y luego agrega algunos recuerdos nuevos a través de la 
operación de suma (que agrega las memorias que fueron seleccionadas por una puerta de 
entrada). El resultado 𝑐𝑡 se envía directamente, sin más transformación. Entonces, en cada 
paso de tiempo, se eliminan algunos recuerdos y se agregan otros. Además, después de la 
operación de suma, el estado a largo plazo se copia y pasa a través de la función tanh, y luego 
el resultado es filtrado por la puerta de salida. Esto produce el estado a corto plazo ℎ𝑡 (que 
es igual a la salida de la celda para este paso de tiempo 𝑦𝑡). 

Primero, el vector de entrada actual 𝑥𝑡y el estado anterior a corto plazo ℎ𝑡−1 se alimentan a 
cuatro capas diferentes completamente conectadas. Todos tienen un propósito diferente: 

• La capa principal es la que genera 𝑔𝑡 . Tiene la función habitual de analizar las 
entradas actuales 𝑥𝑡 y el estado anterior (a corto plazo) ℎ𝑡−1. En una celda básica, no 
hay nada más que esta capa, y su salida va directamente a 𝑦𝑡 y ℎ𝑡.Por el contrario, en 
una celda LSTM, la salida de esta capa no sale directamente, sino que se almacena 
parcialmente en el estado a largo plazo. 

• Las otras tres capas son controladores de puerta. Dado que utilizan la función de 
activación logística, sus salidas van de 0 a 1. Como puede ver, sus salidas se alimentan 
a operaciones de multiplicación por elementos, por lo que, si emiten 0, cierran la 
puerta, y si emiten 1, abren la puerta. Específicamente: 
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— La puerta de olvido (controlada por 𝑓𝑡 ) controla qué partes del estado a largo 
plazo deben borrarse. 

— La puerta de entrada (controlada por 𝑖𝑡 ) controla qué partes de g(t) deben 
agregarse al estado a largo plazo (por eso está "almacenado parcialmente"). 

— Finalmente, la puerta de salida (controlada por 𝑜𝑡 ) controla qué partes del 
estado a largo plazo deben leerse y emitirse en este paso de tiempo (tanto para 
ℎ𝑡 como para 𝑦𝑡). 

En resumen, una celda LSTM puede aprender a reconocer una entrada importante (ese es el 
papel de la puerta de entrada), almacenarla en el estado a largo plazo, aprender a preservarla 
durante el tiempo que sea necesario (ese es el papel de la pueda de olvido), y aprender a 
extraerlo cuando sea necesario. Esto explica por qué han tenido un éxito sorprendente al 
capturar patrones a largo plazo en series de tiempo, textos largos, grabaciones de audio y 
más. 

Las siguientes ecuaciones resumen cómo calcular el estado a largo plazo de la celda, su estado 
a corto plazo y su salida en cada paso de tiempo para una sola instancia: 

4. 𝑖𝑡 =  𝜎 ( 𝑊𝑥𝑖
𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑖

𝑇 ∙ ℎ𝑡−1 + 𝑏𝑖 ) 
5. 𝑓𝑡 =  𝜎 ( 𝑊𝑥𝑓

𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑓
𝑇 ∙ ℎ𝑡−1 + 𝑏𝑓 ) 

6. 𝑜𝑡 =  𝜎 ( 𝑊𝑥𝑜
𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑜

𝑇 ∙ ℎ𝑡−1 + 𝑏𝑜 ) 
7. 𝑔𝑡 =  𝑡𝑎𝑛ℎ ( 𝑊𝑥𝑔

𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑔
𝑇 ∙ ℎ𝑡−1 + 𝑏𝑔 ) 

8. 𝑐𝑡 =  𝑓𝑡 ⨂ 𝑐𝑡−1 + 𝑖𝑡 ⨂ 𝑔𝑡 
9. 𝑦𝑡 =  ℎ𝑡 =  𝑜𝑡 ⨂ tanh (𝑐𝑡) 

• Wxi, Wxf, Wxo, Wxg , son las matrices de peso de cada una de las cuatro capas 
para su conexión con el vector de entrada h(t). 

• Whi, Whf, Who, and Whg , son las matrices de peso de cada una de las cuatro 
capas para su conexión con el estado de corto plazo anterior h(t-1). 

• bi, bf, bo, and bg , son los términos de sesgo para cada una de las cuatro capas.  

Gated Recurrent Unit (GRU) 
 

Kyunghyun Cho et al. propusieron la celda de Gated Recurrent Unit (GRU) en un artículo 
de 2014 que también presentó la red Codificador-Decodificador. La celda GRU es una 
versión simplificada de la celda LSTM y parece funcionar igual de bien (Ver Figura 12). Las 
principales simplificaciones son (Géron, A., 2019): 

• Ambos vectores de estado se fusionan en un solo vector ht. 
• Un único controlador de puerta controla tanto la puerta de olvido como la puerta de 

entrada. Si el controlador de puerta emite un 1, la puerta de olvido está abierta y la 
puerta de entrada está cerrada. Si da como resultado un 0, sucede lo contrario. En 
otras palabras, cada vez que se debe almacenar una memoria, primero se borra la 
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ubicación donde se almacenará. Esta es en realidad una variante frecuente de la celda 
LSTM en sí misma. 

• No hay puerta de salida; el vector de estado completo se emite en cada paso de tiempo. 
Sin embargo, hay un nuevo controlador de puerta que controla qué parte del estado 
anterior se mostrará a la capa principal. 

 

Figura 12. Celda GRU de Géron, A. (2019). 

Las celdas de LSTM o GRU son una de las principales razones del éxito de las RNN en los 
últimos años, en particular para aplicaciones en procesamiento de lenguaje natural (NLP). 

Las siguientes ecuaciones resumen cómo calcular el estado de la celda de GRU en cada paso 
de tiempo para una sola instancia: 

10. 𝑧𝑡 =  𝜎 ( 𝑊𝑥𝑧
𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑧

𝑇 ∙ ℎ𝑡−1 + 𝑏𝑧 ) 
11. 𝑟𝑡 =  𝜎 ( 𝑊𝑥𝑟

𝑇 ∙ 𝑥𝑡  +  𝑊ℎ𝑟
𝑇 ∙ (𝑟𝑡 ⨂ ℎ𝑡−1) + 𝑏𝑔 ) 

12. 𝑔𝑡 =  𝑡𝑎𝑛ℎ ( 𝑊𝑥𝑔
𝑇 ∙ 𝑥𝑡  + 𝑊ℎ𝑔

𝑇 ∙ ℎ𝑡−1 + 𝑏𝑔 ) 
13. ℎ𝑡 =  𝑧𝑡 ⨂ ℎ𝑡−1 + (1 − 𝑧𝑡) ⨂ 𝑔𝑡 
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Metodología 

Metodología de investigación 
Para realizar la presente investigación, se plantea una adaptación de la metodología de 
investigación de Sampieri et al. (1997), y los pasos de reconocimiento de señas de la revisión 
literaria de Ardiansyah et al. (2021). Por lo que se genera el siguiente diagrama (Ver Figura 
13 ) que tiene los siguientes pasos de manera secuencial. 

 

 

Figura 13. Propuesta de metodología de investigación. Elaboración propia, basada en 
Sampieri et al. (1997) y Ardiansyah et al. (2021) 

 
Una breve explicación del mismo diagrama, sería la siguiente: Primeramente, se empieza con 
el planteamiento del problema para definir qué problema se pretende resolver, después se 
procede a revisar la literatura, y el estado del arte. Posteriormente, se pasa a obtener los datos 
necesarios para analizar, que en este caso sería imágenes/videos, luego su preprocesamiento, 
su segmentación y por último su extracción de características para que puedan entrar los 
datos como input a los modelos de aprendizaje donde se pondrán a prueba y se 
experimentaran con ellos. Luego, de obtener resultados de los modelos, se analizarán sus 
estadísticos y se harán conclusiones sobre los mismos para realizar la documentación 
necesaria acorde al plan de la tesis. 
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Propuesta de metodología de experimentación 
 

En este apartado adaptamos la metodología general (Adeyanju et al., 2021) con MediaPipe 
ya que con ella podíamos extraer las características sin preprocesar con ningún filtro 
excepto los incluidos dentro del algoritmo y clasificarlas posteriormente. (Ver Figura 14). 

 

Figura 14. Proceso adaptado para el reconocimiento de lengua de señas. 

Adquisición de datos 
Creamos una base de datos de LSM que contiene su dactilología (29 caracteres) y los diez 
primeros números del uno al diez. La base de datos se creó a partir de grabaciones producidas 
por una vez hablantes del LSM, quienes produjeron diez series de lengua de señas y números. 
Las diez series se realizaron con ambas manos (cinco con la mano derecha y cinco con la 
mano izquierda para aumentar los datos y evitar el sobreajuste). (Rodríguez et al., 2023a, 
2023b, 2023c, 2023d). 

El aprendizaje de los hablantes de LSM provino de diferentes fuentes: 

● Dos hablantes nativos son personas sordas que aprendieron LSM para comunicarse. 
● Dos hablantes bilingües que aprendieron LSM de sus padres. 
● Siete oradores que aprendieron LSM en un programa educativo. 

El dispositivo de captura del conjunto de datos fue un iPhone 11 modelo MWM32LZ/A, y la 
configuración de grabación fue en 4k con una resolución de 3.840 x 2.160. Todas las 
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muestras fueron grabadas con 30 FPS (Frames Por Segundo) cuando el iPhone estaba 
horizontal y balanceado con un trípode (Ver Figura 15). 

 

Figura 15. Ejemplo de toma de la señal Número 2 (Señal Estática). 

Preparación de datos 
Junto a un equipo de dos voluntarios de servicio social de la Universidad Autónoma del 
Estado de Morelos (UAEM), se capturaron con precisión las grabaciones de los ciclos de 
cada grabación de señales estáticas y continuas. Posteriormente, los videos se editaron para 
que las señales continuas tuvieran los tiempos de inicio y finalización apropiados para cada 
señal continua y una captura de pantalla para cada señal estática. Cabe mencionar que, en su 
mayor parte, cada vídeo dura un segundo en promedio. 

Además, se etiquetaron señales estáticas en formato PASCAL VOC en XML con LabelImg 
para futuros investigadores que quisieran realizar otros experimentos. (Rodríguez et al., 
2023g, 2023e). 

Extracción de características  
 

Para extraer las características de cada imagen de las muestras de señales estáticas y 
fotogramas de video completos de las muestras de señales continuas, se utilizó MediaPipe 
para extraer los 21 puntos de referencia de cada mano; es decir, se extrajeron 42 puntos de 
referencia en total por imagen o fotograma. Vale la pena mencionar que cada hito tiene tres 
puntos de datos relevantes, que son las coordenadas tridimensionales (X, Y, Z) que se 
recopilaron. Se extrajeron ciento veintiséis puntos de datos de coordenadas de los 42 puntos 
de referencia al final de cada imagen o fotograma. 
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Modelos de aprendizaje para la clasificación 
 

Una vez que se extrajeron todas las coordenadas tridimensionales, se aplicaron SVM y 
Gradient Boost Light o Light Boosting Gradiant (GBL) para entrenar con una cuadrícula de 
búsqueda de signos estáticos. Por otro lado, para las señales continuas se aplicaron los 
modelos Long Short-Term Memory (LSTM) y Gradiant Recurrent Unit (GRU) con tres capas 
cada uno. (Rodríguez et al., 2023f). 

Métricas de evaluación 
Utilizamos múltiples métricas, como exactitud, precisión, recuperación y puntuación F1, para 
evaluar el rendimiento de nuestros modelos. Dado que nuestro estudio implica una 
clasificación multiclase, empleamos un macro promedio para calcular la precisión, la 
recuperación y la puntuación F1. Cómo Grandini et al. (2020), el macro promedio (𝑀𝑎𝑣𝑔) 
implica calcular la media general de cada clase 𝑘.  

Este enfoque utiliza numeradores que van de cero a uno, lo que permite una evaluación 
integral del total de verdaderos positivos, verdaderos negativos, falsos negativos y falsos 
positivos de cada métrica. 

La exactitud (𝐴) se refiere a la proporción de predicciones correctas que hace un modelo. 
Esta medida se determina calculando el número de verdaderos positivos  (𝑇𝑝 ) y verdaderos 
negativos (𝑇𝑛) y luego dividiendo este valor por la suma de verdaderos positivos (𝑇𝑝 ) y 
verdaderos negativos (𝑇𝑛), además de la suma de falsos positivos (𝐹𝑝) y falsos negativos 
(𝐹𝑛). 

14. 𝐴 = 𝑇𝑝 + 𝑇𝑛

𝑇𝑝  + 𝑇𝑛  + 𝐹𝑝 + 𝐹𝑛
 

 

La precisión (P) se refiere a una métrica estadística que representa la proporción de 
verdaderos positivos (𝑇𝑝) a la suma de verdaderos positivos (𝑇𝑝) y falsos positivos (𝐹𝑝). La 
precisión se determina utilizando esta misma fórmula cuando se trabaja con datos 
ponderados. (Macro promedio de Precisión - 𝑀𝑎𝑣𝑔𝑃). 

15. 𝑃 = 𝑇𝑝 
𝑇𝑝 + 𝐹𝑝

 

16. 𝑀𝑎𝑣𝑔𝑃  = ∑ 𝑃𝑘
𝐾
𝑘=1

 𝐾
 

 

Recall (𝑅) se refiere a una medida que calcula la proporción de verdaderos positivos (𝑇𝑝) a 
la suma de verdaderos positivos (𝑇𝑝) y falsos negativos (𝐹𝑛). Esta fórmula sigue siendo 
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aplicable cuando se trabaja con datos ponderados (Macro promedio de Recall - 𝑀𝑎𝑣𝑔𝑅). 

17. 𝑅 = 𝑇𝑝 
𝑇𝑝 + 𝐹𝑛

 

18. 𝑀𝑎𝑣𝑔𝑅  = ∑ 𝑅𝑘
𝐾
𝑘=1

 𝐾
 

𝑀𝑎𝑣𝑔𝐹1 − 𝑆𝑐𝑜𝑟𝑒  es una métrica estadística que proporciona una media ponderada de la medida 
𝐹1 − 𝑆𝑐𝑜𝑟𝑒 . Los pesos se basan en la probabilidad de clase, y a cada clase se le asigna un 
peso de probabilidad. 

19.  𝑀𝑎𝑣𝑔𝐹1−𝑆𝑐𝑜𝑟𝑒  = 2 ( 𝑀𝑎𝑣𝑔𝑃 ∗ 𝑀𝑎𝑣𝑔𝑅

𝑀𝑎𝑣𝑔𝑃
−1 +𝑀𝑎𝑣𝑔𝑅

−1) 

 

Experimentación y resultados 

Bases de datos 
 

Realizamos nuestro experimento utilizando una base de datos creada por nosotros mismos 
con el conjunto de datos de dactilología de LSM y sus números. Todos los conjuntos de datos 
y la generación de sus resultados se almacenaron en un repositorio de Google Drive para usar 
Google Collab, y luego se publicaron en Mendeley Data. 

A continuación, se presentan las siguientes 7 bases de datos liberadas con sus DOIs 
respectivos en formato APA. Se puede copiar y pegar el link completo del doi para dirigirse 
a la página de Mendeley Data donde se publicó y que contiene más detalle al respecto:  

● Rodriguez, M., Outmane, O., Bassam, A., & Noureddine, L. (2023a). 
Mexican Sign Language’s Dactylology and Ten First Numbers -Raw videos. 
From person #1 to #3 [Data set]. Mendeley. V1. 
https://doi.org/10.17632/48XYBSMVPV.1 

● Rodriguez, M., Outmane, O., Bassam, A., & Noureddine, L. (2023b). 
Mexican Sign Language’s Dactylology and Ten First Numbers -Raw videos. 
From person #4 to #7 [Data set]. Mendeley. V1. 
https://doi.org/10.17632/JP4YMF2VJW.1 

● Rodriguez M., Outmane, O., Bassam, A., & Noureddine, L. (2023c). Mexican 
Sign Language’s Dactylology and Ten First Numbers -Raw videos. From 
person #8 to #10 [Data set]. Mendeley. V1.  
https://doi.org/10.17632/69FMDB25XM.1 

● Rodriguez, M., Outmane, O., Bassam, A., & Noureddine, L. (2023d). 
Mexican Sign Language’s Dactylology and Ten First Numbers -Raw videos. 
Person #11 [Data set]. Mendeley. V1. 
https://doi.org/10.17632/3DZN5RSTWX.1 

https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
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● Rodriguez, M., Outmane, O., Bassam, A., & Noureddine, L. (2023e). 
Mexican Sign Language’s Dactylology and Ten First Numbers—Extracted 
Features and Models [Data set]. Mendeley. V1. 
https://doi.org/10.17632/HMSC33HMKZ.1 

● Rodriguez, M., Outmane, O., Bassam, A. & Noureddine, L. (2023f). Mexican 
Sign Language’s Dactylology and Ten First Numbers—Labeled images and 
videos. From person #1 to #5 [Data set]. Mendeley. V1.  
https://doi.org/10.17632/5S4MT7XRD9.1 

● Rodriguez, M., Outmane, O., Bassam, A., & Noureddine, L. (2023g). 
Mexican Sign Language’s Dactylology and Ten First Numbers—Labeled 
images and videos. From person #6 to #11 [Data set]. Mendeley. V1. 
https://doi.org/10.17632/67HTNZMWBB.1 

 

Las bases de datos anteriores son videos sin editar, videos e imágenes editados y etiquetados, 
las coordenadas de cada seña, y por último están los pesos de los modelos entrenados. 

Detalles de implementación 
 

Se pretendía tener 110 muestras por personaje, pero se recuperaron 90-100 de los videos 
grabados debido a la transferencia de datos. (Tablas 9 y 10). 

 

 

 

 

Seña estática 

Caracter/ Número Label # de 
muestras 

1 0 92 

2 1 92 

3 2 92 

4 3 92 

https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
https://www.zotero.org/google-docs/?td9tEm
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5 4 92 

6 5 92 

7 6 92 

8 7 92 

a 8 94 

b 9 94 

c 10 94 

d 11 94 

e 12 94 

f 13 94 

g 14 94 

h 15 94 

i 16 93 

l 17 93 

m 18 93 

n 19 93 

o 20 93 

p 21 93 

r 22 93 
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s 23 93 

t 24 93 

u 25 92 

v 26 93 

w 27 93 

y 28 93 

Total - 2696 

 

Tabla 9. Conjunto de datos etiquetados y el número de muestras para las señas 
estáticas. 

 

Seña continua 

Caracter/ 
Número 

Label # de 
muestras 

9 0 100 

10 1 100 

j 2 102 

k 3 102 

ll 4 86 

ñ 5 101 

q 6 88 
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rr 7 101 

x 8 101 

z 9 100 

Total 
  981 

 

Tabla 10. Conjunto de datos etiquetados y el número de muestras para las señas 
continuas. 

Durante la extracción de puntos de referencia, los videos de menos de 1 segundo copiaron 
datos de su último cuadro hasta que se recopilaron 30 cuadros de datos. Mientras que para 
los que superaron el segundo, solo se cortó a los primeros 30 fotogramas. El código de 
Renotte (2020) se utilizó como línea de base y se adaptó de acuerdo con el conjunto de datos 
y las necesidades del modelo. 

Configuración de los modelos 
El porcentaje de datos utilizados para cada etapa del modelado fue el siguiente: 80% para 
entrenamiento, 10% para prueba y 10% para validación, donde se utilizó la versión gratuita 
de Google Collab. 

Para las señas estáticas, SVM y GBL se aplicaron con GridSearch (Ver Tabla 11). Por otro 
lado, para las señas continuas, Tensorflow y Keras se usaron para aplicar LSTM y GRU (Ver 
Figura 16) donde se implementaron inicializadores "he normal" y funciones de activación 
"elu" en lugar de inicializadores aleatorios y funciones de activación "relu" correspondientes. 
porque la función de activación “elu” ha obtenido una convergencia más rápida en otros 
estudios (Géron, 2019). No obstante, la única excepción para ambos modelos fue la última 
capa densa que usó una función de activación "softmax" para la clasificación con un 
inicializador de kernel "glorot uniform" y una "L2" como regularizador de kernel. Además, 
el modelo de GRU utilizó un Dropout de 0,2 en ambas capas. Además, el número de épocas 
para LSTM y GRU fue de 350 y 1200, respectivamente. Por último, los modelos LSTM y 
GRU obtuvieron correspondientemente 203,690 parámetros (todos entrenables) y 146,602 
parámetros (sólo 62 no entrenables) (Para más referencia ver Apéndice 1). 

De la Figura 16, se puede ver una representación en imagen de las capas. Es relevante 
mencionar que el número que menciona cada número por capa es el tamaño de la entrada 
recibida. Sin embargo, solo MediaPipe puede recibir otras entradas diferentes, que luego se 
pueden adaptar dentro de sus capas debido a la calidad de la cámara y otros factores. 
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Model Grid Search 
Params 

Params Best Params 

SVM C 0.1, 1, 10, 100, 800, 1000, 
1200 

1200 

Gamma 1, 0.1, 0.01, 0.001, 0.0001 0.1 

Kernel rbf, linear, poly, sigmoid poly 

Cross Validation 5 5 

GBL Loss Categorical Crossentropy Categorical Crossentropy 

Learning Rate 0.09, 0.1, 0.11, 0.125, 0.15 0.11 

Max Iter 100, 150, 200, 250, 300, 350 250 

Cross Validation 3 3 

Tabla 11. Parámetros para señas del LSM estáticas 

 

Figura 16. Arquitectura de GRU y LSTM 
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Análisis cuantitativo 
Como se puede ver en la siguiente Tabla 12, SVM supera a GBL en todas las métricas en 
ambos conjuntos de datos (Prueba y Validación) con una precisión de +91 %. Mientras tanto, 
GRU supera a LSTM en todas las métricas en ambos conjuntos de datos (Prueba y 
Validación) con una precisión de +81 %. 

 

Modelos Fase Exactitud Precisión 

(Macro) 

Recall 

(Macro) 

F1 Score 

(Macro) 

GBL Testeo / 

Testing 

77,04% 76,85% 76,82% 76,19% 

SVM* 94,07% 93,73% 94,25% 93,56% 

LSTM 79,59% 80,31% 80,93% 80,28% 

GRU** 84,69% 86,01% 86,00% 85,57% 

GBL Validación 77,04% 77,28% 76,83% 76,15% 

SVM* 91,48% 90,93% 89,96% 89,90% 

LSTM 76,77% 75,87% 77,46% 76,00% 

GRU** 81,82% 82,50% 82,19% 81,47% 

 

Tabla 12. Métricas de evaluación. Nota: *Modelo con mejor desempeño para Señas 
Estáticas. **Modelo con mejor desempeño para Señas Continuas. 

En las siguientes figuras 17 y 18, los gráficos de exactitud y pérdida se compararon entre los 
modelos LSTM y GRU durante las pruebas y la validación. Se puede ver que los gráficos 
GRU son más suaves en comparación con los gráficos LSTM. De ello se puede decir que el 
modelo GRU en esta situación y problema es más propenso a aprender a reconocer la lengua 
de signos continua que el modelo LSTM. 
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Figura 17. Gráficos de pérdida de época y exactitud categórica de LSTM. 

 

Figura 18. Gráficos de pérdida de época y exactitud categórica de GRU. 
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Análisis comparativo 
 

Las matrices de confusión GBL y LSTM arrojaron más negativos positivos que SVM y 
GRUM (Ver Apéndice 2). Además, la exactitud categórica y las curvas de pérdida en las 
pruebas y validación de LSTM y GRU demostraron que GRU tiene un reconocimiento más 
estable en el momento del entrenamiento. Por lo tanto, SVM y GRU son más exactos en el 
reconocimiento múltiple de signos de LSM. 
Todos los modelos se almacenaron en el mismo repositorio con la biblioteca joblib. Solo 
GRU y LSTM se guardaron manualmente con formatos "h5". Además, se implementó una 
implementación dentro de Google Colab usando los modelos con Javascript (Ver Figura 19), 
donde se adaptó el código de TheAIGuysCode, (2020) para usar una cámara web en Google 
Collab y aplicar los modelos entrenados correspondientemente (Rodriguez et al., 2023h). 

 

Figura. 19. Ejemplo de la letra “V” Reconocida.  

Discusión 
Mediapipe nos ayudó a recopilar los puntos de referencia esenciales de las manos con gran 
precisión y realizar la detección en tiempo real. Además, podría darnos los puntos de 
referencia de todo el cuerpo y de la cara si así lo deseáramos. Sin embargo, la investigación 
actual solo se centró en la dactilología de LSM y los primeros diez dígitos, por lo que nos 
centramos solo en lo necesario. Además, creemos que se desarrollarán otros algoritmos de 
pose densa y diferentes sensores que podrían reemplazar a Mediapipe y la cámara web si los 
resultados superan las métricas de vanguardia actuales. 
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Es relevante mencionar que a pesar de que para el entrenamiento se utilizó una cámara de 
calidad como la del iPhone 11, se pueden utilizar otras cámaras de menor calidad para aplicar 
el mismo modelo cuando se utiliza MediaPipe. Además, dado que se registró un escenario 
completo desde la cadera hasta la cabeza y dos manos, los modelos aplicados se entrenaron 
respectivamente con estos escenarios reales. 

Por lo tanto, se vio que SVM y GRU superaron a GBL y LSTM correspondientemente en 
cada métrica de evaluación. Sin embargo, para señales estáticas, SVM ha mostrado una 
precisión excelente (+90 %) incluso con unas pocas muestras (<100 por señal). En línea con 
otros estudios, una precisión tan positiva demuestra que SVM (Halder & Tayade, 2021) tiene 
el potencial de reconocer signos estáticos cuando se extraen primero las características 
(puntos de referencia en este caso). Entonces, dado que GBL obtuvo una precisión menor 
que SVM, es posible que necesite más muestras para obtener un modelo más exacto y evitar 
el sobreajuste y el ajuste insuficiente. 

Al implementar los modelos en tiempo real, se observó que dado que los modelos se 
entrenaban con ambas manos pero casi siempre una mano descansaba alrededor de la cintura, 
se detectó una imprecisión de reconocimiento en los casos en que solo se mostraba una mano 
y le faltaba la otra, o ambas manos se encontraban, pero una mano no estaba en reposo. Tales 
casos nos recuerdan que necesitaremos aún más muestras para el aumento de datos y 
consideraciones para otras características durante el entrenamiento, podría ser que 
necesitemos alrededor de cuatro a cinco veces más datos si lo comparamos con otro estudio 
relacionado con LSM (Sosa-Jimenez et al., 2022). 

El estudio actual no se centró en el reconocimiento de palabras o la traducción de oraciones 
debido a la falta de conjuntos de datos de código abierto y la limitación de tiempo en LSM. 
Sin embargo, en caso de que se desee desarrollar más investigación en términos de LSM, se 
creará un conjunto de datos similar como PHOENIX14 (Camgoz et al., 2020; Min et al., 
2021) de la lengua de señas alemana con diferentes temas y contextos en las conversaciones. 
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Conclusiones y limitaciones 
 

Los resultados de este trabajo de investigación proporcionan una adición significativa y 
notable al dominio del reconocimiento de LSM. La importancia de esta contribución radica 
en su potencial para ayudar a las personas con problemas de comunicación en México y los 
investigadores que trabajan en este campo. A pesar de la investigación significativa y los 
prototipos y modelos tecnológicos para respaldar los sistemas de comunicación pública sin 
intérpretes humanos, la mayoría de los esfuerzos se han orientado hacia la lengua de señas 
americana (LSA) u otras lenguas de señas. El presente trabajo presenta una base de datos de 
código abierto de signos y numeración LSM, que comprende 29 caracteres de dactilología 
de la lengua de señas mexicana y sus primeros diez dígitos. 

Se empleó MediaPipe para la extracción manual de características y los patrones de señales 
se reconocen con precisión mediante SVM y GRU, logrando una precisión del 92% y el 86% 
para señales estáticas y continuas, respectivamente. Los resultados demuestran las 
perspectivas prometedoras de las técnicas de aprendizaje automático con DensePose, como 
MediaPipe con puntos de referencia, en el reconocimiento de LSM y su capacidad para 
facilitar el desarrollo de sistemas de comunicación más inclusivos que atiendan las 
necesidades de las personas con discapacidades de comunicación en México. 

Los resultados de este estudio sirven como inspiración para futuros investigadores, lo que 
impulsa una mayor investigación sobre varios aspectos, incluido el reconocimiento de otras 
lenguas de señas y el desarrollo de conjuntos de datos de fuente abierta. Al utilizar la 
metodología investigada y aplicada descrita en este estudio, los investigadores pueden 
encontrar orientación e inspiración para reconocer otras lenguas de señas en función de su 
dactilología y palabras, así como apoyar los esfuerzos continuos en la traducción a nivel de 
oración. 

Vale la pena señalar que la consideración del estudio de equipos de bajo costo garantiza la 
escalabilidad, lo que permite una mayor accesibilidad y una adopción potencial por parte de 
los usuarios finales y las instituciones. Esta escalabilidad facilita aún más el uso y la 
implementación de la tecnología de reconocimiento de la LSM, haciéndola más factible para 
aplicaciones prácticas. 

En conclusión, esta investigación contribuye significativamente al avance del 
reconocimiento de LSM al proporcionar una base de datos de código abierto, emplear 
técnicas efectivas de aprendizaje automático y aprendizaje profundo e inspirar futuros 
esfuerzos de investigación. Las implicaciones de este trabajo se extienden a mejorar la 
comunicación y la inclusión de las personas con discapacidades de la comunicación en 
México, al mismo tiempo que proporciona información valiosa para los investigadores en el 
campo. 
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Resumen de contribuciones 
● La investigación actual demuestra la viabilidad de la implementación en tiempo real 

de algoritmos computacionales de bajo costo para el reconocimiento estático y 
continuo de la de señas en el LSM que se investigaron en el estado del arte, incluida 
la dactilología completa del LSM (Serafín, M. E., & González, R., 2011). con “LL” 
y “RR”, y los diez primeros números. El equipo de investigación abordó la falta de 
una base de datos pública LSM y de código abierto creando una ahora disponible para 
futuras investigaciones científicas abierta a la comunidad científica, lo cual es un paso 
crucial para fomentar la innovación en este campo. 

● Uno de los aspectos más destacables de este estudio es el uso de escenarios de video 
completos y precisos para desarrollar el reconocimiento de la lengua de señas 
mexicana, capturando todo el encuadre de la persona en video, al menos desde la 
cintura hasta la cabeza. 

● El enfoque actual supera la viabilidad de realizar investigaciones previas utilizando 
bases de datos con solo manos recortadas y el uso de sensores complejos relacionados 
con LSM, como lo demuestran las grabaciones de escenarios del mundo real del 
estudio actual con algoritmos de última generación aplicados de la literatura. 

● Se desarrolló un proyecto de investigación que apoya la comunicación para las 
comunidades sordas, beneficiando así a la nación y a los objetivos sostenibles de la 
ONU (Objetivos 4, 8, 9, 10 y 11). 
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Apéndice 

Apéndice 1. Arquitectura de Modelos LSTM y GRU 
 

 

Figura 20. Arquitectura del modelo LSTM. 

 

Figura 21. Arquitectura del modelo GRU.  
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Apéndice 2. Resultados de las matrices de confusión 

 

 

Figura 22. Matriz de Confusión de las Señas Estáticas del LSM con el modelo SVM. 
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Figura 23. Matriz de Confusión de las Señas Estáticas del LSM con el modelo GBL.  
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Figura 24. Matriz de Confusión de las Señas Continuas del LSM con el modelo 

LSTM. 
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Figura 25. Matriz de Confusión de las Señas Continuas del LSM con el modelo GRU.   
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 SECRETARÍA DE INVESTIGACIÓN  

 
 

Cuernavaca, Morelos a 31 de Agosto del 2023. 
 
 
 
 
DR.  FELIPE DE JESÚS BONILLA SÁNCHEZ 
DIRECTOR DE LA FACULTAD DE CONTADURÍA, 
ADMINISTRACIÓN E INFORMÁTICA DE LA UAEM. 
PRESENTEPRESENTE  
 

En mi carácter de revisor de Tesis, hago de su conocimiento que he leído con interés la 

tesis para obtener el grado de la Maestría en Optimización y Cómputo Aplicado, del 

estudiante Mario Emmanuel Rodríguez Trejo, con matrícula 10053358, con el título 

"Modelos Computacionales Aplicados a la Lengua de Señas Mexicana", por lo cual, 

me permito informarle que después de una revisión cuidadosa de dicha tesis, concluyo que 

el trabajo se caracteriza por el establecimiento de objetivos académicos pertinentes y una 

metodología adecuada para su logro. Además, construye una estructura coherente y bien 

documentada, por lo cual considero que los resultados obtenidos contribuyen al 

conocimiento del tema tratado. 

 

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO 

por lo que de mi parte no existe inconveniente para que el estudiante continúe con los 

trámites que esta Secretaría de Investigación tenga establecidos para obtener el grado 

mencionado.    
Atentamente 

Por una humanidad culta 

Una universidad de excelencia 

 

 
 

 
  

 
Dr, Noureddine Lakouari 
Profesor- investigador  

Instituto nacional de astrofísica óptica y electrónica (INAOE)  
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 SECRETARÍA DE INVESTIGACIÓN  

 
 

Cuernavaca, Morelos a 31 de Agosto del 2023. 
 
 
 
 
DR.  FELIPE DE JESÚS BONILLA SÁNCHEZ 
DIRECTOR DE LA FACULTAD DE CONTADURÍA, 
ADMINISTRACIÓN E INFORMÁTICA DE LA UAEM. 
PRESENTEPRESENTE  
 

En mi carácter de revisor de Tesis, hago de su conocimiento que he leído con interés la 

tesis para obtener el grado de la Maestría en Optimización y Cómputo Aplicado, del 

estudiante Mario Emmanuel Rodríguez Trejo, con matrícula 10053358, con el título 

"Modelos Computacionales Aplicados a la Lengua de Señas Mexicana", por lo cual, 

me permito informarle que después de una revisión cuidadosa de dicha tesis, concluyo que 

el trabajo se caracteriza por el establecimiento de objetivos académicos pertinentes y una 

metodología adecuada para su logro. Además, construye una estructura coherente y bien 

documentada, por lo cual considero que los resultados obtenidos contribuyen al 

conocimiento del tema tratado. 

 

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO 

por lo que de mi parte no existe inconveniente para que el estudiante continúe con los 

trámites que esta Secretaría de Investigación tenga establecidos para obtener el grado 

mencionado.    
Atentamente 

Por una humanidad culta 

Una universidad de excelencia 

 
 
  

 
Dr. Ali Bassam 

Profesor - investigador y Coordinador C.A. Energías Renovables y Sustentabilidad Energética 
 Facultad de Ingeniería de la Universidad Autónoma de Yucatán (UADY)  
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 SECRETARÍA DE INVESTIGACIÓN  

 
 

Cuernavaca, Morelos a 4 de septiembre del 2023. 
 
 
 
 
DR.  FELIPE DE JESÚS BONILLA SÁNCHEZ 
DIRECTOR DE LA FACULTAD DE CONTADURÍA, 
ADMINISTRACIÓN E INFORMÁTICA DE LA UAEM. 
PRESENTEPRESENTE  
 

En mi carácter de revisor de Tesis, hago de su conocimiento que he leído con interés la 

tesis para obtener el grado de la Maestría en Optimización y Cómputo Aplicado, del 

estudiante Mario Emmanuel Rodríguez Trejo, con matrícula 10053358, con el título 

"Modelos Computacionales Aplicados a la Lengua de Señas Mexicana", por lo cual, 

me permito informarle que después de una revisión cuidadosa de dicha tesis, concluyo que 

el trabajo se caracteriza por el establecimiento de objetivos académicos pertinentes y una 

metodología adecuada para su logro. Además, construye una estructura coherente y bien 

documentada, por lo cual considero que los resultados obtenidos contribuyen al 

conocimiento del tema tratado. 

 

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO 

por lo que de mi parte no existe inconveniente para que el estudiante continúe con los 

trámites que esta Secretaría de Investigación tenga establecidos para obtener el grado 

mencionado.    
Atentamente 

Por una humanidad culta 

Una universidad de excelencia 

 

 
 

 
  

 
Dra. Lorena Díaz González  
Profesora- investigadora  

 Centro de Investigación en Ciencias  
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 SECRETARÍA DE INVESTIGACIÓN  

 
 

Cuernavaca, Morelos a 5 de septiembre del 2023. 
 
 
 
 
DR.  FELIPE DE JESÚS BONILLA SÁNCHEZ 
DIRECTOR DE LA FACULTAD DE CONTADURÍA, 
ADMINISTRACIÓN E INFORMÁTICA DE LA UAEM. 
PRESENTEPRESENTE  
 

En mi carácter de revisor de Tesis, hago de su conocimiento que he leído con interés la 

tesis para obtener el grado de la Maestría en Optimización y Cómputo Aplicado, del 

estudiante Mario Emmanuel Rodríguez Trejo, con matrícula 10053358, con el título 

"Modelos Computacionales Aplicados a la Lengua de Señas Mexicana", por lo cual, 

me permito informarle que después de una revisión cuidadosa de dicha tesis, concluyo que 

el trabajo se caracteriza por el establecimiento de objetivos académicos pertinentes y una 

metodología adecuada para su logro. Además, construye una estructura coherente y bien 

documentada, por lo cual considero que los resultados obtenidos contribuyen al 

conocimiento del tema tratado. 

 

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO 

por lo que de mi parte no existe inconveniente para que el estudiante continúe con los 

trámites que esta Secretaría de Investigación tenga establecidos para obtener el grado 

mencionado.    
Atentamente 

Por una humanidad culta 

Una universidad de excelencia 

 

 
 

 
  

 
Dr. Federico Alonso Pecina  

Profesor- investigador  
 Facultad de Contaduría, Administración e Informática  
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