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En estas ĺıneas quiero agradecer a todas las personas que hicieron posible esta investigación y que
de alguna manera estuvieron conmigo en los momentos dif́ıciles, alegres, y tristes. Estas palabras
son para ustedes.

A mi director de tesis, a quien le debo gran parte de mi aprendizaje y mi gusto por la
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RESUMEN

Estudio de un modelo predictivo de relaciones asimétricas aplicado a la
representación de rasgos lingǘısticos

ELISEO MORALES GONZALEZ

La construcción de representaciones vectoriales de textos no es una tarea fácil. Existen muchos
modelos que crean estas representaciones y cada modelo extrae cierto de tipo de rasgos latentes
involucrados en el texto. La mayoŕıa de los modelos sólo se basan en la coocurrencia de palabras
y no exploran otros rasgos lingǘısticos que un texto posee. En este proyecto de tesis se realizó un
estudio de las relaciones discursivas cuyo propósito fue observar las propiedades que poseen bajo
un enfoque computacional, aplicando representaciones de texto que extraen los rasgos lingǘısticos
con un grado de abstracción mayor que el derivado de coocurrencias léxicas. Se presentan dos
estudios: en el primero se realiza el modelo de las relaciones discursivas utilizando sus rasgos léxicos
(categoŕıas gramaticales) y se analizan sus propiedades con la ayuda de un modelo que construye
representaciones vectoriales de palabras o texto; en el segundo estudio, se analizan las relaciones
discursivas utilizando sus rasgos semánticos en términos de la sinonimia y antonimia existente entre
sus argumentos. Este estudio se realizó sobre un corpus de relaciones discursivas llamado PDTB-
3, espećıficamente, se trabajó con relaciones de categoŕıa contraste. Los resultados nos indican
que existe una diferencia entre las relaciones discursivas, y esta diferencia es dada por el tipo y
el marcador discursivo que actúa como conectivo entre sus argumentos. En el segundo estudio,
se observó que la mayoŕıa de las relaciones discursivas carecen de sinonimia-antonimia entre sus
argumentos. Sin embargo, se observó una considerable cantidad de relaciones discursivas que śı
poseen este rasgo semántico. También se observó que existe una diferencia, no tan marcada, entre
relaciones discursivas con marcadores impĺıcitos y expĺıcitos, las relaciones impĺıcitas presentan una
mayor presencia de sinonimia-antonimia que las relaciones expĺıcitas
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verbo y adverbio. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 26
4.4. Incrustaciones de entidades para el marcador “on the other hand” (señales sustantivo
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4.6. Gráfica de los puntos (nant, nsin) por marcador discursivo. Mientras más fuerte sea

el color más puntos caen en la misma posición. . . . . . . . . . . . . . . . . . . . . . 27
4.7. Mapa de calor del conteo de puntos (nant, nsin) separando marcadores expĺıcitos e
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Introducción

1.1. Antecedentes

En el Procesamiento de Lenguaje Natural (PLN), uno de los problemas a resolver es el de la
representación de texto. El problema del significado y su modelación computacional, tiene sus ráıces
históricas en la Filosof́ıa y la Inteligencia Artificial. En el PLN han surgido varios enfoques para
modelar el lenguaje natural. El primer enfoque que surgió es el enfoque racional el cual busca ex-
plicar el funcionamiento del lenguaje, basándose en reglas o bases de conocimiento. El principal
representante de este enfoque es Avram Noam Chomsky quien postula que la habilidad lingǘıstica
es innata y que sus bases sintáctico-semánticas están conectadas al cerebro al nacer como parte de
la herencia genética humana. Sin embargo, aprender algo tan complejo como el lenguaje es dif́ıcil
debido a que el lenguaje natural es ambiguo y su significado depende de muchos factores. Debido a
que el lenguaje cambia y evoluciona con el tiempo surge la hipótesis de que existen patrones de uso
de lenguaje y que estos patrones nos permiten interpretar o dar significado a las palabras, de esta
manera surge el enfoque empirista. Este enfoque supone que el cerebro puede asociar, reconocer
patrones y, por lo tanto, se pueden aprender las estructuras del lenguaje, de esta manera surgen los
modelos basados en el enfoque estad́ıstico del PLN, en el cual, mediante el Aprendizaje Automático
es posible aprender las estructuras del lenguaje a partir de un corpus de textos.

Bajo el enfoque estad́ıstico, existen dos formas de modelar el lenguaje natural. A la primera
se le conoce como el Modelo de Lenguaje, mientras que a la segunda se le conoce como Modelos
Distribuidos. El modelo de lenguaje consiste en la predicción de una palabra dada una secuencia
de palabras previamente observadas. A este tipo de modelo se le conoce también como Modelo de
N-gramas [1], matemáticamente se expresa como la descomposición de la distribución conjunta de
N palabras siguiendo la regla del producto de la Teoŕıa de la Probabilidad:

P (w1, w2, ..., wN ) = P (w1)P (w2|w1) · · ·P (wN |w1, w2, ..., wN−1).

Cada elemento de la descomposición se le conoce como N-grama. Concretamente, a p(w1) se le llama
unigrama, a p(w2|w1) un bigrama, a p(w3|w2, w1) un trigrama, etc. La hipótesis de este modelo es
que la primera palabra de un texto es independiente de cualquier otra, la segunda palabra depende
de la primera palabra, la tercera de las dos primeras palabras y aśı sucesivamente; la ultima palabra
depende de todas las anteriores.
En aplicaciones prácticas, este modelo se implementa usando sólo unigramas o bigramas. A la im-
plementación usando solamente unigramas se le conoce como Modelo de Bolsa de Palabras (Bag of
Words o BOW, por sus siglas en inglés). La implementación usando solamente bigramas consiste en
definir una ventana de dos palabras que se va recorriendo a lo largo del texto para ir calculando las
probabilidades de cada bigrama, a estas ventanas se les conoce como ventanas de contexto. De esta
forma, es posible capturar la dependencia entre palabras en contextos de dos palabras. El tamaño

1



Caṕıtulo 1. Intro 2

pequeño de las ventanas de contexto se debe a que las probabilidades se calculan usualmente por
conteos de palabras, de tal suerte que el valor de probabilidad por cada tipo de N-grama disminuye
drásticamente a medida que el tamaño del N-grama aumenta, ya que cada vez resulta más dif́ıcil
encontrar ventanas mayores a 3 palabras cuyo contenido sea exactamente el mismo a lo largo de
todo un corpus de texto. Es por esta razón que el modelo BOW es casi omnipresente.

Los modelos de lenguaje usando ventanas de tamaño menores a 3 se han aplicado de manera
abundante en la literatura del PLN o Lingǘıstica Computacional [2]. Sin embargo, estos modelos
tienen dos serias limitaciones que son de gran relevancia para el presente trabajo. La primera es
que los contextos que capturan estos modelos son usualmente tan pequeños como para capturar las
relaciones entre palabras, las cuales se manifiestan entre palabras que se encuentras muy lejanas
en la oración. La segunda y quizá más fuerte limitante es que estos modelos no permiten modelar
relaciones semánticas entre palabras. Este es el interés de los modelos distribuidos.

Los modelos distribuidos de palabras se basan en la hipótesis de la semántica distribucional:
“palabras con significado semejante, co-ocurren en contextos semejantes” (Harris, 1954, p.156).

En lugar de representar a las palabras como una distribución de probabilidad, estos modelos
buscan generar vectores densos (vectores no ralos y con entradas reales) de dimensión N. La idea es
contar con una estructura de espacio vectorial, en donde es posible realizar operaciones algebraicas
y geométricas, que permiten dar cuenta de la relación semántica entre palabras, en función de cómo
se asocian en el texto, mediante la cuantificación de la cercańıa de sus vectores correspondientes.

Una forma clásica de hacer un modelo distribuido es mediante la representación TF-IDF [3],
del inglés Term Frequency – Inverse Document Frequency, la cual es una medida numérica que
expresa cuán relevante es un término ó palabra para un documento en un corpus de textos. La
representación TF-IDF está dado por:

tfidf(t, d) = idf(t,D) ∗ tf(t, d),

donde t es la palabra, d el documento y D es la colección de documentos. La expresión idf(t,D) es
la frecuencia inversa de documentos D, el cual nos dice que tanto el término t es frecuente en la
colección de documento D. La expresión tf(t, d) es la frecuencia de término t.

Por ejemplo, para modelar 3 documentos, se construye una matriz término-documento, donde
cada fila es un término y cada columna un documento (ver Tabla 1.1 centro). De esta forma, se
calculan los valores TF e IDF para luego aplicar la siguiente fórmula en cada casilla de la matriz
(Ver Tabla 1.1 última).

Una ventaja de este tipo de modelos es que también se logran representaciones vectoriales de
palabras, tomando en cuenta las filas. Otra ventaja, es que es posible definir una métrica sobre estos
vectores, como la distancia Euclideana; al definir una métrica se puede cuantificar la semejanza de
documentos mediante la cercańıa de sus vector. Las desventajas de los modelos TF-IDF y por Bolsa
de Palabras son:

La dimensión de los vectores es muy grande.

La semejanza entre documentos o palabras es relativamente baja en casos reales, ya que
depende esencialmente de que los documentos semejantes contengan las mismas palabras en
una cantidad suficiente como para que los vectores estén cerca entre śı.
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Cálculo IDF
Término N IDF

carro

806

2.65
archivo 3.08

documento 2.50
museo 2.62

Frecuencia de término t en documento i TF (i=1,2,3)
Término Doc1 Doc2 Doc3

carro 27 4 24
archivo 3 33 0

documento 14 0 17
museo 0 33 29

Cálculo de pesos TF-IDF

carro
tfidf(carro,Doc1) tfidf(carro,Doc2) tfidf(carro,Doc3)
27*2.65 = 71.55 4*2.65 = 10.60 24*2.65 = 63.60

archivo
tfidf(archivo,Doc1) tfidf(archivo,Doc2) tfidf(archivo,Doc3)

3*3.08 = 9.24 33*3.08 = 101.64 0*3.08 = 0

documento
tfidf(documento,Doc1) tfidf(documento,Doc2) tfidf(documento,Doc3)

14*2.50 = 0*2.50 = 0 17*2.50 = 42.50

museo
tdidf(museo, Doc1) tfidf(museo, Doc2) tdidf(museo, Doc3)

0*2.62 = 0 33*2.62 = 86.46 29*2.62 = 75.98

Tabla 1.1: Ejemplo del cálculo TF-IDF correspondiente a 4 términos presentes en una colección de
806 documentos, el cálculo TF-IDF se realiza para los documentos Doc1, Doc2 y Doc3.

Ante estos problemas, surgen los modelos de representación latente como Latent Semantic Analysis
[4], que logran generar vectores densos en dimensiones relativamente bajas y que agrupan vectores
de palabras semejantes, estableciendo semejanzas mucho más claras.

En los últimos años, han surgido modelos basados en redes neuronales que permiten lograr este
tipo de representaciones de palabras, mediante vectores densos. Mediante la aplicación de Redes
Neuronales Artificiales en el PLN se han propuesto modelos para crear representaciones incrustadas
de palabras. Tal es el caso de Word2Vec [5] el cual tiene dos implementaciones, cada una con ciertas
ventajas y desventajas:

El modelo Continuo de Bolsa de Palabras (CBOW por sus siglas en inglés) que predice la
palabra actual dado el contexto. Esta implementación se desempeña mejor para analoǵıas
sintácticas.

El modelo Skip-Gram que predice el contexto circundante dada la palabra actual. Esta im-
plementación funciona mejor en analoǵıas semánticas.

Si se desea representar aspectos más finos del lenguaje, el modelo Word2Vec está limitado como
se ilustra en la Tabla 1.2. En esta tabla se muestra un ejemplo de dos frases, una de las cuáles
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Texto entrada Palabra objetivo Ventana contexto, k = 2
Ayer mi t́ıo anduvo en bicicleta anduvo t́ıo, bicicleta
Ayer mi bicicleta anduvo en t́ıo anduvo bicicleta, t́ıo

Tabla 1.2: Visualización de construcción de conjunto de entrenamiento del modelo CBOW

carece de sentido pragmático; sin embrago, para Word2Vec el modelado seŕıa el mismo para cada
una de las palabras, ya que el contexto es idéntico en ambas construcciones sintácticas.
Este ejemplo ilustra el problema que se estará tratando en este trabajo, el cual se describe en detalle
en la siguiente sección.

1.2. Planteamiento del problema

En textos escritos en lenguaje natural, las palabras están relacionadas entre si ya sea mediante
relaciones sintácticas, relaciones gramáticales o relaciones semánticas. La Figura 1.1 nos muestra
el árbol de dependencias gramaticales [6] y la estructura de la frase “en la peĺıcula viernes 13, el
personaje Jason usó un cuchillo afilado para...”. Por ejemplo, la tripleta (cuchillo, amod , afilado
) extraida de la Figura 1.1 nos indica que “cuchillo” se relaciona con “afilado” mediante la relación
amod, es decir, que “afilado” es un adjetivo que modifica al sustantivo “cuchillo”. La Tabla 1.3
muestra la extracción de 2 tripletas, en la primera tripleta la relación involucrada es amod que
significa “adjetivo modificador” y en las segunda, la relación involucrada es obj que significa “objeto
de verbo”.

Figura 1.1: Árbol de dependencias gramaticales

Sujeto Relación Objeto
cuchillo amod afilado
cortar obj cuchillo

Tabla 1.3: Ejemplos de relaciones gramáticales entre palabras

El ejemplo de la Tabla 1.2 muestra claramente que existe una relación entre las palabras que,
dependiendo de la estructura sintáctica de la frase, una de ellas tendrá más sentido que la otra
desde un punto de vista semántico. Por ejemplo, la relación entre “t́ıo” y “bicicleta” tendrá sentido
si “t́ıo” es sujeto de “anduvo” y “bicicleta” es objeto de “anduvo”, pero careceŕıa de sentido si
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“bicicleta” fuera sujeto y “t́ıo” fuera objeto. La asociación semántica A-sujeto tiene relación con
B-objeto, es correcta cuando A=t́ıo, B=bicicleta, pero no lo es en caso contrario. Como podemos
ver, A y B están vinculados mediante una relación R, que tiene sentido si la tripleta (A,R,B) existe,
pero (B,R,A) no existe.

El problema que nos concierne en esta tesis es estudiar la forma en que podemos modelar
relaciones entre palabras, y más generalmente, relaciones entre entidades de texto, lo que algoritmos
como Word2Vec no pueden hacer de manera directa.
De esta forma, tenemos tres tipos de relación entre palabras que a continuación definiremos.
Al observar una relación R para dos pares de palabras (por ejemplo, R = amod de la Tabla 1.3)
se define un conjunto E (por ejemplo {cuchillo, cortar, afilado} de la Tabla 1.3) de entidades que
están involucradas con la relación R. Usando esta notación, definimos tres tipos de relaciones:

R es una relación de tipo asimétrica si para todo par de palabra w1, w2 en E si se cumple que
w1 está relacionado con w2 mediante R, entonces w2 no se debe relacionar con w1 a través de
R (en esta dirección). Formalmente, ∀x, y ∈ A : xRy, entonces yRx no existe.

R es una relación de tipo simétrica si para todo par de palabra w1, w2 en E si se cumple
que w1 está relacionado con w2 mediante R, entonces w2 también está relacionado con w1 a
través de R (en esta dirección). Formalmente, ∀x, y ∈ A : xRy → yRx.

R es una relación de tipo antisimétrica si para todo par de palabra w1, w2 en E si se cumple
que w1 está relacionado con w2 mediante R y w2 también está relacionado con w1 a través de
R, en esta dirección, entonces w1 es igual a w2. Formalmente, ∀x, y ∈ A : xRy∧yRx→ x = y.

Como se puede observar en la Tabla 1.2 el modelo Word2Vec solo es capaz de modelar relaciones
de tipo simétricas. Sin embargo, en el lenguaje natural las palabras no guardan relaciones de tipo
simétricas entre śı. Retomando el ejemplo (cuchillo, amod, afilado) de la Tabla 2, si la relación
amod fuese de tipo simétrica entonces afilado se relacionaŕıa con cuchillo a través de amod (en esta
dirección) lo cual es falso porque “cuchillo” no es adjetivo y “afilado” no es sustantivo. De esta
forma podemos concluir que la relación amod es de tipo asimétrica.
A este estudio de relaciones entre palabras se le conoce como Modelado de relaciones, el cual se
describe a continuación.

1.2.1. Modelado de relaciones

Dado un conjunto de tripletas, por ejemplo Tabla 1.3, definido como Ω, se construyen los si-
guientes conjuntos.

El conjunto de entidades, definido por E = {e1, e2, . . . , en}. Es decir, los sujetos y objetos
únicos en Ω. Por ejemplo, de la Tabla 1.3 E = {cuchillo, cortar, afilado}.

El conjunto de relaciones, definido por R = {r1, r2, . . . , rm}. Es decir, las relaciones únicas
existentes en Ω. Por ejemplo, de la Tabla 1.3 R = {amod, obj}.

A partir de esto, se construye un tensor de tercer orden X que modela m relaciones entre n enti-
dades, tal que m = |R| y n = |E|, de la siguiente forma.
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Para cada relación r ∈ R, se contruye una matriz Xr de tamaño n×n, donde las filas y columnas
corresponden a la estidades en E, tal que cada entrada (i,j) de la matriz Xr es un valor del conjunto
{−1, 1}. Es decir,

Xr =

{
1 si (ei, r, ej) ∈ Ω

−1 en otro caso
,

donde ei y ej son entidades sujeto y objeto, respectivamente, existentes en E.

Por ejemplo, la matriz Xamod modela la relación “amod” entre las entidades E = {cuchillo,
cortar, afilado} extráıdas de la Tabla 1.3.

Xamod =

−1 −1 1
−1 −1 −1
−1 −1 −1


Ante este estudio de Modelado de relaciones han surgido modelos capaces de crear representaciones
incrustadas de palabras usando el modelado de relaciones en su forma tensorial.
A continuación, se mencionan 3 modelos.

1.3. Estado del arte

El primer modelo [7] a describir, está basado en el marco de la Memoria Distribuida [8](MD por
sus siglas). El marco de la MD representa la distribución de la información en un corpus como un
tensor de tercer orden, es decir, un objeto ternario que toma la forma de tripletas (sujeto, relación,
objeto) a la que se le asigna un peso w que codifica el número de coocurrencias entre palabras. En
la Tabla 1.4 se pueden observar unos ejemplos. Por ejemplo, el tensor del MD contiene la tripleta
(knife,nmod− 1,sharp) lo que indica que la palabra “sharp” ocurre en el corpus como adjetivo de
“knife” con un peso de 156.63. Éste peso nos indica que “sharp” es el adjetivo que más coocurre
con el sustantivo “knife”.

Subject Relation Object w
knife nmod sharp 156.63
knife is sharp 80.07
knife nmod blunt 69.66

Tabla 1.4: Ejemplos de tripletas MD para el sustantivo knife

El enfoque propuesto es construir incrustaciones de palabras de la siguiente forma.
Sean N el vocabulario de sustantivos y A en vocabulario de adjetivos extráıdos del tensor MD, con
nA = |A|. La j−ésima palabra en el vocabulario de sustantivos se representada por un vector con
entradas reales y de dimensión nA, construido de la siguiente forma.
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Donde adji,j es calculado a partir del peso w asociado a la tripleta (j,nmod,i), que corresponde al
sustantivo j ∈E y al adjetivo i ∈ A del tensor MD.
Por ejemplo, “knife” es la entrada 10343 del vocabulario de sustantivos y una visualización parcial
de su incrustación se muestra a continuación, donde al lado derecho se muestran algunos adjetivos
relacionados con la palabra “knife” [7].

De aqúı se puede observar que “sharp” es el adjetivo que tiene mayor influencia en la repre-
sentación vectorial del sustantivo “knife”. Esto porque la entrada correspondiente a “sharp” en el
vector e10343 es el máximo..
La construcción de las incrustaciones de palabras es un procedimiento que se realiza con el tensor
MD, y se ejecuta en tres pasos:

1. Extracción de una lista de sustantivos.

2. Extracción de una lista de adjetivos.

3. Construcción de la matriz de incrustación.

Este modelo basado en MD goza de las propiedades de las incrustaciones de palabras aprendi-
das, y al mismo tiempo su proceso de construcción es comprensible, a diferencia de modelos que
utilizan Redes Neuronales Artificiales. Sin embargo, solo modela relaciones entre palabras de tipo
nmod u otro, pero solo una relación a la vez.

El segundo modelo por presentar es el modelo RESCAL [9] el cual es un modelo de datos mul-
tirrelacionales. El enfoque propuesto es a través de una factorización tensorial de rango r que tiene
en cuenta la estructura de los datos relacionales.
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Formalmente, dado un conjunto de tripletas Ω con su respectivo conjunto de entidades E y rela-
ciones R. Se construye el tensor X que modela m relaciones entre n entidades existentes en Ω, con
m = |R| y n = |E|. Cada matriz Xk del tensor X se factoriza como:

Xk = ARKA
T , para k = 1, . . . ,m.

Donde A es una matriz de tamaño n × r que contiene las representaciones de los componentes
latentes de las entidades en E . La matriz Rk es una matriz asimétrica que modela las interacciones
de los componentes latentes en la k-ésima relación en R.
Las matrices A y Rk se calculan resolviendo el problema de minimización con regularización

mı́n
A,Rk

f(A,Rk) + g(A,Rk) (1.1)

donde

f(A,Rk) =
1

2

∑
k

(
∥∥Xk −ARkAT

∥∥2
) (1.2)

y el término de regularización g es

g(A,Rk) =
1

2
λ(‖A‖2 +

∑
k

‖Rk‖2). (1.3)

Este modelo a diferencia del anterior no limita a un vocabulario, tampoco se limita a un solo
tipo de relación. Sin embargo, por el teorema espectral para matrices ortogonalmente diagonali-
zables, sabemos que cada matriz Xk es simétrica, lo cual implica que este modelo sólo modela
relaciones simétricas. Dado que el interés del presente proyecto es modelar relaciones asimétricas o
antisimétricas, el modelo RESCAL no es adecuado.

El tercer modelo, el modelo de estudio del presente proyecto, es el modelo ComplEx [10] que a
continuación se describe.

Dado un conjunto de tripletas Ω con su conjunto de entidades E y conjunto de relaciones R. Se
construye el tensor X que modela m relaciones entre n entidades existentes en Ω. En este contexto,
el objetivo del modelo ComplEx es determinar si una tripleta (s, r, o) ∈ Ω existe. Es decir, predecir
la entrada Xs,r,o correspondiente a la tripleta (s, r, o) a través de una función de puntuación definida
como φ.
ComplEx propone una factorización tensorial de componentes latentes de un tensor, utilizando la
diagonalización unitaria para la factorización. La cual se describe con mayor detalle en la Sección
2.1.
El modelo ComplEx fue propuesto para crear representaciones incrustadas de las entidades en E y
las relaciones en R, creando representaciones en el dominio complejo. Al utilizar la factorización en
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el dominio complejo, el modelo ComplEx es capaz de factorizar matrices que modelan relaciones
de tipo asimétricas (por ejemplo, relaciones gramaticales entre palabras) o incluso antisimétricas.
A diferencia del modelo RESCAL el cual solo factoriza matrices que modelan relaciones simétricas.
Debido a que las relaciones simétricas y antisimétricas son el interés del presente proyecto, se elegió
ComplEx para el estudio de las relaciones discursivas.

En este contexto, ahora se describe la hipóstesis que se plantea en esta tesis.

1.4. Pregunta de investigación

¿Puede el modelo ComplEx modelar relaciones lingǘısticas de un grado de abstracción mayor
que el derivado de coocurrencias léxicas, como relaciones léxico-gramaticales y semánticas?

1.5. Hipótesis

Si podemos encontrar una forma de representar relaciones discursivas, entonces el modelo Com-
plEx nos permitirá analizar geométricamente estas relaciones.

1.6. Objetivos

A continuación se describen los objetivos que se pretenden lograr en el presente proyecto.

1.6.1. Objetivo general

Estudiar las representaciones generadas por ComplEx para relaciones discursivas.

1.6.2. Objetivos espećıficos

Modelación de rasgos lingǘısticos para relaciones discursivas.

Implementación del modelo ComplEx.

Analizar las representaciones construidas por el modelo.
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Marco teórico

2.1. Modelo de estudio: ComplEx

Una matriz real cuadrada X se factoriza como EWET , esta factorización es usada en matrices
simétricas reales, las cuales modelan relaciones simétricas. Ya que el interés de este proyecto es mo-
delar relaciones de tipo asimétricas y antisimétricas, la factorización de matrices reales simétricas
no es útil en este caso. Por lo cual se necesita una factorización de matrices cuadradas reales utili-
zando la diagonalización unitaria, una generalización de la diagonalización ortogonal para matrices
complejas. Esta generalización permite una factorización de matrices cuadradas reales arbitrarias,
es decir, matrices simétricas, asimétricas y antisimétricas.

Una matriz X ∈ Cn×n es unitariamente diagonalizable si y solo si puede ser escrita como

X = EWE∗,

donde E,W ∈ Cn×n tal que W es diagonal y E es una matriz unitaria. Una matriz es unitaria si
cumple que la matriz por su traspuesta es igual a la matriz identidad.

El Teorema Espectral para matrices normales dice que una matriz X cuadrada compleja es
unitariamente diagonalizable si y solo si X es normal. Por lo cual todas las matrices reales son nor-
males, más aún el conjunto de todas las matrices normales incluye todas las matrices antisimétricas
reales y muchas otras matrices que son útiles para representar diferentes tipos de relaciones, por
ejemplo relaciones asimétricas.
Se generaliza, mostrando que para cualquier X ∈ Rn×n existe una diagonalización unitaria en el
dominio complejo cuya parte real es igual a X.

X = Re(EWE∗)

En otras palabras, la diagonalización unitaria se proyecta sobre el subespacio real.

El modelo ComplEx [10] hace uso de esta factorización, por lo que es capaz de modelar relaciones
simétricas, antisimétricas o asimétricas. El enfoque de este modelo es el siguiente.
Dado un conjunto de tripletas Ω con su respectivo conjunto de entidades E y relaciones R. Se
construye el tensor X que modela m relaciones entre n entidades existentes en Ω, con m = |R| y
n = |E|.
Cada matriz Xr del tensor X, se factoriza como

Xr = Re(EWrE
∗), donde r = 1, . . . ,m, tal que

La matriz E ∈ Cn×k contiene las representaciones incrustadas de las entidades. Es decir, la
i-ésima fila de E corresponde a la i-ésima entidad en E .

11
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Cada matriz Wr ∈ Ck×k representa la r-ésima relación en R.

De esta forma, la función de puntuación φ para la tripleta (s, r, o) ∈ Ω queda de a siguiente forma.

φ(s, r, o) = Re(< wr, es, eo >),donde (2.1)

Los vectores es, eo ∈ Ck son las representaciones incrustadas de las entidades s y o, respecti-
vamente. También, son filaes de la matriz E.

El vector wr = diag(Wr) ∈ Cn×k es la representación inscrustada de la r−ésima relación en
R.

El valor k es un hiperparametro de rango, es la dimensión de incrustación para las entidades
y relaciones.

Los parámetros a aprender, denotado por Θ, en el modelo ComplEx son

Θ = {ei, wr ∈ Ck|i ∈ E y r ∈ R}.

Desarrollando la ecuación 2.1 se tiene

φ(s, r, o) = < Re(wr), Re(es), Re(eo) >
+ < Re(wr), Im(es), Im(eo) >
+ < Im(wr), Re(es), Im(eo) >
− < Im(wr), Im(es), Re(eo) >.

De esta forma la función de puntación φ solo involucra vectores reales correspondientes a las
partes reales e imaginarias de las incrustaciones de entidades y relaciones. El conjunto de paráme-
tros Θ queda de la siguiente forma:

Θ = {e′i, e′′i , w′r, w′′r ∈ Rk|i ∈ E y r ∈ R},

donde e′i = Re(ei), e
′′
i = Im(ei), w

′
r = Re(wr) y w′′r = Im(wr).

Los parámetros Θ se calculan resolviendo un problema de optimización, utilizando el descenso
de gradiente estocástico. Las actualizaciones de la taza de aprendizaje se realizan con el algoritmo
AdaGrad [11]. Optimizando la probabilidad logaŕıtmica negativa de la función φ con una regulari-
zación L2 en los parámetros. La optimización es aplicada a cada tripleta (r, s, o) ∈ Ω y su etiqueta
y, que corresponde a la entrada Xr,s,o en el tensor que modela las relaciones. La función a optimizar
es

γ(r, s, o; Θ) =
∑

((r;s;o);y)

log(1 + e−yφ(r,s,o;Θ)) + λ ‖Θ‖ , (2.2)

donde λ ∈ R+ es el parámetro de regularización.
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2.2. Red semántica WordNet

WordNet [12] codifica relaciones semánticas entre palabras mediante un grafo. Usa las cate-
goŕıas sintácticas sustantivo, verbo, adjetivo y adverbio. WordNet incluye las siguientes relaciones
semánticas:

Sinonimia: Relación básica en WordNet, utiliza conjuntos de sinónimos (synsets) para repre-
sentar los sentidos de las palabras.

Antonimia: Relación entre formas de palabras, es útil para organizar los significados de adje-
tivos y adverbios.

Hiponimia e hiperonimia: Incluye relaciones transitivas entre synsets, es útil para organizar
los significados de los sustantivos en una estructura jerárquica.

Meronimia y holonimia: Relaciones semánticas complejas. WordNet distingue partes compo-
nentes, partes sustantivos y partes de miembros.

WordNet también es conocido como un grafo de conocimiento. Este grafo de conocimiento no está
completo, ya que existen muchas relaciones entre palabras faltantes. Con la finalidad de completar
este tipo de grafos surge el Aprendizaje Relacional Estad́ıstico, cuyo objetivo es predecir las re-
laciones faltantes con el aprendizaje de las relaciones existentes. El modelo RESCAL y el modelo
ComplEx han sido entrenados con la red WordNet para realizar puntos de referencia.

2.3. Técnica de reducción de dimensionalidad: t-SNE

El algoritmo t-distributed Stochastic Neighbor [13] (t-SNE) es un método de reducción de di-
mensionalidad, utilizado principalmente para la visualización de datos.
Sea X el conjunto de puntos, tal que Xi ∈ Rn, donde i = 1, . . . ,m. El algoritmo se divide en 3
etapas, que son las siguientes:

1. La primera etapa del algoritmo es calcular las distancias euclidianas entre cada par de puntos
(Xi,Xj) para i = 1, . . . ,m y j = i+1, . . . ,m. Tomando estas distancias y transformándolas en
probabilidades condicionales que representan la similitud entre cada punto. Esto para evaluar
qué tan similares son cada dos puntos en los datos, en otras palabras, qué tan probable es
que sean vecinos.
La probabilidad condicional de que el punto Xj este cercano al punto Xi está representada
por un gaussiano centrado en Xi. Formalmente, la probabilidad pj|i se define como:

pj|i =
e−‖Xi−Xj‖2/2σ2

i∑
k 6=i e

−‖Xi−Xk‖2/2σ2
i

A partir de las probabilidades condicionales creadas, calculamos la Distribución de Probabi-
lidad Conjunta P , de la siguiente forma:

Pj|i =
pj|i + pi|j

2m
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2. En la segunda etapa se crean los datos en una dimensión reducida.
Construimos el conjunto Y de puntos aleatorios con la misma cantidad de puntos que en
existen el conjunto original, donde cada punto esta en Rk, donde k es la nueva dimensión
y calculamos también una Distribución de Probabilidad Conjunta para estos nuevos puntos
definida a partir de las probabilidades condicionales qj|i.
La probabilidad condicional qj|i que se define para estos nuevos datos es mediante la distri-
bución t (de Student), es de la siguiente forma:

qij =
e−‖Yi−Yj‖2∑
k 6=i e

−‖Yi−Yk‖2

3. En la tercera etapa se corrigen los punto en Y de modo que su Distribución de Probabilidad
Conjunta sea lo más similar posible a la de los datos originales. Esto se realiza utilizando
el Descenso de Gradiente Estocástico. La función de error que el Descenso de Gradiente
intenta minimizar es la divergencia Kullback-Leiber (divergencia KL) de la distribución de
probabilidad conjunta P del espacio original y Q del espacio de baja dimensión. La función
de costo se define de la siguiente forma:

C =
∑
iKL(Pi|Qi) =

∑
i

∑
j pij log(

pij
qij

)

A partir de esta optimización, obtenemos el conjunto Y , donde Yi ∈ Rk.
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Metodoloǵıa

3.1. Corpus de Relaciones discursivas

El corpus utilizado es el Penn Discourse Treebank-3 [14] el cual es un corpus a gran escala anota-
do con información relacionada con la estructura y semántica del discurso. El PDTB-3 se enfoca en
codificar las relaciones del discurso, la metodoloǵıa de anotación utilizada sigue un enfoque basado
en el léxico con el fin de permitir que el corpus se utilice dentro de diferentes marcos teóricos. Cada
relación discursiva en el corpus se anota independiente de otras relaciones, es decir, la dependencia
entre relaciones no está marcada.
Se considera que en una relación discursiva existen dos segmentos de discurso (párrafos, oraciones
o frases subordinadas) que están relacionados por un conectivo expĺıcito (ver ejemplo 1) ó impĺıcito
(ver ejemplo 2).
En general, cada documento en el corpus consta al menos de los siguientes tres elementos: El primer
argumento de la relación (Arg1) escrito en cursiva; el conectivo o marcador en la relación discursiva,
que está subrayado y viene acompañado de información entre paréntesis sobre el tipo (expĺıcito o
impĺıcito) y sentido de la relación; el segundo argumento (Arg2) escrito en negrita.

Ejemplo (1) The Manhattan U.S. attorney’s office stressed criminal cases from 1980 to 1987,
averaging 43 for every 10,000 adults.
(Explicit, Contrast)
But the New Jersey U.S. attorney average 16.

Ejemplo (2) So far, the mega-issues are a hit
(Implicit, Instantation, For example)
Earlier this year, Tata Iron & Steel Co.’s offer of $ 355 million of convertible deben-
tures was over subdescribed.

En el caso de que el marcador discursivo sea de tipo impĺıcito en una relación, los anotadores
agregaron en paréntesis el marcador discursivo más adecuado para la relación discursiva, como en el
ejemplo 2 el marcador es For example. El PDTB-3 posee 29818 relaciones discursivas; combinando
relaciones discursivas con marcadores expĺıcitos e impĺıcitos. Las relaciones discursivas están dividas
por categoŕıas. En la Figura 3.1 se puede observar la jerarqúıa de la categoŕıa Comparación. Las
relaciones discursivas utilizadas en el presente proyecto son de categoŕıa Comparación, espećıfica-
mente las de tipo contraste.

A continuación, vamos a describir el proceso que seguimos para alcanzar nuestros objetivos. Lo
primero es representar cada documento de manera adecuada, para poder extraer información sobre
las relaciones discursivas de interés. Para ello, por cada documento se extraen los tres elementos
antes mencionados y se forma una tripleta (Arg1, conectivo, Arg2). La Tabla 3.1 muestra ejemplos

15
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Figura 3.1: Ejemplo de los niveles (separados por un punto) para la categoŕıa Comparación

de tripletas.

Arg1 conectivo Arg2
The Manhattan U.S. ... adults but the New Jersey ... 16

... ... ...
So far, the ... hit For example Earlier this year, ... subdescribed

Tabla 3.1: Conjunto de relaciones discursivas

Una vez realizado el proceso anterior, se observaron las siguientes caracteŕısticas en el conjunto
de tripletas:

Se obtuvieron 1702 tripletas.

Los marcadores discursivos encontrados son: however, although, but, nevertheless, while, whe-
reas, by contrast, in comparison, by comparison, in contrast, in fact, as, on the contrary, yet,
if, and, on the other hand y still.

Para una tripleta (Arg1, conectivo, Arg2), el Arg1 nunca se repite en otra tripleta y el Arg2
produce el mismo fenómeno.

Para una tripleta (Arg1, conectivo, Arg2), el Arg1 nunca aparece en otra tripleta como
argumento 2, y viceversa.

Unos de los objetivos de este proyecto es observar si existen patrones que nos permitan saber
distinguir un marcado discursivo de otro. Por ejemplo, diferenciar patrones entre relaciones dis-
cursivas con marcador “but” y “on the other hand”. Si trabajamos con las tripletas tal y como
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aparecen en la Tabla 3.1, dif́ıcilmente podremos extraer información útil, ya que como se puede
apreciar, en el lenguaje natural hay muy pocos patrones que podŕıamos identificar a nivel léxico.
Debido a esto, se propuso un método de representación para argumentos el cual se describe en la
siguiente sección.

3.2. Señales léxicas

Se realizó la creación de una serie de conjuntos, elegidos a partir de 4 rasgos lingǘısticos (señales
léxicas) espećıficamente el tipo de palabra o la categoŕıa gramatical de la palabra, de la siguiente
forma.
Definimos a V como el vocabulario de los argumentos Arg1 y Arg2 en todas las tripletas de la Tabla
3.1. Para cada palabra w ∈ V tal que w es un adjetivo, sustantivo, verbo o adverbio creamos el
conjunto

Para obtener los sinónimos de w se utilizó la relación de sinónimia que WordNet posee. Para
obtener los antónimos se utilizó la relación de antonimia en WordNet. Ejemplos de estos conjuntos
se pueden observar en la Figura 3.2.

(a) Conjunto de ad-
jetivos

(b) Conjunto de
sustantivos

(c) Conjunto de ver-
bos

(d) Conjunto de ad-
verbios

Figura 3.2: Ejemplos de conjuntos por señales léxicas.

Los conjuntos tienen la siguiente caracteŕıstica: si w es un adjetivo entonces la parte izquierda y
la parte derecha del conjunto Ci solo contiene adjetivos, si w fue un sustantivo entonces el conjunto
Ci contiene palabras que son sustantivos; la misma caracteŕısta se refleja para el caso de las señales
verbo y adverbio. Después de la creación de los conjuntos se obtuvo lo siguiente:

Se obtuvieron 1413 conjuntos.

Cada conjunto contiene al menos un elemento en su lado izquierdo y en su lado derecho.

El conteo de conjuntos por señales léxicas es el siguiente: son 248 conjuntos de adjetivos, 531
conjuntos de sustantivos, 588 conjuntos de verbos y 46 conjuntos de adverbios.

Lo siguiente que se realizó, fue un ordenamiento de los conjuntos de acuerdo a su POS.
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Los primeros 248 son conjuntos que corresponden a palabras con POS adjetivo, los siguientes
531 son conjuntos que corresponden a palabras con POS sustantivo, los siguientes 588 a POS verbo
y los últimos 46 a POS adverbio.

3.3. Representación de argumentos

Con la ayuda de los conjuntos ordenados, se crearon las representaciones de los argumentos de
la siguiente manera.
Para cada argumento A en la Tabla 3.1, le asignamos una representación inicial con la siguiente
estructura.

Recorremos cada palabra w ∈ A, si w pertenece a un conjunto Ci hay dos opciones.
Si w está del lado izquierdo del conjunto Ci, sumamos 1 en la posición i-ésima de la represen-

tación de A. El resultado es de la siguiente forma.

Si w está del lado derecho del conjunto Ci, restamos 1 en la posición i-ésima de la representación
de A. El resultado es de la siguiente forma.

De esta manera construimos el conjunto de tripletas, definido como Ω, en la cual podemos ob-
servar los siguientes patrones debido a las señales léxicas seleccionadas al constrúır los conjuntos.

Para cada tripleta (RArg1, conn, RArg2) en Ω, RArg1 se repite en otra tripleta ocupando el
mismo lugar en ella; lo mismo sucede con RArg2.
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Para cada tripleta (RArg1, conn, RArg2) en Ω, RArg1 se repite en otra tripleta como RArg2 y
viceversa.

Como se mencionó en la sección 3.1, el objetivo es observar patrones que nos permitan distinguir
marcadores discursivos de otros. Por lo cual se propuso este método de representación a través de
las señales léxicas adjetivo, sustantivo, verbo y adverbio en el texto. Esto con el fin de comprobar
si estas señales son adecuadas para realizar distinción entre relaciones discursivas con diferentes
marcadores discursivos.

3.4. Relación semántica: sinonimia-antonimia

El segundo rasgo que se estudió en las relaciones discursivas, es la relación semántica de
sinonimia-antonimia entre argumentos de una tripleta en el conjunto Ω (definido en la sección
anterior). La relación semántica se estudio de la siguiente forma.
Para cada tripleta (Arg1, conn, Arg2) tenemos una representación rala de los argumentos Arg1 y
Arg2 la cual puede ser vista como un vector de 1413 entradas, por ejemplo

Arg1 = (−1, 0, 1, 0, ..., 0,−1, 1, 0)
Arg2 = (1,−1, 1, 0, ..., 0, 0,−1, 0).

Para detectar la sinonimia y antonimia en la tripleta realizamos el producto elemento a elemento,
por ejemplo

Arg1 ∗Arg2 = (−1, 0, 1, 0, ..., 0, 0,−1, 0).

Del cual obtenemos lo siguiente:

Contamos la cantidad de “1” en el resultado del producto, y lo definimos como nsin. Este
número nos indicará si existe sinonimia entre Arg1, Arg2 y el grado en que existe. En el
ejemplo anterior, nsin = 1 el cual indica que śı existe sinonimia entre los argumentos y el
grado es 1.

Contamos la cantidad de “-1” en el resultado del producto, y lo definimos como nant. Este
número nos indicará si existe antonimia entre Arg1, Arg2 y el grado. En el ejemplo, nsin = 2
el cual indica que śı existe antonimia y el grado es 2.

De esta forma, a la tripleta (Arg1, conn, Arg2) le asignamos una representación bidimensional
(nsin, nant) en términos de sinonimia y antonimia. Se propuso este segundo rasgo para ver si es
posible observar diferentes patrones en las relaciones discursivas por marcador discursivo.

3.5. Conjunto de entrenamiento para cada señal léxica

Las señales léxicas (tipo o categoŕıa gramatical de una palabra) utilizadas son: adjetivo, sustan-
tivo, verbo y adverbio. Cada argumento A tiene una representación de longitud 1413, esta repre-
sentación se puede dividir en 4 partes debido al ordenamiento realizado en los conjuntos (definidos
en la sección 3.2) de acuerdo con su POS; esta división se observa de la siguiente forma.
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Con esta división realizada, se crearon 4 modelos entrenados independientemente, mediante 4
conjuntos de entrenamiento, usando las representaciones de cada señal léxica, ver Figura 3.3.

(a) (b) (c) (d)

Figura 3.3: Representaciones por señal.

3.6. Propiedades geométricas de las incrustaciones

Dada la tripleta (s, r, o) queremos saber si se satisface que

vec(s) + vec(r) ≈ vec(o). (3.1)

Esta operación implica que, si tenemos el vector sujeto, el vector relación y el vector objeto (ejemplo
en la Figura 3.4(a) para el caso de dos dimensiones). Entonces la proyección del vector sujeto sobre
el vector relación y el vector objeto sobre el vector relación aparecen en cierto orden con respecto
al vector relación, como se observa con el punto naranja y azul de la Figura 3.4(a). Por lo tanto,
para saber si se satisface la ecuación 3.1 se necesita observar el orden en que están las proyecciones;
si los puntos naranjas aparecen después de los puntos azules, entonces la ecuación 3.1 se satisface.
Por ejemplo, las nubes de puntos de las proyecciones podŕıan tener el orden mostrado en la imagen
3.4(b), en este caso la ecuación 3.1 se satisface. Se realizó un conjunto de proyecciones para todas
las tripletas, separando datos por marcadores discursivos y aplicado a cada modelo de las señales
léxicas.
Se utilizaron las siguientes medidas de calidad, para observar que tan bien estas proyecciones

producen el orden deseado.

Proyección positiva: como el punto naranja (proyección del objeto sobre la relación) debe
quedar después del punto azul (proyección del sujeto sobre la relación).Para comprobar si el
orden de las proyecciones es el correcto hacemos lo siguiente. Por cada tripleta, obtenemos la
proyección naranja y azul. Restamos el valor de la proyección naranja al valor de la proyección
azul. Si la resta es negativa, entonces el orden de la proyección es el correcto. Hacemos esto
con todas las tripletas y calculamos la proporción de las restas que dan resultado negativo.
Definimos está proporción como Proy. Pos.
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(a) (b)

Figura 3.4: Ejemplos de las propiedades geométricas.

Error promedio: Se define como el promedio de las distancias entre vec(s) + vec(r) y vec(o),
calculadas por cada tripleta utilizando la distancia angular. Esta medida nos indica cual es el
error en la ecuación 3.1. Definimos esté promedio de distancias como Err. Prom.
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Resultados

4.1. Relaciones discursivas

Se realizó un estudio para determinar qué tipo de relación (simétrica, asimétrica, antisimétrica)
es cada marcador discursivo para cada representación realizada con las señales léxicas. Esto con el
fin de determinar si estas representaciones de argumentos son útiles para utilizar el modelo Com-
plEx. Recordemos que este modelo es útil para relaciones que son de tipo simétricas, asimétricas y
antisimétricas.
El resultado se colocó en la figura 4.1. Podemos observar que la mayoŕıa de los marcadores dis-

Figura 4.1: Resumen de tipo de relación por marcador discursivo y señal léxica

cursivos son de tipo asimétricos, esto para cada representación realizada con las señales. Con este
resultado se comprobó que el método de representación de argumentos propuesto en el presente
proyecto es útil para utilizar el modelo ComplEx ya que fue propuesto para aprovechar este tipo de
relaciones, a diferencia del modelo RESCAL y el modelo Word2Vec. En el caso de las representacio-
nes realizadas por las señales sustantivo y adjetivo se observó que algunas tripletas con diferentes
marcadores discursivos cumplen con las caracteŕısticas de tipo antisimétrica.

23
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4.2. Visualización de las propiedades geométricas

Los conjuntos de proyecciones, uno por cada modelo de señal, se graficaron en una gráfica de
tipo violintplot. Se observaron tres fenómenos principales, los cuales son los siguientes.

El primer fenómeno observado es el que corresponde con la relación deseable, donde las pro-
yecciones están en el orden correcto. Por ejemplo, el primer vioĺın de la Figura 4.2(a) para la
relación “although” en el modelo de señal verbo muestra un ejemplo de este primer fenómeno.
En este ejemplo, la medida Proy. Pos. nos indica que el 100 % de las proyecciones quedan en
el orden correcto.

El segundo fenómeno, el cual predomina más, es en el que las proyecciones quedan muy juntas
o incluso pueden estar encimados puntos azules y naranjas. Por ejemplo, el segundo vioĺın
de la Figura 4.2(a) para la relación “while” en el modelo de señal verbo. En este ejemplo, la
medida Proy. Pos. indica que el 66 % de las proyecciones están en el orden correcto.

El tercer fenómeno, el fenómeno no deseado, es el fenómeno inverso del primero. Por ejemplo,
el tercer vioĺın de la Figura 4.2(a) para la relación “still” en el modelo de señal verbo. En
este ejemplo, la medida Proy. Pos. indica que el 40 % de las proyecciones están en el orden
correcto.

La medida Err. Prom, en los tres fenómenos nos va indicando que: para el primer fenómeno el error
es pequeño; para el segundo fenómeno el error es significativamente mayor al primer fenómeno;
para el tercero y último fenómeno, en algunos casos el error se observa marcadamente menor al del
primer fenómeno, ya que éste es inverso de aquél.
Para los modelos restantes de las señales adverbio, sustantivo y adjetivo se muestran estos tres
fenómenos en la Figura 4.2(b), 4.2(c) y 4.2(d) respectivamente.

4.3. Señales léxicas

En cada modelo entrenado, uno por cada señal, se observaron diferentes comportamientos en el
resultado de las incrustaciones. Por ejemplo, el comportamiento de las entidades involucradas con el
marcador discursivo “on the other hand” para el modelo de la señal verbo se ve en la Figura 4.3(a).
El comportamiento de las entidades con respecto al mismo marcador discursivo para el modelo de
la señal adverbio se ve en la Figura 4.3(b). En este caso, para las señales verbo y adverbio, se notó
un comportamiento similar. Esto debido que en ambos conjuntos de entrenamiento el conjunto de
entidades; es decir, los argumentos 1’s y los argumentos 2’s únicos, contienen muy pocos. En ambos
casos, los sujetos ó argumentos 1’s y los objetos ó argumentos 2’s se repiten con mucha frecuencia
cumpliendo el mismo rol.

El comportamiento de las entidades involucradas con el marcador discursivo “on the other hand”
para el modelo de la señal sustantivo se ve en la Figura 4.4(a). El comportamiento de las entidades
con respecto al mismo marcador discursivo para el modelo de la señal adjetivo se ve en la Figura
4.4(b).

Finalmente, aqúı se observó que las incrustaciones de entidades para las señales sustantivo y
adjetivo producen un comportamiento similar. En este caso, en ambos conjuntos de entrenamien-
to, las entidades no se repiten con frecuencia. También, en comparación a las señales anteriores,
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(a) (b)

(c) (d)

Figura 4.2: Gráficas de vioĺın utilizando proyecciones, descritas en la Sección 3.6.

los sujetos aparecen rara vez como objetos y los objetos como sujetos para este marcador discursivo.

Debido a que se observó un comportamiento diferente en los cuatro modelos, uno por cada señal
léxica, pero a la vez se observó que las entidades para los modelos con señales verbo y adverbio
producen un comportamiento similar. También, en los modelos de señales sustantivo y adjetivo
producen un comportamiento similar. Se realizó una comparativa de sus vectores relación, es decir,
se graficaron las incrustaciones de los marcadores discursivos para modelos que corresponden a
la señal verbo y adverbio en el mismo espacio, esto con la aplicación del algoritmo de reducción
de dimensionalidad t-SNE. El resultado se observa en la Figura 4.5(a), en el cual se produjo una
separación de marcadores discursivos por tipo de señal, de modo que fue posible entrenar un modelo
de clasificación no-lineal para visualizar la frontera de separación.

Se realizó la misma comparativa para los modelos de las señales sustantivo y adjetivo. El resul-
tado se puede observar en la Figura 4.5(b). Nuevamente, los marcadores se separaron por tipo de
señal, en este caso se entrenó un modelo de clasificación lineal, en la gráfica se observa la frontera
resultante que separa los marcadores discursivos por tipo de señal.
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(a) (b)

Figura 4.3: Incrustaciones de entidades para el marcador “on the other hand” de las señales verbo
y adverbio.

(a) (b)

Figura 4.4: Incrustaciones de entidades para el marcador “on the other hand” (señales sustantivo
y adjetivo).

4.4. Señales semánticas: sinonimia-antonimia

Los resultados obtenidos con respecto a las señales semánticas sinonimia y antonimia, descrita
en la sección 3.4, se describen a continuación.
Se encontraron 4 principales fenómenos que predominan en las relaciones discursivas de categoŕıa
Comparación en el nivel de contraste, por marcador discursivo.

Se encontraron relaciones discursivas con cierto tipo de marcador discursivo en las cuales
solo se expresa la señal sinonimia. Por ejemplo, para relaciones discursivas con marcador
“although”, ver Figura 4.6(a).
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(a) (b)

Figura 4.5: Incrustaciones de marcadores discursivos.

Se encontraron relaciones discursivas en las cuales solo se expresa la señal antonimia. Por
ejemplo, para relaciones discursivas con marcador “meanwhile”, ver Figura 4.6(b).

Relaciones discursivas en las cuales se expresa una combinación de sinonimia y antonimia.
Por ejemplo, para relaciones discursivas con marcador “however”, ver Figura 4.6(c).

Relaciones discursivas en las cuales no se expresaron las señales semánticas. Por ejemplo, para
relaciones discursivas con marcador “like”, ver Figura 4.6(d).

(a) (b) (c) (d)

Figura 4.6: Gráfica de los puntos (nant, nsin) por marcador discursivo. Mientras más fuerte sea el
color más puntos caen en la misma posición.

Como se mencionó en la Sección 3.1, los marcadores discursivos pueden aparecer de forma
expĺıcita o impĺıcita en las relaciones discursivas. Se realizó un estudio de estas señales semánticas
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separando relaciones discursivas por marcadores expĺıcitos o impĺıcitos el cual se condensa en el
mapa de calor de la Figura 4.7(a). En esta figura se observa que en la mayoŕıa de las relaciones

(a) (b)

Figura 4.7: Mapa de calor del conteo de puntos (nant, nsin) separando marcadores expĺıcitos e
impliciticos. Cada columna está marcada por tipo expĺıcito (E) o impĺıcito (I).

discursivas, para marcadores expĺıcitos e impĺıcitos, no se expresa la sinonimia y la antonimia. Para
el caso de relaciones discursivas con marcadores expĺıcitos existen 479 en las que no se expresan las
señales y para marcadores expĺıcitos existen 372.
Sin embargo, existe una proporción considerable de relaciones discursivas en las cuales śı se expresan
las señales semánticas para marcadores expĺıcitos e impĺıcitos. Existen 151 relaciones discursivas
con marcadores expĺıcitos en las que se expresa la sinonimia con grado 1 y 43 con grado 2. Existen
158 relaciones discursivas con marcadores impĺıcitos en las que se expresa la sinonimia con grado 1
y 48 con grado 2.
Con respecto a la señal antonimia, existen 14 relaciones discursivas con marcadores expĺıcitos en
las que se expresa la antonimia con grado 1 y 18 relaciones discursivas con marcadores impĺıcitos.
La cantidade de relaciones discursivas en las que se expresan las señales semánticas se puede observar
con mayor claridad en la Figura 4.7(b), en la cual se colapsaron a 0 todos los conteos de las relaciones
discursivas en las que no se expresa la sinonimia y antonimia para marcadores expĺıcitos e impĺıcitos.
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Conclusiones

El método de representación de argumentos propuesto en el presente proyecto, además de crear
una representación vectorial de textos también codifica dentro información de las señales semánticas
sinonimia-antonimia, esto por la naturaleza del proceso.
Como se mencionó, en la construcción de las representaciones de argumentos para cada relación
discursiva, estas pueden ser divididas en las cuatro señales léxicas. Lo cual nos proporciona cuatro
representaciones de un argumentos, uno por cada señal léxica, esto nos permitió analizar las rela-
ciones discursivas separándolas por señal para ver que señal aporta más a la representación creada
y aśı de ser posible, formular una representación final quitando o agregar señales léxicas.

Se automatizó la representación de estos rasgos lingǘısticos en cada una de las tripletas. La
hipótesis es que si estas señales semánticas son importantes entonces la representación obtenida
tendrá un comportamiento distinto para cada marcador discursivo.
Se observó que nuestras representaciones śı permiten distinguir un conectivo de otro, aśı como es-
tablecer una diferencia entre marcadores expĺıcitos e impĺıcitos.
Sin embargo, por una parte, parece que no son señales abundantes en relaciones con este sentido
de contraste, y por otra parte, parece que las representaciones obtenidas no se comportan como se
esperaba. Esto último podŕıa deberse a que la forma en como construimos nuestras entidades no es
la adecuada, o quizá, a que el algoritmo que elegimos no sea el más adecuado para estudiar estas
señales lingǘısticas.
El análisis usando diferentes rasgos lingǘısticos, permite observar cuáles de estos contribuyen en
mayor medida a la “señalización” de las relaciones de contraste mediante señales semánticas de
sinonimia-antonimia.
Finalmente, se observó que los sustantivos y adjetivos son los que contribuyen en mayor medida a la
representación de relaciones de contraste, mientras que verbos y adverbios, a pesar de ser “palabras
de contenido” o palabras conceptuales parecen tener una menor influencia.

Como trabajo futuro se pretende explorar nuevas técnicas de representaciones de texto para ser
aplicadas a los argumentos de las relaciones discursivas. Otra posible ruta a seguir, es realizar una
adaptación del modelo ComplEx matizar la escala o tipo de relaciones existentes, y aśı tener más
de dos clases en cada modelado matricial.
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