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RESUMEN 
 
La presente tesis se enmarca en el estudio del transporte de los gases presentes 

en los sistemas geotérmicos hidrotermales y de roca seca caliente. Ambos sistemas 

se encuentran distribuidos en el mundo, y su existencia obedece al 

aprovechamiento del calor que se encuentra en el interior de la Tierra y que puede 

ser utilizado ya sea de forma directa (manantiales, balnearios, secado agrícola, 

entre otros) o para la generación de electricidad.  

En los sistemas hidrotermales los gases geotérmicos (p. ej. CO2, H2S, CH4, 

H2) brindan información de gran importancia para comprender las condiciones del 

yacimiento a profundidad, siendo la temperatura la más importante. El conocimiento 

de esta temperatura permite determinar el potencial geoenergético disponible, es 

decir, temperaturas superiores a 150°C son utilizadas para la generación de 

electricidad. Dado que existe una correlación entre los gases y la temperatura del 

yacimiento, desde los años 80’s se han desarrollado diversas ecuaciones analíticas 

para estimar la temperatura durante la etapa exploratoria. Estas ecuaciones, mejor 

conocidas como geotermómetros de gases han sido calibradas con las 

temperaturas medidas en pozos geotérmicos productores y las especies químicas 

presentes. En la presente investigación, se desarrolló una nueva metodología 

integral que comprende el uso de redes neuronales artificiales y el análisis de 

decisión multi-criterio (MCDA por sus siglas en inglés: Multi-Criteria Decision 

Analysis). Conceptualmente las redes neuronales son un conjunto de elementos de 

procesamiento (neuronas) los cuales se conectan entre sí en forma de grafo dirigido 

con la finalidad de obtener un resultado. Están inspiradas en las neuronas biológicas 

las cuales reciben información, la procesan y emita una señal de salida. 

Cada neurona está asociada a un valor real denominado peso sináptico (w1, 

w2, w3,..., wn), el cual es ajustado iterativamente hasta alcanzar un resultado 

deseado. El algoritmo utilizado para ajustar dichos pesos sinápticos es conocido 

como backpropagation, que de forma general consta de 2 fases: FASE 1. En la 

propagación hacia adelante se aplica un patrón a las entradas de la red (variables 

de entrada) y su efecto se propaga a través de la misma en las capas siguientes, 

es decir, la capa oculta y de salida. Al llegar a la última capa, la red obtiene un 

conjunto de salidas (resultados simulados) como respuesta a dicho patrón de 

entrada. FASE 2. En la propagación hacia atrás los pesos de la red se modifican de 



 

acuerdo con una regla de ajuste del error (por ejemplo, el descenso del gradiente 

utilizado por el algoritmo Levenberg-Marquardt (LM). Es decir, se calcula el valor de 

la función de error que compara la salida actual de la red y la salida deseada. Este 

error se propaga hacia atrás y con base a las derivadas parciales entre el error total 

de la red y cada peso sináptico, se calcula el NUEVO peso asociado a cada 

neurona. La contribución que tiene cada peso sináptico para la obtención de un 

resultado determinado, es ajustada de tal forma que la salida de la red neuronal sea 

lo más cercano a los valores deseados (targets).  

El método MCDA contribuyó a la evaluación integral de los resultados 

obtenidos a través de las redes neuronales para identificar las que presentaron 

mejor desempeño bajo distintos escenarios. Resaltando que, hasta nuestro 

conocimiento, en esta investigación es la primera vez que se utiliza el MCDA para 

la evaluación integral de arquitecturas de redes neuronales. Se obtuvieron 8 nuevos 

geotermómetros de gas (GasG1 a GasG8) para estimar la temperatura de 

yacimientos geotérmicos. Para una práctica aplicación de estos geotermómetros se 

desarrollo un nuevo programa computacional llamado GaS_GeoT. La capacidad de 

predicción de los nuevos geotermómetros fue evaluada con las estimaciones de 

temperatura de 25 geotermómetros de gas existentes, los cuales utilizan la fase 

gaseosa de los fluidos geotérmicos. Esta evaluación se realizó para yacimientos de 

líquido dominante (LIQDR) y vapor dominante (VAPDR) utilizando diferentes 

métricas estadísticas: DIFF%, RMSE, MAE, MAPE y U de Theil. De esta evaluación 

se resalta que los 8 nuevos geotermómetros (GasG1 a GasG8) exhibieron 

estimaciones de temperatura más reales ocupando las primeras 8 posiciones en un 

ranking de eficiencia para yacimientos de LIQDR. Los geotermómetros GasG1 y 

GasG3 presentaron el mejor desempeño para yacimientos de VAPDR. El GasG3 

exhibió la mayor aplicabilidad para ambos sistemas geotérmicos LIQDR y VAPDR. 

Por otro lado, los sistemas de roca seca caliente que no exhiben 

manifestaciones superficiales debido a la ausencia de un fluido en el interior del 

yacimiento, requieren la implementación de técnicas no convencionales para su 

exploración. Dentro de las más utilizadas encontramos a las cámaras de 

acumulación y el equipo micrometeorológico Eddy-Covariance. Estos equipos 

permiten medir el flujo de gases a nivel del suelo y atmosférico, respectivamente. 

Así mismo, la presente investigación paralelamente aborda la identificación de 

anomalías geotérmicas en dos vertientes: (i) modelar el flujo de CO2 (el gas 



 

mayoritario en ambientes geotérmicos) utilizando redes neuronales artificiales; y, (ii) 

discriminar su origen con base a un método geoquimiométrico usando la distribución 

de la probabilidad acumulada, conocido en la literatura como método de Sinclair. En 

la primera vertiente se desarrollaron alrededor de 16 arquitecturas diferentes para 

modelar el flujo de CO2 con fines de complementar la ausencia de datos censados 

por el equipo Eddy-Covariance en periodos de bajas temperaturas y exceso de 

humedad en la zona bajo estudio. El desempeño de las redes neuronales fue 

evaluado con la metodología MCDA. La arquitectura neuronal utilizada para 

completar el perfil de mediciones del flujo de CO2 es la ANN-7 (12-14-1) es decir, 

12 variables de entrada (p. ej. la radiación neta, el calor sensible, la temperatura del 

aire y suelo, la humedad relativa, entre otras), 14 neuronas en la capa oculta y 1 

neurona en la capa de salida. La validación estadística de los resultados obtenidos 

por la ANN-7 se realizó utilizando la prueba F y t-student, las cuales arrojaron que 

los datos estimados por la red neuronal no exhiben diferencias significativas en las 

varianzas o medias con respecto a los datos censados por el equipo Eddy-

Covariance. En la segunda vertiente de desarrollo una nueva metodología 

computacional apoyada en el método de Sinclair para discriminar el origen del flujo 

de CO2 medido en la superficie de la zona bajo estudio. De forma general, este 

método utiliza la distribución de la frecuencia acumulada para elegir visualmente el 

punto de inflexión; el cambio de concavidad representa la separación de 2 grupos 

mezclados en la gráfica de la frecuencia y posteriormente estos grupos son 

analizados para su interpretación a través de la probabilidad de la mezcla existente. 

Dado que una de las limitantes de Sinclair es la selección de un punto de inflexión 

visualmente, se implementó una mejora al método utilizando la prueba de rachas el 

cual indica un cambio en el signo de la pendiente en una función 𝑓(𝑥). Puesto que 

no se tiene una función que represente la frecuencia acumulada graficada con 

Sinclair, se desarrolló un algoritmo computacional para interpolar las coordenadas 

desconocidas en la curvatura de la frecuencia utilizando el polinomio de Lagrange 

y al mismo tiempo conocer la ubicación en los cambios de concavidad de la 

frecuencia acumulada bajo la prueba de rachas. Con el desarrollo de esta mejora 

matemática al método de Sinclair, fue posible identificar la existencia de 4 orígenes 

del flujo de CO2 en la zona bajo estudio (12.2% Magmático, 5.7% Atmosférico, 

35.1% Antropogénico y 47% Biogénico).  



 

ABSTRACT 
 

This thesis is part of the study of the transport of gases present in 

hydrothermal geothermal systems and hot dry rock. Both systems are distributed in 

the world, and their existence is due to the use of the heat that is inside the Earth 

and that can be used either directly (springs, spas, agricultural drying, among others) 

or for the electricity generation. 

In hydrothermal systems, geothermal gases (e.g. CO2, H2S, CH4, H2) provide 

information of great importance for understanding reservoir conditions at depth, 

temperature being the most important. Knowledge of this temperature allows 

determining the available geoenergetic potential, that is, temperatures above 150 °C 

are used to generate electricity. Since there is a correlation between the gases and 

the reservoir temperature, since the 1980s various analytical equations have been 

developed to estimate the temperature during the exploratory stage. These 

equations, better known as gas geothermometers, have been calibrated with the 

temperatures measured in producing geothermal wells and the chemical species 

present. In the present investigation, a new comprehensive methodology was 

developed that comprises the use of artificial neural networks and Multi-Criteria 

Decision Analysis (MCDA). Conceptually, neural networks are a set of processing 

elements (neurons) which are connected to each other in the form of a directed 

graph in order to obtain a result. They are inspired by biological neurons which 

receive information, process it and emit an output signal. 

Each neuron is associated with a real value called synaptic weight (w1, w2, 

w3, ..., wn), which is iteratively adjusted until a desired result is reached. The 

algorithm used for adjust these synaptic weights is known as backpropagation, which 

generally consists of 2 phases: PHASE 1. In forward propagation, a pattern is 

applied to the network inputs (input variables) and its effect is propagated to through 

it in subsequent layers, that is, the hidden and output layer. Upon reaching the last 

layer, the network obtains a set of outputs (simulated results) in response to said 

input pattern. PHASE 2. In the backward propagation the weights of the network are 

modified according to an error adjustment rule (for example, the descent of the 

gradient used by the Levenberg-Marquardt (LM) algorithm. That is, the value is 

calculated of the error function that compares the current output of the network and 

the desired output. This error is propagated backwards and based on the partial 



 

derivatives between the total error of the network and each synaptic weight, the NEW 

weight associated with each neuron. The contribution that each synaptic weight has 

to obtain a determined result is adjusted in such a way that the output of the neural 

network is as close to the desired values (targets).  

The MCDA method contributed to the integral evaluation of the results 

obtained through neural networks to identify those that presented the best 

performance under different scenarios. Highlighting that, to our knowledge, this 

research is the first time that the MCDA is used for the comprehensive evaluation of 

neural network architectures. 8 new gas geothermometers (GasG1 to GasG8) were 

obtained to estimate the temperature of geothermal reservoirs. For a practical 

application of these geothermometers, a new computer program called GaS_GeoT 

was developed. The predictability of the new geothermometers was evaluated with 

the temperature estimates of 25 existing gas geothermometers, which use the gas 

phase of geothermal fluids. This evaluation was carried out for dominant liquid 

(LIQDR) and dominant vapor (VAPDR) reservoirs using different statistical metrics: 

DIFF%, RMSE, MAE, MAPE and U of Theil. From this evaluation, it is highlighted 

that the 8 new geothermometers (GasG1 to GasG8) exhibited more realistic 

temperature estimates, occupying the first 8 positions in an efficiency ranking for 

LIQDR reservoirs. The GasG1 and GasG3 geothermometers presented the best 

performance for VAPDR reservoirs. GasG3 exhibited the highest applicability for 

both LIQDR and VAPDR geothermal systems. 

On the other hand, hot dry rock systems that do not exhibit surface 

manifestations due to the absence of a fluid inside the reservoir, require the 

implementation of unconventional techniques for their exploration. Among the most 

used we find the accumulation chambers and the Eddy-Covariance 

micrometeorological equipment. This equipment’s allow to measure the flow of 

gases at ground and atmospheric level, respectively. Likewise, this research 

simultaneously addresses the identification of geothermal anomalies in two aspects: 

(i) modeling the flow of CO2 (the majority gas in geothermal environments) using 

artificial neural networks; and, (ii) discriminate its origin based on a geochemometric 

method using the cumulative probability distribution, known in the literature as the 

Sinclair method. In the first slope, around 16 different architectures were developed 

to model the flow of CO2 in order to complement the absence of data registered by 

the Eddy-Covariance team in periods of low temperatures and excess humidity in 



 

the area under study. The performance of neural networks was evaluated with the 

MCDA methodology. The neural architecture used to complete the CO2 flux 

measurement profile is ANN-7 (12-14-1) that is, 12 input variables (e.g. net radiation, 

sensible heat, air temperature and soil, relative humidity, among others), 14 neurons 

in the hidden layer and 1 neuron in the output layer. The statistical validation of the 

results obtained by the ANN-7 was carried out using the F and t-student tests, which 

showed that the data estimated by the neural network did not show significant 

differences in the variances or means with respect to the data censored by the Eddy-

Covariance team. In the second aspect of development, a new computational 

methodology based on the Sinclair method to discriminate the origin of the CO2 flux 

measured on the surface of the area under study. Generally, this method uses the 

cumulative frequency distribution to visually choose the inflection point; the change 

in concavity represents the separation of 2 mixed groups in the frequency graph and 

these groups are subsequently analyzed for their interpretation through the 

probability of the existing mixture. Since one of Sinclair's limitations is the selection 

of a visually inflection point, an improvement to the method was implemented using 

the runs test which indicates a change in the sign of the slope in a function 𝑓(𝑥). 

Since there is no function that represents the cumulative frequency graphed with 

Sinclair, a computational algorithm was developed to interpolate the unknown 

coordinates in the curvature of the frequency using the Lagrange polynomial and at 

the same time know the location in the concavity changes of the cumulative 

frequency under the streak test. With the development of this mathematical 

improvement to the Sinclair method, it was possible to identify the existence of 4 

sources of the CO2 flow in the area under study (12.2% Magmatic, 5.7% 

Atmospheric, 35.1% Anthropogenic and 47% Biogenic). 
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CAPÍTULO 1 
Introducción 

 

1.1 Antecedentes 
 

Los sistemas geotérmicos son utilizados comercialmente para la generación 

eléctrica y otros usos directos en más de 50 países alrededor de mundo, incluido 

México (Bertani, 2016; Kumari & Ranjith, 2019; Lund & Toth, 2020). En comparación 

con otras energías renovables, representan una fuente geoenergética muy 

prometedora, dado que tienen la capacidad de funcionar las 24 horas los 365 días 

de año, aprovechando el calor almacenado en el interior de la Tierra, el cual se 

estima que es equivalente a 2.5 veces la energía promedio diaria utilizada por los 

seres humanos (Tomaszewska et al., 2018; Wang et al., 2018; Raine & Reay, 2019). 

 

El origen de los sistemas geotérmicos se da por el calentamiento de grandes 

extensiones de roca y/o fluidos confinados debajo de la corteza terrestre (Dickson 

& Fanelli, 2013; Olasolo et al., 2016). Generalmente, están compuestos por tres 

elementos: una fuente de calor, un reservorio y un fluido. La fuente de calor es una 

cámara magmática (>600 °C) localizada entre 5 y 10 km de profundidad; el 

reservorio es una extensión de rocas calientes permeables (de donde los fluidos 

extraen el calor); y, el fluido que puede estar compuesto por líquido y/o vapor, el 

cual transporta el calor hacia la superficie (Dickson & Fanelli, 2013; Almasi et al., 

2015; Ebrahimi et al., 2019). En la actualidad, se han identificado diversos tipos de 

sistemas geotérmicos, sin embargo, los dos más utilizados para la generación 

eléctrica son los hidrotermales y los de roca ceca caliente (ver Fig. 1.1). 

 

La explotación de estos recursos geotérmicos no es una tarea fácil, previamente se 

requiere de una serie de estudios exploratorios (geológicos-geofísicos-

geoquímicos) para determinar: el tamaño, forma y estructura del yacimiento, 

conductividad térmica, composición geoquímica del fluido y temperatura de fondo, 

entre otros parámetros (Noorollahi et al., 2008; Díaz-González, et al., 2013; Dickson 

& Fanelli, 2013).  
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Fig. 1.1 Características generales de los sistemas Hidrotermales y de Roca Seca Caliente  

(Modificado de Santoyo & Torres-Alvarado, 2010). 

 

Para evaluar una reserva geoenergética virgen, el principal parámetro es la 

temperatura de fondo de pozo o BHT por sus siglas en inglés: Bottom-Hole 

Temperature (Idroes et al., 2019). Esta temperatura se puede medir a través de 

sondas analógicas, digitales o de fibra óptica, sin embargo, se requiere la 

perforación de pozos someros lo que representa un costo mayor durante la etapa 

de exploración (Díaz-González et al., 2013; García-Gil et al., 2015; Espinoza-Ojeda 

& Santoyo, 2016). Es así como surgen los geotermómetros, los cuales son 

básicamente ecuaciones empíricas que infieren la temperatura del yacimiento 

utilizando la composición química de los fluidos geotérmicos, que emergen a la 

superficie a través de manifestaciones hidrotermales como: manantiales, geiseres, 

fumarolas, entre otros (García-López et al., 2014; Harvey et al., 2017). En el 

Capítulo 2, se amplía el fundamento teórico y calibración de los geotermómetros. 

 

A la fecha, se han reportado diversos tipos de geotermómetros en la literatura: 

químicos (solutos y gases), isotópicos, mineralógicos e inclusiones fluidas (Verma, 

2002; Blaise et al., 2014). Particularmente, los geotermómetros de gases utilizan la 

composición química de los gases presentes en el yacimiento, como son: gases 

mayores (CO2, H2S y NH3) y gases traza (CH4, H2, N2, CO, O2). Después del vapor 

Sistemas Geotérmicos

Hidrotermales
(Convectivos)

• Existencia de yacimientos de alta
temperatura, entre 200 y 350  C;

• Numerosos proyectos comerciales
para la generación eléctrica;

• Disponibilidad de fluido (líquido y/o
vapor);

• Evidencia de manifestaciones en la
superficie: geiseres, manantiales,
fumarolas, entre otros;

• Técnicas convencionales para su
exploración y/o explotación.

Roca Seca Caliente 
(Conductivos)

• Existencia de yacimientos de alta
temperatura, entre 200 y 300  C;

• Pocos proyectos comerciales para
la generación eléctrica, p. ej.
Campo Geotérmico el Habanero
(Australia);

• No hay disponibilidad defluido;

• Sin evidencia de manifestaciones en
la superficie;

• Técnicas no convencionales (reto
actual científico y tecnológico.
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de agua, el componente más abundante (gas mayoritario) es el dióxido de carbono, 

en el orden ~70-80% (Portugal et al., 1994; Wallace, 2005). Dado que el CO2 es uno 

de los primeros componentes volátiles que son liberados por el magma durante la 

migración hacia la superficie, las mediciones del flujo de CO2 permiten identificar 

una actividad magmática a profundidad o si corresponden a otro tipo de procesos, 

p. ej. biogénico y/o atmosférico (Wallace, 2005; Giammanco et al., 2007). Por lo que 

el flujo de CO2 ayuda a reconocer anomalías geotérmicas, aun cuando las 

manifestaciones hidrotermales son escasas o nulas ya que no se cuenta con un 

fluido, como es el caso de los sistemas de roca seca caliente (ver Fig. 1.1). 

 

La presente tesis se enmarca en el modelado del transporte de gases en sistemas 

geotérmicos hidrotermales y roca seca caliente, utilizando una metodología 

computacional desarrollada en dos vertientes: (i) herramientas de inteligencia 

artificial (específicamente, Redes Neuronales Artificiales: RNA); y, (ii) 

geoquimiometría de gases. 

 

1.2 Planteamiento del problema y justificación 
 

Desde los años 80’s, se han desarrollado diversos geotermómetros de gases para 

estimar las temperaturas de yacimientos geotérmicos vírgenes y con ello determinar 

el potencial geoenergético disponible (D’Amore and Panichi, 1980; Nehring & 

D’Amore, 1984; Arnórsson & Gunnlaugsson, 1985; Arnórsson, 1987; Giggenbach, 

1991; Giggenbach & Glover, 1992; Koga et al., 1995; Supranto et al., 1996; 

Arnórsson et al., 1998; Blamey, 2006). Generalmente los geotermómetros son 

utilizados en los sistemas hidrotermales, aunque su aplicación no está restringida a 

zonas volcánicas con hidrotermalismo. Hasta nuestro conocimiento, alrededor de 

31 geotermómetros de gases han sido calibradas fundamentalmente con 

regresiones lineales simples y múltiples. Sin embargo, en estudios comparativos 

(Ping & Armannsson, 1996; Powell, 2000; Powel & Cumming, 2010; García-López 

et al., 2014; Sarmiento et al., 2019) se han observado que las estimaciones de 

temperatura exhiben diversas discrepancias, como son: (i) con respecto a la BHT 

medida en pozos geotérmicos productores; (ii) entre los geotermómetros; y, (iii) el 

limitado número de muestras geoquímicas utilizadas para calibrar los 
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geotermómetros. Es por ello que se justifica el desarrollo de nuevas y mejores 

herramientas geotermométricas, que provean una estimación de las temperaturas 

del yacimiento más confiables haciendo uso de las RNA. Resaltando que, antes del 

presente trabajo, no se había reportado en la literatura internacional ningún 

geotermómetro de gas basado en RNA (solo en geotermometría de solutos: 

Bayram, 2001; Can, 2002; Díaz-González et al., 2013), lo cual nos dio un nicho de 

oportunidad de proponer una investigación original en el campo de la Inteligencia 

Artificial y Ciencias de la Tierra. Por otro lado, los sistemas de roca seca caliente, 

los cuales son los más abundantes en la Tierra y que se localizan a profundidades 

entre 2 - 4 km, representan un reto científico y tecnológico su exploración y 

explotación (Santoyo & Torres-Alvarado, 2010; Olasolo et al., 2016). En México, 

este tipo de recursos geotérmicos no han sido aprovechados para la generación 

eléctrica. Se estima que el potencial de estos recursos susceptible a ser 

desarrollado es del orden ~24,700 MW a una profundidad máxima de 3 km (Hiriart 

et al., 2011). Una de las zonas que actualmente se encuentran bajo exploración, es 

la caldera de Acoculco (Puebla). La cual presenta un importante volumen de masa 

caliente (~300 °C) en el subsuelo, lo que genera un espectro de posibilidades para 

su explotación (Viggiano-Guerra et al., 2011).  

 

De acuerdo con la naturaleza de este tipo de recursos geotérmicos, no cuentan con 

un fluido para extraer el calor. Por lo cual técnicas alternativas para identificar zonas 

promisorias en la superficie son las más adecuadas, p. ej. medición del flujo de CO2 

en la superficie: cámara de acumulación y, en la atmosfera: Eddy-Covariance 

(Lewicki & Oldenburg, 2004; Melesse & Hanley, 2005; Honglin et al., 2006; 

Speckman et al., 2015). 

 

1.3 Objetivo general 
 

Desarrollar nuevas herramientas de inteligencia artificial y geoquimiométricas 

basadas en la composición gaseosa de fluidos para la estimación de temperaturas 

de fondo y la identificación de anomalías térmicas, así como su aplicación en 

estudios de prospección y exploración de sistemas geotérmicos. 
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1.4 Objetivos Específicos 
 

El objetivo general se ha dividido en tres módulos: 

 

Módulo 1. Desarrollar nuevos geotermómetros de gases para la predicción de 

temperaturas de fondo. Este módulo se subdivide en las siguientes etapas: 
 

a) Actualizar la Base de Datos Geoquímicos Mundial (BDGM) compilada por 

García-López (2016), que contiene la composición química de los gases 

CO2, H2S, CH4, H2 y la BHT de pozos geotérmicos productores. 

b) Aplicar diversos criterios geoquimiométricos para asegurar la calidad de las 

muestras geoquímicas. 

c) Entrenar de forma optimizada múltiples arquitecturas de RNA para predecir 

la BHT utilizando diversas combinaciones de los gases como variables de 

entrada. 

d) Seleccionar las mejores arquitecturas de RNA utilizando el análisis de 

decisión multi-criterio o MCDA por sus siglas en inglés: Multi-Criteria 

Decision Analysis. 

e) Desarrollar un programa de cómputo que permita estimar la BHT utilizando 

los nuevos geotermómetros de gases (resultados del MCDA). 

f) Compilar de la literatura los geotermómetros de gases reportados a la fecha 

para realizar un análisis comparativo con los nuevos geotermómetros. 

g) Compilar de la literatura la composición gaseosa y BHT de pozos 

geotérmicos productores en una Nueva Base de Datos Geoquímicos 

Mundial (NBDGM). 

h) Evaluar estadísticamente las temperaturas estimadas por los nuevos 

geotermómetros de gases y los reportados en la literatura, utilizando la 

NBDGM. 

 

Módulo 2. Desarrollar nuevos modelos de predicción para modelar anomalías o 

emisiones naturales de CO2 en sistemas geotérmicos. Este módulo se subdivide 

en las siguientes etapas: 
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a) Medición de diversos parámetros atmosféricos como son: flujo de CO2, 

flujos de energía y variables ambientales censadas en la caldera de 

Acoculco (Puebla) por el grupo de investigación en geotermia (con el cual 

colaboré en el Proyecto P09-CeMIE-Geo), utilizando un equipo 

micrometeorológico denominado Eddy-Covariance. 

b) Crear una Base de Datos con las mediciones del equipo Eddy-Covariance 

(BDEddy). 

c) Entrenar de forma optimizada múltiples arquitecturas de RNA para predecir 

el flujo de CO2 utilizando diversas combinaciones de las variables 

ambientales y los flujos de energía. 

d) Seleccionar la mejor arquitectura de RNA utilizando el MCDA. 

e) Predecir el flujo de CO2 utilizando la RNA seleccionada, en los periodos de 

ausencia de datos (gaps) censados por el equipo Eddy-Covariance. 

 

Módulo 3. Desarrollar una nueva metodología geoquimiométrica computacional 

apoyada en el método de Sinclair para la discriminación del transporte de gas 

en sistemas geotérmicos. Este módulo se subdivide en las siguientes etapas: 
 

a) Medir en la superficie terrestre, el flujo de CO2 emitido en la caldera 

Acoculco, utilizando el método de cámara de acumulación. 

b) Crear una Base de Datos con las mediciones de la Cámara de Acumulación 

(BDCA). 

c) Utilizar el método de Sinclair (1974) como procedimiento geoquimiométrico 

para discriminar las mediciones del flujo de CO2 medido en Acoculco. 

 

1.5 Preguntas de investigación relacionadas con los trabajos 

publicados y en preparación 
 

Con base a los objetivos planteados en la presente investigación y el alcance 

obtenido con los trabajos publicados (ANEXO 1, ANEXO 2 y ANEXO 3) y los 

trabajos en preparación (MS-A y MS-B), a continuación, se enlistan cinco preguntas 

de investigación (P1-P5) y su contribución académica (ver Fig. 1.2). 
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P1. ¿Las RNA pueden ser utilizadas para modelar el transporte de gases en 

sistemas geotérmicos? 
 

P2. ¿Las RNA pueden modelar procesos multivariados para desarrollar nuevos y 

mejores geotermómetros de gases?  
 

P3. ¿El método MCDA puede ser utilizado para evaluar integralmente el desempeño 

de múltiples arquitecturas de RNA?  
 

P4. ¿Las RNA pueden ser utilizadas para modelar anomalías geotérmicas?  
 

P5. ¿Es posible identificar el origen de anomalías geotérmicas con base a la 

geoquimiometría de gases? 

 

 

 

 

 

 

 

 

 

 

 

 

 
 

Fig. 1.2 Descripción general de las preguntas de investigación y la contribución directa en esta investigación.  

 

1.6 Estructura de la tesis 
 

En el Capítulo 2 se abordan las generalidades de los sistemas geotérmicos 

hidrotermales y de roca seca caliente. La exploración de estos recursos, la 

identificación de anomalías geotérmicas utilizando las emisiones de gases, así 

como la importancia de la estimación de la temperatura para evaluar una reserva 

geoenergética.  

P1 
RNA en transporte de gases 

P2 
RNA en geotermómetros de gases 

P3 
MCDA para evaluar RNA 

P4 
RNA en anomalías geotérmicas 

P5 
Método geoquimiométrico 

ANEXO 1 

ANEXO 2 

ANEXO 3 

MS-A 

MS-B 
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En el Capítulo 3 se describen los fundamentos de la inteligencia artificial, los 

modelos más utilizados dentro del ámbito de aprendizaje máquina como las RNA. 

Posteriormente a las generalidades de las RNA, se aborda el algoritmo ‘retro-

propagación’ también conocido como Backpropagation. Por último, se presenta un 

ejemplo numérico del algoritmo Backpropagation. 

 

En el Capítulo 4, se muestra la metodología empleada para desarrollar los objetivos 

específicos descritos en la sección 1.4 del Capítulo 1. La descripción general de las 

bases de datos utilizadas en cada objetivo, así como el desarrollo de estos. 

 

En el Capítulo 5 se exhiben los resultados obtenidos en cada objetivo específico y 

las publicaciones derivadas de la presente investigación. 

 

En el Capítulo 6, se presentan las conclusiones de la investigación y los trabajos 

futuros sobre esta línea de investigación: inteligencia artificial aplicada a la 

exploración y explotación de recursos geotérmicos.
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CAPÍTULO 2 

Importancia del Transporte de Gases en Sistemas Geotérmicos 

 

Resumen del capítulo. En este Capítulo se aborda la importancia del transporte de 

gases en sistemas geotérmicos. Se describe la zona geotérmica de Acoculco, la 

cual está en su etapa exploratoria y que promete ser el primer sistema de roca seca 

caliente en explotación de México. Las generalidades de los estudios geológicos-

geofísicos-geoquímicos. Las técnicas convencionales utilizadas en los sistemas 

hidrotermales y las no convencionales para los de roca seca caliente. Las 

diferencias fundamentales entre los sistemas “ocultos” y “ciegos”. Finalmente, los 

indicadores inferidos utilizando la geoquímica de los gases geotérmicos y la 

importancia de estimar la temperatura mediante uso de las emisiones de gases. 

 

2.1 Sistemas geotérmicos 

Los sistemas geotérmicos representan al conjunto de elementos (fuente de calor, 

reservorio y fluido) que interactúan entre sí, para aprovechar en la superficie el calor 

proveniente del interior de la Tierra. Se localizan en regiones con un gradiente 

geotérmico promedio (~30 °C/km) o ligeramente superior, donde las temperaturas 

de fondo no superan los 100 °C a menos de 2 km de profundidad (Santoyo & 

Barragán-Reyes, 2010; Dickson & Fanelli, 2013). También pueden encontrarse 

alrededor de los márgenes de las placas tectónicas, donde las temperaturas pueden 

ser significativamente más altas, incluso por encima de los 400 °C (Dickson & 

Fanelli, 2004).  

 

La clasificación de los sistemas geotérmicos con base a la temperatura del fluido 

es: recursos de alta (>200 °C), mediana (100-200 °C) y baja entalpia (<100 °C). 

Generalmente, la producción de electricidad se sustenta en los fluidos de alta 

entalpía (Santoyo & Barragán-Reyes, 2010; Iorio et al., 2020). En el Capítulo 1 se 

mencionó que existen diversos tipos de sistemas geotérmicos para la generación 

de electricidad y otros uso directos, tales como: (i) sistemas hidrotermales 

(convectivos); (ii) sistemas de roca seca caliente (conductivos); (iii) sistemas 
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geopresurizados; (iv) sistemas conductivos sedimentarios; (v) sistemas 

radiogénicos; (vi) sistemas marinos; (vii) sistemas magmáticos; (viii) sistemas de 

agua caliente asociado con yacimientos de petróleo y gas; y (ix) sistemas 

supercríticos (Chamorro-Camazón, 2009; Santoyo & Torres-Alvarado, 2010). Dado 

que los sistemas hidrotermales y de roca seca caliente son los más utilizados y que 

al mismo tiempo forman parte de la presente investigación, solo éstos se describen 

a continuación: 

 

Sistemas hidrotermales (convectivos). Están conformados por los siguientes 

elementos: una fuente de calor relacionada a una cámara magmática con altas 

temperaturas >600 °C; el fluido geotérmico es agua meteórica (en fase liquida o 

vapor, dependiendo de la temperatura y presión); un volumen de rocas permeables 

donde se almacenan los fluidos y una capa de roca sello que mantiene al fluido 

confinado (Santoyo & Barragán-Reyes, 2010; Dickson & Fanelli, 2013). En la Fig. 

2.1 se representa el modelo esquemático ideal de este tipo de sistemas. 
 

 

Fig. 2.1 Modelo esquemático de un sistema geotérmico hidrotermal (Modificado de Dickson & Fanelli, 2013). 

 

Una de las características más importantes de este tipo de sistemas es que cuentan 

con un fluido, el cual asciende a la superficie (a través de fisuras y/o fracturas en la 

corteza), presentando distintas manifestaciones: manantiales calientes, lagunas de 

lodo hirviente, fumarolas, géiseres, entre otros (Dickson & Fanelli, 2004; Russell et 

al., 2005). 
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Con base al fluido almacenado en los sistemas hidrotermales, se clasifican en 

yacimientos de: (i) vapor—dominante: los cuales contienen vapor seco de alta 

entalpía y existen pocos en del mundo, p. ej. Larderello (Italia), Kamojang 

(Indonesia), The Geysers (EUA) y algunas zonas al sur de Los Azufres (México), 

entre otros; (ii) liquido—dominante de alta entalpía: contiene salmuera súper 

caliente (>200 °C) y en comparación con los anteriores, son más abundantes, p. ej. 

Los Humeros y Cerro Prieto (México), Berlín (El Salvador), Krafla (Islandia), entre 

otros; y, (iii) liquido—dominante de mediana y baja entalpía: contienen salmuera 

caliente que puede alcanzar los 200 °C, entre los hidrotermales son los más 

abundantes a nivel mundial, p. ej. Onikobe y Mori (Japón), Miravalles (Costa Rica), 

Wairakei-Tauhara (Nueva Zelanda) y decenas de sitios con hidrotermalismo (ver 

Fig. 2.2) distribuidos en todo México (Santoyo & Barragán-Reyes, 2010; Kaya et al., 

2011; Stelling et al., 2016). 
 

 

Fig. 2.2 En relación con la capacidad instalada (1005.8 MWe: Gutiérrez-Negrín, 2020), los recursos geotérmicos 

en México lo posicionan en el séptimo lugar a nivel mundial (Modificado de Santoyo & Barragán-Reyes, 2010). 
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En los sistemas hidrotermales, el fluido (en su estado líquido y/o gaseoso) juega un 

papel muy importante, así como su correlación con la temperatura de fondo del 

yacimiento. A continuación, se describen los sistemas geotérmicos que no cuentan 

con este importante elemento, pero que aun así representan una fuente 

geoenergética muy prometedora: sistemas de roca seca caliente. 

 

Sistemas de roca seca caliente (conductivos). Este tipo de sistemas geotérmicos 

no cuentan con un fluido debido sus características geológicas, en su mayoría rocas 

cristalinas y no permeables, con temperaturas en el fondo >600 °C (Santoyo & 

Barragán-Reyes, 2010). También son conocidos como sistemas geotérmicos 

mejorados o EGS por sus siglas en inglés: Enhanced Geothermal Systems. Están 

disponibles en el subsuelo desde los 2 km de profundidad en todo el mundo, por lo 

que se les considera los más abundantes (Santoyo & Torres-Alvarado, 2010). Su 

explotación requiere de técnicas de fracturamiento hidráulico para la creación de un 

yacimiento artificial y posteriormente la inyección de un fluido de trabajo 

(generalmente agua a temperatura ambiente) y así poder extraer el calor de la roca, 

ver Fig. 2.3 (Olasolo et al., 2016; Kumari & Ranjith, 2019). 

 

 

Fig. 2.3 Modelo esquemático de un sistema geotérmico de roca seca caliente  

(Modificado de Olasolo et al., 2016). 
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Actualmente, existen pocos proyectos en exploración y desarrollo de sistemas EGS, 

tales como: Fenton Hill (EUA), Soultz-sous-Forêts (Francia), Landau (Alemania), 

Habenero (Australia), entre otros (Olasolo et al., 2016; Isaka et al., 2019). 

 

De acuerdo con el desarrollo de este tipo de sistemas, y la necesidad de contar con 

agua dulce para su estimulación, se ha reportado en la literatura (Xu et al., 2008; 

Pruess & Spycher, 2009; Isaka et al., 2019) que los EGS pueden ser operados por 

CO2 en lugar de agua como fluido de transmisión de calor. Bajo este escenario se 

podría combinar la recuperación de la energía geotérmica y como un beneficio 

secundario el almacenamiento geológico simultáneo del CO2. 

 

Se ha estimado que la energía almacenada en los sistemas EGS a una profundidad 

máxima de 10 km, es equivalente a más de 500 veces la energía acumulada en 

todos los yacimientos de gas y petróleo alrededor del mundo; esto lo convierte en 

un recurso de mucha importancia en el marco de las energías renovables (Iglesias 

et al., 2005). No obstante de ser un recurso muy prometedor y disponible en todo el 

mundo, su exploración y explotación conlleva una serie de retos científicos y 

tecnológicos aún por resolver, tales como: (i) la implementación de técnicas no 

convencionales durante su exploración para identificar anomalías geotérmicas en la 

superficie; (ii) la creación de un volumen apropiado de roca fracturada; (iii) la 

minimización de pérdidas de agua inyectada hacia la roca fracturada; (iv) la 

disminución de permeabilidad y porosidad del yacimiento fracturado, debido a la 

precipitación mineral subsiguiente asociada con la disolución de minerales a través 

del tiempo (Santoyo & Torres-Alvarado, 2010; Isaka et al., 2019). 

 

En México, uno de los sitios más prometedores para desarrollar el primer sistema 

EGS está ubicado en la caldera de Acoculco. Es una zona geotérmica localizada en 

el municipio de Chignahuapan en el estado de Puebla (a unos 180 km al noroeste 

de la Ciudad de México). Como antecedente de esta zona, la caldera de Acoculco, 

ha sido reconocida por la Comisión Federal de Electricidad (CFE) como un sistema 

de roca seca caliente en exploración y podría ser candidata para desarrollar un 
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EGS. En 1995 y 2008 se perforaron dos pozos exploratorios a una profundidad 

menor a los 2 km (pozo EAC-1: 1810 m y EAC-2: 1900 m, ver Fig. 2.4). En ambos 

pozos, se midieron temperaturas en el fondo de ~300 °C, con permeabilidad 

literalmente nula (Viggiano-Guerra et al., 2011; Peiffer et al., 2014).  

 

 

Fig. 2.4 Mapa esquemático de la caldera de Acoculco, con los principales sistemas de fallas, manantiales y los 

dos pozos exploratorios: EAC-1 y EAC-2 (modificado de Peiffer et al., 2014). 

 

Dado que las manifestaciones geotérmicas dentro de la caldera están limitadas a 

unos pocos manantiales fríos y algunas emanaciones frías de CO2 (mofetas), así 

como estudios realizados en la zona de mineralogía hidrotermal, se asume que 

Acoculco se encuentra en su etapa hidrotermal senil (Viggiano-Guerra et al., 2011). 

Estas características conducen al desarrollo de técnicas no convencionales para su 

exploración y aprovechamiento del recurso térmico (~300 °C a 2 km de 

profundidad), mismas que se describen en la sección 2.4 del presente Capítulo. 

 

2.2 Aprovechamiento actual de los recursos geotérmicos en el 

Mundo y en México 
 

La energía geotérmica es una fuente de energía renovable aprovechada alrededor 

del mundo para la generación de electricidad y usos directos (Chamorro-Camazón, 

2009). Como antecedente, en 1904 en Larderello, Italia se produjo electricidad por 

primera vez en el mundo a través del calor proveniente del interior de la Tierra. Por 

otro lado, la geotermia nace en México en 1959 en la localidad de Pathé, Hidalgo 
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(Santoyo & Barragán-Reyes, 2010). A continuación, se describe el escenario actual 

de la geotermia en usos directos y capacidad instalada para generar electricidad: 

 

Usos directos. De acuerdo con los datos reportados para el World Geothermal 

Congress 2020 por Lund & Toth (2020), la capacidad instalada para usos directos 

a nivel mundial alcanzó los 107,727 MWt en 88 países, presentando un incremento 

del 52% con respecto al 2015 creciendo a una tasa compuesta anual del 8.73%. 

Actualmente, dentro de los principales usos directos encontramos: las bombas de 

calor, calefacción (viviendas, invernaderos y estanques agricultores), secado 

agrícola, usos industriales, baño y natación, entre otros (Lund & Toth 2020). El 

mayor aprovechamiento en este rubro se da a través de las bombas de calor (ver 

Fig. 2.5), siendo los líderes de esta tecnología países como China, Estados Unidos, 

Suecia, Alemania y Finlandia.  
 

 

Fig. 2.5 Comparación de los principales usos directos a nivel mundial de energía geotérmica en TJ/año desde 

2005, 2010, 2015 y 2020 (modificado de Lund & Toth 2020). 

 

En México, los usos directos están centrados en la calefacción de espacios, secado 

agrícola, baño-natación y 11 bombas de calor. Estas últimas, se encuentran 

instaladas como proyectos de demostración en los estados de Puebla, Baja 

California y Michoacán (en una pequeña escuela y clínica de salud, en invernaderos, 

en laboratorios, en la Universidad Politécnica de Mexicali y en la Universidad de 

Michoacán en Morelia), Lund & Toth 2020. 
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Generación de electricidad. Con base a los datos reportados para el World 

Geothermal Congress 2020 por Huttrer (2020) la capacidad instalada actualmente 

en Mega watts y Giga watts eléctricos es de 15,950 MWe mostrando un incremento 

de 3.6 GWe (~27%) con respecto al 2015. El crecimiento en los últimos 5 años 

obedece fundamentalmente al desarrollo de nuevos proyectos geotermoeléctricos 

en países que ya generaban electricidad a partir de recursos geotérmicos y a la 

incorporación de cinco países que lo hicieron por primera vez. Entre los países 

nuevos en utilizar la geotermia se encuentran: Bélgica (0,8 MWe), Chile (48 MWe), 

Croacia (16,5 MWe), Honduras (35 MWe) y Hungría (3 MWe). A continuación, se 

muestra en la Fig. 2.6 los 10 países líderes en capacidad instalada para la 

generación eléctrica. 

 

 

Fig. 2.6 Capacidad instalada de 10 países líderes en generación eléctrica en 2015 y 2020  

(modificado de Bertani, 2016 y Huttrer, 2020). 

 

En la Fig. 2.6, se observa que en los últimos 5 años la mayoría de los países ha 

incrementado su capacidad instalada. El más sobresaliente de ellos es Turquía 

quien reporto en el 2015 407 MWe y 1549 MWe en el 2020 (con un crecimiento 

~280%). Por otro lado, México reporta para el 2020 una capacidad instalada de 

1005.8 MWe (Gutiérrez-Negrín et al., 2020) lo que representa un ligero decremento 

del 1.1 % con respecto al 2015 (1017.4 MWe). Esto se debe a que, en el campo 

geotérmico de Cerro Prieto cuatro unidades se dieron de baja dado que venían 

operando desde los años 70’s (2 unidades operando desde 1973 y 2 desde 1979). 
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2.3 Exploración de recursos geotérmicos – técnicas 

convencionales  
 

Durante la etapa exploratoria de un recurso geotérmico, es imprescindible la 

realización de una serie de estudios multidisciplinarios, tales como: geológicos, 

geofísicos y geoquímicos (Noorollahi et al., 2008; Dickson & Fanelli, 2013). El 

objetivo de dichos estudios es determinar la factibilidad de explotación del recurso, 

fundamentalmente con fines de generación eléctrica y/o usos directos (dependiendo 

de la temperatura del fluido) tales como: baños medicinales, balnearios, 

invernaderos, climatización, entre otros (Marzolf, 2014). 

 

En general, los estudios geológicos identifican y catalogan el tipo de rocas que 

forman en basamento, así como la ubicación de las manifestaciones superficiales, 

las fracturas, la permeabilidad de las rocas, entre otros (Noorollahi et al., 2008). 

 

Los estudios geofísicos están orientados a la obtención de los parámetros físicos 

de las formaciones geológicas profundas, tales como: la conductividad eléctrica 

(métodos eléctricos y electromagnéticos), velocidad de propagación de ondas 

elásticas (prospección sísmica), densidad (prospección gravimétrica) y 

susceptibilidad magnética (Dickson & Fanelli, 2013).  

 

Los estudios geoquímicos realizan un análisis químico e isotópico del agua y gas 

de las manifestaciones termales, como son: manantiales, fumarolas, emisiones de 

gases, entre otros (Almasi et al., 2015; Ebrahimi et al., 2019). Una de las tareas más 

importantes dentro de los estudios geoquímicos es la estimación de las 

temperaturas de fondo del yacimiento (BHT) con base a la composición geoquímica 

de los gases presentes (CO2, H2S, NH3, CH4, H2, N2, CO, O2). Esta relación 

existente entre los gases y la BHT, se le conoce como geotermómetros de gases, 

los cuales serán descritos en la sección 2.6 del presente Capítulo. Es importante 

resaltar que la metodología integral que incluye los estudios geológicos-geofísicos-

geoquímicos, está orientada mayormente a la exploración de los sistemas 

geotérmicos hidrotermales, es decir, la implementación de técnicas convencionales 
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donde existe un fluido (líquido y/o gas) en el yacimiento. En la Fig. 2.7 se muestra 

un esquema general de estas técnicas utilizadas en la etapa exploratoria de un 

recurso geotérmico. 

 

 

Fig. 2.7 Resumen de las técnicas convencionales utilizadas en la exploración geotérmica  
(Modificado de Guerrero-Martínez et al., 2020). 

 

2.4 Exploración de recursos geotérmicos – técnicas no 

convencionales  
 

Las técnicas no convencionales surgen a partir de la necesidad de explorar aquellos 

sistemas geotérmicos que no cuentan con un fluido en el yacimiento (líquido y/o 

gas), y que representan una importante fuente de energía geotérmica a ser 

explotada, como lo son los sistemas de roca seca caliente. Dependiendo de la 

existencia limitada o nula de manifestaciones superficiales, pueden ser 

denominados sistemas “ocultos” o “ciegos”, respectivamente (Dobson, 2016). 

Técnicas convencionales

Geológica GeoquímicaGeofísica

•Propiedades físicas de
rocas

•Resistividad eléctrica
•Levantamientos

magnéticos
•Pozos exploratorios y

registros de temperaturas

•Geoquímica de fluidos
(líquido y/o gases)

•Alteración hidrotermal
•Composición isotópica de

gases
•Gradiente geotérmico
•Origen de la fuente de

recarga

•Estructuras
•Topografía
•Afloramientos
•Actividad volcánica
•Hidrogeología

Resultados principales de la etapa exploratoria

Obtención de un
mapa geológico con
las áreas de mayor
prospecto geotérmico,
las manifestaciones
superficiales, así como
la distribución de los
diferentes tipos de
rocas y su
permeabilidad.

Definir estructuras más
profundas a través de la
estimación de diversos
parámetros, p. ej. el flujo
de calor, volumen y
profundidad de la fuente
de calor y del yacimiento.

Inferir las condiciones del
sistema a profundidad, como
lo son: composición del
fluido, presión, tipo de rocas
relacionadas con el fluido y
una de las más importantes,
la estimación de la
temperatura a través de
geotermómetros.
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En la sección 2.1 del presente Capítulo, se describió una de las zonas más 

prometedoras en México para desarrollar el primer EGS. Dado que las 

manifestaciones superficiales en Acoculco, están limitadas a unas pocas mofetas 

de CO2 y manantiales fríos, se puede asumir que es un sistema de roca seca 

caliente “oculto”. En estos sistemas las emisiones de gases de moderada a baja 

intensidad (p. ej. CO2, CH4, He), pueden ser una de las principales señales en la 

superficie para identificar anomalías geotérmicas (Lewicki & Oldenburg, 2004). Por 

lo tanto, la identificación de emisiones anómalas principalmente del CO2, apunta a 

ser una herramienta importante para la exploración de estos recursos (Klusman et 

al., 2000). 

 

Se han reportado en la literatura (Lewicki & Oldenburg, 2004; Dobson, 2016) 

diversas técnicas no convencionales para la exploración de sistemas geotérmicos 

ocultos, algunas de ellas son: (i) el analizador de gas infrarrojo para medir 

concentraciones de CO2 en la superficie; (ii) el método de Eddy-Covariance para 

medir el flujo neto de distintos gases (p. ej. CO2, CH4, H2O)  sobre un área 

determinada; (iii) el método de Cámara de Acumulación para medir los flujos de CO2 

del suelo; (iv) imágenes hiperespectrales de una región para identificar 

concentraciones elevadas de CO2; y, (v) detección y rango de luz que puede medir 

las concentraciones de gases varios gases en la atmosfera (p. ej. CO2, CH4, H2O) 

con luz láser. Como podemos observar, en todas las técnicas aparece el CO2 y la 

razón es que después del agua, es el gas mayoritario en un ambiente geotérmico. 

De acuerdo con los objetivos planteados en la presente investigación, a 

continuación, se describen los métodos Eddy-Covariance y Cámara de 

Acumulación. 

 

Método Eddy-Covariance (EC). Es un método que permite cuantificar intercambios 

de distintos gases (p. ej. CO2) y energía, entre la superficie de la Tierra y la 

atmosfera. Con ello, se puede realizar un monitoreo continuo del flujo de CO2 en 

grandes extensiones, con tamaños que varían desde unos pocos m2 hasta km2 

(Burba, 2013). El método se basa en mediciones directas y rápidas del transporte 



CAPÍTULO 2. Importancia del transporte de gases en sistemas geotérmicos 

 

20 
 

real del CO2 mediante un viento tridimensional en tiempo real in-situ. De esta forma, 

se puede promediar el producto de la serie de tiempo de la concentración fluctuante 

de CO2 (𝑐(𝑥, 𝑦, 𝑧, 𝑡)), y la serie de tiempo de la velocidad del viento vertical fluctuante 

(𝑤(𝑥, 𝑦, 𝑧, 𝑡)); Lewicki & Oldenburg (2004).  

 

Las mediciones se realizan por medio de dos aparatos de alta tecnología: el 

anemómetro y el analizador de gas infrarrojo o IRGA por sus siglas en inglés: 

Infrared Gas Analyzer. El primero de ellos mide la velocidad y dirección del viento, 

y el segundo mide las concentraciones de CO2 en el aire. Los datos de almacenan 

simultáneamente decenas de veces por minuto y el promedio puede ser calculado 

cada 10 min, 30 min, 1 hr., 2 hrs. o 4 hrs. (Burba, 2013). En la Fig. 2.8 se representa 

el principio de medición de este método. 

 

  

Fig. 2.8 (A) Medición del viento tridimensional a través de un anemómetro y (B) analizador infrarrojo para 
medir el número de moléculas de CO2 (Williams et al., 2017). 

 

El flujo de CO2 describe el movimiento de las moléculas que se trasladan de un 

lugar a otro sobre un área en un tiempo determinado. Es decir, si en un tiempo 𝑡1 

pasan 7 moléculas de CO2 por el área de medición y en 𝑡2 solo pasan 5 moléculas 

debido a la fluctuación del viento, entonces existió un flujo neto de 2 moléculas de 

CO2.  

 

Una ventaja del método EC es que proporciona una medición promediada espacial 

y temporalmente y, por lo tanto, filtra inherentemente la variabilidad espacial y 

temporal a pequeña escala en el flujo de superficie. Esto, potencialmente 

proporciona una medida más representativa del flujo de superficie (Lewicki & 

Oldenburg, 2004; Burba, 2013). 

(A) (B) 



CAPÍTULO 2. Importancia del transporte de gases en sistemas geotérmicos 

 

21 
 

Método Cámara de Acumulación (CA). Este método permite medir el flujo de CO2 

en suelos por unidad de área y unidad de tiempo. Se utiliza un IRGA y una cámara 

hueca con fondo abierto como se muestra en la Fig. 2.9. Cada medición 

generalmente se realiza en varios minutos y se requiere una persona para operar la 

instrumentación. 

 

 

Fig. 2.9 Diagrama esquemático de una CA midiendo el flujo de CO2 del suelo  
(modificado de Lewicki & Oldenburg, 2004). 

 

El procedimiento es colocar la CA con fondo abierto directamente sobre la superficie 

a medir, posteriormente el aire contenido se hace circular a través de la CA. La tasa 

de cambio de la concentración de CO2 en la cámara (𝑑[𝐶𝑂2]/𝑑𝑡) se mide con el 

IRGA y se registra en la PC (Lewicki & Oldenburg, 2004). El flujo de CO2 (𝐹) se 

calcula luego de acuerdo con la siguiente ecuación: 

 

𝐹 = (
𝑝𝑉

𝐴
)(

𝑑[𝐶𝑂2]

𝑑𝑡
) Ec. (2.1) 

 

donde 𝑝 es la densidad molar del aire; 𝑉 es el volumen del sistema de medición y 𝐴 

es el área de la huella de la CA.  

 

Para evitar mediciones anómalas, se recomienda presionar con firmeza la CA contra 

el suelo con la finalidad de aislar el volumen interno de la CA del exterior, teniendo 

cuidado de no alterar la superficie durante la medición dado que esto podría resultar 

en flujos del gas anormalmente altos (Fridriksson et al., 2016). 
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 2.5 El transporte de gases como parámetro geoquímico para 

identificar anomalías geotérmicas  
 

La interpretación y el análisis de los datos obtenidos en las mediciones geoquímicas 

de los gases tienen como objetivo reconstruir las condiciones termodinámicas del 

yacimiento a profundidad (Nicholson, 1993; Lewicki & Oldenburg, 2004; Lowenstern 

et al., 2015). A continuación, se enlistan algunos indicadores importantes inferidos 

a través del transporte de gases geotérmicos:  
 

a) Anomalías geotérmicas en la superficie tales como: fumarolas, los suelos 

vaporizantes, las pozas calientes, mofetas de gas frio, entre otras. 

b) El H2 es un gas altamente reactivo, por lo cual su concentración varía con el 

tiempo y a partir de esto podemos inferir direcciones de flujo ascendente. 

c) Las altas concentraciones de N2 suelen encontrarse en sistemas geotérmicos 

de baja entalpia. 

d) Generalmente, la presencia de altas concentraciones de oxígeno en el 

muestreo de los gases en sistemas geotérmicos denota contaminación de 

aire atmosférico. 

e)  Las altas concentraciones de los gases geotérmicos indican una alta 

permeabilidad por la cual ascienden a la superficie desde el yacimiento. 

f) Cuando existen elevadas concentraciones de H2 y H2S se puede inferir que 

la zona es de alta temperatura tanto en el yacimiento como en la superficie. 

g) Con base a la composición geoquímica se puede inferir la temperatura del 

yacimiento. 

  

De acuerdo con su naturaleza, los gases geotérmicos pueden dividirse en dos 

grupos: gases reactivos (H2O, CO2, H2S, NH3, H2, N2 y CH4) y gases inertes (Ar, 

He). Como su nombre lo indica los gases reactivos son aquellos que producen 

diferentes reacciones químicas con las rocas, y los gases inertes no participan en 

estas reacciones (Nicholson, 1993).  

 

La migración de los gases geotérmicos hacia la superficie es a través de fisuras y/o 

fracturas en la corteza terrestre siguiendo patrones de flujo vertical, mientras que 
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emanaciones liquidas siguen patrones de flujo horizontal (Nicholson, 1993). El 

mecanismo del transporte de los gases puede ser explicado a través de dos 

procesos: flujos difusivos y advectivos. Generalmente, los flujos bajos de un gas (p. 

ej. CO2) están relacionados por procesos difusivos y los flujos altos por procesos 

advectivos (Chiodini et al., 2001). Una analogía simple para entender ambos 

mecanismos del transporte de gas es considerar el transporte de la sal vertida en 

un río. Si el río es al principio de agua dulce y fluye rápidamente, la forma 

predominante del transporte de la sal en el agua será advectiva, cuando el flujo de 

agua en sí mismo transportaría la sal. Si el río no estuviera fluyendo, la sal 

simplemente se dispersaría hacia fuera desde su fuente en una manera difusiva.  

 

Matemáticamente el transporte difusivo está representado por la primera ley de Fick, 

la cual dice que existe un flujo proporcional a un gradiente y que se expresa con la 

siguiente ecuación: 

 

𝐹𝐷 = −𝐷
𝑑𝐶

𝑑𝑋
 Ec. (2.2) 

 

donde 𝐷 es el coeficiente de difusión; 
𝑑𝐶

𝑑𝑋
  es el gradiente de concentración en la 

dirección 𝑋 y el signo negativo indica que el flujo va de las zonas de mayor a las de 

menor concentración (Gomez, 2016). 

 

El flujo advectivo a través de un medio poroso se expresa matemáticamente por la 

ley de Darcy: 

 

𝐹𝐴 = −
𝑘

𝜇

𝑑𝑃

𝑑𝑋
 Ec. (2.3) 

 

donde 𝑘 es la permeabilidad absoluta del medio poroso; 𝜇 es la viscosidad del fluido; 

𝑑𝑃

𝑑𝑋
 es el gradiente de presión en la dirección 𝑋 del flujo. El signo negativo indica si 

𝑑𝑋 es medido en la dirección de flujo, la presión 𝑃 declina conforme 𝑋 se incrementa. 

Esta declinación dará como resultado un valor negativo para 
𝑑𝑃

𝑑𝑋
. En consecuencia, 
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el signo negativo deberá ser incluido en la ecuación para asegurar que el flujo 

advectivo sea positivo (Sánchez-Robles, 2010). En la Tabla 2.1, se enlistan los 

gases más comúnmente medidos en ambientes geotérmicos y el origen de estos. 

 

Tabla 2.1. Principales gases en los fluidos geotérmicos y su origen (Nicholson, 1993). 

Gas Origen 

CO2 

Dióxido de carbono 

Después del H2O, es el gas mayoritario, su origen puede ser magmático 

o por reacciones químicas con las rocas. 

H2S  

Ácido sulfhídrico 

Es un gas más soluble que el CO2 y su origen puede ser magmático o 

por reacciones químicas con las rocas. 

CH4 

Metano 

Su origen está basado en la reacción Fischer-Tropsch:  

CO2 + 4H2  CH4 +  2H2O 

H2 

Hidrogeno 

Se origina por reacciones químicas a altas temperaturas del agua con 

óxidos ferrosos y silicatos contenidos en las rocas, 

N2 

Nitrógeno 
Proviene de la disolución de este gas en aguas meteóricas.  

 

2.6 La temperatura como parámetro clave en la evaluación de 

reservas geoenergéticas  
 

El transporte de calor desde el interior de la Tierra hacia la superficie puede ser 

explicado a través de tres mecanismos: conducción, convección y radiación. La 

conducción transmite el calor de una entidad más caliente a una más fría estando 

ambas en contacto. La convección sucede cuando un fluido (líquido y/o gas) se 

encuentra en movimiento. La radiación es el calor emitido por los cuerpos debido a 

su temperatura y para ello no requiere un medio material (Ledesma, 1993; Incropera 

& DeWitt, 1999; Llopis & Rodrigo, 2008). 

 

Independientemente del mecanismo de transporte, cuando el calor es transferido a 

un fluido y este llega a la superficie manifestándose como fumarolas y/o 

manantiales, la medición de temperaturas nos provee información de importancia 

para calibrar el modelo numérico del yacimiento (Hiriart et al., 2011). Otra manera 
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de conocer la temperatura es mediante la perforación de pozos exploratorios, 

midiendo los perfiles de temperatura y presión conforme se incrementa la 

profundidad. En la Fig. 2.10 se muestra un perfil de temperaturas medidas en un 

pozo exploratorio ubicado en la zona geotérmica de Acoculco. 

 

 

Fig. 2.10 Registros de temperatura y zonas convectivas del pozo exploratorio EAC-1  
(Pulido et al., 2011). 

 

Es importante resaltar que la perforación de pozos exploratorios nos provee de 

temperaturas medidas, sin embargo, la desventaja es el costo de perforación. Una 

alternativa más económica y que es muy utilizada en la exploración es la estimación 

de las temperaturas del yacimiento a través de geotermómetros. Los 

geotermómetros proporcionan temperaturas utilizadas durante la exploración, 

perforación, construcción y explotación de sistemas geotérmicos (Díaz-González et 

al., 2013). Con estas temperaturas podemos conocer el potencial de energía 

geotérmica existente del yacimiento (García-López et al., 2014). Existen diferentes 

tipos de geotermómetros, tales como: solutos, gases, isotópicos, mineralógicos e 

inclusiones fluidas. Particularmente, los geotermómetros de gases son mayormente 

utilizados en la predicción de altas temperaturas (Arnórsson a& Gunnlaugsson, 

1985). 



CAPÍTULO 2. Importancia del transporte de gases en sistemas geotérmicos 

 

26 
 

Geotermómetros de gases. Son herramientas de bajo costo que proveen una 

estimación de la BHT usando la composición química de los gases geotérmicos que 

emergen a la superficie (Wetzel et al., 2006). Esencialmente, son ecuaciones 

analíticas que utilizan la composición química de los gases muestreados in-situ.  

 

En general, la calibración de los geotermómetros está desarrollada a partir de dos 

metodologías: 
 

a) Fundamentadas en bases de datos de mediciones in-situ, de los gases 

muestreados y las temperaturas de fondo medidas en pozos geotérmicos 

productores, bajo la suposición teórica de un equilibrio químico existente 

entre la interacción roca-fluido-gas en el yacimiento geotérmico. Es decir, que 

la temperatura depende del equilibrio químico que predomina en el 

yacimiento (Pang, 2001; Díaz-González et al., 2013). 
 

b) Experimentos de solubilidad de minerales, de datos calorimétricos o de 

estudios de interacción agua-roca en condiciones de equilibrio químico y 

termodinámico (Nicholson, 1993). 

 

A la fecha, se han reportado alrededor de 31 geotermómetros de gases analíticos 

(ver Tabla 1, ANEXO 2), los cuales estiman la BHT como una función directa de la 

concentración de los gases presentes en el yacimiento.  

 

La composición de los gases en ambientes geotérmicos está dada por: H2O, gases 

mayores (CO2, H2S y NH3) y gases traza (CH4, H2, N2, CO, O2). En el Capítulo 1 se 

resaltó la importancia del CO2 dado que después del vapor de agua es el 

componente mayoritario ~70-80% (Giammanco et al., 2007). Así mismo, existen 

otros gases traza presentes (p. ej. He, Ne, Ar) que durante el muestreo pueden ser 

fácilmente contaminados por el aire, por lo cual las mediciones se deben interpretar 

con ciertas reservas (Powell & Cumming, 2010). Debido a esto, la mayoría de los 

geotermómetros de gases están calibrados fundamentalmente con la concentración 

de CO2, H2S, CH4, H2, N2.  
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Por ejemplo, D'Amore & Panichi (1980) propusieron un geotermómetro empírico 

calibrado en unidades de % volumen de la concentración de los gases CO2, H2S, 

CH4, H2 muestreados en 34 sitios geotérmicos. Las ecuaciones geotermométricas 

obtenidas son: 

 

si %CO275 

𝑇(°𝐶) =
24775

2𝑙𝑜𝑔 (
𝐶𝐻4

𝐶𝑂2
) − 6𝑙𝑜𝑔 (

𝐻2

𝐶𝑂2
) − 3𝑙𝑜𝑔 (

𝐻2𝑆
𝐶𝑂2

) + 36.05
− 273.15 

 

Ec. (2.4) 

si %CO2<75 

𝑇(°𝐶) =
24775

2𝑙𝑜𝑔 (
𝐶𝐻4

𝐶𝑂2
) − 6𝑙𝑜𝑔 (

𝐻2

𝐶𝑂2
) − 3𝑙𝑜𝑔 (

𝐻2𝑆
𝐶𝑂2

) − 7𝑙𝑜𝑔(0.1) + 36.05
− 273.15 

 

Ec. (2.5) 

 

Para más detalles de este y otros geotermómetros de gas, consultar Tabla 3, 

ANEXO 2. 



28 

CAPÍTULO 3 

Inteligencia Artificial Aplicada en Redes Neuronales 

 

Resumen del Capítulo. En este Capítulo se abordan los conceptos fundamentales 

en el marco de la Inteligencia Artificial (IA) con sus principales vertientes. Se amplía 

el concepto de aprendizaje máquina y como a través de él se sitúan las redes 

neuronales artificiales. Se describen las generalidades de estas últimas, la forma en 

que están inspiradas en la neurona biológica y como el conjunto de ellas dan lugar 

al modelo perceptrón multicapa. Al final del Capítulo se describe un ejemplo número 

del algoritmo backpropagation, el cual ha generado múltiples aplicaciones alrededor 

de las redes neuronales, entre ellas la presente investigación. 

 

3.1 Generalidades de la IA  
 

La IA es la parte de las ciencias computacionales que desarrolla sistemas que 

emulan características asociadas al comportamiento humano como son: la 

comprensión del lenguaje, el aprendizaje, el razonamiento, la resolución de 

problemas, entre otros (Russell & Norvig, 2002), ver Fig. 3.1. Algunos de los rasgos 

que se buscan obtener a través de la IA son: aprender de la experiencia, darles 

sentido a mensajes confusos, capacidad de responder rápidamente a situaciones 

desconocidas, adquirir y aplicar nuevos conocimientos y pensar-razonar. 
 

 

Fig. 3.1 Interpretación esquemática del proceso de información a través de diferentes  
estímulos en el cerebro humano (modificado de Oporto, 2006). 
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La IA trata de representar el pensamiento humano basándose en el desarrollo de 

algoritmos. Estos algoritmos permiten combinar distintos campos de la ciencia, tales 

como: robótica, sistema de visión, algoritmos genéticos, agentes inteligentes, 

sistemas expertos, aprendizaje máquina (p. ej. redes neuronales), entre otros 

(Jackson, 2019), ver Fig. 3.2. 
 

 
 

Fig. 3.2 Diagrama de los principales campos de aplicación relacionados con IA  
(modificado de Ponce et al., 2014). 

 

El objetivo de la IA es crear modelos (físicos y/o virtuales) que por sí solos puedan 

“pensar” y tomar decisiones, lo que da como resultado un gran número de estudios 

y aplicaciones, dentro de las que destacan las redes neuronales (Méndez & 

Morales, 2008), ver Tabla 3.1. 

 

Tabla 3.1. Principales campos de aplicación de la IA (Méndez & Morales, 2008; Jackson, 2019). 

Campo Descripción 

Robótica 
Dispositivo físico cuya característica es la capacidad de realizar 

funciones y/o tareas con un alto grado de precisión. 

IA

Robótica

Sistema de 
visión

Agentes 
inteligentes

Sistemas 
expertos

Algoritmos 
genéticos

Aprendizaje 
máquina
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Campo Descripción 

Sistema de visión 

Dispositivo físico y software que logra captar, almacenar y procesar 

imágenes. Se puede usar en conjunto con robots para proveerles de 

"visión" y tomar decisiones con base a lo que visualiza. 

Agentes inteligentes 
Software que revisa grandes cantidades de datos y la información más 

adecuada para el usuario. 

Sistemas expertos 
Software que está basado en un conjunto de reglas y procedimientos de 

inferencia para resolver problemas.  

Algoritmos genéticos 

Es un método iterativo de búsqueda basado en la probabilidad, utiliza 

modelos inspirados en la naturaleza para resolver problemas de 

optimización. 

Aprendizaje máquina 
Es una serie de metodologías y algoritmos tienen la capacidad de 

aprender a partir de la experiencia. 

 

Aprendizaje máquina. Se refiere a la implementación de algoritmos que utilizan un 

conjunto de datos con el objetivo de identificar patrones para la predicción y 

optimización. Estos datos son utilizados en una etapa posterior como retro-

alimentación del algoritmo para mejorar las predicciones y emular un tipo de 

aprendizaje de las computadoras sin ser programadas directamente (Pulido et al., 

2018; Bi el al., 2019). Por ejemplo, si contamos con datos acerca del 

comportamiento de compras de nuestros clientes, podemos hacer predicciones 

sobre sus futuras compras. Con base al tipo de procesamiento de los datos de 

entrada, estos algoritmos se subdividen en tres categorías (ver Fig. 3.3):  

 
 

1. Aprendizaje supervisado: partiendo de un conjunto de datos de entrenamiento, 

el algoritmo produce una función de salida para hacer predicciones de los 

valores esperados; 
 

2. Aprendizaje no supervisado: estos algoritmos son utilizados cuando no se tiene 

una salida deseada (target); y, 

 

3. Aprendizaje por refuerzo: con los datos de entrenamiento, produce salidas 

evaluando el error o certeza de la predicción. La característica más relevante es 

la búsqueda de prueba-error y la recompensa si es que aplica (Méndez & 

Morales, 2008; Jackson, 2019). 
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Fig. 3.3 Diagrama general de la rama aprendizaje máquina resaltando la  
ubicación de las redes neuronales artificiales en esta investigación. 

 

3.2 Redes Neuronales Artificiales (RNA) 
 

Las RNA son un conjunto de elementos de procesamiento (neuronas) los cuales se 

conectan entre sí en forma de grafo dirigido. Las conexiones entre las neuronas 

establecen una estructura jerárquica similar a la forma en que funciona el sistema 

nervioso (Zhang et al., 2019).   

 

La analogía con las neuronas biológicas está dada por la información que recibe 

una neurona a través de las conexiones precedentes, procesa la información y emite 

una señal de salida. El primer modelo de una neurona artificial fue propuesto por 

McCulloch & Pitts (1943), el cual compone de varios elementos, como son:  

 

 Un conjunto de datos de entrada 𝑋 = (𝑥1,  𝑥2, … , 𝑥𝑛);  

 Cada entrada está asociada a un valor ajustable 𝑊 = (𝑤1, 𝑤2, … ,𝑤𝑛) 

denominado peso sináptico;  

 Un peso sináptico adicional que posee cada neurona, conocido como 

umbral de acción 𝜃 o bias;  

 Una salida 𝑦  cuyo valor está en función de los datos de entrada 𝑋 y los 

pesos sinápticos 𝑊; y,  

 Una función de activación 𝑓 que limita la amplitud de la salida neuronal. 

 

Aprendizaje 
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Fig. 3.4 Modelo de una neurona artificial (Modificado de Zhang et al., 2019). 

 

En la Fig. 3.4 se está representado el modelo propuesto por McCulloch & Pitts 

(1943) y que matemáticamente se expresa por la Ec. 3.1. 

 

𝑦 = 𝑓(∑𝑤𝑖 ∙ 𝑥𝑖 + 𝜃)

𝑛

𝑖=1

 

 

Ec. (3.1) 

donde 𝑛 es el número de datos de entrada. 

 

La función de transferencia 𝑓 producirá siempre la misma salida si los valores 

precedentes no cambian, es decir, los pesos sinápticos (López & Fernández, 2008). 

Existen diferentes tipos de funciones de activación, cada una de ellas tiene un 

comportamiento específico (activada o desactivada) acorde al problema a resolver. 

Las más utilizadas se enlistan en la Tabla 3.2.  

 

Tabla 3.2. Funciones de activación más utilizadas en RNA (López & Fernández, 2008).  

Función Expresión matemática Figura 

Escalón 𝑓(𝑢) = {
1,    𝑢 ≥ 0

0,    𝑢 < 0
 

 

 

𝑓(𝑢) 
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Función Expresión matemática Figura 

Lineal 
𝑓(𝑢) = 𝑢 

 

 

 

Saturación 
𝑓(𝑢) = {

1, 𝑢 > 1
𝑢, 0 ≤ 𝑢 ≤ 1
0, 𝑢 < 0

 

 

 

 

Logística 𝑓(𝑢) =
1

1 + 𝑒−𝑢
 

 

 

Tangente 

hiperbólica 
𝑓(𝑢) =

2

1 + 𝑒−2𝑢
− 1 

 

 

La función de escalón y saturación tienen 2 variantes adicionales, con rangos de -1 a 1.  

 

3.3 RNA Perceptrón Multicapa 
 

De acuerdo con la topología las RNA se clasifican en: perceptrón simple, perceptrón 

multicapa, convolución, recurrentes y base radial. Una de las más utilizadas en 

Ciencias de la Tierra y otras áreas es la red neuronal perceptrón multicapa (Zhang 

et al., 2019).  

𝑓(𝑢) 

𝑓(𝑢) 

𝑓(𝑢) 

𝑓(𝑢) 
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Este tipo de RNA está conformada por diversas neuronas agrupadas en capas: capa 

de entrada, oculta y de salida (ver Fig. 3.5). 

 

 

Fig. 3.5 Representación de una topología perceptrón multicapa. 

 

La capa de entrada provee al modelo neuronal de los datos externos a ser 

procesados. La capa oculta realiza un primer procesamiento asociado a los pesos 

sinápticos de cada neurona oculta y el resultado sirve de entrada a la capa de salida. 

La capa de salida transfiere el resultado computado por la RNA al usuario en un 

entorno exterior (López & Fernández, 2008). Es importante resaltar que solo puede 

existir una capa de entrada y una de salida, sin embargo, puede haber un número 

mayor de capas ocultas. Algunas de las ventajas más importantes son: 
 

 Aprendizaje Adaptativo. Los pesos sinápticos de la red se ajustan con datos de 

entrada (muestras o medidas) relacionados con el proceso a modelar, con lo 

que se hace posible la adquisición de conocimiento por experiencia (Da Silva et 

al., 2017); 

 Capacidad de aprendizaje. A través de un método de aprendizaje, la red 

neuronal puede extraer información con respecto a la relación existente entre 

las variables bajo estudio (Da Silva et al., 2017); y 

 Capacidad de generalización. Posterior al proceso de aprendizaje, la red 

neuronal es capaz de generalizar el conocimiento adquirido haciendo posible la 

estimación y/o predicción de soluciones del objeto bajo estudio (Da Silva et al., 

2017); entre otras. 
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Algoritmos de aprendizaje. El aprendizaje es el proceso por el que una RNA 

modifica el valor numérico de las conexiones (pesos sinápticos) en respuesta a una 

información de entrada. Con ello, la red puede generalizar un problema utilizando 

un conjunto de datos de entrada como ejemplos (López & Fernández, 2008). 

Simplificando el esquema de aprendizaje de una neurona (topología perceptrón 

simple), los pesos se pueden determinar con la siguiente expresión: “Peso Nuevo = 

Peso viejo + Cambio de Peso”. Matemáticamente:  

 

𝑤𝑖𝑗(𝑡 + 1) = 𝑤𝑖𝑗(𝑡) + ∆𝑤𝑖𝑗(𝑡) 

 
Ec. (3.2) 

 

donde 𝑡 hace referencia a la etapa de aprendizaje; 𝑤𝑖𝑗(𝑡 + 1) al peso nuevo y  𝑤𝑖𝑗(𝑡) 

al peso viejo. Los subíndices 𝑖𝑗 es el i-ésimo peso de entrada a la j-ésima neurona. 

 

∆𝑤𝑖𝑗 = 𝛼 ∙ 𝑥𝑖(𝑦𝑑𝑗 − 𝑦𝑗) Ec. (3.3) 

 

donde ∆𝑤𝑖𝑗 es la variación en el peso entre las neuronas 𝑖 y 𝑗; 𝑥𝑖 es la i-ésima 

entrada a la j-ésima neurona; 𝑦𝑑𝑗 es el valor de la salida deseada para la neurona 

𝑗; 𝑦𝑗 el valor de salida de la j-ésima neurona; 𝛼  es un factor o tasa de aprendizaje 

que regula su el ajuste del peso sináptico. 

 

El aprendizaje de las RNA se subdivide en supervisado y no supervisado. En la 

siguiente sección se describe el algoritmo supervisado backpropagation, el cual 

sirvió de base para futuros modelos de optimización en el aprendizaje de las RNA. 

 

3.4 Algoritmo Backpropagation 
 

El creador de este algoritmo fue Paul J. Werbos quien en 1974 publicó la idea básica 

de propagación hacia atrás o mejor conocido como Backpropagation en su tesis 

denominada “Beyond regression: new tools for prediction and analysis in the 

behavioral sciences”. Sin embargo, no fue sino hasta más de una década después 

que este algoritmo fue redescubierto por Rumelhart et al. (1986).  
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Al igual que el perceptrón simple (ver Ecs. 3.2 y 3.3), este algoritmo ajusta los pesos 

sinápticos con base al error obtenido a la salida de la RNA al ser comparada con la 

salida deseada. El ajuste de los pesos lo realiza con el método de descenso del 

gradiente comenzando por la capa de salida (acorde al error cometido), y continúa 

propagando este error a las capas anteriores hasta llegar a la capa de entrada 

(López & Fernández, 2008). En general, este algoritmo consta de 2 fases: 
 

1. En la propagación hacia adelante se aplica un patrón a las entradas de la red 

y su efecto se propaga a través de esta, capa a capa. Al llegar a la última 

capa, la red presenta un conjunto de salidas como respuesta a dicho patrón 

de entrada. Normalmente, en la primera iteración el algoritmo parte de un 

conjunto de pesos con un valor inicial pequeño aleatorio (Méndez & Morales, 

2008). 

2. En la propagación hacia atrás los pesos de la red se modifican de acuerdo 

con una regla de ajuste del error. Es decir, se calcula el valor de la función 

de error que compara la salida actual de la red y la salida deseada. Este error 

se propaga hacia atrás (Méndez & Morales, 2008). 

 

Esquemáticamente, el algoritmo backpropagation está representado en la Fig. 3.6 

donde se aprecia el inicio del ciclo e iterativamente continúa hasta lograr la 

convergencia. 

 

Fig. 3.6 Diagrama representativo del entrenamiento de una RNA (Modificado de Díaz-González et al., 2013). 
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El pseudocódigo del algoritmo backpropagation (de Lima, 2005) es: 

Inicio 

Repetir 

     Por cada bloque del conjunto de datos de entrenamiento HACER 

          Por cada par de vectores en el bloque de conjunto de entrenamiento HACER 

               1. aplicar a la entrada de RNA, el siguiente vector de entrada 

               2. calcular la salida obtenida 

               3. calcular el error entre la salida de la RNA y la salida deseada 

               4. calcular variación en los pesos para toda la RNA acumulando los resultados 

          Fin 

                5. ajusta los pesos de la red 

     Fin 

Siempre que el error esté fuera de la tolerancia deseada 

 

3.5 Ejemplo numérico de algoritmo Backpropagation 
 

Para comprender el efecto del procesamiento de cada neurona propagándose hasta 

calcular la salida de la red, en el presente trabajo se muestra un ejemplo completo 

tomado de Mazur (2018). La arquitectura utilizada en el ejemplo es de 2 neuronas 

en la capa de entrada, 2 en la capa oculta y 2 en la salida (2-2-2). Las 2 neuronas 

de entrada están asociadas a 2 variables con valores de 0.05 y 0.1. Estos valores 

servirán de insumo a la red neuronal para obtener dos targets con valores de 0.01 

y 0.99. Esquemáticamente el ejemplo se representa con la Fig. 3.7. 
 

 

Fig. 3.7 Esquema del ejemplo numérico, donde I1 e I2 son las neuronas de entrada; h1 y h2 con las neuronas 
ocultas; o1 y o2 son las neuronas de salida y w1 a w8 son los pesos sinápticos. 
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Como se mencionó anteriormente en la sección 3.4, los pesos sinápticos 

(conexiones entre las neuronas) se inicializan con valores aleatorios como se 

muestra en la Fig. 3.8. 

 

 

Fig. 3.8 Inicialización de los pesos sinápticos con números reales. 

 

El objetivo del algoritmo es ajustar los pesos para que la red neuronal pueda 

aprender a predecir la salida deseada, es decir, dadas las entradas 0.05 y 0.10, 

queremos que la red neuronal produzca 0.01 y 0.99. 

 

Propagación hacia adelante. Inicialmente calculemos que valores predice 

actualmente la red neuronal dados los pesos de la Fig. 3.8 en conjunto con las 

entradas de 0.05 y 0.10. Para ello, calculamos la entrada neta total a cada neurona 

de la capa oculta, posteriormente limitamos la entrada neta total usando una función 

de activación (función logística), luego repetimos el proceso con las neuronas de la 

capa de salida. 

 
 

Para calcular la entrada neta de la neurona oculta h1: 

𝑛𝑒𝑡ℎ1 = 𝑤1 ∗ 𝑖1 +𝑤2 ∗ 𝑖2 + 𝑏1 ∗ 1 

 

Sustituyendo tenemos: 

𝑛𝑒𝑡ℎ1 = (0.15 ∗ 0.05) + (0.2 ∗ 0.10) + (0.35 ∗ 1) = 0.3775 

 

Aplicando la función logística (ver Tabla 3.2) a la salida de la neurona oculta h1:  

 

Ec. (3.4) 
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𝑜𝑢𝑡ℎ1 =
1

1 + 𝑒−𝑛𝑒𝑡ℎ1
=

1

1 + 𝑒−0.3775
= 0.593269992 

 

Para calcular la entrada neta de la neurona oculta h2: 

𝑛𝑒𝑡ℎ2 = 𝑤3 ∗ 𝑖1 +𝑤4 ∗ 𝑖2 + 𝑏1 ∗ 1 

 

Sustituyendo tenemos:  

𝑛𝑒𝑡ℎ2 = (0.25 ∗ 0.05) + (0.3 ∗ 0.10) + (0.35 ∗ 1) = 0.3925 

 

Aplicando la función logística: 

𝑜𝑢𝑡ℎ2 =
1

1 + 𝑒−𝑛𝑒𝑡ℎ2
=

1

1 + 𝑒−0.3925
= 0.596884378 

 

Para calcular la entrada neta de la neurona de salida o1 

𝑛𝑒𝑡𝑜1 = 𝑤5 ∗ 𝑜𝑢𝑡ℎ1 + 𝑤6 ∗ 𝑜𝑢𝑡ℎ2 + 𝑏2 ∗ 1 

 

Sustituyendo tenemos:  

𝑛𝑒𝑡𝑜1 = (0.4 ∗ 0.5932) + (0.45 ∗ 0.5968) + (0.6 ∗ 1) = 1.105905967 

 

Aplicando la función logística: 

𝑜𝑢𝑡𝑜1 =
1

1 + 𝑒−𝑛𝑒𝑡𝑜1
=

1

1 + 𝑒−1.1059
= 0.751365069 

 

Para calcular la entrada neta de la neurona de salida o2 

𝑛𝑒𝑡𝑜2 = 𝑤7 ∗ 𝑜𝑢𝑡ℎ1 + 𝑤8 ∗ 𝑜𝑢𝑡ℎ2 + 𝑏2 ∗ 1 

 

Sustituyendo tenemos:  

𝑛𝑒𝑡𝑜2 = (0.5 ∗ 0.5932) + (0.55 ∗ 0.5968) + (0.6 ∗ 1) = 1.224921404 

 

Aplicando la función logística: 

𝑜𝑢𝑡𝑜2 =
1

1 + 𝑒−𝑛𝑒𝑡𝑜2
=

1

1 + 𝑒−1.2249
= 0.772928465 

 

Para calcular el error total (usando la función del error al cuadrado) cometido por 

cada neurona de salida 

𝐸𝑡𝑜𝑡𝑎𝑙 = ∑
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡 − 𝑜𝑢𝑡𝑝𝑢𝑡)2 

 

Sustituyendo tenemos:  

𝐸𝑜1 =
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜1 − 𝑜𝑢𝑡𝑜1)

2 =
1

2
(0.01 − 0.7513)2 = 0.274811082 

𝐸𝑜2 =
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜2 − 𝑜𝑢𝑡𝑜2)

2 =
1

2
(0.99 − 0.7729)2 = 0.023560025 

𝐸𝑡𝑜𝑡𝑎𝑙 = 𝐸𝑜1 + 𝐸𝑜2 = 0.2748 + 0.02356 = 0.298371107 

 

 

 

Ec. (3.5) 

 

 

 

 

 

 

Ec. (3.6) 

 

 

 

 

 

 

 

Ec. (3.7) 

 

 

 

 

 

 

 

 

 

Ec. (3.8) 
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Propagación hacia atrás. El objetivo es ajustar cada uno de los pesos en la red 

para que la salida sea más cercana al valor deseado. Para ello, minimizamos el 

error cometido en cada neurona. Por ejemplo, ¿cuánto afecta un cambio al peso en 

𝑤5 con respecto al error total 
𝜕𝐸𝑡𝑜𝑡𝑎𝑙

𝜕𝑤5
 ? 

 

Aplicando la regla de la cadena para conocer que tanto 𝑤5 afecta al error total  

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤5

=
𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡𝑜1

∗
𝜕𝑜𝑢𝑡𝑜1
𝜕𝑛𝑒𝑡𝑜1

∗
𝜕𝑛𝑒𝑡𝑜1
𝜕𝑤5

 

 

Resolviendo primero para el error total 𝐸𝑡𝑜𝑡𝑎𝑙 con respecto a la neurona de salida o1 

𝜕𝑜𝑢𝑡𝑜1 tenemos: 

𝐸𝑡𝑜𝑡𝑎𝑙 =
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜1 − 𝑜𝑢𝑡𝑜1)

2 +
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜2 − 𝑜𝑢𝑡𝑜2)

2 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡𝑜1

= 2 ∗
1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜1 − 𝑜𝑢𝑡𝑜1)

2−1 ∗ −1 + 0 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡𝑜1

= −(𝑡𝑎𝑟𝑔𝑒𝑡𝑜1 − 𝑜𝑢𝑡𝑜1) = −(0.01 − 0.7513) = 0.741365069 

 

Cuando tomamos la derivada parcial del error total con respecto a 𝑜𝑢𝑡𝑜1 el término 

1

2
(𝑡𝑎𝑟𝑔𝑒𝑡𝑜2 − 𝑜𝑢𝑡𝑜2)

2 se convierte en cero porque 𝑜𝑢𝑡𝑜1 no lo afecta, lo que significa 

que estamos tomando la derivada de una constante que es cero. 

 

Ahora bien, ¿cuánto cambia la salida de la neurona o1 con respecto a su entrada 

neta total? La derivada parcial de la función logística es la salida multiplicada por 1 

menos la salida: 

𝑜𝑢𝑡𝑜1 =
1

1 + 𝑒−𝑛𝑒𝑡𝑜1
 

𝜕𝑜𝑢𝑡𝑜1
𝜕𝑛𝑒𝑡𝑜1

= 𝑜𝑢𝑡𝑜1(1 − 𝑜𝑢𝑡𝑜1) = 0.7513(1 − 0.7513) = 0.186815602 

 

Continuando, debemos evaluar ¿cuánto cambia la entrada neta total de la neurona 

o1 con respecto al peso 𝑤5? Tenemos que la Ec. (3.7) es: 

𝑛𝑒𝑡𝑜1 = 𝑤5 ∗ 𝑜𝑢𝑡ℎ1 + 𝑤6 ∗ 𝑜𝑢𝑡ℎ2 + 𝑏2 ∗ 1 

𝜕𝑛𝑒𝑡𝑜1
𝜕𝑤5

= 1 ∗ 𝑜𝑢𝑡ℎ1 ∗ 𝑤5
(1−1) + 0 + 0 = 𝑜𝑢𝑡ℎ1 = 0.593269992 

 

Con todos los valores calculados, sustituimos en Ec. (3.9) 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤5

=
𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡𝑜1

∗
𝜕𝑜𝑢𝑡𝑜1
𝜕𝑛𝑒𝑡𝑜1

∗
𝜕𝑛𝑒𝑡𝑜1
𝜕𝑤5

 

 

 

Ec. (3.9) 
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𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤5

= 0.7413 ∗ 0.1868 ∗ 0.5932 = 0.08216704 

 

Finalmente, para ajustar el valor del peso actual de 𝑤5 y calcular el peso siguiente 

𝑤5
+, restamos el valor obtenido por la regla de la cadena. Opcionalmente multiplicado 

por una tasa de aprendizaje, p. ej. 𝛼 = 0.5 

𝑤5
+ = 𝑤5 −  𝛼 ∗

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤5

= 0.4 ∗ 0.5 ∗ 0.08216 = 0.35891648 

 

Al repetir el procedimiento que inicia con la Ec. (3.9) y calcular todos los pesos 

asociados a las neuronas de salida (𝑤6, 𝑤7, 𝑤8, 𝑏2) obtenemos los siguientes valores: 

𝑤6
+ = 0.408668997; 𝑤7

+ = 0.51130127; 𝑤8
+ = 0.561370121;  

𝑏2
+ = {0.530750719, 0.619049094} 

Para ajustar los pesos asociados a las neuronas de la capa oculta se realiza un 

procedimiento similar al de la Ec. (3.9). Considerando que la salida de cada neurona 

oculta contribuye al valor calculado por las neuronas de salida (o1 y o2), tenemos 

que para el peso 𝑤1  

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤1

=
𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡ℎ1

∗
𝜕𝑜𝑢𝑡ℎ1
𝜕𝑛𝑒𝑡ℎ1

∗
𝜕𝑛𝑒𝑡ℎ1
𝜕𝑤1

 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜1
𝜕𝑜𝑢𝑡ℎ1

+
𝜕𝐸𝑜2
𝜕𝑜𝑢𝑡ℎ1

 

 

Con los valores previamente calculados y comenzando por 
𝜕𝐸𝑜1

𝜕𝑜𝑢𝑡ℎ1
 tenemos: 

𝜕𝐸𝑜1
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜1
𝜕𝑛𝑒𝑡𝑜1

∗
𝜕𝑛𝑒𝑡𝑜1
𝜕𝑜𝑢𝑡ℎ1

 

𝜕𝐸𝑜1
𝜕𝑛𝑒𝑡𝑜1

=
𝜕𝐸𝑜1
𝜕𝑜𝑢𝑡𝑜1

∗
𝜕𝑜𝑢𝑡𝑜1
𝜕𝑛𝑒𝑡𝑜1

= 0.741365069 ∗ 0.186815602 = 0.138498561 

𝜕𝑛𝑒𝑡𝑜1
𝜕𝑜𝑢𝑡ℎ1

= 𝑤5 = 0.4 

 

Sustituyendo tenemos: 

𝜕𝐸𝑜1
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜1
𝜕𝑛𝑒𝑡𝑜1

∗
𝜕𝑛𝑒𝑡𝑜1
𝜕𝑜𝑢𝑡ℎ1

= 0.138498561 ∗ 0.4 = 0.055399424 

 

Con los valores previamente calculados y continuando por 
𝜕𝐸𝑜2

𝜕𝑜𝑢𝑡ℎ1
 tenemos: 

𝜕𝐸𝑜2
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜2
𝜕𝑛𝑒𝑡𝑜2

∗
𝜕𝑛𝑒𝑡𝑜2
𝜕𝑜𝑢𝑡ℎ1

 

𝜕𝐸𝑜2
𝜕𝑛𝑒𝑡𝑜2

=
𝜕𝐸𝑜2
𝜕𝑜𝑢𝑡𝑜2

∗
𝜕𝑜𝑢𝑡𝑜2
𝜕𝑛𝑒𝑡𝑜2

= −0.217071535 ∗ 0.1755100529 = −0.038098236 

𝜕𝑛𝑒𝑡𝑜2
𝜕𝑜𝑢𝑡ℎ1

= 𝑤7 = 0.5 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Ec. (3.10) 
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Sustituyendo tenemos: 

𝜕𝐸𝑜2
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜2
𝜕𝑛𝑒𝑡𝑜2

∗
𝜕𝑛𝑒𝑡𝑜2
𝜕𝑜𝑢𝑡ℎ1

= −0.038098236 ∗ 0.5 = −0.019049118 

 

El error calculado por la neurona oculta h1 en la Ec. (3.10) es: 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡ℎ1

=
𝜕𝐸𝑜1
𝜕𝑜𝑢𝑡ℎ1

+
𝜕𝐸𝑜2
𝜕𝑜𝑢𝑡ℎ1

= 0.055399424 + (−0.019049118) = 0.036350306 

 

Continuando con los términos 
𝜕𝑜𝑢𝑡ℎ1

𝜕𝑛𝑒𝑡ℎ1
 y 

𝜕𝑛𝑒𝑡ℎ1

𝜕𝑤1
 de la Ec. (3.10) tenemos: 

𝜕𝑜𝑢𝑡ℎ1
𝜕𝑛𝑒𝑡ℎ1

= 𝑜𝑢𝑡ℎ1(1 − 𝑜𝑢𝑡ℎ1) = 0.5932 ∗ (1 − 0.5932) = 0.241300708 

𝜕𝑛𝑒𝑡ℎ1
𝜕𝑤1

= 𝑖1 = 0.05 

 

Sustituyendo todos los valores en Ec. (3.10) tenemos: 

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤1

=
𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑜𝑢𝑡ℎ1

∗
𝜕𝑜𝑢𝑡ℎ1
𝜕𝑛𝑒𝑡ℎ1

∗
𝜕𝑛𝑒𝑡ℎ1
𝜕𝑤1

= 0.03635 ∗ 0.2413 ∗ 0.05 = 0.0004385677 

Para ajustar el valor del peso actual de 𝑤1 y calcular el peso siguiente 𝑤1
+, repetimos 

el procedimiento utilizado en 𝑤5
+  

𝑤1
+ = 𝑤1 −  𝛼 ∗

𝜕𝐸𝑡𝑜𝑡𝑎𝑙
𝜕𝑤1

= 0.15 − 0.5 ∗ 0.0004385 = 0.149780716 

 

Al repetir el procedimiento que inicia con la Ec. (3.10) y calcular todos los pesos 

asociados a las neuronas ocultas (𝑤2, 𝑤3, 𝑤4, 𝑏1) obtenemos los siguientes valores: 

𝑤2
+ = 0.199561432; 𝑤3

+ = 0.249751143; 𝑤4
+ = 0.299502287; 

𝑏1
+ = {0.345614323, 0.345022873} 

 

A través del algoritmo backpropagation se han actualizado todos los pesos 

sinápticos en este ejemplo. En la propagación hacia adelante el error obtenido por 

la red neuronal con los pesos aleatorios iniciales (ver Fig. 3.8) fue igual a 

0.298371107. Después de ajustar los pesos en una época, el error disminuyó 

ligeramente obteniendo un valor de 0.291027924.  

 

Así mismo, al ajustar los pesos durante 50 mil épocas el error disminuye a 

0.0000000001 y la salida de la red neuronal genera valores de 0.010010 y 0.989991 

siendo los valores objetivo de 0.01 y 0.99 respectivamente.  
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CAPÍTULO 4 

Metodología y Desarrollo del Proyecto de Investigación 

 

Resumen del Capítulo. En este Capítulo se describe la metodología y las bases 

de datos utilizadas para desarrollar los objetivos específicos planteados en el 

Capítulo 1, mismos que se subdividieron en tres módulos: Módulo 1. Desarrollar 

nuevos geotermómetros de gases para la predicción de temperaturas de fondo; 

Módulo 2. Desarrollar nuevos modelos de predicción para modelar anomalías o 

emisiones naturales de CO2 en sistemas geotérmicos y, Módulo 3. Desarrollar una 

nueva metodología geoquimiométrica computacional apoyada en el método de 

Sinclair para la discriminación del transporte de gas en sistemas geotérmicos. 

 

En la Fig. 4.1 se muestra un diagrama general de los problemas específicos que se 

abordaron en la presente investigación y de los cuales se derivaron los tres módulos 

a desarrollar.  

 

 

Fig. 4.1 Diagrama general de los objetivos de la presente investigación. 

 

 

 

BHTRNA=f(xi)

Investigación – Tres problemas específicos en la exploración geotérmica

Estimar la temperatura (BHT) de 
yacimientos geotérmicos

Insumo: base de datos compilada de la literatura

  : Composición de gases

p. ej. CO2, H2S, CH4 y H2

Estudiar anomalías geotérmicas 
(Sistema de Roca Seca Caliente: Caldera de Acoculco, Puebla)

Instrumentos: Eddy-Covariance (EC) y Cámara  de Acumulación (CA) 

Modelo matemático: RNA
Inputs: composición geoquímica de gases
Target: BHT

Modelo matemático: RNA
Inputs: variables ambientales y flujos de energía
Target: FCO2

Método estadístico ($): Sinclair
Desventaja de métodos analíticos:

Relación 3He/4He $$$$$

Carbono trece δ13C $$$

Equipo micrometeorológico EC: 
Patrones de flujo de CO2 (FCO2) en la atmosfera

1. Modelar el FCO2

2. Imputar valores (gaps) dado 
problemas meteorológicos. 
p. ej. neblina/bajas temperaturas

Equipo CA: 
Mediciones de FCO2 en suelo

Discriminar el origen del FCO2

Modulo 1

Modulo 2 Modulo 3
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4.1 Metodología del Módulo 1 
 

El desarrollo de nuevos geotermómetros de gases para la predicción de 

temperaturas de fondo comprende una serie de pasos secuenciales, los cuales se 

describen a detalle en el ANEXO 1 y 2. A continuación se enlistan de forma general 

cada uno de los procesos utilizados. 
 

1. Compilación de datos de la literatura: revistas indizadas, congresos, reportes 

técnicos, entre otros. La información compilada comprende la composición 

geoquímica de gases geotérmicos medidos en pozos productores. Así como la 

temperatura de fondo (BHT). Dentro de los gases mínimos requeridos para 

agregar un registro completo a la Base de Datos Geoquímicos Mundial (BDGM), 

deberá contener las concentraciones de CO2, H2S, CH4, H2, ver Tabla 4.1.  

 

Tabla 4.1 Extracto de la BDGM con 14 muestras geoquímicas (bases de datos completas: consultar material 

suplementario de ANEXO 1). 

n País 
Pozo 

geotérmico 
Campo 

geotérmico 
Fecha BHTm CO2 H2S NH3 CH4 H2 N2 

1 Iceland HE-03 Hellisheidi n.r. 275 680 220 n.r. 3.5 39.0 58.1 

2 Iceland HE-05 Hellisheidi n.r. 275 846 65 n.r. 5.9 5.3 78.4 

3 Iceland HE-06 Hellisheidi n.r. 270 828 102 n.r. 1.0 61.3 7.3 

4 Italy 1 Larderello 
1970-
1976 

250 941 19 n.r. 14.2 19.6 7.4 

5 Italy 2 Larderello 
1970-
1976 

250 940 20 n.r. 13.2 20.6 6.9 

6 Italy 3 Larderello 
1971-
1977 

260 958 14 n.r. 6.9 15.3 6.0 

7 Japan TT-2 Takigami n.r. 205 757 70 n.r. 9.0 2.0 159.0 

8 Japan TT-7 Takigami n.r. 217 847 90 n.r. 7.7 0.6 53.0 

9 Japan TT-8 Takigami n.r. 215 718 59 n.r. 5.1 1.0 210.0 

10 Kenya OW-901 Olkaria 2008 338 864 90 n.r. 2.0 24.5 19.6 

11 Kenya OW-903 Olkaria 2008 343 904 7 n.r. 7.1 1.7 79.6 

12 México M-105 Cerro Prieto 1982 325 828 59 18.8 36.9 52.2 7.9 

13 México M-105 Cerro Prieto 1982 325 818 53 11.2 44.3 63.4 9.5 

14 México M-11 Cerro Prieto 1977 281 713 57 39.8 42.6 17.7 110.0 

Las unidades de BHT son en °C y las concentraciones de los gases en mmol/mol base seca. 

 
 

2. En la BDGM compilada por García-López (2016) se recolectaron 591 muestras 

provenientes de 11 campos geotérmicos en 6 países a las cuales se les aplicó 

un procedimiento de validación a través de una serie de controles de calidad a 

los datos, tales como: (i) de acuerdo a las unidades de concentración utilizadas 
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mmol/mol base seca, considerar que la suma total de los gases no exceda el 

±5%, es decir, 1000 ±50 mmol/mol; (ii) la temperatura de la muestra no exceda 

el intervalo 170 °C ≤ BHT≤ 365 °C; (iii) la concentración de CO2 deberá ser ≥ 

70% de la concentración de todos los gases; y, (iv) verificar existencia de 

registros duplicados.  

 
 

Dado que la medición de la BHT es muy costosa durante la exploración y 

explotación, existen diversas muestras geoquímicas provenientes de un mismo 

campo geotérmico y pozo, donde la concentración de los gases era variable, 

pero compartían la misma BHT. Esto generó una evaluación de todas esas 

muestras mediante pruebas estadísticas para detectar datos discordantes 

(outliers) a través de pruebas univariadas y multivariadas (detalles en sección 

2.2.3, ANEXO 1). Como resultado se obtuvo una sub-base de datos muy 

pequeña con 97 muestras geoquímicas y las otras dos sub-bases de datos con 

527 y 498 muestras (ver Fig. 4.2). 

 

 

Fig. 4.2 Tres sub-bases de datos a utilizar durante el entrenamiento con  
527, 498 y 97 muestras geoquímicas de gases. 

 
3. Se desarrolló un algoritmo de entrenamiento optimizado para evaluar múltiples 

arquitecturas de RNA con las siguientes consideraciones: (i) se diseñaron 13 

combinaciones diferentes de las concentraciones de los gases geotérmicos 

para servir como variables de entrada (ver Tabla 7, ANEXO 1). Por ejemplo, 

combinación no. 1: variable de entrada ln(CO2), variable objetivo (target  

BHT); (ii) la normalización de los datos de entrada y del target se hizo entre -1 

WG_SubDB1: q1=527

WG_SubDB2: q2=498

WG_SubDB3: q3=97
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y 1 de acuerdo a la función de activación tangente hiperbólica; (iii) los datos se 

dividieron en tres conjuntos 80% para entrenamiento, 10% para validación 

(evitar el sobre-ajuste de la RNA) y 10% para prueba; (iv) se utilizó un modelo 

de RNA con 3 capas: una capa de entrada, una oculta y una de salida. La capa 

de entrada fue variando el número de neuronas conforme a las 13 

combinaciones descritas en la Tabla 7 del ANEXO 1 siendo el mínimo 1 neurona 

y el máximo 5, las neuronas de la capa oculta fueron variando desde 1 hasta 35 

y en la capa de salida solo se utilizó una neurona en todas las arquitecturas 

para estimar la BHT; (v) se regulo la tasa de aprendizaje con 4 valores 

diferentes: 0.01, 0.001, 0.0001 y 0.00001; (vi) para disminuir el error se utilizó el 

algoritmo Levenberg-Marquardt (LM), más detalles en Ecs. 2-10 del ANEXO 1; 

(vii) para evaluar el desempeño de cada arquitectura entrenada, se calcularon 

diferentes métricas estadísticas tales como: el coeficiente de correlación r, 

RMSE, MAE (ver Tabla 9, ANEXO 1); y, (viii) se calculó la contribución relativa 

de cada variable de entrada con base al método de Garson (1991). Este 

algoritmo de entrenamiento se encuentra disponible en forma de scrips de 

Matlab en el siguiente repositorio: https://github.com/ANNGroup/GasG-Scripts-

ANNs.git 

 

4. Posteriormente al entrenamiento de las RNA, se obtuvieron 39 arquitecturas 

(ver Tablas 10-12, ANEXO 1) provenientes de las 3 sub-bases de datos, es 

decir, 13 arquitecturas por cada sub-base. Si bien es cierto que los resultados 

obtenidos durante el entrenamiento neuronal fueron aceptables, se 

identificaron algunas limitaciones de aplicabilidad fundamentalmente en las 

RNA que utilizaron un conjunto de datos muy pequeño durante el proceso de 

aprendizaje (WG_SubDB3: q3 = 97). Esto se debe a la baja representatividad 

de esta sub-base y se refleja en rangos de aplicabilidad muy limitados. Para 

abordar estas restricciones y poder seleccionar las RNA más confiables de 

entre las 39 arquitecturas provenientes de las 3 sub-bases de datos (ver 

Tablas 10-12, ANEXO 1) se aplicó la metodología Análisis de Decisión Multi-

Criterio o (MCDA por siglas en inglés: Multi-Criteria Decision Analysis). 
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5. La evaluación integral del desempeño y capacidad de predicción de las 39 

arquitecturas con nuevos datos geoquímicos (no utilizados durante el 

entrenamiento), fue desarrollada con la metodología MCDA. Con ello, se busca 

obtener los mejores modelos predictivos y proponer los nuevos geotermómetros 

de gases basados en RNA. Esta metodología permite crear diferentes 

escenarios con base a métricas estadísticas y evaluar los mejores modelos 

predictivos como se muestra en la Fig. 4.3. 
 

 

Fig. 4.3 Diagrama de flujo esquemático utilizado por el método MCDA. 

(Fuente: Fig. 1b ANEXO 2; más detalles en material suplementario del mismo ANEXO en Tablas S1-S4). 

AC1: Global Learning Process AC2: Generalization
AC3: Applicability 

Restrictions

• Number of data (n)
• Correlation coefficients (r): 

training, validation and 
testing stages

• Statistical residuals: RMSE, 
MAE and MAPE

• Statistical residuals: 
RMSE, MAE and MAPE

Normalization Process of the Statistical Evaluation Metrics (Eqs. 2 and 3)

Multi-Criteria Decision Analysis (MCDA) 
method

• Statistical residuals: 
RMSE, MAE and MAPE

Statistical Evaluation Metrics

Creation of MCDA scenarios (S-1 to S-4)

(S-1)
Equal weighting 
factors to the 13 
statistical metrics  
(AC1 = AC2 = AC3)

(S-2)
Variable weighting 

factors to the 
statistical metrics 
AC1 > (AC2 = AC3)

(S-3)
Variable weighting 

factors to the 
statistical metrics 
AC2 > (AC1 = AC3)

(S-4)
Variable weighting 

factors to the 
statistical metrics 
AC3 > (AC1 = AC2)

Estimation of the ranking score and the best selection of the ANN architectures 
(see Table 5 and supplementary data Tables S1 to S4)

Eight New Gas Geothermometers (GasG1 to GasG8)
(Table 6)
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Hasta nuestro conocimiento, en la presente investigación se utilizó el método 

MCDA por primera vez en la literatura de las RNA para evaluar la eficiencia de 

predicción de distintas arquitecturas neuronales. Los resultados de las métricas 

estadísticas (coeficiente de correlación (r), RMSE, MAE y MAPE) se dividieron 

en 3 casos de análisis representados en la Fig. 3.4 como AC1 - AC3: AC1 el 

proceso global de aprendizaje, AC2 generalización de las RNA y AC3 

restricciones de aplicabilidad: 
 

AC1. Implica los procesos de aprendizaje global de las tres sub-bases de datos 

(WG_SubDB1, WG_SubDB2 y WG_SubDB3) aplicando las 39 RNA utilizando 

las siguientes métricas estadísticas: el número de datos utilizados por cada sub-

base de datos (q1 = 527; q2 = 498 y q3 = 97), los coeficientes de correlación (r) 

obtenidos entre las temperaturas medidas (BHTm) y simuladas (BHTANN) para 

las etapas de entrenamiento, validación y prueba, y los residuales calculados 

entre temperaturas medidas y simuladas (RMSE, MAE y MAPE); 
 

AC2. Implica el cálculo de las temperaturas de las 39 RNA a la sub-base de 

datos más representativa (q1 = 527), como un caso de generalización utilizando 

los residuales obtenidos (RMSE, MAE y MAPE) entre temperaturas medidas y 

predichas; y 
 

AC3. La aplicación de las 39 RNA a la misma sub-base de datos (q1 = 527) pero 

altamente restringido por las condiciones de aplicabilidad de cada arquitectura 

neuronal utilizando los mismos residuales entre temperaturas medidas y 

predichas. 

 

Previo a la aplicación del MCDA, es necesario normalizar las métricas 

estadísticas (Tabla 4, ANEXO 2) con base a su representatividad, por ejemplo: 

en el caso del RMSE, MAE y MAPE la mejor eficiencia de predicción de las 

arquitecturas neuronales ocurre cuando los valores de estas métricas son bajos. 

Por otro lado, en el caso del coeficiente de correlación lineal (r) los valores más 

altos cercanos a la unidad son los ideales. En este contexto, la normalización 

para minimizar y maximizar las métricas estadísticas se realizó con las Ec. 2 y 

3 del ANEXO 2. 
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Continuando con el método MCDA y evaluar integralmente las 39 RNA, se 

crearon 4 distintos escenarios (S-1 a S-4, ver Fig. 4.3) asignando valores de 

ponderación variable a las métricas estadísticas para posteriormente determinar 

el puntaje parcial promedio de cada arquitectura (ver Tabla 5, ANEXO 2). 

Detalles del procedimiento publicado en material suplementario de ANEXO 2 

Tablas S1 a S4. 

 

6. Se compiló de la literatura 25 geotermómetros de gases analíticos simples cuya 

estimación de la temperatura es una función directa de la concentración de los 

gases geotérmicos (ver Tabla 3, ANEXO 2).  

 

7. Para evaluar la capacidad de predicción de los nuevos geotermómetros de 

gases y de los 25 reportados en la literatura, se compiló una Nueva Base de 

Datos Geoquímica Mundial (NGWDB = 265 muestras geoquímicas de gases y 

BHT). 

 

8. De acuerdo con su procedencia, las muestras geoquímicas de la NGWDB 

fueron separadas en sistemas de líquido— y vapor—dominante, con 178 y 87 

muestras, respectivamente. 

 

9. Considerando las características de cada geotermómetro de gas, se realizaron 

las conversiones necesarias de la composición gaseosa acorde a su calibración, 

ver unidades de concentración en Tabla 3, ANEXO 2. 

 

10. Para el uso de los nuevos geotermómetros de gas basados en RNA, se 

desarrolló una aplicación en el lenguaje de programación Java denominado 

GaS_GeoT. Este programa utiliza la composición gaseosa de CO2, H2S, CH4, 

H2 en unidades de mmol/mol base seca concentrados en una plantilla de 

Microsoft Excel, disponible el programa y manual de usuario en: 

https://github.com/ANNGroup/GaS_GeoT.git 

 

11. Con las temperaturas calculadas por GaS_GeoT y los 25 geotermómetros de la 

literatura, se realizó un análisis geoquimiométrico utilizando diferentes 

parámetros, tales como: DIFF%, RMSE, MAE, MAPE y Theil’s U (ver Tabla 9, 

ANEXO 2). 
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Los resultados obtenidos durante el desarrollo metodológico del Módulo 1, se 

presentarán en el Capítulo 5. 

 

4.2 Metodología del Módulo 2 
 

De forma similar a la sección 4.1, el desarrollo de este módulo se describe en el 

ANEXO 3. A continuación se enlistan de forma general los pasos para desarrollar 

nuevos modelos de predicción para modelar anomalías o emisiones naturales de 

CO2 en sistemas geotérmicos. Resaltando que estas actividades fueron 

desempeñadas por el grupo de investigación en geotermia (con el cual colaboré en 

el Proyecto P09-CeMIE-Geo). 
 

1. Se seleccionó la zona conocida como Los Azufres dentro de la Caldera de 

Acoculco (Puebla) para medir los flujos de CO2. Esta locación fue elegida dadas 

las condiciones geológicas del lugar, como son: emisión de mofetas de gas frio, 

manantiales burbujeantes, evidencia hidrogeológica en las rocas de la zona, 

entre otras. 
 

2. Se instaló un equipo micrometeorológico denominado Eddy-Covariance (EC) el 

cual mide además del flujo de CO2, otras variables ambientales, así como los 

flujos de energía, p. ej. la temperatura del aire, la humedad, la radiación solar, 

entre otras (ver Fig. 4.4).  
 

 

   

Fig. 4.4 (A) Zona de Los Azufres en Acoculco, Puebla; (B) Instalación del equipo Eddy-Covariance; y,  
(C) Puesto en operación para medir el flujo de CO2 atmosférico. 

 
 

3. Se creó una Base de Datos con las mediciones del equipo 

micrometeorológico (BDEddy), la cual contiene más de 100 variables 

medidas ver Tabla 4.2 

(A) (B) (C) 
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Tabla 4.2 Extracto de la BDEddy con 9 registros del flujo de CO2 y las variables ambientales que más se 
correlacionan con él de acuerdo con Melesse & Hanley (2005). 

n Date Time H LE RN TA TS Tdew CO2 flux 

1 15/03/2016 21:30:00 -12.650 5.840 -62.703 8.875 16.445 3.399 4.057 

2 15/03/2016 22:00:00 -9.891 2.450 -60.459 8.066 16.136 1.122 2.093 

3 15/03/2016 22:30:00 -9.023 5.768 -60.735 8.485 15.817 2.285 2.937 

4 15/03/2016 23:00:00 -17.992 -0.599 -57.521 7.483 15.525 3.252 4.071 

5 15/03/2016 23:30:00 -7.068 1.906 -56.955 7.680 15.237 1.868 1.867 

6 16/03/2016 00:00:00 -5.176 -2.999 -56.982 7.525 14.949 3.023 1.296 

7 16/03/2016 00:30:00 -12.898 -3.696 -50.455 7.318 14.700 3.330 4.597 

8 16/03/2016 01:00:00 -8.228 -3.925 -50.035 6.910 14.499 3.196 4.592 

9 16/03/2016 01:30:00 -12.211 -2.305 -44.888 6.980 14.270 2.224 5.786 

H: Calor sensible, LE: Calor latente, RN: Radiación neta, TA: Temperatura del aire, TS: Temperatura del suelo, 
Tdew: Temperatura del punto de rocío y CO2 flux: flujo de CO2. Fuente de datos: Proyecto P09-CeMIE-Geo. 
 

4. Seleccionar las variables más adecuadas para modelar el flujo de CO2 

utilizando RNA. Este procedimiento se realizó con 3 vertientes: (i) seleccionar 

las variables que se reportan en la literatura como las más adecuadas para 

modelar el flujo de CO2; (ii) utilizar las variables de acuerdo con una matriz 

de correlación con respecto a la variable a modelar; y, (iii) utilizar la técnica 

Stepwise Selection (forward selection), ver Fig. 4.5. 
 

 

Fig. 4.5 Representación esquemática de forward selection. 

 

5. Se entrenaron distintas arquitecturas de RNA utilizando el algoritmo 

propuesto en el ANEXO 1 (scripts de Matlab) disponible en 

https://github.com/ANNGroup/GasG-Scripts-ANNs.git. El modelo neuronal 
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fue entrenado con las siguientes consideraciones: (i) se diseñaron alrededor 

de 50 combinaciones diferentes de las variables de entrada para modelar el 

flujo de CO2, las arquitecturas más sobresalientes aparecen en la Tabla 1, 

ANEXO 3; (ii) la normalización de los datos de entrada y del target se hizo 

entre -1 y 1 de acuerdo a la función de activación tangente hiperbólica; (iii) 

los datos se dividieron en tres conjuntos 50% para entrenamiento, 25% para 

validación (evitar el sobreajuste de la RNA) y 25% para prueba; (iv) se utilizó 

un modelo de RNA con 3 capas: una capa de entrada, una oculta y una de 

salida. La capa de entrada fue variando el número de neuronas conforme al 

procedimiento forward selection (ver Fig. 4.5), las neuronas de la capa oculta 

fueron variando de 1 - 30 y en la capa de salida se utilizó una neurona en 

para estimar el flujo de CO2; (v) similar al procedimiento del Módulo 1, se 

regulo la tasa de aprendizaje o con 4 valores diferentes: 0.01, 0.001, 0.0001 

y 0.00001 y utilizando el método Levenberg-Marquardt (LM); (vii) para el 

desempeño de cada arquitectura entrenada, se calcularon diferentes 

métricas estadísticas tales como: el coeficiente de correlación r, RMSE, MAE 

(ver Tabla 2, ANEXO 3); y, (viii) la contribución relativa de cada variable de 

entrada fue calculada con base al algoritmo de Garson (1991).  

 

6. La evaluación de las arquitecturas obtenidas durante el entrenamiento se 

realizó con base al método MCDA descrito brevemente en el punto 5 del 

Módulo 1 y detallado en el ANEXO 2. 

 

7. Con base a la arquitectura seleccionada, se calculó el flujo de CO2 utilizando 

las variables ambientales y flujos de energía en los periodos de ausencia de 

medición del flujo de CO2, es decir, rellenar los huecos evaluando el perfil 

obtenido por el modelo neuronal.  

Los resultados obtenidos durante el desarrollo metodológico del Módulo 2, se 

presentarán en el Capítulo 5. 

 

4.3 Metodología del Módulo 3 
 

A diferencia de los Módulos 1 y 2 donde los antecedentes, desarrollo metodológico 

y los resultados se encuentra detallados en ANEXOS (artículos publicados en 
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revistas internacionales bajo arbitraje de expertos), el desarrollo de nuevas 

herramientas para la discriminación de datos de transporte de gas en sistemas 

geotérmicos se describe en esta sección. 

 

Antecedentes. La composición de los fluidos geotérmicos en su fase vapor está 

dada por H2O, gases mayores (CO2, H2S y NH3) y gases traza (CH4, H2, N2, CO y 

O2). El componente más abundante después del agua es el dióxido de carbono ~70-

80% y el restante ~30-20% corresponde a los gases traza (Tabaco, et. al., 1991; 

Portugal et al., 1994, Viggiano-Guerra et al., 2011). En los últimos años, la 

comunidad geocientífica ha centrado sus estudios en los gases provenientes del 

suelo. Los objetivos de éstos son la cuantificación del gas y el flujo del calor 

proveniente de volcanes y sistemas geotérmicos (Fridriksson et al., 2016). 

 

La medición de las emisiones de CO2 que emergen a la superficie a través de fisuras 

y/o fracturas en las placas tectónicas, es una práctica muy común y de gran 

importancia en zonas volcánicas y geotérmicas (Chiodini et al., 1998). Dado que el 

CO2 es uno de los primeros componentes volátiles, que son liberados por el magma 

durante la migración hacia la superficie, el conocimiento del flujo de CO2 permite 

identificar geoquímicamente la existencia de una actividad magmática a profundidad 

(Giammanco et al., 2007) o si el valor observado corresponde a otro tipo de 

procesos (p. ej. biogénico y/o atmosférico). El flujo de CO2 es variable y depende 

del ecosistema que se estudie, así como la época del año. Las mediciones de CO2 

en la superficie consideradas biogénicas, dependen de factores como la porosidad 

del suelo, la humedad, la temperatura, la materia orgánica, entre otras (Welles et 

al., 2001). Particularmente, en áreas volcánicas y geotérmicas la existencia de una 

fuente biogénica de CO2 es el resultado de un fondo regional y un grupo de muestras 

consideradas como “anómalas” proveniente de la profundidad (Chiodini et al., 2008; 

Peiffer et al., 2014). Generalmente, los valores de flujo de CO2 que rondan en las 

decenas (g m-2 d-1), están asociados a una fuente biogénica y los flujos de hasta 10 

veces más altos se consideran representativos de una fuente hidrotermal volcánica 

(Chiodini et al., 2008).  
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Un método para identificar los límites entre datos geoquímicos de fondo y datos 

"anómalos" basado en la partición de la distribución acumulada en un gráfico es el 

propuesto por Sinclair (1974). En la industria de la exploración mineral, el termino 

de umbral o límite es utilizado para darle un significado a la identificación de un valor 

especifico que permita separar los valores altos y bajos, conforme a la presencia de 

características diferentes en las mediciones. Es por ello que elegir un valor límite 

tiene un impacto directo al momento de dirigir la exploración de un lugar con 

concentraciones altas, donde las probabilidades de descubrir un deposito natural es 

económicamente más factible (Sinclair, 1974). Particularmente en la presente 

investigación, el enfoque propuesto para el método de Sinclair es la identificación 

de los posibles/probables orígenes del flujo de CO2 medido a nivel superficial como 

identificador de anomalías térmicas en estudios de exploración y prospección 

geotérmica. 

 

Método de Sinclair. Para discriminar el origen del flujo de CO2, Sinclair (1974) 

propone un método para elegir valores de umbral entre datos anómalos y de fondo 

geoquímico, utilizando la partición de la frecuencia acumulada en un gráfico. Este 

método no está limitado a un mineral especifico dado que, en su manuscrito Sinclair 

describe varios ejemplos con Cu, Zn y Ni.  

 

Es un método muy utilizado en estudios geoquímicos. Así mismo, existen algunos 

trabajos donde ha sido empleado satisfactoriamente para discriminar el flujo CO2 de 

suelos (p.ej. Parks et al., 2013; Peiffer et al., 2014). El método se basa en graficar 

la frecuencia acumulada [%] del flujo de CO2 en las abscisas y una escala aritmética 

en las ordenadas. Los valores de las abscisas se trazan partiendo de la parte 

superior o valor más alto (Lepeltier, 1969). El cambio de concavidad en la curva 

denota un punto de inflexión. Por ejemplo, en la Fig. 4.6 aparece un punto de 

inflexión en el percentil 20 de la frecuencia acumulada, lo que representa el 20% de 

un grupo A y el restante 80% pertenece a un grupo B. La forma de la curva es 

característica de dos grupos superpuestos. En la Fig. 4.6 aparecen dos grupos de 

muestras ideales A y B que se combinan en las proporciones A/B = 20/80.  La curva 

es dibujada a través de puntos sólidos. Un punto de inflexión se muestra por la punta 
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de flecha. Los umbrales arbitrarios al nivel del 1% del grupo B y el 99% del grupo A 

corresponden a 78 y 44 ppm, respectivamente. 
 

 

Fig. 4.6 Ejemplo hipotético del manuscrito de Sinclair, 1974. 

 

El primer punto sólido trazado en la parte superior de la curva al nivel de ordenadas 

de 180 ppm representa el 1% del total de datos. Sin embargo, también representa 

(1/20 x 100) = 5 por ciento del grupo de muestras A.  

 

Por lo tanto, un punto en el grupo de A se define en 5 por ciento de la frecuencia 

acumulada en el nivel de 180 ppm. Este procedimiento se repite análogamente 

hasta que se obtienen suficientes puntos para definir el grupo A por una línea recta. 

Si los puntos comienzan a apartarse de un patrón lineal, significa que el grupo B 

está presente en cantidades significativas. Los puntos del grupo B se obtienen como 

valores complementarios, p. ej. 90 por ciento acumulativo se lee como (100 - 90) = 

10 por ciento. Con este método y la selección arbitraria de dos umbrales (1% y 

99%), la interpretación general de la Fig. 4.6 indica la existencia definida de tres 

grupos de datos: uno superior (A) por encima de 78 ppm, uno inferior (B) por debajo 

de 44 ppm y una mezcla de ambos grupos (entre 44-78 ppm). Suponiendo que los 

grupos A y B corresponden a datos anómalos y de fondo geoquímicos 

respectivamente, el método de Sinclair ha dividido de manera muy eficaz los datos.  

A pesar de ser una alternativa para discriminar el origen de ciertos gases (p. ej. flujo 

de CO2), el método de Sinclair presenta un obstáculo que el mismo autor menciona 

en el trabajo original, es decir, la selección arbitraria del punto de inflexión para 
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determinar los grupos de muestras presentes. Esta es la razón por la cual es 

imprescindible proponer una alternativa a la selección del punto de inflexión que 

tenga un sustento matemático. El esquema general del método de Sinclair se 

muestra en la Fig. 4.7, en la cual se observan siete procesos secuenciales, 

resaltando que la mayor aportación en la presente investigación está centrada en el 

proceso número (5), es decir, la selección no arbitraria del punto de inflexión en la 

curva de la frecuencia cumulada. 
 

 

Fig. 4.7 Diagrama general del método de Sinclair, 1974. 
 

Desarrollo. El objetivo principal de este estudio es el desarrollo de una herramienta 

geotermométrica computacional para la identificación del origen del flujo de CO2 en 

estudios de exploración y prospección geotérmica. El método geotermométrico 

utilizado es el método de Sinclair y la zona de estudio para identificar/discriminar el 

flujo de CO2 medido a nivel de la superficie terrestre es la caldera de Acoculco, 

ubicada en el estado de Puebla. Dado que es un método estadístico y 

económicamente más viable en comparación con métodos analíticos (p. ej. 3He/ 

4He), a continuación, se describe el procedimiento del método: 
 

(1)  En colaboración con el grupo de investigación en geotermia (Proyecto P09-

CeMIE-Geo) se compilaron los datos del flujo de CO2 fueron obtenidos de la 

zona de estudio conocida como Los Azufres por exhibir pocas anomalías 

Leer datos de entrada: 
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geotérmicas en la superficie como son: mofetas de CO2 y evidencia de 

alteración hidrotermal en las rocas superficiales. Para la creación de la Base 

de Datos (BDCA), las mediciones del flujo de CO2 fueron realizadas mediante 

el método de Cámara de Acumulación (CA), ver Fig. 4.8. Este método permite 

medir el flujo de CO2 en suelos por unidad de área y unidad de tiempo. 

Consiste en determinar la tasa de aumento de concentración de CO2 dentro 

de la cámara, a lo largo del tiempo mientras esté situada en el suelo. 
 

   
 

Fig. 4.8 Instrumentos de medición de la Cámara de Acumulación. 

 

En la Fig. 4.8, La sección (A) es la CA portátil en contacto directo con el suelo. 

Después de ~10 minutos, en la sección (B) se toma la lectura de flujo de CO2 

en una palm conectada al equipo, así como las coordenadas del punto de 

medición a través de un GPS integrado. En la sección (C), se recomienda que 

posterior a cada medición, la campana de metal se levanta y se deja que el 

aire apoye a limpiar la huella de la medición anterior. En la Tabla 4.3 se 

muestra un extracto de 10 registros de la BDCA. 

 
Tabla 4.3 Extracto de la BDCA con mediciones del flujo de CO2 en la zona de Los Azufres. 

n  Zona Longitud Latitud Elevación Flujo de CO2 

1  AZ -98.144129 19.922493 2842.8 5.32 

2  AZ -98.14411 19.923179 2848.28 13.4 

3  AZ -98.14421 19.922504 2845.8 7.83 

4  AZ -98.144249 19.922519 2847.31 801 

5  AZ -98.144282 19.922568 2845.26 0.559 

6  AZ -98.144158 19.923228 2848.92 7.13 

7  AZ -98.144221 19.922571 2845.46 3.43 

8  AZ -98.144127 19.922587 2843.44 246 

9  AZ -98.144044 19.923016 2851.26 46.2 

10  AZ -98.144129 19.922493 2842.8 5.32 

Las unidades de concentración del flujo de CO2 son: g m-2 dia-1. Fuente  
de datos: Proyecto P09-CeMIE-Geo. 

(B) (A) (C) 
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(2) La BDCA creada a partir de las mediciones del flujo de CO2 contiene 279 

registros, con valores máximos y mínimos de 79200 y 0.559 (g m-2 dia-1), 

respectivamente. El # de clases en la frecuencia acumulada fue determinado 

por la raíz cuadrada de 279, es decir,17 clases y el incremento para cada clase 

fue el resultado de la diferencia entre el valor máximo y valor mínimo divido 

entre el # clases. 

 

(3) Los datos de la frecuencia acumulada se muestran en la Tabla 4.4. Como se 

puede observar, la segunda y tercera columna muestran los valores iniciales 

y finales para cada clase. Y en la cuarta columna se contabilizan el # de 

muestras encontradas en ese rango especifico.  

 

Tabla 4.4 Frecuencia acumulada de los datos medidos en Acoculco, Puebla (zona de Los Azufres) 

 
# Clase 

 

Valor inicial 
(g m-2 d-1) 

Valor final 
(g m-2 d-1) 

 
# Muestras en la clase 

 

1 -0.26 0.02 1 

2 0.02 0.3 1 

3 0.3 0.58 9 

4 0.58 0.86 21 

5 0.86 1.14 37 

6 1.14 1.42 62 

7 1.42 1.7 79 

8 1.7 1.98 8 

9 1.98 2.26 4 

10 2.26 2.54 4 

11 2.54 2.82 3 

12 2.82 3.1 4 

13 3.1 3.38 5 

14 3.38 3.66 7 

15 3.66 3.94 12 

16 3.94 4.22 10 

17 4.22 5 12 

   Total          279 

Los valores originales del flujo de CO2 fueron transformados a escala logarítmica. 

 

(4) La gráfica de la frecuencia acumulada se muestran en la Fig. 4.9 de acuerdo 

con el método de Sinclair. Es notable que visualmente se puede apreciar más 

de un punto de inflexión en la curva de la frecuencia acumulada. 
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Fig. 4.9 Frecuencia acumulada en escala logarítmica del flujo de CO2 medido en Los Azufres. 

 

(5) Para determinar el punto de inflexión no visualmente (mejora al método de 

Sinclair), se propuso utilizar el principio de la prueba de rachas el cual indica 

un cambio en el signo de la pendiente de una función (Espinoza-Ojeda et al., 

2011), por ej. +++ --- +++, ver Fig. 4.10. 

 
 

 

Fig. 4.10 Representación del cambio de pendiente. 
. 

 

En el ejemplo de la Fig. 4.10 aparece graficada la función 𝑓(𝑥) = 𝑥3 − 3𝑥2 +

6𝑥 − 6 en color azul. Las líneas rojas indican el decremento del valor de la 

pendiente calculada con subconjuntos de 4 datos; y las líneas negras 

muestran un incremento en el valor de la pendiente. Considerando la 

naturaleza del método de Sinclair, donde no se cuenta con una función 𝑓(𝑥) 

que represente la curvatura de la frecuencia acumulada, se utilizó la 
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interpolación de Lagrange para las coordenadas desconocidas de la curva y 

con ello poder calcular el valor de la pendiente en subconjuntos de 4 datos. El 

polinomio de Lagrange interpola valores dado un conjunto de puntos 

conocidos en la forma: 

𝑃(𝑥) = 𝑦1𝐿1(𝑥) + 𝑦2𝐿2(𝑥) + ⋯+ 𝑦𝑛𝐿𝑛(𝑥) 
Ec. (4.1) 

 

donde:  
 

𝐿1 =
(𝑥 − 𝑥2)(𝑥 − 𝑥3) ⋯ (𝑥 − 𝑥𝑛)

(𝑥1 − 𝑥2)(𝑥1 − 𝑥3)⋯ (𝑋1 − 𝑥𝑛)
  ; 𝐿1 =

(𝑥 − 𝑥1)(𝑥 − 𝑥2) ⋯ (𝑥 − 𝑥𝑛)

(𝑥2 − 𝑥1)(𝑥2 − 𝑥3)⋯ (𝑋𝑛 − 𝑥𝑛)
  ; 

 

 

𝐿1 =
(𝑥 − 𝑥1)(𝑥 − 𝑥2) ⋯ (𝑥 − 𝑥𝑛−1)

(𝑥𝑛 − 𝑥1)(𝑥𝑛 − 𝑥2)⋯ (𝑋𝑛 − 𝑥𝑛−1)
 

 

Identificación del punto de inflexión. El diagrama general para encontrar el 

punto de inflexión a través del cambio de pendiente e interpolando con 

Lagrange las coordenadas desconocidas de la frecuencia acumulada se 

muestra en la Fig. 4.11. 
 

 

Fig. 4.11 Diagrama general del procedimiento para calcular el punto de inflexión. 
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(6)  Con base al procedimiento anterior para la determinación del punto de inflexión 

en la gráfica de la frecuencia acumulada, se encontraron tres cambios en la 

concavidad de la curva en las siguientes ubicaciones: 12.2%, 17.9% y 53% 

como se muestra en la Fig. 4.12. 
 

 

Fig. 4.12 Determinación de tres puntos de inflexión con base al cambio del valor de la pendiente. 

 

De acuerdo con el método de Sinclair, la determinación de tres puntos de 

inflexión en la curva de la frecuencia acumulada indica la presencia de cuatro 

grupos de muestras del flujo de CO2, es decir, cuatro posibles origines del 

mismo: Grupo A, B, C y D.  

 

En la Fig. 4.12 el primer punto de inflexión divide la curva de la frecuencia 

acumulada asignando el 12.2% de las concentraciones del flujo de CO2 a un 

conjunto de muestras que llamaremos Grupo A. La diferencia entre 17.9% y 

12.2% nos da proporción de 5.7% para un Grupo B. De forma similar, la 

diferencia entre el tercer y segundo punto de inflexión (53% y 17.9%) indica la 

proporción de un Grupo C igual a 35.1%. Con las proporciones asignadas de 

los Grupos A, B, y C, el último Grupo D tiene el 47% de los datos del flujo de 

CO2. En la Fig. 4.13 se muestran los cuatro grupos de muestras identificados 

con base al método de Sinclair, que dado el objetivo de la presente 

investigación reflejan cuatro posibles orígenes del flujo de CO2 medido en la 

zona geotérmica de Los Azufres (Acoculco, Puebla). 
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Fig. 4.13 Cuatro grupos identificados en las mediciones del flujo de CO2 muestreado en Los Azufres. 

 

Continuando con el procedimiento de Sinclair, cada grupo identificado se debe 

representar por una línea recta para determinar la probabilidad de la mezcla 

entre los grupos, es decir, delimitar los umbrales límite entre cada grupo. 
 

 

Fig. 4.14 Representación de los Grupos A, B, C, y D por medio de una línea recta. 

 

En la Fig. 4.14 se calcularon los recuadros en blanco para representar cada 

uno de los grupos identificados en las mediciones del flujo de CO2 a través de 

una línea recta. Por ejemplo, el primer punto en color negro que aparece en la 
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curva de la frecuencia acumulada graficado al nivel de las ordenadas de 5 (Log 

CO2 g m-2 d-1) representa el 4.3% del total de los datos. Así mismo, también 

representa (4.3/12.2 x 100) = 35.2% de las muestras de CO2 pertenecientes al 

Grupo A.  De acuerdo con el método de Sinclair, este procedimiento se repite 

hasta obtener un mínimo de dos puntos y poder definir el Grupo A por una 

línea recta (línea de color morado). El resto de los Grupos de muestras B, C, 

y D están representados por líneas de color verde, café y roja, 

respectivamente. 

 

(7)  Los resultados finales e interpretación de estos conforme a la discriminación 

del flujo de CO2 utilizando el método de Sinclair, se presentan en el siguiente 

Capítulo. 

 

4.3 Pseudocódigo de los Módulos 1, 2 y 3 
 

Para fortalecer la descripción de las metodologías desarrolladas en los Módulos 1, 

2 y 3, a continuación, se presentan los pseudocódigos correspondientes a cada una 

de ellas. 

Pseudocódigo: Metodología del Módulo 1 

Inicio 

Compilación en literatura de datos geoquímicos (gases y temperatura) almacenados en 

BDGM=591 

Pruebas estadísticas univariadas y multivariadas a BDGM 

   Creación de 3 sub-bases de datos (SubDB1=527, SubBD2=498 y SubBD3=97) 

   Diseño de 13 combinaciones diferentes usando los gases geotérmicos 

   Repetir 

   Subrutina A)  

      Para cada sub-base de datos (SubDB1=527, SubBD2=498 y SubBD3=97) HACER 

         A1. Script para el entrenamiento de la RNA 

         A2. Entrenamiento de la RNA usando las 13 combinaciones 

         A3. Almacenar arquitecturas derivadas del entrenamiento de la RNA 

   Fin Subrutina A) 

   Selección de arquitecturas de las RNA con base al método MCDA 

   Nuevos geotermómetros de gas (GasG1 – GasG8) con base a las arquitecturas seleccionadas 

   Compilación de 25 geotermómetros de gas reportados en la literatura 
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   Creación de base de datos para validación (NGWDB=265) 

   Separación de muestras geoquímicas provenientes de NWGDB en yacimientos de líquido— 

   dominante (LIQDR=178) y vapor—dominante (VAPDR=87) 

   Conversión de unidades de concentración de NWGDB para los geotermómetros de gas 

   Desarrollo de nuevo programa para aplicación de los 8 nuevos geotermómetros: GaS_GeoT 

   Análisis geoquimiométrico para comparar resultados de predicción de temperaturas usando 

   los geotermómetros de gas (8 nuevos y 25 existentes) a través de parámetros estadísticos: 

   DIFF%, RMSE, MAE, MAPE y Theil’s U 

Resultados finales: para yacimientos LIQDR los 8 geotermómetros (GasG1 – GasG8) presentan 

el mejor desempeño; y para yacimientos de VAPDR son los geotermómetros GasG1 y Gas3; el 

geotermómetro más confiable en ambos tipos de yacimientos es el GasG3  

 

Pseudocódigo: Metodología del Módulo 2 

Inicio 

Selección de zona geotérmica en la Caldera de Acoculco, Puebla 

Instalación de equipo micrometeorológico Eddy-Covariance (proyecto P09-CeMIE-Geo) 

Creación de base de datos BDEddy=1685 con mediciones de equipo Eddy-Covariance  

   Repetir 

   Subrutina A) 

      Para cada nueva selección de variables (stepwise selection-forward selection) HACER 

         A1. Script para el entrenamiento de la RNA 

         A2. Entrenamiento de la RNA usando las variables seleccionadas 

         A3. Almacenar arquitecturas derivadas del entrenamiento de la RNA 

   Fin Subrutina A) 

   Selección de la arquitectura ANN-7 con base al método MCDA 

   Validación estadística de predicciones de la ANN-7 usando las pruebas F y t-studen 

   Identificación de gaps para ser rellenados con la predicción de flujo de CO2 de la ANN-7 

   Predicción de datos ausentes utilizando la ANN-7 

Resultados finales: la ANN-7 es capaz de reproducir los perfiles del flujo de CO2 en los periodos 

de ausencia de datos del equipo Eddy-Covariance a causa de la aparición de neblina y bajas 

temperaturas 

 

Pseudocódigo: Metodología del Módulo 3 

Inicio 

Selección de zona geotérmica en la Caldera de Acoculco, Puebla 

Medición de flujo de CO2 en la superficie utilizando el método de Cámara de Acumulación (CA) 
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colaboración con grupo de investigación del proyecto P09-CeMIE-Geo 

Creación de base de datos BDCA=279 con mediciones de CA 

Desarrollo del método de Sinclair mejorado para identificar el origen del flujo de CO2 de BDCA 

   Subproceso A) 

   A1. Calcular parámetro de la distribución de los datos (máximo, mínimo, # clases e incremento 

        en cada clase 

   A2. Calcular la frecuencia acumulada y graficarla 

   A3. Identificación del punto de inflexión en la frecuencia acumulada utilizando el principio de la 

       prueba de rachas (cambio en el signo de la pendiente de una función 𝑓(𝑥) y la interpolación 

      de Lagrange 

      Subproceso B) 

      B1. Definición de arreglos secuenciales en subconjuntos de 4 datos 𝑛 = 1… , 𝑛 − 3 

      B2. Repetir 

            Subrutina A) 

               Por cada arreglo secuencial 𝑖 = 1 mientras  𝑖 ≤ 𝑛 − 3 HACER 

               Calcular la pendiente para cada arreglo secuencial 𝑖+= 1 

            Fin Subrutina A) 

      B3. Evaluar cambios de las pendientes en todos los arreglos secuenciales 

      B4. Repetir 

            Subrutina B) 

               Por cada cambio en el valor de la pendiente 𝑝_𝑖𝑛𝑓𝑙𝑒𝑥𝑖ó𝑛 ≠ 0 HACER 

               Crear arreglos secuenciales usando interpolación de Lagrange (𝑛_𝐿𝑎𝑔𝑟𝑎𝑛𝑔𝑒 += 1) 

               Repetir 

               Subrutina C) 

                  Por cada arreglo secuencial 𝑗 = 1 mientras 𝑗 < 𝑛_𝐿𝑎𝑔𝑟𝑎𝑛𝑔𝑒 HACER 

                  Calcular el valor de la pendiente para cada arreglo secuencial 𝑗+= 1 

               Fin Subrutina C) 

               Evaluar cambios de las pendientes de arreglos 𝑛_𝐿𝑎𝑔𝑟𝑎𝑛𝑔𝑒 

               Obtención de coordenadas (𝑥, 𝑦) de punto de inflexión 𝑝_𝑖𝑛𝑓𝑙𝑒𝑥𝑖ó𝑛+= 1 

            Fin Subrutina B) 

Graficar los 3 puntos de inflexión determinados por el algoritmo descrito en sección previa (3.1) 

Con base a Sinclair, 3 puntos de inflexión representan de 4 orígenes del flujo de CO2 

Interpretación de resultados: de las 279 mediciones del flujo de CO2 el 12.2% son Magmáticas, 

5.7% Atmosféricas, 35.1% Antropogénicas y 47% Biogénicas.    
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CAPÍTULO 5 

Resultados del Proyecto de Investigación 

 

Resumen del Capítulo. En este Capítulo se presentan los resultados derivados de 

los tres módulos planteados como objetivos específicos. Durante el desarrollo del 

Módulo 1, se obtuvieron 8 nuevos geotermómetros de gases para ser utilizados en 

la etapa de exploración y/o explotación de sistemas geotérmicos a través de un 

nuevo programa llamado GaS_GeoT (ver ANEXO 1 y ANEXO 2). Para e Modulo 2, 

se obtuvieron diversos modelos para predecir el flujo de CO2, entre los cuales fue 

seleccionada la RNA más eficiente a través de un análisis multi-criterio sustentado 

en la metodología de MCDA. En el desarrollo del Módulo 3, se discrimino 

exitosamente el origen del flujo de CO2 a través de una nueva metodología 

geoquimiométrica computacional utilizando de base el método de Sinclair. 

 

5.1 Resultados del Módulo 1 
 

En esta sección se presentan los resultados del desarrollo de nuevos 

geotermómetros de gases para la predicción de temperaturas de fondo. 

En las Tablas 10-12 del ANEXO 1 se presentan los principales resultados del 

entrenamiento realizado con cada una de las tres sub-bases de datos (ANN-1 a 

ANN-39: Artificial Neural Network). Para la primera sub-base de datos WG_SubDB1 

(q1=527 muestras) el resultado de las 13 combinaciones de los gases aparece en 

la Tabla 10 del mismo ANEXO.  

 

Los coeficientes de correlación más altos que fueron calculados entre los valores 

medidos de BHT y la temperatura estimada corresponden a la arquitectura ANN-12 

y ANN-13 con las siguientes características: ANN-12: 4 variables de entrada 

ln(CO2), ln(H2S), ln(CH4) y ln(H2); 13 neuronas en la capa oculta, r global=0.8379, r 

entrenamiento=0.8568, r validación=0.7824 y r test=0.7499. ANN-13: 5 variables de 

entrada ln(H2S/CO2), ln(CH4/CO2), ln(H2/CO2) y ln(H2); 9 neuronas en la capa oculta, 

r global=0.8273, r entrenamiento=0.8457, r validación=0.7937 y r test=0.7165. 

Gráficamente se muestran en la Fig. 7 del ANEXO 1. 
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Para la segunda sub-base de datos WG_SubDB2 (q2=498 muestras) los resultados 

aparecen en la Tabla 11 del ANEXO 1. Las dos mejores arquitecturas son ANN-22 

y ANN-25. La ANN-22 tiene 3 variables de entrada ln(CO2/CH4), ln(H2S/CH4), 

ln(H2/CH4); 34 neuronas en la capa oculta, r global=0.8546, r 

entrenamiento=0.8838, r validación=0.7992 y r test=0.7872. La ANN-25: 4 variables 

de entrada ln(CO2), ln(H2S), ln(CH4) y ln(H2); 10 neuronas en la capa oculta, r 

global=0.8505, r entrenamiento=0.8635, r validación=0.8024 y r test=0.7906. 

 

Para la última sub-base de datos WG_SubDB3 (q3=97 muestras) los resultados 

aparecen en la Tabla 12 del ANEXO 1. Las dos mejores arquitecturas son ANN-33 

y ANN-38. La ANN-33 tiene 3 variables de entrada ln(H2S/CO2), ln(CH4/CO2), 

ln(H2/CO2); 8 neuronas en la capa oculta, r global=0.9403, r entrenamiento=0.9530, 

r validación=0.9242 y r test=0.9109. La ANN-38: 4 variables de entrada ln(CO2), 

ln(H2S), ln(CH4) y ln(H2); 8 neuronas en la capa oculta, r global=0.9211, r 

entrenamiento=0.9422, r validación=0.9207 y r test=0.9197. 

 

Los coeficientes de correlación más altos y los valores más pequeños del error 

medido por el parámetro RMSE y MAE, fueron obtenidos con los resultados del 

entrenamiento con la sub-base de datos WG_SubDB3. La razón fundamental es que 

esta sub-base de datos fue altamente filtrada con los criterios de control de calidad 

descritos en el Capítulo 4. Si bien es cierto que durante el entrenamiento los 

resultados son más que prometedores, al ser una sub-base de datos tan pequeña 

difícilmente representará la complejidad de la totalidad de las muestras gaseosas 

de zonas geotérmicas. 

 

Para evaluar más objetivamente y de forma integral las 39 ANNs, en la presente 

investigación se utilizó por primera vez en la literatura el método MCDA para 

seleccionar los mejores modelos predictivos con base a métricas estadísticas 

divididas en tres secciones: (i) los parámetros obtenidos durante la etapa de 

entrenamiento; (ii) las métricas RMSE, MAE y MAPE calculados con todos los datos 

de la sub-base de datos más representativa (WG_SubDB1); y, (iii) las mismas 
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métricas pero calculadas solo con las muestras que cumplían las condiciones de 

aplicabilidad con base a la etapa de entrenamiento (ver Tabla 4, ANEXO 2). 

 

Con los datos calculados, se crearon 4 escenarios con ponderaciones diferentes 

para cada sección de condiciones de aplicabilidad (ver Fig. 1B, ANEXO 2). Los 

detalles del procedimiento MCDA se muestran en las Tablas S1-S4 del material 

suplementario y en la Tabla 5 del mismo ANEXO. Los modelos seleccionados a 

través el método MCDA son: ANN-22, ANN-12, ANN-25, ANN-13, ANN-23, ANN-7, 

ANN-9 y ANN-20. Conforme al análisis de sensibilidad calculado por el algoritmo de 

Garson (1991), la mayoría de las variables que utilizan el CO2 contribuyen con más 

aportación porcentual para estimar la temperatura. Dichos porcentajes van desde 

un 24.6% de la ANN-23 hasta el 46% de la ANN-7, con la variable ln(CO2/H2) y 

ln(H2S/CO2), respectivamente.  

 

Ecuación general geotermométrica. Todos los coeficientes obtenidos por las 8 

ANNs seleccionadas se muestran en la Tabla 7 y las condiciones de aplicabilidad 

en la Tabla 8 del ANEXO 2. La ecuación general para todas las ANNs es la 

siguiente: 
 

𝐵𝐻𝑇𝐺𝑎𝑠𝐺𝑖  (°𝐶) =

{
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∙ 𝛼
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+ 170 Ec. (5.1) 

 

donde 𝐼𝑊 corresponden a los pesos sinápticos entre la capa de entrada y la capa 

oculta; 𝐿𝑊 los pesos entre la capa oculta y la capa de salida; 𝑏1los valores umbral 

para las neuronas ocultas; 𝑏2 los valores umbral para las neuronas de salida y los 

subíndices 𝑘,𝑚, 𝑛 se refieren a las neuronas de entrada, oculta y salida, 

respectivamente.  

 

Programa GaS_GeoT con nuevos y mejorados geotermómetros de gases. Los 

8 nuevos geotermómetros de gases (derivados de las 8 modelos de ANNs 

seleccionados; a partir de ahora denotados como GasG1 – GasG8) fueron 

programados en GaS_GeoT (Java) para su fácil y practica utilización (ver Fig. 5.1).  
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Fig. 5.1 Diagrama general de operación del programa GaS_GeoT. 
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Para evaluar el desempeño de los nuevos geotermómetros y compáralos con 25 

geotermómetros de la literatura, se compilo una base de datos de validación con 

265 muestras geoquímicas de gases. Estos fueron separados en muestras 

provenientes de sistemas de líquido— y vapor—dominante, con 178 y 85 muestras, 

respectivamente. 

 

Los resultados finales del análisis comparativo mostraron que los nuevos 

geotermómetros GasG1 y GasG8 se posicionaron en los primeros 8 lugares respecto 

a un ranking en predicción para sistemas de líquido—dominante. Con valores de 

RMSE que van desde los 31.6 hasta 34.7, mientras que los resultados de 

geotermómetros de la literatura son de 36.9 en adelante (p. ej. AG85b: 

geotermómetro propuesto por Arnórsson & Gunnlaugsson, 1985). Por otro lado, 

para los sistemas de vapor—dominante los geotermómetros GasG3 y GasG1 

estimaron los valores más bajos, con 35.6 y 38, respectivamente. Seguidos del 

geotermómetro ND84c y A98c con valores de 38.9 y 39.8, respectivamente (ND84c: 

propuesto por Nehring & D'Amore, 1984; A98c: propuesto por Arnórsson et al., 

1998). Favor de consultar el ANEXO 2 para más detalles de este extenso análisis 

comparativo. 

 

5.2 Resultados del Módulo 2 
 

En esta sección se presentan los resultados del desarrollo de un nuevo modelo de 

predicción para modelar anomalías o emisiones naturales de CO2 en sistemas 

geotérmicos. 

En el ANEXO 3 se presentan los resultados del entrenamiento de las ANNs para 

modelar el flujo de CO2 medido en Acoculco, Puebla (BDEddy). El periodo de 

medición fue de los meses marzo, abril y mayo del año 2016, lo que consideramos 

el periodo de secas. Se seleccionó este periodo para evitar la humedad y la 

afectación de las mediciones en condiciones climáticas de lluvia. 

 

Las arquitecturas que exhibieron los mejores resultados se enlistan en la Tabla 1 

del ANEXO 3, siendo la mejor de ellas la ANN-4 que utiliza 6 neuronas en la capa 
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de entrada (RN: radiación neta, LE: calor latente, H: calor sensible, TA: temperatura 

del aire, TS: temperatura del suelo y Tdew: temperatura del punto de rocío). En la 

capa oculta 14 neuronas y una neurona en la capa de salida para modelar el flujo 

de CO2. Esta misma arquitectura, presentó los siguientes resultados en términos de 

coeficiente de correlación entre el valor real y el simulado r global=0.8903, r 

entrenamiento=0.91, r validación=0.89 y r test=0.86. Así mismo, los valores más 

bajos de RMSE y MAE, con 5.05 y 2.81, respectivamente. 

 

En la Fig. 5 del ANEXO 3 se muestran los valores medidos del flujo de CO2 y 

simulados por la ANN-4. Y en la Fig. 7 del mismo ANEXO la gráfica de regresión 

lineal entre ambos valores. Posteriormente al análisis de sensibilidad por el 

algoritmo de Garson (1991), se observó que la variable más importante con respecto 

a su contribución para simular el flujo de CO2 es el calor latente (LE); con valores 

que van desde el 12.2% hasta 34.6% (ver Tabla 3, ANEXO 3). Con estos resultados 

observamos que no solo es posible sino viable la implementación de las ANNs en 

el modelado de anomalías geotérmicas. Posteriormente a la publicación del ANEXO 

3, se procedió al análisis de gaps para poder modelarlos mediante simulación de 

las ANNs. Sin embargo, observamos que en ausencia del flujo de CO2, también 

faltaban las mediciones del calor latente. Esto nos condujo a un nuevo 

planteamiento para desarrollar una nueva arquitectura que pudiera simular el flujo 

de CO2 aun en ausencia de la variable LE. 

 

Para ello, se procedió a realizar la selección de variables adecuadas al modelo 

utilizando la técnica Stepwise Selecction (forward selection), la cual sugiere agregar 

una a una las variables y evaluar el desempeño del modelo neuronal. Cuando el 

modelo mejora, la variable recién agregada se conserva, de lo contrario se descarta 

y se continua con el resto de las variables. El resultado de esta selección de 

variables se muestra en la Tabla 5.1 con 16 de las mejores arquitecturas entrenadas 

para estimar el flujo de CO2 censado con el equipo micrometeorológico Eddy-

Covariance.  
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Tabla 5.1 Principales resultados del entrenamiento neuronal para simular el flujo de CO2. 

ANN # Variables  # Neuronas  Arquitectura  Métricas estadísticas de evaluación 

 de entrada ocultas   (r)-global (r)-entrenamiento (r)-test RMSE MAE MAPE 

1 6 21 [6-21-1]  0.8722 0.8803 0.8594 7.6004 3.9412 1.4819 

2 7 23 [7-23-1]  0.8262 0.8611 0.7637 8.7756 4.4442 1.6710 

3 8 23 [8-23-1]  0.8919 0.9361 0.8104 7.0682 3.4853 1.3105 

4 9 22 [9-22-1]  0.8635 0.8758 0.8405 7.8306 4.0838 1.5355 

5 10 15 [10-15-1]  0.8382 0.8435 0.8342 8.4718 4.2135 1.5843 

6 11 9 [11-9-1]  0.8559 0.8597 0.8489 8.0292 4.0048 1.5058 

7 12 14 [12-14-1]  0.9028 0.9095 0.8915 6.7120 3.8106 1.4328 

8 13 6 [13-6-1]  0.8631 0.8688 0.8578 7.8645 4.2184 1.5861 

9 14 5 [14-5-1]  0.8440 0.8609 0.8570 8.4891 4.3076 1.6197 

10 15 16 [15-16-1]  0.8808 0.8971 0.8620 7.4045 3.9560 1.4874 

11 16 5 [16-5-1]  0.8727 0.8787 0.8635 7.5797 3.9505 1.4854 

12 17 20 [17-20-1]  0.8257 0.8359 0.8128 8.7901 4.3970 1.6533 

13 18 21 [18-21-1]  0.8922 0.9107 0.8561 7.0107 3.7910 1.4254 

14 19 10 [19-10-1]  0.8776 0.8976 0.8385 7.4365 3.9081 1.4695 

15 20 5 [20-5-1]  0.8753 0.8944 0.8427 7.5185 3.9338 1.4791 

16 21 8 [21-8-1]  0.8579 0.8768 0.8205 7.9783 4.0974 1.5406 

 

MCDA para evaluar modelos neuronales. Para evaluar las arquitecturas de la 

Tabla 5.1 y seleccionar la que exhiba el mejor desempeño, se implementó el método 

MCDA descrito ampliamente en el ANEXO 2. Como primer paso se normalizaron 

las variables de acuerdo con las Ecs. (2) y (3) del ANEXO 2 en las cuales se sugiere 

normalizar las métricas estadísticas de la Tabla 5.1 de acuerdo con su 

representación. Por ejemplo, si nos referimos al coeficiente de correlación lineal (r) 

obtenido entre los valores medidos del flujo de CO2 y los valores estimados por un 

modelo de red neuronal artificial, sabemos a priori que la correlación perfecta estaría 

representada por la unidad. Es decir, todos los valores cercanos a la unidad se 

deben normalizar en términos de maximización (Ec. 3, ANEXO 2). Por otro lado, las 

métricas estadísticas (RMSE, MAE y MAPE) utilizadas para medir el error obtenido 

entre los valores medidos en campo y simulados del flujo de CO2, se deben 

normalizar en términos de minimización (Ec. 2, ANEXO 2), dado que buscamos el 

modelo neuronal que exhiba los errores más bajos de predicción. 
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Tabla 5.2 Resultados del entrenamiento neuronal para simular el flujo de CO2 normalizados (0-10). 

ANN # Variables  # Neuronas  Arquitectura  Métricas estadísticas de evaluación normalizadas 

 de entrada ocultas   (r)-global (r)-entrenamiento (r)-test RMSE MAE MAPE 

1 6 21 [6-21-1]  6.03 4.43 7.49 5.72 5.25 5.25 

2 7 23 [7-23-1]  0.06 2.52 0.00 0.07 0.00 0.00 

3 8 23 [8-23-1]  8.58 10.00 3.65 8.29 10.00 10.00 

4 9 22 [9-22-1]  4.90 3.98 6.01 4.62 3.76 3.76 

5 10 15 [10-15-1]  1.62 0.75 5.51 1.53 2.41 2.41 

6 11 9 [11-9-1]  3.91 2.37 6.66 3.66 4.58 4.58 

7 12 14 [12-14-1]  10.00 7.34 10.00 10.00 6.61 6.61 

8 13 6 [13-6-1]  4.85 3.28 7.37 4.45 2.35 2.35 

9 14 5 [14-5-1]  2.37 2.49 7.30 1.45 1.42 1.42 

10 15 16 [15-16-1]  7.14 6.10 7.70 6.67 5.09 5.09 

11 16 5 [16-5-1]  6.09 4.27 7.81 5.82 5.15 5.15 

12 17 20 [17-20-1]  0.00 0.00 3.84 0.00 0.49 0.49 

13 18 21 [18-21-1]  8.63 7.46 7.23 8.56 6.81 6.81 

14 19 10 [19-10-1]  6.73 6.15 5.85 6.51 5.59 5.59 

15 20 5 [20-5-1]  6.43 5.84 6.18 6.12 5.32 5.32 

16 21 8 [21-8-1]  4.17 4.08 4.45 3.91 3.62 3.62 

 

En la Tabla 5.2 se observan las métricas estadísticas de evaluación normalizadas 

de acuerdo con el método MCDA para evaluar integralmente las 16 arquitecturas. 

Como se puede observar, algunos valores de la Tabla 5.2 aparecen como 0.00 (el 

más bajo) y otros como 10 (más alto). Esto se debe a que al momento de la 

normalización ya sea en términos de minimización o maximización (Ecs. 2 y 3, 

ANEXO 2) esos valores son los datos extremos. Por ejemplo, la ANN-3 en la 

columna 6 de izquierda a derecha, corresponde al coeficiente de correlación 

obtenido para el set de entrenamiento entre los datos medidos de flujo de CO2 y 

datos estimados por la red neuronal. Aparece con el valor igual a 10 dado que en la 

Tabla 5.1 es el coeficiente más alto en toda la columna 6, con un valor de 0.9361. 

De forma similar, el valor igual a cero de la ANN-2 en la columna 7 (r-test en Tabla 

5.2) representa el valor más bajo obtenido para el set de prueba durante el 

entrenamiento de la ANN-2, con un valor igual a 0.7637. 

 

Continuando con el método MCDA para evaluar integralmente las 16 arquitecturas 

neuronales, se procedió a la creación de distintos escenarios con ponderaciones 

variadas en cada una de las métricas estadísticas normalizadas. 
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 Tabla 5.3 Cuatro escenarios creados con ponderaciones diferentes en los coeficientes de correlación. 

Métricas  
de evaluación 

 Escenario 1  Escenario 2  Escenario 3  Escenario 4 

 Pesos Pesos  Pesos Pesos  Pesos Pesos  Pesos Pesos 

 ponderados  (%)  ponderados  (%)  ponderados  (%)  ponderados  (%) 

             

(r) - global  10 16.67  20 28.57  10 14.29  10 14.29 

(r) - entrenamiento  10 16.67  10 14.29  20 28.57  10 14.29 

(r) - test  10 16.67  10 14.29  10 14.29  20 28.57 

RMSE  10 16.67  10 14.29  10 14.29  10 14.29 

MAE  10 16.67  10 14.29  10 14.29  10 14.29 

MAPE  10 16.67  10 14.29  10 14.29  10 14.29 

             

Total  60 100%  70 100%  70 100%  70 100% 

 

En la Tabla 5.3 están representados los cuatro escenarios creados para evaluar el 

desempeño integralmente de las 16 arquitecturas seleccionadas para modelar el 

flujo de CO2. En el primer escenario los pesos ponderados tienen un valor igual a 

10 puntos con la finalidad de dar un equilibrio a cada métrica estadística utilizada. 

Con el objetivo de evaluar integralmente todas las arquitecturas y seleccionar la que 

exhiba el mejor desempeño para modelar el flujo de CO2 sin caer en el sobreajuste 

de la red neuronal; en el segundo, tercer y cuarto escenario se le da una 

ponderación mayor al coeficiente de correlación global, de entrenamiento y de test, 

respectivamente (resaltado en negrita). Los resultados de la ponderación asignada 

en los cuatro escenarios se muestran en las Figs. 5.2 - 5.5 

 

 

Fig. 5.2 Resultados de la ponderación equilibrada a 10 puntos en el escenario 1. 
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En la Fig. 5.2 sobresalen dos arquitecturas con el puntaje más alto en términos de 

un ranking general para evaluar las 16 arquitecturas seleccionadas para modelar el 

flujo de CO2. La ANN-3 y la ANN-7 con valores 8.42 y 8.43, respectivamente. 

 

 

Fig. 5.3 Resultados de la ponderación de 20 puntos asignados al  
coeficiente de correlación global en el escenario 2. 

 

 

En la Fig. 5.3 nuevamente aparece las arquitecturas ANN-3 y ANN-7 posicionadas 

en el ranking superior con valores de 8.44 y 8.65, respectivamente.  

 

 

Fig. 5.4 Resultados de la ponderación de 20 puntos asignados al  
coeficiente de correlación de entrenamiento en el escenario 3. 
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originales del coeficiente de correlación obtenido en el set de entrenamiento de 

ambas arquitecturas, donde se tienen coeficientes (r) de 0.9361 y 0.9095 de la Tabla 

5.1. 

 

 

Fig. 5.5 Resultados de la ponderación de 20 puntos asignados al coeficiente de  
correlación del conjunto de prueba en el escenario 4. 

 

En la Fig. 5.5 aparecen tres arquitecturas con los valores más altos del ranking, la 

ANN-3, ANN-7 y ANN-13 con valores de 7.74, 8.65 y 7.53, respectivamente. Dado 

que la creación de los cuatro escenarios fue evaluar las 16 arquitecturas asignando 

pesos ponderados diferentes en cada escenario, la selección de la arquitectura con 

base al método MCDA está basada a un promedio del desempeño en los cuatro 

escenarios, ver Tabla 5.4. 
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No. ANN Valor 

  promedio 

11 ANN-8 4.2233 

12 ANN-16 4.0008 

13 ANN-9 2.8825 

14 ANN-5 2.3995 

15 ANN-12 0.8550 

16 ANN-2 0.4855 

 

Resultados del MCDA – Ecuación neuronal. Con base MCDA, se seleccionó la 

ANN-7 como la mejor arquitectura para modelar el flujo de CO2 medido con la 

estación Eddy-Covariance. Este resultado está respaldado por una metodología en 

la cual se evaluaron 16 arquitecturas neuronales con los valores obtenidos durante 

el entrenamiento, siendo la ecuación general de la ANN-7 la siguiente: 

 

𝐴𝑁𝑁 − 7 =

{
 
 
 

 
 
 

   

[
 
 
 
 
 
 
 

  

(∑ (𝐿𝑊(𝑚,𝑛) ∙ (
2

1 + 𝑒𝑥𝑝 (−2 ∙ (∑ 𝐼𝑊(𝑚,𝑘) ∙ 𝑋(𝑘) + 𝑏1(𝑚)𝑘 ))
− 1)) + 𝑏2(𝑛)

𝑚
𝑗=1 )+ 1

2

]
 
 
 
 
 
 
 

∙ 285.34

}
 
 
 

 
 
 

+ 0.011 Ec. (5.2) 

 

donde 𝐼𝑊 corresponden a los pesos sinápticos entre la capa de entrada y la capa 

oculta; 𝐿𝑊 los pesos entre la capa oculta y la capa de salida; 𝑏1los valores umbral 

para las neuronas ocultas; 𝑏2 para las neuronas de salida y los subíndices 𝑘,𝑚, 𝑛 

se refieren a las neuronas de entrada, oculta y salida, respectivamente. 

Los pesos sinápticos (coeficientes) relacionados a la Ec. 5.2 se presentan en las 

Tablas 5.5 y 5.6. 

 

Tabla 5.5 Coeficientes de la ANN-7 asociados a la capa de entrada y la capa oculta de Ec. 5.2 

Neurona 

 

IW(m,k) 

Var1 Var2 Var3 Var4 Var5 Var6 Var7 Var8 Var9 Var10 Var11 Var12 

1 0.4211 -2.1936 0.9194 -1.0572 0.5003 -0.0956 0.6508 1.0783 -2.2869 2.3360 1.4374 -0.0131 

2 -0.7503 1.8381 -0.6254 0.0700 -0.2060 0.0456 -1.3657 -1.2267 -0.2514 -2.2177 -2.9124 1.3949 

3 0.5930 -0.0909 -1.0887 -1.0802 -0.2257 0.3807 -1.8703 -0.7563 4.9948 -0.5253 -1.0179 -0.6228 

4 1.0226 0.4837 2.3319 0.7987 -1.7274 -0.0978 -0.2823 1.8874 0.5583 -0.0490 0.2896 -0.1836 

5 -0.2106 -0.4979 0.4173 -0.4116 0.0544 0.0077 -0.2414 0.7151 -1.6957 -0.3937 -1.1312 0.0380 

6 -0.4436 2.0076 -0.7901 0.7446 -0.5980 0.0782 -0.0227 -0.7268 1.7636 -0.6004 -1.4344 -0.2322 

7 -0.1886 -1.2242 -0.0225 -0.1488 -0.2213 0.1709 -0.2216 0.9842 -1.6530 -0.3793 -1.4542 0.4179 

8 -2.0956 -0.5002 -5.0462 2.0089 5.7706 -0.6412 -4.6180 3.5481 2.4116 2.0858 4.2653 -1.0002 
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Neurona 

 

IW(m,k) 

Var1 Var2 Var3 Var4 Var5 Var6 Var7 Var8 Var9 Var10 Var11 Var12 

9 -0.2078 -1.4839 0.0501 -0.3476 -0.1698 0.0575 0.0232 0.5636 -0.7225 0.1577 -1.2079 0.2866 

10 1.9982 0.9637 4.8947 -1.9816 -5.7732 0.6764 4.7344 -4.2834 -2.1666 -2.0466 -4.0588 1.0445 

11 -1.4980 3.8954 0.3621 2.9022 7.2693 0.2640 1.9033 -4.8820 0.4938 -0.9972 -2.2605 1.8593 

12 0.3657 -3.8410 2.7849 -0.3528 -1.1611 -2.6584 2.9443 1.3703 -8.0885 -0.7125 -1.0347 1.4109 

13 0.2341 0.1273 -0.2827 0.3443 0.0110 0.0481 -0.0770 -0.4753 0.8914 -0.0050 0.9987 0.0467 

14 -0.1486 0.8889 -0.3961 0.5969 -0.1458 0.1768 -0.5300 1.2934 -1.2543 -2.1138 -1.4666 0.5806 

ANN-7 (k = 12, m = 14, n = 1); Var1-Var12 representan las 12 variables de entrada utilizadas por la ANN-7. 

 

Tabla 5.6 Coeficientes correspondientes a la ANN-7 asociados 
a la capa oculta y la capa de salida de Ec. 5.2 

Neurona 
b1(m,1)   LW(m,n)   b2(n) 

Bias   Pesos   Bias 

1 -1.8534  0.5140  2.5273 
 

2 -3.5582  -0.2139   

3 -0.3980  -0.1514   

4 -1.0520  -0.3713   

5 -0.7809  1.5561   

6 0.0704  0.6434   

7 -0.9344  -1.6367   

8 -0.3950  -2.9405   

9 -1.4933  1.7115   

10 -0.0953  -2.8834   

11 3.3766  -2.8007   

12 2.0182  -1.1518   

13 1.1141  1.9736   

14 0.8999  0.5107   

ANN-7 (k = 12, m = 14, n = 1) 

 

Bajo estos resultados, la ANN-7 utilizó las siguientes variables: RN (radiación neta), 

H (calor sensible), SHF (flujo de calor del suelo), TA (temperatura del aire), TS 

(temperatura del suelo), SWC (contenido de agua en el suelo), %_signal (relación 

entre la señal de CO2 y la señal de CO2 esperada), TKE (energía cinética 

turbulenta), Pitch (ángulo de rotación), Air_heat_capacity (calor específico a presión 

constante del aire en el ambiente), W_var (varianza del sensor para medir el viento), 

RH (humedad relativa). La contribución relativa de cada variable utilizada (análisis 

de sensibilidad) durante el entrenamiento de dicha arquitectura, se obtuvieron los 

valores de la Tabla 5.7. 
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Tabla 5.7 Variables utilizadas para modelar el flujo de CO2. 

Id Variable 
Contribución 
relativa (%) 

1 RN 4.7 

2 H 11.2 

3 SHF 8.1 

4 TA 6.3 

5 TS 7.4 

6 SWC 2.0 

7 %_signal 6.7 

8 TKE 11.4 

9 Pitch 16.5 

10 Air_heat_capacity 7.2 

11 W_var 14.4 

12 RH 4.1 
 

 

Mediciones del flujo de CO2. Estas mediciones censadas durante el periodo de 

medición (marzo, abril y mayo), se pudo identificar un comportamiento periódico 

diario con respecto al día y a la noche. Esto tiene que ver con el ecosistema y la 

activación de la fotosíntesis por la radiación solar (emisión de oxígeno y secuestro 

de CO2) como aparece en la Fig. 5.6. 
 

 

Fig. 5.6 Perfil del flujo de CO2 por hora. 
 

En la Fig. 5.6 se puede observar que aproximadamente de las 7:00 hrs. a las 18:00 
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independientemente del día. Así mismo, en la Fig. 5.7 se muestra el perfil por día 

durante el mismo periodo de medición. 
 

 

 

Fig. 5.7 Perfil del flujo de CO2 por día. 

 

En la Fig. 5.7 aparecen mediciones fuera del perfil (picos en color azul), las cuales 

pueden originarse por varias causas: (i) mediciones reales en un periodo corto 

ocasionado por la respiración natural del ecosistema; (ii) datos anómalos 

ocasionados por medición de flujo de CO2 no necesariamente del ecosistema, p. ej. 

antropogénico, mezcla de emisiones de lejanas que por la dirección del viento, 

fueron censadas por el equipo Eddy siendo que provenían de otro lado; y, (iii) error 

de medición en el equipo, dado que como todo sistema electrónico puede presentar 

fallas siendo consideradas dentro de esta técnica de medición hasta un 5% de 

valores a tomar con reserva (Burba, 2013) . 

 

El resultado de utilizar las variables referidas en la Tabla 5.5, fue la obtención de 

valores de coeficiente de correlación (r) global=0.9028, entrenamiento=0.9095, y 

test=0.8915. Dados estos valores principalmente en el set de test, podemos 

asegurar que el modelo neuronal no tuvo un sobreajuste.  

 

En la Fig. 5.8 se graficó una regresión lineal entre los valores medidos y simulados 

del flujo de CO2. 
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Fig. 5.8 Regresión lineal entre valores medidos y simulados del flujo de CO2. 

 

Validación estadística – Prueba F y t-student. Evaluando estadísticamente los 

valores predichos por la ANN-7 para las mediciones del flujo de CO2, se aplicó la 

prueba de F y t-student con el objetivo de determinar si los valores calculados por 

el modelo neuronal son estadísticamente similares y que provienen de una misma 

población. 

  

El planteamiento fue el siguiente: al 99% de confianza, para la prueba F, la hipótesis 

H0=las dos muestras tienen la misma varianza y H1=Existen diferencias 

significativas en las varianzas de las muestras.  Los resultados son F=1.1537 siendo 

el valor critico de referencia1.2815, por lo cual la H0 es aceptada al ser menor el 

valor de F comparado con el valor crítico.  

 

Para la prueba t-student la hipótesis H0=las medias de las muestras son iguales y 

H1=existen diferencias significativas en las medias de las muestras. Los resultados 

de t=0.66099 y el valor critico correspondiente es 2.33316, por lo tanto, la H0 es 

aceptada por lo que las medias de las muestras son iguales.  

 

En la Fig. 5.9 se observan los valores medidos (color rojo) y los valores simulados 

(línea punteada en color azul) del flujo de CO2. 
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Fig. 5.9 Perfil por día del flujo de CO2 medido versus simulado. 

 

Identificación y relleno de gaps. Continuando con los objetivos del Módulo 2, se 

procedió a identificar los gaps donde hay ausencia de mediciones. En el periodo de 

medición marzo, abril, mayo y junio se encontraron un total de 208 gaps. Estos están 

distribuidos de la siguiente manera:  

 

 35 gaps que representan un 16.8% del total de las mediciones a 30 minútales 

durante el mes de marzo; 

 70 gaps durante el mes de abril equivalente a un 33.6% de las mediciones 

durante el mes;  

 24 gaps en el mes de mayo con un porcentaje del 11.5% del total de las 

mediciones; y  

 79 gaps observados en el mes de junio que representa el 37.9% de las 

mediciones durante el mes. 

 

En la Fig. 5.10 se calcularon los valores ausentes del flujo de CO2 utilizando el 

modelo neuronal ANN-7. Como se observa los valores exhiben un perfil similar a las 

mediciones de la Fig. 5.7 donde aparecen solo las mediciones reales.  
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Fig. 5.10 Perfil por día del flujo de CO2 con relleno de gaps utilizando la ANN-7. 

 

Dado que se tienen 1685 datos medidos en el periodo, poder visualizar a detalle en 

la Fig. 5.10 es poco práctico, dicha figura nos exhibe un perfil completo. Un 

acercamiento de estos datos simulados se observa en la Fig. 5.11 (A) y (B). 

 

   

Fig. 5.11 Relleno de huecos en el mes de marzo (A) y abril (B).  
 

 

Como se puede observar en el acercamiento de la Fig. 5.11, los huecos rellenados 

por la ANN-7 es una aproximación muy cercana al perfil con las mediciones reales. 

Por lo que la selección de variables, el entrenamiento de las ANNs, la selección del 

mejor modelo (ANN-7) utilizando la metodología de MCDA y la predicción de los 

huecos se desarrolló con éxito. 
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5.3 Resultados del Módulo 3 
 

En esta sección se presentan los resultados del desarrollo de una nueva 

metodología geoquimiométrica computacional apoyada en el método de Sinclair 

para la discriminación del transporte de gas en sistemas geotérmicos. 

Durante las campañas de muestreo, se visitó la zona de Los Azufres ubicada dentro 

de la caldera de Acoculco, Puebla. Esta zona es conocida por su modesta actividad 

hidrotermal, dado el planteamiento en el Capítulo 2 como un sistema geotérmico de 

roca seca caliente “oculto”. El muestreo del flujo de CO2 en la superficie de la Tierra 

se realizó con una Cámara de Acumulación como se muestra en la Fig. 5.12. 

 
 

 

Fig. 5.12 Mediciones del flujo de CO2 con el equipo de medición montado (A) e instalado en el subsuelo (B). 

 
 

Resultados con el método de Sinclair mejorado. Aplicando el método de Sinclair 

a los datos medidos en Los Azufres, con base a la metodología descrita la sección 

4.3 del Capítulo 4 resaltando la solución propuesta para la selección del punto de 

inflexión no arbitrariamente, tenemos la gráfica final representada en la Fig. 5.13. 

De acuerdo con el método de Sinclair, existe un grupo definido con los valores más 

altos del flujo de CO2 pertenecientes al Grupo A, desde de los valores en escala 

logarítmica de 4.6 (g m-2 d-1) hacia arriba, representada por la línea discontinua "a". 

Así mismo, existe una mezcla en los Grupos A y B comprendido entre los valores 

de 3.4 y 4.6, líneas discontinuas "b" y "a", respectivamente. 

(B) (A) 
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Fig. 5.13 Grafica de los resultados finales al aplicar el método de Sinclair mejorado. 

 

. El Grupo B está definido entre los valores de 3 y 4.6, líneas "c" y "a", 

respectivamente. Y solo está presente el Grupo B entre los valores de 3 y 3.4 líneas 

"c" y "b", respectivamente. 

 

El Grupo C está definido entre los valores de 1.9 y 3, líneas "d" y "c", 

respectivamente. Así mismo, existe una mezcla entre los Grupos C y D entre los 

valores de 1.6 y 1.9, líneas "e" y "d", respectivamente. 

 

El grupo D con los valores más bajos del flujo de CO2 está presente a partir del valor 

1.6 hacia abajo, línea "e". 

 

Interpretación de resultados. De los 279 datos graficados a través de la frecuencia 

acumulada (mediciones de flujo de CO2 compilados en la BDCA), se derivan cuatro 

posibles orígenes del flujo de CO2 medido en Los Azufres: 
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 De acuerdo con la literatura (Chiodini et al., 1998), las mediciones de CO2 

con los valores más altos corresponden al origen Magmático, es decir, el 

12.2% (34 muestras del flujo de CO2) pertenecientes al Grupo A son de 

origen Magmático. 

 Las mediciones de origen Biogénico de CO2 generalmente son las más bajas 

de acuerdo con el metabolismo de las raíces de las plantas y la 

mineralización de materia orgánica (Martínez et al., 2008), por lo tanto, el 

47% (131 muestras del flujo de CO2) pertenecientes al Grupo D 

corresponden al origen Biogénico.  

 De acuerdo con Burba (2013), el CO2 de origen Atmosférico solo es medible 

en altas concentraciones por lo que el 5.7% (16 muestras del flujo de CO2) 

identificadas en el Grupo B son de origen Atmosférico. 

 Dado que se han identificado los orígenes de los Grupos A, B y D, el último 

de ellos de acuerdo con la literatura (Thomas, 2018) correspondería al origen 

Antropogénico (mezcla de varios orígenes) con el 35.1% (98 muestras del 

flujo de CO2) pertenecientes al Grupo C son de origen Antropogénico. 

 

En la Fig. 5.14 se muestra la distribución porcentual con base a los puntos de 

inflexión identificados en la curva de la frecuencia acumulada del flujo de CO2 

medido en la zona de Los Azufres. 

 

 

Fig. 5.14 Distribución porcentual del origen del flujo de CO2 medido en Los Azufres, Acoculco, Puebla. 
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Los resultados finales de la implementación del método de Sinclair a las mediciones 

del flujo de CO2 se presentan en la Tabla 5.8. 

 

Tabla 5.8 Identificación de las muestras de CO2 con sus respectivos orígenes y mezclas encontradas. 

Grupo Origen # Muestras  Intervalo del flujo CO2  Orígenes # Muestras  Intervalo del flujo CO2 

 flujo CO2 de un solo origen  (g m-2 d-1)  de la mezcla de mezcladas  (g m-2 d-1) 

          
A Magmático 8  40300 - 79200  Magmático y 

Atmosférico 
33 

 
2920 - 23800 

B Atmosférico 7  1220 - 2210   

C Antropogénico 15  89 - 801  Antropogénico 
y Biogénico 

30 
 

40.8 - 66 
D Biogénico 186  0.559 - 38.5   

          
 Subtotal 216    Subtotal 63  Total = 279 

 

De acuerdo a la Fig. 5.13 en la cual se identificaron las muestras pertenecientes a 

un solo origen y las mezclas entre los mismos; se tienen 8 muestras de origen 

exclusivamente Magmáticas y 7 Atmosféricas, con 33 muestras mezcladas entre 

estos dos orígenes. Las concentraciones más altas corresponden al origen 

Magmático con valores superiores a los 40300 (g m-2 d-1). Así mismo, se tienen 15 

muestras Antropogénicas definidas y 186 Biogénicas, con una mezcla entre ambas 

igual a 30.  

 

Como era de esperarse, la gran mayoría de las muestras son de origen Biogénico 

con las concentraciones más bajas (0.559 - 38.5 g m-2 d-1) dado que las mediciones 

se realizaron en el subsuelo a ~40 cm de profundidad y esto nos otorga un 

conocimiento a priori del metabolismo de las raíces de las plantas y la mineralización 

de materia orgánica como se reporta en la literatura (Martínez et al., 2008). Así 

mismo, se pudo desarrollar un procedimiento mejorado para la implementación del 

método de Sinclair el cual es muy utilizado en estudios de exploración en ciencias 

de la Tierra, como la geotermia. 
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CAPÍTULO 6 

Conclusiones y Trabajos Futuros 

 

Conclusiones 
 

El éxito de la presente investigación obedece a varios factores importantes, como 

son: (i) contar con una amplia base de datos de muestras geoquímicas de gases 

medidos en pozos geotérmicos productores. Esto nos permitió desarrollar nuevos 

geotermómetros de gases con una calibración mucho más amplia que los 

geotermómetros reportados en la literatura; (ii) la evaluación integral de múltiples 

arquitecturas de RNA con base a una nueva metodología existente en otros campos 

de la ciencia pero aplicada por primera vez en geotermometría de gases usando 

RNA, la cual es Multi-Cirteria Decision Analysis: MCDA; (iii) evaluar las nuevas 

ecuaciones geotermométricas con base a la predicción de temperaturas en una 

nueva base de datos de validación, con ello se demostró la efectividad de los nuevos 

geotermómetros de gases al ser comparados con los reportados en la literatura; (iv) 

se simulo exitosamente el flujo de CO2 (censado con el equipo micrometeorológico 

Eddy-Covariance) utilizando RNA como una herramienta confiable para modelar 

anomalías geotérmicas; (v) se evaluaron los resultados bajo la metodología MCDA 

seleccionado la arquitectura con el mejor desempeño; (vi) se procedió a resolver el 

problema de ausencia de datos a causa de la aparición de neblina (gaps); (vii) se 

propuso una alternativa viable para discriminar el flujo de CO2 mediante la 

implementación del método de Sinclair mejorado; y, (viii) se identificaron las 

mediciones del flujo de CO2 (medido con la Cámara de Acumulación) con base a su 

origen: Magmático, Atmosférico, Antropogénico, Biogénico y las mezclas entre 

algunos de ellos. 

 

Finalmente, se pudo demostrar que el estudio del transporte de gases de origen 

geotérmico es una importante fuente de información para ser utilizada durante la 

exploración y explotación de un recurso geotérmico permitiendo la estimación de 

temperaturas de fondo con un alto grado de confiabilidad (temperaturas razonables) 

determinadas por los nuevos geotermómetros de gases y más realistas en 
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comparación con otras herramientas geotermométricas reportadas en la literatura. 

Paralelamente, el modelado y discriminación del origen del gas mayoritario en 

ambientes geotérmicos se logró exitosamente a través de una metodología integral 

que comprende el uso de las RNA-MCDA y el método de Sinclair mejorado. 

 

Trabajo a futuro 

Desarrollar un nuevo geotermómetro de gases complejo que estiman la BHT en 

función de variables más independientes, como el exceso de vapor y los 

coeficientes de distribución de los gases con las fases líquido/vapor, entre otros.  

 

La idea general para dicho desarrollo se presenta a continuación: 

 

Geotermómetro simple 

𝐵𝐻𝑇 = 𝑓(𝑥𝑖)  
Ec. (6.1) 

 

Geotermómetro complejo 

𝐵𝐻𝑇 = 𝑓(𝑥𝑖 , 𝑘𝑖 , 𝛽𝑖 , 𝑦) 

 

Ec. (6.2) 

 

donde 𝑥𝑖 es composición geoquímica de los gases medidos (p. ej. CO2, H2S, CH4, 

H2); 𝑘𝑖 es la constante de equilibrio de la reacción; 𝛽𝑖 son los coeficientes de 

distribución; 𝑦 es la fracción de vapor. 

 

La constante de equilibrio (𝑘) de una reacción química es el valor de su cociente 

de reacción en el equilibrio químico. Cuando tiene lugar una reacción química 

reversible se observa que llegado un determinado momento las cantidades netas 

de reactivos y productos se mantienen invariables. Este este hecho no significa que 

la reacción se detenga, sino que la velocidad a la que se forman los productos se 

iguala a la velocidad a la que se regeneran los reactivos. Es decir, nuestra reacción 

está en equilibrio. 

 

De manera general, podemos representar una reacción química en equilibrio así: 

 

𝑎𝐴 + 𝑏𝐵 ⇆  𝑐𝐶 + 𝑑𝐷 Ec. (6.3) 
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En la reacción de izquierda a derecha los reactivos A y B reaccionan para formar 

los productos C y D. Pero como es una reacción reversible podríamos interpretar 

que los productos también reaccionan para formar los reactivos (sentido inverso). 

Las velocidades a las que tienen lugar ambos procesos se pueden representar 

mediante las siguientes ecuaciones de velocidad: 

 

𝑣1 = 𝑘1[𝐴]
𝑎[𝐵]𝑏 

𝑣2 = 𝑘2[𝐶]
𝑐[𝐷]𝑑 

Ec. (6.4) 

Ec. (6.5) 

 

donde los superíndices 𝑎, 𝑏, 𝑐, 𝑑 son el número de moléculas (coeficientes 

estequiométricos) de las especies químicas representadas por las letras 

mayúsculas. 

 

En el equilibrio las velocidades de las reacciones directa e inversa son iguales, por 

lo tanto: 

 

𝑣1 = 𝑣2 → 𝑘1[𝐴]
𝑎[𝐵]𝑏 = 𝑘2[𝐶]

𝑐[𝐷]𝑑 Ec. (6.6) 

𝑘1
𝑘2

=
[𝐶]𝑐[𝐷]𝑑

[𝐴]𝑎[𝐵]𝑏
 Ec. (6.7) 

𝑘 =
[𝐶]𝑐[𝐷]𝑑

[𝐴]𝑎[𝐵]𝑏
 Ec. (6.8) 

 

Por ejemplo, aplicando la Ec. (6.8) a la siguiente reacción tenemos: 

 

2NO(g) +
1

2
O2(g) ⇆ N2O3(g) 

 

𝑘 =
[N2O3]

[NO]2[O2]
1
2⁄
 

Ec. (6.9) 

 

 

Ec. (10) 

 

Los coeficientes de distribución (𝛽) indican la cantidad de gas disuelto en un 

líquido. La Ley de Henry propuesta en 1803 por William Henry enuncia que, “a una 

temperatura constante, su concentración en el disolvente es directamente 

proporcional a su presión”. De acuerdo a Mazor & Truesdell (1984), los coeficientes 
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de distribución pueden ser calculados por la Ec. (6.11): 

 

𝛽 =
𝑅𝑇

𝑘ℎ𝑉
 Ec. (6.11) 

𝑘ℎ =
𝑅

𝑃
 Ec. (6.12) 

 

donde 𝑅 es la concentración del gas; 𝑇 es la temperatura absoluta; 𝑘ℎ es la 

constante de Henry;  𝑉 es el volumen especifico del vapor y 𝑃  es la presión del gas. 

La fracción de vapor (𝑦) puede ser calculada por si se conoce la temperatura o 

presión de separación y la entalpia de la mezcla mediante la Ec. (6.13): 

 

𝑦 =
𝐻𝑂 −𝐻𝐿

𝐻𝑉 −𝐻𝐿
 Ec. (6.13) 

 

donde 𝐻𝑂 es la entalpia de la mezcla; 𝐻𝐿 y 𝐻𝑉 son la entalpia del líquido y del vapor, 

respectivamente. Ambas entalpias se determinan usando las tablas de vapor. 
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temperatures using the gas-phase composition of geothermal fluids 

D. P�erez-Z�arate a, E. Santoyo b,1,*, A. Acevedo-Anicasio c, L. Díaz-Gonz�alez d, C. García-L�opez e 

a CONACYT-Instituto de Geofísica, Universidad Nacional Aut�onoma de M�exico, Circuito interior s/n, Coyoac�an, 04510, Ciudad de M�exico, Mexico 
b Depto. de Física y Matem�aticas, Universidad Iberoamericana, Ciudad de M�exico, 01219, M�exico 
c Doctorado en Ciencias, Instituto de Investigaci�on en Ciencias B�asicas y Aplicadas, Universidad Aut�onoma del Estado de Morelos; Av. Universidad 1001, Col. Chamilpa, 
62209, Morelos, Mexico 
d Centro de Investigaci�on en Ciencias, Instituto de Investigaci�on en Ciencias B�asicas y Aplicadas, Universidad Aut�onoma del Estado de Morelos; Av. Universidad 1001, 
Chamilpa, 62209, Morelos, Mexico 
e Posgrado en Ingeniería (Energía), Instituto de Energías Renovables, Universidad Nacional Aut�onoma de M�exico, Priv. Xochicalco s/n, Temixco, 62580, Morelos, Mexico   
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A B S T R A C T   

Three-layer artificial neural networks were used for the multivariate analysis of the gas-phase composition of 
fluids, and the prediction of geothermal reservoir temperatures. The major gas-phase composition of geothermal 
fluids (CO2, H2S, CH4, and H2) was defined as input variables whereas the measured bottomhole temperatures 
were used as output. Multivariate statistical analysis and log-ratio transformations were used for the normali-
zation of input variables. These data sets were randomly divided into training (80%), validation (10%) and 
testing (10%). Matlab script algorithms based on a learning process of artificial neural networks (ANN) were 
programmed. The ANN architectures were determined by using up to five input neurons with thirteen different 
combinations of the input normalized variables for the input layer, a variable number of neurons for the hidden 
layer ranging from 1 to 35, and one neuron for the output layer. The Levenberg-Marquardt algorithm, the hy-
perbolic tangent sigmoid, and linear transfer functions were used for the training of the neural networks with 
tuned learning rates after using some initialization values (ranging from 0.01 to 0.00001). A sensitivity analysis 
to evaluate the relative importance of input variables on the output was also performed. Six ANN architectures 
were selected as the best from a comprehensive geochemometric analysis based on a statistical comparison and 
linear regressions between simulated and measured data. From an additional external validation (using a 
different geochemical database containing 13 samples from the Olkaria, Kenya geothermal field), the most 
efficient ANN made possible to predict geothermal reservoir temperatures with an acceptable accuracy (with 
mean error differences between simulated and measured data ranging from 2 to 11%). The best neural network 
was given by the ANN-33 architecture [3-8-1] which was characterized by three variables in the input layer [ln 
(H2S/CO2), ln(CH4/CO2), and ln(H2/CO2)], 8 neurons for the hidden layer and one neuron for the output layer. 
These results support, for the first time, the use of ANN as a gas geothermometry tool to predict geothermal 
reservoir temperatures.   

1. Introduction 

The knowledge of reservoir temperatures in geothermal systems is 
still recognized as a crucial geochemical task for the reliable evaluation 
of energy reserves (Neupane et al., 2016; Guo et al., 2017). Solute, gas 
and isotopic geothermometers are low-cost geochemical tools used for 

the prediction of reservoir temperatures in geothermal systems (Verma 
and Santoyo, 1997; Arn�orsson, 2000; Díaz-Gonz�alez et al., 2008; Yan--
guang et al., 2017). 

In geothermal exploration, the chemistry of geothermal gases has 
been broadly studied for estimating reservoir temperatures (e.g., 
Stef�ansson et al., 2017). A geothermal system above cooling magma may 
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behave either as an open thermodynamic system due to the escape of 
magma gases or as a physicochemical trap owing to gas-gas and 
gas-mineral reactions that may consume or produce these gases 
(Arn�orsson et al., 2010). The equilibria attainment among gas species 
constitutes the basis for gas geothermometry, which has been prefer-
entially used for the prediction of reservoir temperatures in 
vapor-dominated geothermal systems where fumaroles, steam or gas 
bubbles are the main surface manifestations (Arn�orsson and Gunn-
laugsson, 1985). 

Gas geothermometers have been developed based upon the analysis 
of gas-phase compositions, and the assumption of a thermodynamic 
equilibrium among gas-gas and gas-mineral reactions (Giggenbach, 
1980; Arn�orsson and D’Amore, 2000). These reactions are thermody-
namically expressed by equations based upon the free energy change of 
gas species, which may be correlated with temperature-dependent 
equilibrium constants (D’Amore and Panichi, 1980; D’Amore et al., 
1983; Giggenbach, 1991; Blamey, 2006). Other complex gas geo-
thermometers consider independent reservoir parameters such as the 
steam excess, the distribution coefficients of gases between liquid and 
steam, the gas/steam ratio, and the vapor fraction (VF) which may also 
affect the equilibria of gas reactions (Nehring and D’Amore, 1984; 
Bertrami et al., 1985; Giggenbach, 1988; Barrag�an et al., 2016). Gas 
geothermometers currently available in the literature include: (1) 

Simple empirical equations that use geochemical databases containing 
gas-phase compositions of fluids from hot-water and wet-steam 
geothermal wells, and bottomhole temperature measurements (Arn�ors-
son, 1985); (2) Complex numerical methods for drawing temperature 
and VF grids using the thermodynamic analysis of chemical reactions 
among gas-gas and gas-mineral assemblages (D’Amore and Nuti, 1977; 
Bertrami et al., 1985; Stef�ansson and Arn�orsson, 2002; Barrag�an et al., 
2016); and (3) Geothermometric equations from water-rock-gas inter-
action experiments carried out at laboratory conditions (Reed and 
Spycher, 1984; Pang, 2001). 

Although the advances achieved in this knowledge area, it is recog-
nized that most of the reservoir temperatures predicted by gas geo-
thermometers still exhibit significant discrepancies when these 
estimates are compared with bottomhole temperature (BHTm) mea-
surements (Arn�orsson and Gunnlaugsson, 1985; Giggenbach, 1988; 
Powell and Cumming, 2010; García-L�opez et al., 2014). Such discrep-
ancies are mainly caused by uncertainty sources such as:  

(i) the use of a limited number of actual temperature measurements 
for the calibration of gas geothermometers (García-L�opez et al., 
2014); 

Fig. 1. Schematic map showing the current worldwide installed capacity of geothermal electricity, and the location of the geothermal fields considered for the 
creation of the World Geochemical Database (WGDB). 
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(ii) the use of small data sets of gas-phase fluid compositions and 
BHTm measurements for the derivation of gas geothermometers 
(Koga et al., 1995; Supranto et al., 1996);  

(iii) the lack of equilibrium into the reservoir which affect the gas- 
phase composition of deep fluids, as well as other geochemical 
processes, such as the fluid-mineral equilibria, the gas reactions, 
and the distribution coefficients (Giggenbach, 1980; Pang and 
Reed, 1998);  

(iv) the effect of secondary geochemical processes such as steam loss, 
the feeding of secondary fluids, and mixing with shallow colder 
fluids, which may affect the original composition of deep fluids 
(Giggenbach, 1987);  

(v) the gas sampling and analytical errors which may affect the 
representativeness of the gas samples (Kacandes and Grandstaff, 
1989; Arn�orsson et al., 2006); and 

(vi) the erroneous use of non-appropriated regressions for the deri-
vation of geothermometer equations (Verma and Santoyo, 1997; 
Díaz-Gonz�alez et al., 2008). 

To face out these issues, innovative geochemical methods in 
geothermal exploration are still needed for the development of new 
improved gas geothermometers. Bearing in mind these needs, artificial 
neural networks are explored, up to our knowledge for the first time, for 
the prediction of reservoir temperatures using the gas-phase composi-
tions of geothermal fluids. Discrepancy types (i, ii, v, and vi) may be 
either minimized or controlled by an efficient multivariate analysis 
through the use of artificial neural network techniques. Artificial neural 
networks (ANN) have been used as computational tools in Earth Sci-
ences for modeling and solving a wide variety of multivariate problems 
in geophysics, geochemistry and geology (Van der Baan and Jutten, 
2000; Dawson and Wilby, 2001; Poulton, 2001, 2002; Hagan et al., 
2014; Tr�epanier et al., 2016). ANN are parallel-distributed information 
processing techniques that may found relationships among input and 

Fig. 2. Schematic flow diagram showing the GasPhase_WGDB module used for 
the creation of the world geochemical database (WGDB0). Qi represent the 
following conditional statements: Q1: compilation of a new record; Q2: avail-
ability of gas-phase concentration and BHT(�C) data; and Q3: standard con-
centration unit [mmol/mol]. Fig. 3. Schematic flow diagram of the GasPhase_WorkDB module used for the 

creation of the working sub-databases (WG_SubDB1, WG_SubDB2, and 
WG_SubDB3). Qi represent the following conditional statements: Q4: full 
availability of the gas compositions of CO2, H2S, CH4, and H2 per sample; Q5: 
total sum of gas concentrations ¼ 1000 � 50 mmol/mol; Q6: temperature in-
terval: 170 �C � BHTm � 365 �C; Q7: the CO2 concentration �70%wt; and Q8: 
exist duplicate BHTm data?. 
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output variables of a complex system through a network with highly 
interconnected neurons (Hornik et al., 1989). 

In some earlier geothermal applications of the ANN, new versions of 
solute geothermometers have been derived from the multivariate anal-
ysis of geochemical databases of the liquid-phase composition of fluids 
and bottomhole temperatures (e.g., Bayram, 2001; Can, 2002; Serpen 
et al., 2010; Díaz-Gonz�alez et al., 2013). Some other ANN applications 
have been reported for modelling dynamic fluid flow and heat transport 
in geothermal wells (e.g., Bassam et al., 2010, 2015; �Alvarez del Castillo 
et al., 2012; Porkhial et al., 2015). Although these novel applications, 
complex multivariate issues still exist in other geothermal areas that 
may be addressed by using ANN techniques. 

In this work, a new application of the ANN techniques has been 
successfully carried out to correlate the gas-phase composition of 
geothermal fluids with measured bottomhole temperatures for the 
determination of deep reservoir temperatures. A geochemical database 
containing gas-phase fluid compositions and temperature measurements 

has been created from production wells located in several world 
geothermal fields (Fig. 1). A detailed description of the computational 
methodology in terms of the design and learning processes of ANN, and 
a comprehensive geochemometric analysis for the evaluation of the best 
ANN architectures are outlined. 

2. Work methodology 

To carry out the multivariate analysis among the gas-phase compo-
sitions of geothermal fluids and bottomhole temperature measurements 
(BHTm), a general computational methodology was developed (see 
Figs. 2–5). Four computational modules were specifically created with 
some conditional statements (Q1-Q8):  

(i) the GasPhase_WGDB module to compile a primary world 
geochemical database containing raw data of the gas-phase 
composition of geothermal fluids and BHTm (Fig. 2),  

(ii) the GasPhase_WoDB module to create representative working 
sub-databases with refined data of composition and temperature 
for controlling bias issues detected in the primary world 
geochemical database (Fig. 3),  

(iii) the ANN_Modeling module to design ANN architectures to be 
evaluated for the prediction of geothermal reservoir tempera-
tures (Fig. 4), and 

(iv) the Geochem_Eval module to evaluate the prediction perfor-
mance of the ANN architectures for predicting geothermal 
reservoir temperatures by using an external geochemical data-
base as a validation or application case (Fig. 5). 

2.1. GasPhase_WGDB module 

This module was used for the creation of a primary World 
Geochemical Database (hereafter referred as WGDB0) containing raw 
data of gas-phase compositions of geothermal fluids and BHTm as a strict 
criterion of compilation, which was defined as the conditional statement 
Q2 (Fig. 2). A total number of q0 ¼ 591 samples were compiled in the 
WGDB0 (14 columns and 591 rows). Steam fractions (Sf) and gas-steam 
ratios (Xg) were also compiled when these parameters were reported. 

Fig. 4. Schematic flow diagram showing the ANN_Modeling module developed 
to design and apply the ANN architectures for the prediction of deep reservoir 
temperatures. 

Application of the best ANN 
models to predict deep 

equilibrium temperatures 

Ext_GDB
(nD=13)

Comparison statistical analysis        
(%BHTdiff parameter)

stop

Search and selection 
an external database 
as application case

Evaluation of results

Geochem_Eval
module

Ofwona, 2002
Karinithi and Dissertation, 2002;

Literature  sources: 

Fig. 5. Schematic flow diagram showing the Geochem_Eval module developed 
to evaluate the prediction performance of the ANN architectures using an 
external geochemical database (Ext_GDB). 

D. P�erez-Z�arate et al.                                                                                                                                                                                                                          



Computers and Geosciences 129 (2019) 49–68

53

The primary source of WGDB0 was created from a wide selection of 
geothermal literature sources (i.e., papers published in international 
journals, congress proceedings, and technical reports). The gas-phase 
compositions of fluids were compiled from chemical analyses carried 
out in 149 production wells of eleven geothermal fields located in six 
countries (El Salvador, Iceland, Italy, Japan, Kenya, and Mexico: see 
Fig. 1 for their location). A summarized description of each geothermal 
field and the original data sources are also reported in Table 1. 

The compilation of the gas-phase compositions included the con-
centration of major (CO2, H2S, and NH3) and trace (H2, CH4 and N2) gas 
species; whereas the BHTm data (in oC) were logged from transient 
production well tests. As the concentration of gas species are reported in 
a wide variety of concentration units [e.g., mol/kg steam as wet-basis, % 
wt, mmol/mol as dry-basis, %mol, mg/kg, mol fraction, among others], 
a single concentration unit was adopted for this study [mmol/mol]. The 
molar concentration unit was selected as working standard unit because 
it is used by most of the existing gas geothermometers for the determi-
nation of geothermal reservoir temperatures. This conditional statement 
was defined as Q3 (Fig. 2). To calculate all the necessary unit conver-
sions in WGDB0, a Fortran computer code (GeoGasPlus) was pro-
grammed. This computer code uses the steam fraction (Sf) to estimate 
the quantities from either dry-to-wet basis or vice versa. A summary of 
the descriptive statistics applied to the WGDB0 is reported in Table 2. 

2.2. GasPhase_WorkDB module 

This module was used to create working sequential sub-databases to 

be used for the design and implementation of ANN architectures. As the 
original database (WGDB0) showed some bias issues due to incomplete 
chemical analyses of gases and duplicate data of BHTm (i.e., samples 
with different gas-phase compositions for a same geothermal well but 
related with a single value of BHTm), quality control methods (A, B and 
C) were used for creating three working sub-databases (WG_SubDB1, 
WG_SubDB2, and WG_SubDB3), and with these, to eliminate such issues 
(Fig. 3). 

2.2.1. Quality control method [A] 
The original WGDB0 (q0 ¼ 591 samples) was analyzed by applying a 

criterion to verify the full availability of the concentrations of CO2, H2S, 
CH4, and H2 per sample, as conditional statement Q4 (Fig. 3). All the 
samples that did not fulfill this condition were separated from WGDB0. 
After applying this criterion, 64 samples were separated (nsA). The 
remaining data set with q1 ¼ 527 samples was hereafter referred as the 
first working sub-database (WG_SubDB1). A summary of the descriptive 
statistics of the WG_SubDB1 is presented in Table 3. 

2.2.2. Quality control method [B] 
The first working sub-database WG_SubDB1 (q1 ¼ 527 samples) was 

afterwards analyzed by applying a second quality control method under 
the following sequential conditions (Fig. 3) 

(B.1) the total sum of gas concentrations must be equal to 
1000 mmol/mol (as conditional statement Q5). According to Nich-
olson (1993) this parameter may have an analytical uncertainty of 
�5% (�50 mmol/mol). Gas-phase compositions of fluids falling 
outside this concentration interval were separated, 
(B.2) the interval of geothermal temperatures used for this study was 
limited from 170 �C to 365 �C (as conditional statement Q6), which 
was assumed to consider middle-to high-enthalpy geothermal sys-
tems. BHTm data falling outside this interval were also separated, and 
(B.3) the concentration of CO2 reported for the gas-phase composi-
tion of each sample must be greater than 70%wt (as conditional 
statement Q7). Gas-phase compositions of fluids with CO2 concen-
trations lower than this percentage were separated. 

After applying these sequential conditions, a total number of 29 
samples were identified and separated from the WG_SubDB1. As a result 
of this, a remaining data set with q2 ¼ 498 samples were obtained, which 
was referred as the second working sub-database (WG_SubDB2): Fig. 3. A 
summary of the descriptive statistics of the gas-phase compositional 
data of the WG_SubDB2 is presented in Table 4. 

2.2.3. Quality control method [C] 
The second working sub-database WG_SubDB2 (q2 ¼ 498 samples) 

was subsequently analyzed to identify bias problems caused by dupli-
cate samples containing gas-phase compositions (coming from different 
sampling and analysis dates) for the same well but associated to a single 
value of BHTm. This problem was defined by means of the conditional 
statement Q8 (Fig. 3). 

The problem of duplicate BHTm data is commonly due to the high- 
cost that represent the temperature logging in geothermal well 
completion operations (~10% of the overall cost), which justifies the 
limited number of BHTm reported per well (García et al., 1998). 

After applying the C method, 448 samples were identified with these 
problems, from which 445 samples corresponded to 41 geothermal wells 
of Mexico (9 wells from LHGF with 269 samples; 19 wells from LAGF 
with 141 samples; and 13 wells from CPGF with 35 samples), and 3 
samples from Iceland (1 well from KGF). To solve these bias problems, 
the single values of BHTm (corresponding to 42 geothermal wells) 
required to be statistically associated to mean concentration values of 
the gases (CO2, H2S, CH4, and H2) per well. The mean concentration 
values for each gas were calculated assuming that the group of samples 
per well (with a single BHTm) comes from a statistical normal 

Table 1 
World geothermal fields and literature sources used for the creation of the pri-
mary WGDB0 database (q0 ¼ 591).  

Geothermal 
field 

Country Number of gas- 
phase composition 
samples 

Literature sources 

Los Humeros 
(LHGF) 

Mexico 268 L�opez-Mendiola and Munguía, 
1989; Barrag�an et al. (1991);  
Tello, 1992; Robles and 
Munguía (1993); Quijano and 
Torres (1995); Tello et al., 
2000; Arellano et al. (2003);  
Arellano et al. (2006); Barrag�an 
et al. (2008) 

Los Azufres 
(LAGF) 

Mexico 197 Nieva et al. (1983), 1987;  
Portugal et al. (1984);  
Quijano-Le�on (1985); Santoyo 
et al. (1991); Arellano et al. 
(2005); Barrag�an et al. (2005);  
Gonz�alez-Partida et al. (2005);  
Barrag�an et al. (2008) 

Cerro Prieto 
(CPGF) 

Mexico 35 Nieva et al. (1982); Nehring 
and D’Amore (1984) 

Larderello 
(LGF) 

Italy 30 D’Amore et al. (1983) 

Krafla 
(KGF) 

Iceland 26 Arn�orsson and Gunnlaugsson 
(1985); Ping and �Armannsson 
(1996); Gudmundsson and 
Arn�orsson (2002); Arn�orsson 
et al. (2010) 

Hellisheidi 
(HGF) 

Iceland 10 Stef�ansson et al. (2011) 

N�amafjall 
(NaGF) 

Iceland 8 Arn�orsson and Gunnlaugsson 
(1985); Gudmundsson and 
Arn�orsson (2002) 

Takigami 
(TGF) 

Japan 6 Furuya et al. (2000) 

Berlin 
(BeGF) 

El 
Salvador 

6 D’Amore and Mejía (1999) 

Olkaria 
(OGF) 

Kenya 3 Opondo, 2008 

Nesjavellir 
(NGF) 

Iceland 2 Ping and �Armannsson (1996)  
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Table 2 
Summary of the descriptive statistics of the WGDB0 database (q0 ¼ 591).      

Central tendency statistical parameters Dispersion statistical parameters      
Robust estimators  Robust estimatorsa  

n Min Max Mean 
x  

Median 
xe

Trimean 
(EL)T 

Gastwirth mean 
(EL)G 

Standard 
deviation s  

Median absolute deviation 
MAD 

Sn Qn σn 

CO2 (mmol/mol) 
Berlin 6 398 3206 1453 1130 1280 1130 1022 950 930 1100 1070 
Cerro Prieto 35 713 911 842 844 840 840 35 32 31 31 30 
Hellisheidi 10 396 846 597 608 590 590 163 256 224 191 182 
Krafla 26 606 938 792 795 800 800 89 81 94 93 90 
Larderello 30 928 981 952 951 950 950 16 20 19 16 17 
Los Azufres 197 336 996 935 969 960 970 98 25 25 25 29 
Los 

Humeros 
268 699 994 920 921 920 920 50 41 42 42 43 

N�amafjall 8 311 938 681 699 700 700 222 311 272 287 254 
Nesjavellir 2 328 801 564 564   335     
Olkaria 3 864 944 904 904  900 40     
Takigami 6 676 851 780 794 790 790 74 97 93 101 87 
H2S (mmol/mol) 
Berlin 6 10 197 82 61 71 61 70 70 69 79 78 
Cerro Prieto 35 26 83 54 54 54 54 11 6 8 8 8 
Hellisheidi 10 65 357 228 247 244 243 95 102 110 110 107 
Krafla 26 4 188 77 80 77 79 42 44 43 42 42 
Larderello 30 5 26 16 16 16 16 6 7 6 6 6 
Los Azufres 197 3 108 24 16 17 17 22 11 11 11 12 
Los 

Humeros 
268 0.1 193 55 56 54 55 34 30 32 30 32 

N�amafjall 8 14 211 108 90 102 94 83 112 108 84 95 
Nesjavellir 2 144 230 187 187   61     
Olkaria 3 2 90 33 7  8 50     
Takigami 6 41 110 71 65 69 65 25 29 28 27 30 
CH4 (mmol/mol) 
Berlin 6 0.6 4.9 2.5 2.7 2.3 2.6 1.5 1.8 1.9 2.3 1.8 
Cerro Prieto 35 20.7 56.8 38.7 40 39.1 39.6 7.9 6.5 7.9 7.7 7.7 
Hellisheidi 10 0.3 5.9 2.5 2.3 2.4 2.3 1.6 1.7 1.7 1.7 1.7 
Krafla 26 0.1 17.1 3.2 0.99 1.5 1.3 4.7 1 0.95 1.3 1.4 
Larderello 30 1.9 19.3 9.2 9.4 9 9.3 4.9 6.7 5.9 5.1 5.2 
Los Azufres 163 0.001 3.2 0.7 0.6 0.6 0.6 0.6 0.5 0.5 0.4 0.5 
Los 

Humeros 
241 0.00006 49.5 2.9 0.95 1.1 1 6.6 0.99 0.99 0.97 1.1 

N�amafjall 8 0.5 26 4.5 1.3 1.5 1.4 8.7 1 1.1 1.2 1.2 
Nesjavellir 2 0.96 2.9 1.9 1.9   1.4     
Olkaria 3 2 7.1 4.3 3.9  3.9 2.6     
Takigami 6 5.1 12 8.1 7.9 7.9 7.9 2.3 1.8 2.1 2.6 2.2 
H2 (mmol/mol) 
Berlin 6 3.1 18 12.8 15.5 14 15.5 6.3 4.4 4.3 5 5.8 
Cerro Prieto 35 17.7 65.4 35.7 36.9 35.6 35.4 12.5 13.5 12.6 12.7 12.9 
Hellisheidi 10 5.3 194.2 121 134.9 129 134 67.1 86 78 70 76 
Krafla 25 2.6 174.5 65.1 63.1 65 62 42.8 52 46 45 44.7 
Larderello 30 9.8 27.8 18.1 17.4 17.8 17.5 4.9 5.2 5.3 5.3 5.2 
Los Azufres 167 0.6 120.8 7.2 3.9 4.5 4.4 11.5 2.9 3 3 3.3 
Los 

Humeros 
263 0.1 126.8 10.1 8.2 8.1 7.9 11.3 6.4 6.8 5.9 6.6 

N�amafjall 8 0.5 477 131.3 17.7 76 41.6 180.1 27.9 23.3 25.4 38 
Nesjavellir 2 15.5 420.2 217.9 217.9   286.2     
Olkaria 2 1.7 24.5 13.1 13.1   16.2     
Takigami 6 0.4 2 0.97 0.9 0.9 0.9 0.6 0.4 0.4 0.4 0.4 
BHTm (�C) 
Berlin 6 239 305 279 292 283 292 27 15 17 15 20 
Cerro Prieto 35 279 325 297 296 296 296 13 14 13 14 14 
Hellisheidi 10 270 320 288 283 284 284 16 12 15 16 15 
Krafla 26 170 340 289 300 304 305 48 38 35 29 40 
Larderello 30 230 270 249 250 250 247 10 15 12 20 10 
Los Azufres 197 248 352 285 278 281 281 20 16 16 13 17 
Los 

Humeros 
268 204 384 300 340 306 330 60     

N�amafjall 8 182 320 249 240 246 243 45 54 48 59 51 
Nesjavellir 2 278 306 292 292   20     
Olkaria 3 240 343 307 338  338 58     
Takigami 6 205 246 222 216 221 216 16 13 14 14 18  

a Dispersion robust parameters adjusted with correction factors to convert the sample estimates to population parameters (Verma et al., 2016b, 2017). 
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Table 3 
Summary of the descriptive statistics of the WG_SubDB1 sub-database (q1 ¼ 527).      

Central tendency statistical parameters Dispersion statistical parameters      
Robust estimators  Robust estimatorsa  

n Min Max Mean 
x  

Median 
xe

Trimean 
(EL)T 

Gastwirth mean 
(EL)G 

Standard 
deviation s  

Median absolute deviation 
MAD 

Sn Qn σn 

CO2 (mmol/mol) 
Berlin 6 398 3206 1453 1130 1280 1130 1022 950 930 1100 1070 
Cerro Prieto 35 713 911 842 844 840 840 35 32 31 31 30 
Hellisheidi 10 396 846 597 608 590 590 163 256 224 191 182 
Krafla 25 606 938 788 786 790 790 89 82 95 93 92 
Larderello 30 928 981 952 951 950 950 16 20 19 16 17 
Los Azufres 163 410 990 934 964 960 960 81 26 26 26 31 
Los 

Humeros 
240 699 994 920 921 930 920 52 43 43 41 45 

N�amafjall 8 311 938 681 699 700 700 222 311 272 287 254 
Nesjavellir 2 328 801 564 564   335     
Olkaria 2 864 904 884 884   29     
Takigami 6 676 851 780 794 790 790 74 97 93 101 87 
H2S (mmol/mol) 
Berlin 6 10 197 82 61 71 61 70 70 69 79 78 
Cerro Prieto 35 26 83 54 54 54 54 11 6 8 8 8 
Hellisheidi 10 65 357 228 247 244 243 95 102 110 110 107 
Krafla 25 4 188 76 77 75 76 42 49 46 46 43 
Larderello 30 5 26 16 16 16 16 6 7 6 6 6 
Los Azufres 163 3 108 26 18 18 18 24 13 13 12 13 
Los 

Humeros 
240 0.1 193 54 56 52 54 35 31 32 30 33 

N�amafjall 8 14 211 108 90 102 94 83 112 108 84 95 
Nesjavellir 2 144 230 187 187   61     
Olkaria 2 7 90 49 49   59     
Takigami 6 41 110 71 65 69 65 25 29 28 27 30 
CH4 (mmol/mol) 
Berlin 6 0.6 4.9 2.5 2.7 2.3 2.6 1.5 1.8 1.9 2.3 1.8 
Cerro Prieto 35 20.7 56.8 38.7 40 39.1 39.6 7.9 6.5 7.9 7.7 7.7 
Hellisheidi 10 0.3 5.9 2.5 2.3 2.4 2.3 1.6 1.7 1.7 1.7 1.7 
Krafla 25 0.1 17.1 3.2 0.98 1.4 1.1 4.8 0.99 0.9 1.2 1.3 
Larderello 30 1.9 19.3 9.2 9.4 9 9.3 4.9 6.7 5.9 5.1 5.2 
Los Azufres 163 0.001 3.2 0.7 0.6 0.6 0.6 0.6 0.5 0.5 0.4 0.5 
Los 

Humeros 
240 0.00006 49.5 2.9 0.95 1.1 1 6.6 1 0.99 0.97 1.1 

N�amafjall 8 0.5 26 4.5 1.3 1.5 1.4 8.7 1 1.1 1.2 1.2 
Nesjavellir 2 0.96 2.9 1.9 1.9   1.4     
Olkaria 2 2 7.1 4.5 4.5   3.6     
Takigami 6 5.1 12 8.1 7.9 7.9 7.9 2.3 1.8 2.1 2.6 2.2 
H2 (mmol/mol) 
Berlin 6 3.1 18 12.8 15.5 14 15.5 6.3 4.4 4.3 5 5.8 
Cerro Prieto 35 17.7 65.4 35.7 36.9 35.6 35.4 12.5 13.5 12.6 12.7 12.9 
Hellisheidi 10 5.3 194.2 121 134.9 129 134 67.1 86 78 70 76 
Krafla 25 2.6 174.5 65.1 63.1 65 62 42.8 52 46 45 44.7 
Larderello 30 9.8 27.8 18.1 17.4 17.8 17.5 4.9 5.2 5.3 5.3 5.2 
Los Azufres 163 0.6 32.2 6.2 3.8 4.4 4.3 6 2.7 2.9 2.9 3.2 
Los 

Humeros 
240 0.1 126.8 9.7 8.1 7.7 7.8 11 6.6 7 5.9 6.6 

N�amafjall 8 0.5 477 131.3 17.7 76 41.6 180.1 27.9 23.3 25.4 38 
Nesjavellir 2 15.5 420.2 217.9 217.9   286.2     
Olkaria 2 1.7 24.5 13.1 13.1   16.2     
Takigami 6 0.4 2 0.97 0.9 0.9 0.9 0.6 0.4 0.4 0.4 0.4 
BHTm (�C) 
Berlin 6 239 305 279 292 283 292 27 15 17 15 20 
Cerro Prieto 35 279 325 297 296 296 296 13 14 13 14 14 
Hellisheidi 10 270 320 288 283 284 284 16 12 15 16 15 
Krafla 25 170 340 289 300 304 306 49 38 33 39 41 
Larderello 30 230 270 249 250 250 247 10 15 12 20 10 
Los Azufres 163 248 352 287 287 285 285 20 22 24 13 21 
Los 

Humeros 
240 204 384 298 340 306 325 61     

N�amafjall 8 182 320 249 240 246 243 45 54 48 59 51 
Nesjavellir 2 278 306 292 292   20     
Olkaria 2 338 343 341 341   4     
Takigami 6 205 246 222 216 221 216 16 13 14 14 18  

a Dispersion robust parameters adjusted with correction factors to convert the sample estimates to population parameters (Verma et al., 2016b, 2017). 
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Table 4 
Summary of the descriptive statistics of the WG_SubDB2 sub-database (q2 ¼ 498).      

Central tendency statistical parameters Dispersion statistical parameters      
Robust estimators  Robust estimatorsa  

n Min Max Mean 
x  

Median 
xe

Trimean 
(EL)T 

Gastwirth mean 
(EL)G 

Standard 
deviation s  

Median absolute deviation 
MAD 

Sn Qn σn 

CO2 (mmol/mol) 
Berlin 1 790 790 790 790        
Cerro Prieto 35 713 911 842 844 840 840 35 32 31 31 30 
Hellisheidi 2 828 846 837 837   12     
Krafla 22 707 938 811 806 810 800 68 71 76 79 73 
Larderello 30 928 981 952 951 950 950 16 20 19 16 17 
Los Azufres 160 761 990 943 964 960 960 52 25 25 25 29 
Los 

Humeros 
236 699 994 920 921 930 920 52 43 43 42 45 

N�amafjall 4 718 938 857 886 870 890 98     
Nesjavellir 1 801 801 801 801        
Olkaria 2 864 904 884 884   29     
Takigami 5 718 851 801 831 820 830 60 36 32 53 53 
H2S (mmol/mol) 
Berlin 1 197 197 197 197        
Cerro Prieto 35 26 83 54 54 54 54 11 6 8 8 8 
Hellisheidi 2 65 102 84 84   27     
Krafla 22 4 134 75 80 78 81 35 43 36 40 38 
Larderello 30 5 26 16 16 16 16 6 7 6 6 6 
Los Azufres 160 3 108 26 18 18 18 24 13 13 12 13 
Los 

Humeros 
236 0.1 193 54 56 52 55 36 31 33 30 33 

N�amafjall 4 14 119 57 47 52 47 46     
Nesjavellir 1 144 144 144 144        
Olkaria 2 7 90 49 49   59     
Takigami 5 55 110 77 70 72 71 23 27 24 27 29 
CH4 (mmol/mol) 
Berlin 1 2.7 2.7 2.7 2.7        
Cerro Prieto 35 20.7 56.8 38.7 40 39.1 39.6 7.9 6.5 7.9 7.7 7.7 
Hellisheidi 2 0.96 5.9 3.4 3.4   3.5     
Krafla 22 0.1 17.1 3.4 0.99 1.4 1.2 5 1 0.95 1.3 1.4 
Larderello 30 1.9 19.3 9.2 9.4 9 9.3 4.9 6.7 5.9 5.1 5.2 
Los Azufres 160 0.001 3.2 0.7 0.6 0.6 0.6 0.6 0.5 0.5 0.4 0.5 
Los 

Humeros 
236 0.00006 49.5 3 0.95 1.1 1 6.7 1 0.99 0.97 1.1 

N�amafjall 4 0.5 1.9 1.2 1.1 1.1 1.1 0.7     
Nesjavellir 1 0.96 0.96 0.96 0.96        
Olkaria 2 2 7.1 4.5 4.5   3.6     
Takigami 5 5.1 12 8.4 8 8.2 8.1 2.5 1.8 2.1 3.5 2.6 
H2 (mmol/mol) 
Berlin 1 16.7 16.7 16.7 16.7        
Cerro Prieto 35 17.7 65.4 35.7 36.9 35.6 35.4 12.5 13.5 12.6 12.7 12.9 
Hellisheidi 2 5.3 61.3 33.3 33.3   39.6     
Krafla 22 2.6 127.6 61.2 60.3 60 59 36.2 36.4 39.2 39.6 38.9 
Larderello 30 9.8 27.8 18.1 17.4 17.8 17.5 4.9 5.2 5.3 5.3 5.2 
Los Azufres 160 0.6 30.1 6.1 3.8 4.4 4.3 5.7 2.7 2.8 2.9 3.2 
Los 

Humeros 
236 0.1 126.8 9.7 8.2 7.8 7.8 11.1 6.7 7.1 6 6.7 

N�amafjall 4 0.5 18.7 8.5 7.3 7.9 7.3 8.9     
Nesjavellir 1 15.5 15.5 15.5 15.5        
Olkaria 2 1.7 24.5 13.1 13.1   16.2     
Takigami 5 0.4 2 0.98 0.9 0.9 0.9 0.6 0.5 0.6 0.6 0.6 
BHTm (�C) 
Berlin 1 305 305 305 305        
Cerro Prieto 35 279 325 297 296 296 296 13 14 13 14 14 
Hellisheidi 2 270 275 273 273   4     
Krafla 22 170 340 289 300 304 306 51 38 32 38 40 
Larderello 30 230 270 249 250 250 247 10 15 12 20 10 
Los Azufres 160 248 352 287 287 286 285 21 22 24 13 21 
Los 

Humeros 
236 204 363 296 340 306 323 61     

N�amafjall 4 182 240 222 233 227 233 27     
Nesjavellir 1 278 278 278 278        
Olkaria 2 338 343 341 341   4     
Takigami 5 205 238 217 215 215 215 12 5 8 10 8  

a Dispersion robust parameters adjusted with correction factors to convert the sample estimates to population parameters (Verma et al., 2016b, 2017). 
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distribution. 
Before to carry out the statistical analysis and to minimize the 

rejection of a large number of outliers, logarithmic transformations were 
determined for all the gas compositions (CO2, H2S, H2, and CH4) using 
isometric log-ratios (ilr), according to the method proposed by Egozcue 
et al. (2003). The ilr transformation required the use of the geometric 
mean to describe statistically sample distributions with isolated data. 
The ilr transformations were calculated by means of the Eq. (1): 

ilri ¼

ffiffiffiffiffiffiffiffiffiffi
i

iþ 1

r

⋅ln

"
ðX1⋅X2⋯;XiÞ

1
i

Xiþ1

#

; i ¼ 1; 2;⋯; ðk � 1Þ (1)  

where i subscript is the ilr-transformed variable; and k subscript is the 
total number of variables for the gas species (k ¼ 4: CO2, H2S, CH4, and 
H2); Xi, represent the array of each input variable corresponding to the 
gas concentration data in the same order. The function ln is the natural 
logarithm. Table 5 presents a listing of the ilr log-transformed equations 
used for these calculations. 

When the number of samples per well was less than 5, a univariate 
analysis based on single-outlier discordancy tests was used for the 
detection/rejection of discordant outliers, whereas for a group of sam-
ples �5, a multivariate analysis was applied. For the univariate analysis, 
Dixon, Grubbs, skewness and kurtosis statistical tests at the 99% confi-
dence level were applied using the computer code UDASYS (Verma 
et al., 2013); whereas for the other analysis, multivariate discordancy 
tests were applied through the Wilks’ test at the 99% confidence level 
using the computer code DOMuDaF (Verma et al., 2016a, b). 

After applying this methodology, mean values of gas concentrations 
(CO2, H2S, H2, and CH4) for each one of the 42 geothermal wells were 
estimated. In this way, a third working sub-database (WG_SubDB3) was 
created with a total number of q3 ¼ 97 samples (i.e., this value given by 
the sum of 55 original samples that did not report duplicate BHTm data, 
and 42 samples coming from the mean concentration estimations: 
Fig. 3). A summary of the descriptive statistics of the WG_SubDB3 is 
presented in Table 6. 

Although the sample size of WG_SubDB3 resulted so small, according 
to the standard training requirements of ANN, it was necessary to 
evaluate the effect of duplicate temperature data reported for the 
geothermal wells on the prediction performance of geothermal reservoir 
temperatures. A reduced number of training and validation data in 
costly and complex engineering processes has been actually justified in 
some previous ANN works reported in the literature (e.g., Johnson et al., 
2018). 

2.3. ANN_Modeling module 

This module was created to design the ANN architectures for the 
multivariate analysis among the gas compositions and BHTm data 
(Fig. 4). All the ANN architectures used the well-known conceptual feed- 
forward model proposed by Poulton (2001). A general ANN model of 
three-layers was specifically adopted for this study, which was 

characterized by containing an input layer with up to 5 input variables 
with 13 different combinations (see Table 7), a hidden layer ranging 
from 1 to 35 neurons, and an output layer with the predicted output 
(BHTANN) which was compared against the desired target, BHTm (see 
Fig. 6). 

For the input layer, the input neurons X1, X2, …X5 were defined as the 
independent variables which were computed from the gas concentration 
data of CO2, H2S, CH4, and H2. Up to 5 input variables were used by 
using the transformations and the different combinations listed in 
Table 7. The input variables, the concentration intervals, and the cor-
responding BHTm data are described in Table 8. 

The neurons in each layer are connected with other neurons in a 
subsequent layer by means of weighting and bias coefficients, which are 
adjusted during the training processes (Cort�es et al., 2009). The co-
efficients associated with the hidden layer are grouped into a matrix IW 
(given as weights) and the vector b1 of biases. The output layer computes 
the weighted sum of inputs provided by the hidden layer, and the 
calculated coefficients are grouped into a matrix LW and the vector b2, 
whereas Y represents the ANN output (BHTANN). According to Fig. 6 and 
using the conventional matrix notation, the network output is calculated 
by means of the Eq. (2): 

Y ¼ BHTANN ¼ LW⋅f ½IW⋅X þ b1� þ b2 (2)  

where f corresponds to an activation function for the hidden layer, 
whereas a linear function is used for the output layer. 

The activation function produces a non-linear decision boundary via 
non-linear combinations of the input neurons (Wagh et al., 2018). The 
activation functions commonly used for hidden layers are the logistic 
sigmoid and hyperbolic tangent sigmoid, whereas for output layers (if 
the ANN is used as approximation function, i.e., not for classification), a 
linear function is suggested (Yadav et al., 2018; Ye and Kim, 2018). For 
this study, the hyperbolic tangent sigmoid (tansig) function was used for 
the hidden layer, whereas the linear function (purelin) was adopted for 
the output layer. 

For the learning process, the Levenberg–Marquardt back- 
propagation (LM) algorithm in combination with the gradient descent 
and Quasi-Newton methods were used. LM was selected because it is 
suggested as an efficient algorithm for training of small and medium 
sized ANN (Marquardt, 1963; Hagan and Menhaj, 1994; Pradeep et al., 
2011; Ghritlahre and Prasad, 2018; Johnson et al., 2018; Smith et al., 
2018; Ye and Kim, 2018). Like the quasi-Newton methods, the LM al-
gorithm was designed to approach second-order training speed without 
having to compute the Hessian matrix. When the cost function has the 
form of a sum of squares, the Hessian matrix may be approximated as: 

H ¼ JT J (3)  

and the gradient can be computed as: 

g ¼ JT e (4)  

where J is the Jacobian matrix which contains the first derivatives of the 
ANN error e according to the weights and biases. In relation to the 
present modeling case, the ANN error vector e given by the difference 
between the ANN output (BHTANN) and the target (BHTm) for each 
pattern would be specified by: 

e ¼

2

6
6
4

e1
e2
⋮
eq

3

7
7
5 ¼

2

6
6
4

BHTm1 � BHTANN1

BHTm2 � BHTANN2

⋮
BHTmq � BHTANNq

3

7
7
5 (5)  

where q is the total number of patterns (or samples). 
According to Hagan et al. (2014), the Jacobian matrix may be 

computed through a standard backpropagation technique which is less 
complicated than the calculation of the Hessian matrix. The LM algo-
rithm uses this approximation to the Hessian matrix in the following 

Table 5 
Isometric log-ratio (ilr) transformation equations for CO2, H2S, CH4, and 
H2 concentrations.  

Isometric log-ratio Equation for transformation 

ilr1  
¼

ffiffiffi
1
2

r

⋅ln
�
CO2

H2S

�

ilr2  

¼

ffiffiffi
2
3

r

⋅ln

"
ðCO2⋅H2SÞ

1
2

CH4

#

ilr3  

¼

ffiffiffi
3
4

r

⋅ln

"
ðCO2⋅H2S⋅CH4Þ

1
3

H2

#

The gas-phase compositional concentrations are in mmol/mol (dry 
basis). 
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Newton-like update: 

wtþ1 ¼ wt �
�
JT

t Jt þ μI
�� 1JT

t et (6)  

where wt is the current weight, wtþ1 is the next weight, I is the identity 
matrix, μ is the learning factor. 

To minimize the cost function (which is given by the sum of squares), 
weight and bias values are iteratively adjusted by using the LM 

algorithm (Eq. (6)). According to Hagan et al. (2014) and Smith et al. 
(2018), if the cost function FðWÞ is given by the sum of squares function: 

FðWÞ ¼
Xq

i¼1
e2

i ðWÞ ¼ eT
i ðWÞ eiðWÞ (7)  

then, the jth element of the gradient may be expressed as: 

Table 6 
Summary of the descriptive statistics of the WG_SubDB3 sub-database (q3 ¼ 97).      

Central tendency statistical parameters Dispersion statistical parameters      
Robust estimators  Robust estimatorsa  

n Min Max Mean x  Median xe Trimean 
(EL)T 

Gastwirth mean 
(EL)G 

Standard deviation 
s  

Median absolute deviation 
MAD 

Sn Qn σn 

CO2 (mmol/mol) 
Cerro Prieto 13 820 875 848 849 850 850 16 15 15 18 17 
Hellisheidi 2 828 846 837 837   12     
Krafla 10 805 929 847 838 840 840 38 37 36 35 37 
Larderello 30 928 981 952 951 950 950 16 20 19 16 17 
Los Azufres 21 894 987 948 959 950 950 30 38 31 28 33 
Los 

Humeros 
12 832 976 898 892 900 890 42 26 38 46 37 

N�amafjall 3 860 938 904 912  910 40     
Nesjavellir 1 801 801 801 801        
Olkaria 2 864 904 884 884   29     
Takigami 3 831 851 843 847  850 11     
H2S (mmol/mol) 
Cerro Prieto 13 39 68 53 54 55 54 8 7 8 7 9 
Hellisheidi 2 65 102 84 84   27     
Krafla 10 40 121 79 80 81 78 26 26 28 30 29 
Larderello 30 5 26 16 16 16 16 6 7 6 6 6 
Los Azufres 21 6 61 27 22 25 22 18 19 19 16 20 
Los 

Humeros 
12 13 100 64 68 67 69 27 32 31 32 30 

N�amafjall 3 14 119 55 32  32 56     
Nesjavellir 1 144 144 144 144        
Olkaria 2 7 90 49 49   59     
Takigami 3 55 110 85 90  90 28     
CH4 (mmol/mol) 
Cerro Prieto 13 27.4 49.7 38.1 38 38.1 37.7 5.1 4.1 4.0 4.3 4.3 
Hellisheidi 2 0.96 5.9 3.4 3.4   3.5     
Krafla 10 0.1 5.7 1.2 0.6 0.6 0.6 1.6 0.6 0.5 0.5 0.6 
Larderello 30 1.9 19.3 9.2 9.4 9 9.3 4.9 6.7 5.9 5.1 5.2 
Los Azufres 21 0.2 1.8 0.7 0.7 0.7 0.7 0.4 0.4 0.4 0.4 0.4 
Los 

Humeros 
12 0.4 34.5 11.3 8.1 9.1 8.6 11.7 12.1 12.8 9.1 12.7 

N�amafjall 3 0.5 1.9 1 0.7  0.7 0.8     
Nesjavellir 1 0.96 0.96 0.96 0.96        
Olkaria 2 2 7.1 4.5 4.5   3.6     
Takigami 3 7.7 12 9.2 8  8 2.4     
H2(mmol/mol) 
Cerro Prieto 13 19.8 57.8 36.6 36.1 35.5 35.7 11.6 12 12.6 12.8 12.9 
Hellisheidi 2 5.3 61.3 33.3 33.3   39.6     
Krafla 10 3.6 83.3 55.3 60.3 58 61 25.3 28.3 25.8 26.3 27.6 
Larderello 30 9.8 27.8 18.1 17.4 17.8 17.5 4.9 5.2 5.3 5.3 5.2 
Los Azufres 21 0.96 15.7 5.5 4.9 5 5.1 3.4 2.9 3.3 3.1 3 
Los 

Humeros 
12 2.2 24.7 13.4 12.9 13.5 13.1 7 9.1 7.8 7.8 7.7 

N�amafjall 3 0.5 18.7 6.9 1.6  1.6 10.2     
Nesjavellir 1 15.5 15.5 15.5 15.5        
Olkaria 2 1.7 24.5 13.1 13.1   16.2     
Takigami 3 0.4 0.9 0.6 0.6  0.6 0.3     
BHTm (�C) 
Cerro Prieto 13 279 325 298 296 296 297 15 16 17 17 16 
Hellisheidi 2 270 275 273 273   4     
Krafla 10 215 340 311 325 320 324 36 9 12 16 12 
Larderello 30 230 270 249 250 250 247 10 15 12 20 10 
Los Azufres 21 248 352 288 278 282 282 26 20 20 21 23 
Los 

Humeros 
12 204 356 303 313 309 312 44 45 44 39 44 

N�amafjall 3 182 240 221 240  240 33     
Nesjavellir 1 278 278 278 278        
Olkaria 2 338 343 341 341   4     
Takigami 3 212 238 222 217  217 14      

a Dispersion robust parameters adjusted with correction factors to convert the sample estimates to population parameters (Verma et al., 2016b, 2017). 
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½rFðWÞ�j ¼
∂FðWÞ

∂wj
¼ 2

Xq

i¼1
eiðWÞ

∂eiðWÞ
∂wj

(8)  

where W is representing to the vector of the weight and bias values. The 
gradient may be then modified in matrix form as: 

rFðWÞ ¼ 2JTðWÞeðWÞ (9) 

The Jacobian matrix is calculated as follows: 

JðWÞ ¼

2

6
6
6
6
6
6
6
6
6
6
4

∂e1

∂w1

∂e1

∂w2
⋯

∂e1

∂wp

∂e2

∂w1

∂e2

∂w2
⋯

∂e2

∂wp

⋮ ⋮ ⋮
∂eq

∂w1

∂eq

∂w2
⋯

∂eq

∂wp

3

7
7
7
7
7
7
7
7
7
7
5

(10)  

where p is the total number of neurons, q is the total number of patterns; 
and W is the vector of weight and bias values. 

During training, and as a result of the combination of the descent 
gradient and the Gauss–Newton methods, the LM algorithm switched 
between these two methods. When the combination coefficient or 
learning rate factor (μ) was very small (nearly zero), the Quasi –Newton 
method was applied whereas for larger values of μ, the descent gradient 
method was preferentially used (Smith et al., 2018). The learning rate 
factor acts as a fundamental specification of the ANN models either in 
identifying over-learning issues or when the training process requires to 
be stopped (Attoh-Okine, 1999; Sahoo and Jha, 2013). The learning rate 
factor is one of the most important hyper-parameters to be tuned for 
training neural networks after using some initialization values which 
may range from 0.01 to 0.00001. The learning rate factor usually 
determined the adjustment of the weights and bias during training. A 
suitable selection of this parameter splits the signal from the noise, and 

Table 7 
Thirteen arrays or combinations (Comb) of the gas-phase composition data (CO2, H2S, CH4, and H2; concentration ratios and log-transformations) used as input 
variables for designing and training of ANN architectures using the three working sub-databases (WG_SubDB1, WG_SubDB2, and WG_SubDB3).  

Comb Input variable 
(gas concentrations, ratios and log-transformations) 

Number 
Input 
neurons 

Number 
Hidden 
neurons 

Number 
Output 
neurons 

First ANN 
architecture 

Last ANN 
architecture 

Number ANN 
Architectures 

1 ln (CO2)    1 from 1 to 35 1 [1-1-1] [1-35-1] 35 
2 ln (H2S)    1 from 1 to 35 1 [1-1-1] [1-35-1] 35 
3 ln (CO2/ 

H2)    
1 from 1 to 35 1 [1-1-1] [1-35-1] 35 

4 ln (H2S/ 
H2)    

1 from 1 to 35 1 [1-1-1] [1-35-1] 35 

5 ln (CH4/ 
CO2) 

ln(H2S/ 
H2)   

2 from 1 to 35 1 [2-1-1] [2-35-1] 35 

6 H2S/ 
CO2 

CH4/ 
CO2 

H2/CO2  3 from 1 to 35 1 [3-1-1] [3-35-1] 35 

7 ln (H2S/ 
CO2) 

ln (CH4/ 
CO2) 

ln (H2/ 
CO2)  

3 from 1 to 35 1 [3-1-1] [3-35-1] 35 

8 ln (CO2/ 
H2S) 

ln (CH4/ 
H2S) 

ln (H2/ 
H2S)  

3 from 1 to 35 1 [3-1-1] [3-35-1] 35 

9 ln (CO2/ 
CH4) 

ln (H2S/ 
CH4) 

ln (H2/ 
CH4)  

3 from 1 to 35 1 [3-1-1] [3-35-1] 35 

10 ln (CO2/ 
H2) 

ln (H2S/ 
H2) 

ln 
(CH4/ 
H2)  

3 from 1 to 35 1 [3-1-1] [3-35-1] 35 

11 ilr1 ilr2 ilr3  3 from 1 to 35 1 [3-1-1] [3-35-1] 35 
12 ln (CO2) ln (H2S) ln (CH4) ln 

(H2)  
4 from 1 to 35 1 [4-1-1] [4-35-1] 35 

13 ln (H2S/ 
CO2) 

ln (CH4/ 
CO2) 

ln (H2/ 
CO2) 

ln 
(H2S) 

ln 
(H2S/ 
H2) 

5 from 1 to 35 1 [5-1-1] [5-35-1] 35 

Total number of evaluated ANN architectures: 455. 

Fig. 6. Schematic flow diagram showing the conceptual model of the three- 
layer artificial neural network used in this study. 

Table 8 
Concentration interval of the gas-phase composition data compiled in all the WG_SubDB1, WG_SubDB2, and WG_SubDB3 sub-databases, and used for the design and 
evaluation of the ANN architectures.  

Database Total data (q) CO2 H2S CH4 H2 BHTm   

mmol/mol, dry basis (�C) 

WGDB0 591 311–3206 0.1–357 0.00006–56.8 0.1–477 170–384 
WG_SubDB1 527 311–3206 0.1–357 0.00006–56.8 0.1–477 170–384 
WG_SubDB2 498 699–994 0.1–197 0.00006–56.8 0.1–127.6 170–363 
WG_SubDB3 97 801–987 4.6–144 0.1–50 0.4–83 182–356  
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avoid an over-fitting of the signal. Small learning rate values cause small 
weight changes whereas large values produce large changes. 

2.3.1. Structure of the ANN architectures 
As was previously mentioned, ANN_Modeling module was specif-

ically used for the design and implementation of all the ANN architec-
tures under evaluation. This module was applied separately to each one 
of the three working sub-databases (WG_SubDB1, WG_SubDB2, and 
WG_SubDB3): Fig. 3. A total number of 455 ANN architectures were 
designed. The total number of ANN architectures was calculated as the 
sum of ANN architectures designed from the five input variables, the 
thirteen combinations of these, the number of neurons for the hidden 
layer (m ¼ 1 to 35), and the neuron of the output layer (see Table 7, and 
the iterative loops 1 and 2 represented in Fig. 4). 

In order to obtain a more efficient ANN training, the input and output 
variables were systematically normalized between � 1 and 1 by using the 
Eq. (11). 

y ¼
2ðx � xminÞ

xmax � xmin
� 1 (11)  

where y is the normalized variable between � 1 and 1, x is the input 
variable value (i.e., the gas concentrations in mmol/mol units), xmax and 

xmin are the maximum and minimum values of the input variables, 
respectively. 

According to Demuth and Beale (2003), Wang et al. (2015), Smith 
et al. (2018), and Ye and Kim (2018), this normalization process leads to 
a much better prediction performance of the ANN. 

Following the methodology proposed by Serban et al. (2016) and 
Bhanot et al. (2018), each working sub-database under analysis was 
randomly split into training (80%), validation (10%), and testing (10%) for 
all the ANN training simulations. To initialize the evaluation process of the 
ANNs, each architecture was trained with the LM algorithm by considering 
four learning rate factors (μ1 ¼ 0.01, μ2 ¼ 0.001, μ3 ¼ 0.0001, and 
μ4 ¼ 0.00001) which were efficiently tuned. The learning process for all 
the ANN architectures was simulated by programming computing scripts 
using the commercial software Matlab® for Windows v. R2017b (Math-
Works, 2017). As a result of the ANN training simulations, a matrix of 
output data was generated as a function of some evaluation statistical 
parameters (r, RMSE, and MAE), and the weighting (IW, LW) and bias (b1, 
b2) coefficients obtained for each architecture tested. 

The prediction performance of each ANN was then evaluated by 
analyzing the differences between the simulated (BHTANN) and target 
(BHTm) values through the calculation of the following statistical pa-
rameters: (i) the correlation coefficient (r) of a linear regression between 

Table 9 
Statistical parameters used for the evaluation of the ANN architectures.  

Parameter Equation Eq. 

Correlation coefficient r 
r¼

Pq
i ðBHTANNðiÞ � BHTANNÞðBHTmðiÞ � BHTmÞ

ffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffi
Pq

i ðBHTANNðiÞ � BHTANNÞ
2

q
Pq

i ðBHTmðiÞ � BHTmÞ
2  

(12) 

Root Mean Square Error (RMSE)  
RMSE ¼

ffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffiffi
1
q
Xq

i¼1
ðBHTANNðiÞ � BHTmðiÞÞ

2

s (13) 

Mean Absolute Error (MAE)  
MAE ¼

1
q
Xq

i¼1

�
�BHTANNðiÞ � BHTmðiÞ

�
�

(14) 

Sensitivity analysis - Garson method 
Ij ¼

PNh
m¼1½ð

�
�IWjm

�
�=
PNi

k¼1jIWkmjÞ � jLWmnj�
PNi

k¼1f
PNh

m¼1½jIWkmj=
PNi

k¼1jIWkmj� � jLWmn jg

(15)   

BHTm and BHTm is the bottomhole temperature measured for a sample and the corresponding mean values, respectively; BHTANN and BHTANN is the temperature 
calculated from the ANN models and the corresponding mean values, respectively; q is de number of samples. Ij is the relative importance of the j-th input variable on 
the output variable; Ni and Nh are the number of input and hidden neurons, respectively; IW and LW are weights matrix of hidden and output layers, respectively; 
subscripts ‘k’, ‘m’, and ‘n’ refer to input, hidden, and output neurons, respectively. 

Table 10 
Summary of the best ANN architectures evaluated for the prediction of reservoir temperature using the sub-database WG_SubDB1 (q1 ¼ 527 samples).  

ANN Comb Input variables ANN 
Architecture 

Correlation coefficient (r) RMSE 
global 

MAE 
global 1 2 3 4 5 global training validation testing 

1 1 ln(CO2)     [1-32-1] μ3 0.6741 0.6935 0.5831 0.6167 34.8347 27.0785 
2 2 ln(H2S)     [1-3-1] μ4 0.6596 0.6675 0.5910 0.6716 35.4517 27.5801 
3 3 ln(CO2/ 

H2)     
[1-13-1] μ4 0.6593 0.6760 0.6361 0.5549 35.4675 27.8452 

4 4 ln(H2S/ 
H2)     

[1-26-1] μ3 0.4533 0.4814 0.3514 0.3583 42.0594 32.6523 

5 5 ln(CH4/ 
CO2) 

ln(H2S/ 
H2)    

[2-28-1]μ1 0.6039 0.6864 0.5650 0.3102 38.2079 27.9366 

6 6 H2S/CO2 CH4/CO2 H2/CO2   [3-12-1]μ4 0.7845 0.7983 0.7409 0.7363 29.2610 20.9794 
7 7 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2)   

[3-18-1] μ3 0.8230 0.8547 0.8008 0.6352 26.8382 18.3898 

8 8 ln(CO2/ 
H2S) 

ln(CH4/ 
H2S) 

ln(H2/ 
H2S)   

[3-9-1]μ1 0.8015 0.8252 0.8047 0.6056 28.2169 19.4521 

9 9 ln(CO2/ 
CH4) 

ln(H2S/ 
CH4) 

ln(H2/ 
CH4)   

[3-15-1]μ4 0.8283 0.8539 0.8219 0.6312 26.4545 18.9433 

10 10 ln(CO2/ 
H2) 

ln(H2S/ 
H2) 

ln(CH4/ 
H2)   

[3-9-1]μ4 0.8165 0.8346 0.7911 0.7047 27.2437 19.3600 

11 11 ilr1 ilr2 ilr3   [3-9-1]μ4 0.8060 0.8308 0.8236 0.5941 27.9351 19.9262 
12 12 ln(CO2) ln(H2S) ln(CH4) ln(H2)  [4-13-1]μ2a 0.8379 0.8568 0.7824 0.7499 25.7650 17.6007 
13 13 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2) 

ln 
(H2S) 

ln(H2S/ 
H2) 

[5-9-1]μ2a 0.8273 0.8457 0.7937 0.7165 26.4971 18.3239  

a These ANN models obtained the best correlation coefficient r in the three sets (training, validation and testing) for the prediction of BHT by using gas-phase 
composition of geothermal fluids. μ1 (0.01), μ2 (0.001), μ3 (0.0001), and μ4 (0.00001) are the learning rate factors used. 
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the predicted (BHTANN) and the target (BHTm) variables, which was used 
as a convergence criterion for evaluating the prediction efficiency of the 
ANN trained (see Eq. (12) in Table 9); (ii) the Root Mean Square Error 
(RMSE), see Eq. 13 in Table 9; and, (iii) the Mean Absolute Error (MAE), 
see Eq. 14 in Table 9. A comprehensive analysis of all these statistical 
parameters was systematically used for selecting the best two ANN ar-
chitectures for the prediction of the BHTANN (from each sub-database: 
WG_SubDB1, WG_SubDB2, and WG_SubDB3). To assess the relative 
importance of the ANN input variables on the prediction of deep 
geothermal reservoir temperatures, the well-known Garson method (see 
Eq. 15 in Table 9; Fig. 4) was methodically used according to the 
recursive procedure depicted in Fig. 4 (Garson, 1991; Yadav et al., 
2018). 

2.4. Geochem_Eval module 

This computational module was created to evaluate the prediction 
performance of the ANNs for calculating deep reservoir temperatures 
using an external geochemical database (Ext_GDB with nD ¼ 13 sam-
ples), as a validation or application case (Fig. 5). The external database 
was created on purpose to perform an additional evaluation of the best 
ANNs without considering any bias effect. With this goal, the gas-phase 
composition of fluids collected from the Olkaria, Kenya geothermal field 
was used. This field corresponds to a high-temperature geothermal 
system with reservoir temperatures ranging from 200 to 300 �C (Kar-
ingithi and Dissertation, 2002; Ofwona, 2002). The external validation 
was specifically assessed through the calculation of the error percentage 

Fig. 7. Results of a comparative analysis between simulated (BHTANN) and experimental (BHTm) temperatures by using the best ANN architectures tested. [A] ANN- 
12 and [B] ANN-13 plots generated from the WG_SubDB1; [C] ANN-22 and [D] ANN-25 plots generated from the WG_SubDB2; and [E] ANN-33 and [F] ANN-38 plots 
generated from the WG_SubDB3. 
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difference (%BHTdiff ) between the BHTm and BHTANN data by using the 
Eq. (16), together with the calculation of the standard error of the mean. 

%BHTdiff ¼

�
BHTmðiÞ � BHTANNðiÞ

BHTmðiÞ

�

⋅100 (16)  

3. Results and discussion 

Comprehensive statistical analyses applied to all the tested ANN 
architectures were performed by using the three working sub-databases 
(WG_SubDB1, WG_SubDB2, and WG_SubDB3). The results obtained from 
these analyses are described as follows. 

3.1. WG_SubDB1 

By considering the higher correlation coefficients (r) obtained from 
the training processes of the WG_SubDB1 (global, training, validation, 
and testing) as well as the lower values of RMSE and MAE, the best 

thirteen ANN architectures were preliminary selected and summarized 
in Table 10. The compilation of these evaluation results of ANN includes 
the number of neurons per architecture [input-hidden-output] and the 
initial learning rate factor (μ) used for obtaining the best prediction of 
BHTANN values. 

From the trained ANN and prediction results, the ANN-12 [4-13-1] 
and ANN-13 [5-9-1] were identified as the best ANN architectures for 
predicting the BHTANN output variable with an acceptable accuracy (i.e., 
which closely approached to the BHTm target variable). The ANN-12 and 
ANN-13 architectures used the same initial learning rate factor 
(μ2 ¼ 0.001) which lead to obtain RMSE values of 25.76 and 26.50, and 
MAE values of 17.60 and 18.32, respectively (see Table 10). The ANN-12 
[4-13-1] architecture was characterized by 4 input variables [ln(CO2), ln 
(H2S), ln(CH4), and ln(H2)] for the input layer, 13 neurons for the hid-
den layer, and one neuron for the output layer; whereas the ANN-13 [5- 
9-1] with 5 input variables [ln(H2S/CO2), ln(CH4/CO2), ln(H2/CO2), ln 
(H2S), and ln(H2S/H2)] for the input layer, 9 neurons for the hidden 
layer, and one neuron (BHTm) for the output layer (see Table 10). 

Fig. 8. Prediction performances of the best ANN architectures (ANN-33 and ANN-38) by using a close monitoring among the linear correlation coefficients and the 
numbers of neuron in hidden layer, and the learning rate factors. 
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The prediction capability of the ANN-12 and ANN-13 architectures 
was evaluated by using a linear regression between BHTANN and BHTm. 
These results have been plotted in Fig. 7A and B, respectively. The best 
linear regression for the ANN-12 was obtained with a global correlation 
coefficient of r ¼ 0.8379 (Fig. 7A); whereas for the ANN-13, a value of 
r ¼ 0.8273 was achieved (Fig. 7B). In both figures, the effect of BHTm 
duplicates is schematically represented by means of the dashed-squares. 

To analyze the good measure for generalization of the ANN-12 and 
ANN-13 architectures, a trend analysis among the linear correlation 
coefficients (r) and the number of neurons in the hidden layer was also 
plotted in Fig. 8A and B, respectively. The effect of the number of neu-
rons in the hidden layer on the correlation coefficients obtained for the 
global, training, validation and testing data sets was analyzed (see 
Table 10). As seen in both architectures ANN-12 and ANN-13, the global 
and training trends clearly exhibited an increase in the correlation co-
efficients as the number of neurons in the hidden layer was increased. A 
different trend is observed for the validation and testing sets which was 
associated to overfitting problems in where the ANN show a good 
learning from the training data sets but their generalization capacity 

decreased for the validation and testing data sets. 
The best convergence results in each set of training (0.86 and 0.85), 

validation (0.78 and 0.79), and testing (0.75 and 0.72) were achieved 
for the ANN-12 (Fig. 8A) and ANN-13 (Fig. 8B) architectures which were 
characterized by 13 and 9 neurons for the hidden layer, respectively (see 
the shadow dashed-squares). However, it was recognized that such re-
sults do not totally solve the overfitting due to the differences still 
observed among the correlation coefficients, which were up to 12% and 
15% for the ANN-12 and ANN-13, respectively (Fig. 9). These overfitting 
problems were probably due to the WG_SubDB1 which was not filtered 
through the strict quality control methods given by the conditional 
statements Q5 to Q8 (see Fig. 3), especially those related to the effect of 
the duplicated bottomhole temperature data (Q8). 

3.2. WG_SubDB2 

Following the same methodology of analysis applied to the 
WG_SubDB1 and after considering the higher correlation coefficients (r) 
obtained from the training simulations and their corresponding lower 
RMSE and MAE values, the best thirteen ANN architectures were also 
selected (see Table 11). These evaluation results similarly included the 
number of neurons per architecture, and the initial learning rate factors 
(μ) used for obtaining the best prediction of BHTANN using the 
WG_SubDB2. 

From the prediction results, the ANN-22 [3-34-1] and ANN-25 [4-10- 
1] were identified as the best ANN architectures for predicting the 
output BHTANN values with good accuracy. The ANN-22 and ANN-25 
architectures used initial learning rate factors of μ2 ¼ 0.001 and 
μ3 ¼ 0.0001 which lead to obtain lower RMSE (24.91 and 24.93) and 
MAE (16.60 and 17.20) values, respectively (see Table 11). The ANN-22 
[3-34-1] model was characterized by 3 input variables [ln(CO2/CH4), ln 
(H2S/CH4), and ln (H2/CH4)] for the input layer, 34 neurons for the 
hidden layer, and one neuron (BHTm) for the output layer; whereas the 
ANN-25 [4-10-1] used 4 input variables [ln(CO2), ln(H2S), ln(CH4), and 
ln(H2)] for the input layer, 10 neurons for the hidden layer, and the same 
neuron (BHTm) for the output layer (Table 11). 

The prediction performance of the ANN-22 and ANN-25 architec-
tures was also evaluated by applying linear regressions between BHTANN 
and BHTm (see Fig. 7C and D, respectively). A global correlation coef-
ficient of r ¼ 0.85 was similarly obtained for both ANN-22 and ANN-25 

Fig. 9. Statistical comparative analysis of the linear correlation coefficients 
obtained from the ANN architectures tested by using the global, training, 
validation and testing sets. 

Table 11 
Summary of the best ANN architectures evaluated for the prediction of reservoir temperature using the sub-database WG_SubDB2 (q2 ¼ 498 samples).  

ANN Comb Input variables ANN 
Architecture 

Correlation coefficient (r) RMSE 
global 

MAE 
global 1 2 3 4 5 global training validation testing 

14 1 ln(CO2)     [1-33-1] μ1 0.7035 0.7107 0.6573 0.7053 33.6842 26.3897 
15 2 ln(H2S)     [1-34-1] μ4 0.7009 0.7227 0.6269 0.6319 33.8475 25.6115 
16 3 ln(CO2/ 

H2)     
[1-16-1] μ2 0.6484 0.6396 0.6257 0.7345 36.0578 28.7601 

17 4 ln(H2S/ 
H2)     

[1-25-1] μ1 0.4655 0.4799 0.4633 0.3757 41.9355 32.9863 

18 5 ln(CH4/ 
CO2) 

ln(H2S/ 
H2)    

[2-34-1] μ3 0.5898 0.6059 0.5624 0.5436 38.2888 28.2153 

19 6 H2S/CO2 CH4/CO2 H2/CO2   [3-27-1] μ2 0.8110 0.8158 0.7966 0.7984 27.7423 19.9437 
20 7 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2)   

[3-18-1] μ4 0.8244 0.8299 0.7939 0.8260 26.8503 19.0021 

21 8 ln(CO2/ 
H2S) 

ln(CH4/ 
H2S) 

ln(H2/ 
H2S)   

[3-6-1] μ3 0.7886 0.7994 0.7452 0.7462 29.1322 21.2580 

22 9 ln(CO2/ 
CH4) 

ln(H2S/ 
CH4) 

ln(H2/ 
CH4)   

[3-34-1] μ2a 0.8546 0.8838 0.7992 0.7872 24.9118 16.6000 

23 10 ln(CO2/ 
H2) 

ln(H2S/ 
H2) 

ln(CH4/ 
H2)   

[3-15-1] μ3 0.8367 0.8532 0.7732 0.7699 26.0062 18.1853 

24 11 ilr1 ilr2 ilr3   [3-14-1] μ4 0.8299 0.8452 0.7605 0.7713 26.4363 18.4547 
25 12 ln(CO2) ln(H2S) ln(CH4) ln(H2)  [4-10-1] μ3a 0.8505 0.8635 0.8024 0.7906 24.9258 17.2014 
26 13 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2) 

ln 
(H2S) 

ln(H2S/ 
H2) 

[5-5-1] μ2 0.8087 0.8120 0.7755 0.8153 27.8618 20.5459  

a These ANN models obtained the best correlation coefficient r in the three sets (training, validation and testing) for the prediction of BHT by using gas-phase 
composition of geothermal fluids. μ1 (0.01), μ2 (0.001), μ3 (0.0001), and μ4 (0.00001) are the learning rate factors used. 
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architectures. The effect of BHTm duplicates was also indicated with the 
shadow dashed-squares drawn in both figures. 

To evaluate the good measure for generalization of the ANN-22 and 
ANN-25 architectures, the same trend analysis among the linear corre-
lation coefficients and the number of neurons in the hidden layer was 
analyzed in Fig. 8C and D, respectively. As seen in both architectures, 
the global and training trends exhibited an increase in the correlation 
coefficients with the number of neurons of the hidden layer. 

For the validation and testing results, overfitting problems were still 
present. For the ANN-22 model, a slight improvement was achieved with 
a large number of neurons, whereas for the ANN-25, a good approach 
among the correlation coefficients was achieved for a small number of 
hidden neurons. The best convergence results in each set of training 
(0.88 and 0.86), validation (0.80 and 0.80), and testing (0.79 and 0.79) 
were achieved for the ANN-22 (Fig. 8C) and ANN-25 (Fig. 8D) archi-
tectures with 34 and 10 neurons in the hidden layer, respectively (see 
the shadow dashed-squares). Although these results were marginally 
improved in relation to those outcomes obtained for the ANN-12 and 
ANN-13 architectures, it was recognized that some overfitting issues 
were still present in the training simulations of the ANN-22 and ANN-25. 
Smaller differences among the correlation coefficients were estimated 
with values up to 11% and 9% for the ANN-22 and ANN-25, respectively 
(Fig. 9). The effect of the duplicated bottomhole temperature data (Q8) 
seems to be also reflected in the ANN training simulations. 

3.3. WG_SubDB3 

After analyzing the same statistical parameters (higher linear cor-
relation coefficients, and lower RMSE and MAE values) from the ANN 
training simulations using the WG_SubDB3, the best thirteen ANN ar-
chitectures were selected. These evaluation results are summarized in 
Table 12 where the number of neurons per architecture and the initial 
learning rate factors (μ) used for obtaining the best prediction of BHTANN 
values are also reported. 

From these outcomes, the ANN-33 [3-8-1] and ANN-38 [4-8-1] 
resulted as the best ANN architectures to minimize the differences be-
tween the BHTANN and BHTm variables. The ANN-33 and ANN-38 ar-
chitectures used initial learning rates of μ2 ¼ 0.001 and μ3 ¼ 0.0001 
which lead to achieve the lowest RMSE (12.56 and 14.56) and MAE 
(8.64 and 10.33) values, respectively (Table 12). 

The ANN-33 [3-8-1] and ANN-38 [4-8-1] architectures were char-
acterized by containing 3 [ln(H2S/CO2), ln(CH4/CO2), and ln(H2/CO2)] 
and 4 [ln(CO2), ln(H2S), ln(CH4), and ln(H2)] input variables for the 
input layer, respectively. Both ANN architectures used 8 neurons for the 
hidden layer and one neuron (BHTm) for the output layer (Table 12). 

The prediction performance of the ANN-33 and ANN-38 architec-
tures was also assessed by applying linear regressions between BHTANN 
and BHTm (see Fig. 7E and F, respectively). The best linear regression for 

Table 12 
Summary of the best ANN architectures evaluated for the prediction of reservoir temperature using the sub-database WG_SubDB3 (q3 ¼ 97 samples).  

ANN Comb Input variables ANN 
Architecture 

Correlation coefficient (r) RMSE 
global 

MAE 
global 1 2 3 4 5 global training validation testing 

27 1 ln(CO2)     [1-10-1] μ4 0.7613 0.7664 0.7307 0.8270 23.9468 17.3676 
28 2 ln(H2S)     [1-14-1] μ3 0.8103 0.8087 0.8293 0.8190 21.6177 15.6012 
29 3 ln(CO2/ 

H2)     
[1-4-1] μ4 0.5599 0.5607 0.5930 0.5069 30.5086 22.7209 

30 4 ln(H2S/ 
H2)     

[1-8-1] μ2 0.7086 0.7134 0.7146 0.6777 25.9815 19.7083 

31 5 ln(CH4/ 
CO2) 

ln(H2S/ 
H2)    

[2-9-1] μ2 0.8419 0.8613 0.8170 0.7326 20.0529 13.4671 

32 6 H2S/CO2 CH4/CO2 H2/CO2   [3-8-1] μ4 0.8902 0.9004 0.8680 0.8642 16.8836 10.6345 
33 7 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2)   

[3-8-1] μ2a 0.9403 0.9530 0.9243 0.9109 12.5637 8.6370 

34 8 ln(CO2/ 
H2S) 

ln(CH4/ 
H2S) 

ln(H2/ 
H2S)   

[3-8-1] μ3 0.9154 0.9223 0.8983 0.9001 14.8325 10.9406 

35 9 ln(CO2/ 
CH4) 

ln(H2S/ 
CH4) 

ln(H2/ 
CH4)   

[3-11-1] μ4 0.9239 0.9410 0.9228 0.8640 14.1776 9.6393 

36 10 ln(CO2/ 
H2) 

ln(H2S/ 
H2) 

ln(CH4/ 
H2)   

[3-7-1] μ3 0.9024 0.9156 0.9067 0.7884 15.8746 11.4503 

37 11 ilr1 ilr2 ilr3   [3-9-1] μ1 0.9017 0.9249 0.9274 0.8222 16.0766 10.7413 
38 12 ln(CO2) ln(H2S) ln(CH4) ln(H2)  [4-8-1] μ3a 0.9211 0.9422 0.9207 0.9197 14.5553 10.3325 
39 13 ln(H2S/ 

CO2) 
ln(CH4/ 
CO2) 

ln(H2/ 
CO2) 

ln 
(H2S) 

ln(H2S/ 
H2) 

[5-6-1] μ3 0.9089 0.9150 0.8979 0.8772 15.3676 10.7548  

a These ANN models obtained the best correlation coefficient r in the three sets (training, validation and testing) for the prediction of BHT by using gas-phase 
composition of geothermal fluids. μ1 (0.01), μ2 (0.001), μ3 (0.0001), and μ4 (0.00001) are the learning rate factors used. 

Table 13 
Results of the sensitivity analysis obtained for the best ANN architectures using 
the three working sub-databases (WG_SubDB1, WG_SubDB2, and WG_SubDB3).  

ANN Input variables [Relative importance %] 
1 2 3 4 5 

ANN- 
12 
[4- 
13- 
1] 

ln (CO2) 
[26.18%] 

ln (H2S) 
[30.19%] 

ln (CH4) 
[15.37%] 

ln (H2) 
[28.26%]  

ANN- 
13 
[5-9- 
1] 

ln (H2S/ 
CO2) 
[25.13%] 

ln (CH4/ 
CO2) 
[5.11%] 

ln (H2/ 
CO2) 
[10.29%] 

ln (H2S) 
[42.86%] 

ln (H2S/H2) 
[16.61%] 

ANN- 
22 
[3- 
34- 
1] 

ln (CO2/ 
CH4) 
[33.05%] 

ln (H2S/ 
CH4) 
[34.51%] 

ln (H2/ 
CH4) 
[32.44%]   

ANN- 
25 
[4- 
10- 
1] 

ln (CO2) 
[27.83%] 

ln (H2S) 
[12.81%] 

ln (CH4) 
[25.87%] 

ln (H2) 
[33.48%]  

ANN- 
33 
[3-8- 
1] 

ln (H2S/ 
CO2) 
[32.42%] 

ln (CH4/ 
CO2) 
[31.12%] 

ln (H2/ 
CO2) 
[36.47%]   

ANN- 
38 
[4-8- 
1] 

ln (CO2) 
[22.23%] 

ln (H2S) 
[19.55%] 

ln (CH4) 
[33.74%] 

ln (H2) 
[24.48%]  

ANN-12 and ANN-13, ANN-22 and ANN-25, and ANN-33 and ANN-38 archi-
tectures were developed using by WG_SubDB1, WG_SubDB2, and WG_SubDB3, 
sub-databases, respectively per pair of ANNs. 
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the ANN-33 was obtained with a global correlation coefficient of 
r ¼ 0.9403 (Fig. 7E); whereas for the ANN-38, a value of r ¼ 0.9211 was 
achieved (Fig. 7F). In these figures, the effect of BHTm duplicates was 
totally removed, and with this option, the bias and overfitting problems 
previously detected for the architectures ANN-12, ANN-13, ANN-22, 
and ANN-25 were eliminated. 

To evaluate the good measure for generalization of the ANN-33 and 
ANN-38 architectures, a similar trend analysis among the linear corre-
lation coefficients and the number of neurons in the hidden layer was 
carried out (see Fig. 8E and F, respectively). As seen in both architec-
tures ANN-33 and ANN-38, the global and training trends exhibited the 
highest correlation coefficients in all these simulations. The correlation 
coefficients obtained for the training, validation and testing sets were 
nearly the same, which enabled the overfitting problems to be elimi-
nated (see Table 12, and Fig. 8E and F). The best convergence results in 
each set of training (0.95 and 0.94), validation (0.92 and 0.92), and 
testing (0.91 and 0.92) were achieved for the ANN-33 (Fig. 8E) and 
ANN-38 (Fig. 8F) architectures with 8 neurons in the hidden layer (see 
the shadow dashed-squares in both figures). Smallest differences among 
the correlation coefficients were achieved with values up to 4% and 2% 
for the ANN-33 and ANN-38, respectively (Fig. 9). These optimum re-
sults were obtained even the small size of the working sub-database used 
(WG_SubDB3). With the filtering conditions adopted for this sub- 
database, the effect of the duplicated bottomhole temperatures on the 
prediction performance of both ANN architectures totally disappeared. 
According to the overall output results, the ANN-33 and ANN-38 ar-
chitectures clearly provided a much better prediction than those results 
inferred from all the ANN previously tested. 

3.4. Sensitivity analysis 

The influence of the input variables on the ANN learning efficiency 
was comprehensively evaluated through a sensitivity analysis using the 
three working geochemical sub-databases (WG_SubDB1, WG_SubDB2, 
and WG_SubDB3), and the Garson method (see Table 9 Eq. 15). Table 13 
shows the results of relative importance (as %) for the input variables 
used with the best ANN architectures selected from this study (i.e., ANN- 
12, ANN-13, ANN-22, ANN-25, ANN-33, and ANN-38). The sensitivity 
results revealed that the CO2 and H2 concentrations were the input 
variables with the greater weight (>22% and >24%, respectively) for 
mostly the ANN architectures. 

Although these results, it is relevant to highlight that the four com-
ponents of the gas-phase composition (CO2, H2S, H2 and CH4) used in 
this study have important effects on diverse fluid–rock and/or gas–gas 
reactions present in geothermal systems, which is evident with most of 
the geothermometers previously developed (Truesdell and Nehring, 
1978; Ping and �Armansson1996; Arn�orsson, 2000). 

3.5. External evaluation 

To complete the geochemometric evaluation and to demonstrate 
their reliable prediction without any bias effect, the best ANN archi-
tectures (ANN-12, ANN-13, ANN-22, ANN-25, ANN-33, and ANN-38) 
were applied by using the external database (Ext_GDB; nD ¼ 13 sam-
ples). With this goal, gas-phase composition data and BHTm measure-
ments recorded in production geothermal wells from the Olkaria 
geothermal field (Kenya) were used (Karingithi and Dissertation, 2002; 

Table 14 
Summary of the descriptive statistics of the external geochemical database Ext_GDB (nD ¼ 13).     

Central tendency statistical parameters Dispersion statistical parameters     
Robust estimators  Robust estimatorsa  

Min Max Mean x  Median xe Trimean (EL)T Gastwirth mean (EL)G Standard deviation s  Median absolute deviation MAD Sn Qn σn 

CO2 815 989 900 897 900 890 50 56 50 59 56 
H2S 3 80 39 49 43 46 25 21 18 23 27 
CH4 0.8 17.5 4.2 2.9 3 3 4.4 2.5 2.4 2.5 2.5 
H2 0.5 51 21.8 20.9 20.7 20.8 17.8 23.1 22.5 21.2 19.6 
BHTm (�C) 220 340 277 270 274 275 36 32 32 35 39  

a Dispersion robust parameters adjusted with correction factors to convert the sample estimates to population parameters (Verma et al., 2016b, 2017); All gas species 
are reported in mmol/mol concentration units (dry-basis). The gas analysis samples were collected from some production wells of the Olkaria, Kenya geothermal field 
(Karingithi and Dissertation, 2002; Ofwona, 2002). 

Table 15 
Results obtained from the application of the best ANN architectures using the external geochemical database Ext_GDB (nD ¼ 13).    

BHTANN (�C)  %BHTdiff 

No. BHTm (�C) ANN-12 ANN-13 ANN-22 ANN-25 ANN-33 ANN-38  ANN-12 ANN-13 ANN-22 ANN-25 ANN-33 ANN-38  

1 280 313 307 373 307 269 273  12 10 33 10 � 4 � 2 
2 330 332 337 333 315 286 276  1 2 1 � 5 � 13 � 16 
3 270 301 326 335 303 305 313  11 21 24 12 13 16 
4 270 302 312 337 298 268 196  12 16 25 10 � 1 � 27 
5 240 320 320 292 303 295 302  33 33 22 26 23 26 
6 270 297 295 404 299 252 299  10 9 50 11 � 7 11 
7 230 341 319 313 299 296 328  48 39 36 30 29 43 
8 265 234 242 235 220 *267 *271  � 12 � 9 � 11 � 17 – – 
9 310 196 280 294 217 *267 *267  � 37 � 10 � 5 � 30 – – 
10 290 263 282 332 298 249 286  � 9 � 3 14 3 � 14 � 1 
11 290 318 332 285 328 308 408  10 15 � 2 13 6 41 
12 340 292 283 269 288 305 272  � 14 � 17 � 21 � 15 � 10 � 20 
13 220 357 278 179 233 *266 *285  62 26 � 19 6 – –                        

x� SE  10 � 7 10 � 5 11 � 6 4 � 5 2 � 5 7 � 8 

%BHTdiff is the error percentage difference between the predicted BHTANNand the measured BHTm. SE is the standard error of the mean¼
�

s
ffiffiffi
n
p

�

. *These values 

represent estimated values of BHT out of the training interval of ANN-33 and ANN-38 architectures (these values were not considered for the calculation of the % 
BHTdiff parameter). ANN-12 and ANN-13, ANN-22 and ANN-25, and ANN-33 and ANN-38 architectures were developed using by WG_SubDB1, WG_SubDB2, and 
WG_SubDB3, sub-databases, respectively per pair of ANNs.s 
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Ofwona, 2002). 
A summary of the descriptive statistics of the Ext_GDB is reported in 

Table 14. The BHTm measurements logged in this database ranged from 
220 �C to 340 �C. The results of deep reservoir temperatures obtained 
from the best ANN architectures are summarized in Table 15. As a 
suitable evaluation tool, the percentage difference (%BHTdiff ) between 
the BHTANN and BHTm was estimated for all the gas-phase samples of the 
Ext_GDB, together with the standard error of the mean (SE). A graphical 
comparison between BHTANN and BHTm results is shown in Fig. 10, 
whereas the reservoir temperature calculations are reported in Table 15. 
From this evaluation, it can be observed that smaller mean values of the 
%BHTdiff (4 � 5, 2 � 5 and 7 � 8) were obtained for the ANN-25, ANN- 
33, and ANN-38 architectures, respectively; whereas larger %BHTdiff 

mean values of 10 � 7, 10 � 5 and 11 � 6 were achieved by applying the 
ANN-12, ANN-13 and ANN-22 architectures, respectively. 

4. Conclusions 

Artificial neural networks were successfully evaluated, for the first 

time as a gas geothermometry tool, for the prediction of deep 
geothermal reservoir temperatures. ANN was specifically used for the 
multivariate analysis among gas-phase compositional data and BHT 
measurements. Up to 455 ANN architectures based on three-layer feed- 
forward networks were effectively evaluated. As original computational 
methodology, a comprehensive ANN modeling algorithm was success-
fully applied using three working geochemical sub-databases 
(WG_SubDB1, WG_SubDB2, and WG_SubDB3). 

From a geochemometric analysis based on the estimation of statis-
tical parameters (RMSE, MAE, linear regressions, and %BHTdiff and SE, 
with an external validation database), six ANN architectures (ANN-12, 
ANN-13, ANN-22, ANN-25, ANN-33, and ANN-38) resulted as the best 
prediction tools for deep geothermal reservoir temperatures (with error 
percentage differences ranging from 2 to 11%). The best ANN archi-
tectures (ANN-33 and ANN-38) were characterized by containing 3 [ln 
(H2S/CO2), ln(CH4/CO2), and ln(H2/CO2)] and 4 [ln(CO2), ln(H2S), ln 
(CH4), and ln(H2)] input variables for the input layer, respectively, and 
the same number of neurons in the hidden and output layers (8 and 1, 
respectively). 

With these results, it was again demonstrated the capability of arti-
ficial neural network techniques in solving complicated (multivariate) 
Earth Science problems. ANN techniques may become an important gas 
geothermometry tool to be widely applied for the prediction of deep 
reservoir temperatures of geothermal systems under exploration and 
exploitation. 

Computer code availability 

Six computer scripts or codes were written in Matlab® programming 
language for the evaluation of all the ANN architectures. The computer 
scripts are available for downloading from the following public server or 
repository (https://github.com/ANNGroup/GasG-Scripts-ANNs.git): 
which may be directly accessed by the users. A quick User’s Manual for 
running the ANN simulations is also included, together with a README 
file, and the open source code license (MIT). Hardware specifications to 
install and effectively run the Matlab® computer scripts are also 
described in the User’s Manual, together with the typical CPU times 
elapsed in all the ANN simulations. 
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Fig. 10. Prediction performances of the best ANN architectures for the deter-
mination of deep reservoir temperatures by using an external geochemical 
database (Ext_GDB). 
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GaS_GeoT: A computer program 
for an effective use of newly improved gas 
geothermometers in predicting reliable 
geothermal reservoir temperatures
A. Acevedo‑Anicasio1, E. Santoyo2* , D. Pérez‑Zárate3, Kailasa Pandarinath2, M. Guevara2 and L. Díaz‑González4

Abstract 

A geochemometric study based on a multi‑criteria decision analysis was applied, for 
the first time, for the optimal evaluation and selection of artificial neural networks, and 
the prediction of geothermal reservoir temperatures. Eight new gas geothermometers 
 (GasG1 to  GasG8) were derived from this study. For an effective and practical applica‑
tion of these geothermometers, a new computer program GaS_GeoT was developed. 
The prediction efficiency of the new geothermometers was compared with tempera‑
ture estimates inferred from twenty‑five existing geothermometers using gas‑phase 
compositions of fluids from liquid‑ (LIQDR) and vapour‑dominated (VAPDR) reservoirs. 
After applying evaluation statistical metrics (DIFF%, RMSE, MAE, MAPE, and the Theil’s U 
test) to the temperature estimates obtained by using all the geothermometers, the fol‑
lowing inferences were accomplished: (1) the new eight gas geothermometers  (GasG1 
to  GasG8) provided reliable and systematic temperature estimates with performance 
wise occupying the first eight positions for LIQDR; (2) the  GasG3 and  GasG1 geother‑
mometers exhibited consistency as the best predictor models by occupying the first 
two positions over all the geothermometers for VAPDR; (3) the  GasG3 geothermometer 
exhibited a wider applicability, and a better prediction efficiency over all geothermom‑
eters in terms of a large number of samples used (up to 96% and 85% for LIQDR and 
VAPDR, respectively), and showed the smallest differences between predicted and 
measured temperatures in VAPDR and LIQDR; and lastly (4) for the VAPDR, the exist‑
ing geothermometers ND84c, A98c, and ND98b sometimes showed a better predic‑
tion than some of the new gas geothermometers, except for  GasG3 and  GasG1. These 
results indicate that the new gas geothermometers may have the potential to become 
one of the most preferred tools for the estimation of the reservoir temperatures in 
geothermal systems.

Keywords: Geothermal energy, Renewable energy, Geochemometrics, Fluid 
geochemistry, Artificial intelligence
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Introduction
Geothermal energy has emerged as a clean alternative source of renewable energy 
for electric power generation and other direct uses (Wu and Li 2020). The enormous 
amount of energy stored in geothermal systems makes them an important renewa-
ble and sustainable energy source (Nieva et  al. 2018; Gutiérrez-Negrín et  al. 2020). 
Among the geothermal systems today exploited, hydrothermal systems stand out for 
their storage capability of hot fluids, which are used for the generation of electricity 
(Thien et al. 2015). The chemical composition of liquid and steam (gas) phases of geo-
thermal fluids provides useful information on hydrogeological processes, thermal and 
recharge conditions of reservoirs, and underground flow patterns (Nicholson 1993). 
Within these applications, the reliable estimation of reservoir temperatures is a cru-
cial task to evaluate the energy potential of geothermal resources (Gutiérrez-Negrín 
2019). To carry out this task, several chemical geothermometers have been proposed 
for the prediction of deep equilibrium temperatures in geothermal systems (Guo et al. 
2017). Chemical geothermometers are low-cost tools used for predicting reservoir 
temperatures in the early exploration and exploitation stages (Yan-guang et al. 2017). 
Solute geothermometers are mostly recommended for the prediction of reservoir 
temperatures in liquid-dominated reservoirs, LIQDR (Verma et al. 2008), whereas gas 
geothermometers are predominantly suggested for the calculation of reservoir tem-
peratures in vapour-dominated (VAPDR) reservoirs (García-López et al. 2014).

The gas chemistry of geothermal fluids has been applied not only for the estima-
tion of geothermal reservoir temperatures but also to elucidate water–rock interac-
tion processes (Pang, 2001). The direct escape from deep magmatic sources, and the 
occurrence of gas–gas and gas–mineral reactions may explain the consumption and 
production of gases in these systems (Minissale et al. 1997).

The equilibria attainment among gas species is considered as a fundamental ther-
modynamic basis for gas geothermometry. This physicochemical process has been 
widely studied for the prediction of reservoir temperatures in LIQDR and VAPDR 
using the composition of vapour (or gas) samples collected from wells and fuma-
roles. To our knowledge, Ellis (1957) was the first geochemist to point out that gases 
in magmatic steam might be used to estimate reservoir temperatures. The first gas 
geothermometer is attributed to Tonani (1973) who found some relationships among 
geothermometric models, and the composition of geothermal gases.

From these studies, numerous gas geothermometers have been proposed based 
upon the analysis of gas-phase compositions, and the thermodynamic study of gas–
gas and gas–mineral equilibria reactions. A comprehensive review on gas geother-
mometers has not been published yet in indexed journals, although some efforts have 
been conducted in compiling some of the geothermometers most commonly used 
(e.g. Henley et al. 1985; Nicholson 1993; Powell 2000; Powell and Cumming 2010). In 
this work, an update compilation of the most commonly used gas geothermometers 
is reported in Table  1. Most of these geothermometers may be roughly grouped as 
follows:

• Simple equations calibrated with databases of gas-phase compositions of fluids 
collected from geothermal wells;
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• Complex grid-numerical geothermometers that calculate reservoir temperatures 
and other key parameters (e.g. the steam excess, the distribution coefficients of 
gases between liquid and steam, etc.); and

• Geothermometric equations derived from fluid–rock interaction experiments.

Although these geothermometers have been proposed for the prediction of geo-
thermal temperatures, their generalized application has been limited by the following 
issues:

1. The significant statistical differences among the temperature estimates predicted by a 
group of gas geothermometers;

2. The scarcity of the gas-phase compositions at lower temperature levels (between 90 
and 150 °C) which has hindered the proposal of new improved equations;

3. The limited intervals of the gas composition and temperature for the application of 
the geothermometric equations;

4. The scarcity of geochemometric studies for the evaluation of the temperature esti-
mates and their uncertainties; and

5. The lack of practical computer programs to estimate reservoir temperatures by using 
a wide variety of concentration units, and the complicated calculations involved in 
some equations.

To address the referred issues (1–3), geochemical databases with representative 
compositions of gas and/or steam phases from LIQDR and VAPDR are required. 

Table 2 A listing of  software reported in  the  technical literature for  computing 
geothermal reservoir temperatures

a Type of geothermal reservoir used to calibrate the gas geothermometer

No Open-
source 
computer 
programs

Computational 
platform/
language

Number of gas 
geothermometers

Working 
temperature 
interval (°C)

Gas 
concentration 
units

Geothermal 
reservoir-
typea

References

1 CO2B Fortran 1 140–370 % mol VAPDR Saracco and 
D’Amore 
(1989)

2 Spreadsheet 
applica‑
tion

Excel 5 100–350 % mol LIQDR and 
VAPDR

Powell and 
Cumming 
(2010)

3 GasGeo Visual Basic 21 100–350 mmol/kg; mole 
fraction; 
mmol/mol; 
%mol; %vol

LIQDR and 
VAPDR

Pandarinath 
et al. (2011)

4 EQUILGAS Visual Fortran 3 100–350 % vol LIQDR Barragán et al. 
(2016)

5 GasGeoPlus Fortran 21 100–350 mmol/kg; mole 
fraction; 
mmol/mol; 
%mol; %vol

LIQDR and 
VAPDR

Pérez‑Zárate 
et al. (2019)

6 SYS_
GASCHEM

Perl 21 100–350 mmol/kg; mole 
fraction; 
mmol/mol; 
%mol; %vol

LIQDR and 
VAPDR

García‑Mandu‑
jano (2019)

7 GaS_GeoT Java 8 170–374 mmol/mol LIQDR and 
VAPDR

This work
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Considering the complex nature of the gas–mineral equilibria processes, it is also 
necessary to explore new regression tools based on artificial intelligence techniques 
for calibrating multivariate gas geothermometers, and so, to predict reservoir tem-
peratures with a better accuracy. Among these techniques, the artificial neural net-
works (ANN) have been used in solving multivariate problems in Earth sciences 
(Poulton, 2001). For example, in geothermal studies, the use of ANN has been applied 
for (i) the development of Na–K geothermometers (Díaz-González et  al. 2008; and 
Serpen et al. 2009); (ii) the prediction of mass and heat transport in geothermal wells 
(Bassam et al. 2010; Álvarez del Castillo et al. 2012; Porkhial et al. 2015); and (iii) the 
optimization of geothermal power plants (Arslan and Yetik 2011), among others.

One of the latest ANN applications reported for geothermal studies was conducted 
by Pérez-Zárate et al. (2019) who performed a preliminary study to evaluate ANNs for 
the prediction of geothermal temperatures using gas-phase compositions from which 
the present research work has been comprehensively completed.

To evaluate the uncertainties of gas geothermometers (the issue referred as 4), a 
limited number of geochemometric studies have been reported (e.g. D’Amore and 
Panichi 1980; Arnórsson et  al. 2006; García-López et  al. 2014). These studies stated 
that the prediction efficiency of gas geothermometers is affected by several error 
sources, such as gas sampling errors, analytical errors, coefficient errors, and the total 
propagated errors, associated with the calculation of temperatures (e.g. Kacandes and 
Grandstaff 1989; García-López et al. 2014).

The availability of new computer programs to calculate reservoir temperatures 
(the issue referred as 5) still constitutes a current necessity for the geothermomet-
ric studies. Computer programs to apply solute geothermometers in estimating tem-
peratures are widely available for the study of geothermal systems (e.g. Verma et al. 
2008; Spycher et al. 2016), whereas for the gas geothermometry, these programs are 
rarely shared in the literature. A short listing of open-source programs commonly 
used in gas geothermometry is included in Table 2. To fulfil the constraints (1–5), the 
development of new improved gas geothermometers and computer programs are still 
claimed by the geothermal industry.

To address a reliable prediction of geothermal reservoir temperatures, new 
improved gas geothermometers and a practical computer program called GaS_GeoT 
have been developed in this work. GaS_GeoT was calibrated for the reliable pre-
diction of reservoir temperatures in LIQDR and VAPDR for a temperature interval 
between 170 and 374 °C.

To evaluate the prediction efficiency of the new gas geothermometers in geothermal 
wells, an updated worldwide geochemical database containing gas-phase compositions 
of fluids were compiled. The prediction efficiency of these geothermometers was com-
pared against twenty-five existing gas geothermometers (listed in Table 3). Details of this 
geochemometric study are also outlined in this work.

Work methodology

A comprehensive computational methodology was developed to achieve the following 
research objectives (Fig. 1a, b): (i) to evaluate ANNs based on a Multi-Criteria Decision 
Analysis (MCDA) for selecting optimal prediction models that enable new improved gas 



Page 8 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1 

Ta
bl

e 
3 

Ex
is

ti
ng

 g
as

 g
eo

th
er

m
om

et
er

s 
re

po
rt

ed
 in

 th
e 

ge
ot

he
rm

al
 li

te
ra

tu
re

 w
hi

ch
 w

er
e 

us
ed

 in
 th

e 
pr

es
en

t w
or

k

N
o.

A
cr

on
ym

Te
m

pe
ra

tu
re

 fu
nc

tio
n 

(°
C)

G
as

 c
on

ce
nt

ra
tio

n 
un

its
Re

fe
re

nc
es

1
D

P8
0

If 
%

CO
2 ≥

 7
5

2
4
7
7
5

2
lo
g
(

C
H
4

C
O
2

)

−
6
lo
g
(

H
2

C
O
2

)

−
3
lo
g
(

H
2
S

C
O
2

)

+
3
6
.0
5
−

2
7
3
.1
5

If 
%

CO
2 <

 7
5

2
4
7
7
5

2
lo
g
(

C
H
4

C
O
2

)

−
6
lo
g
(

H
2

C
O
2

)

−
3
lo
g
(

H
2
S

C
O
2

)

−
7
lo
g
(0
.1
)+

3
6
.0
5
−

2
7
3
.1
5

%
 v

ol
um

e
D

’A
m

or
e 

an
d 

Pa
ni

ch
i (

19
80

)

2
N

D
84

a
√

(5
.5
6
9
7
−
R
)+

(R
−
5
.5
6
9
7
)2
+
1
0
5
6
.3
4
3
6
8

0
.0
3
9
3
6

−
2
7
3
.1
5

R
=

lo
g
(

X
C
H
4

)

−
4
lo
g
(

X
H
2

)

−
lo
g
(

X
C
O
2

)

M
ol

e 
fra

ct
io

n
N

eh
rin

g 
an

d 
D

’A
m

or
e 

(1
98

4)

3
N

D
84

b
√

(S
+
1
.8
9
4
9
9
)+

(S
+
1
.8
9
4
9
9
)2
+
1
2
8
.9
0
8
6
4

0
.0
1
4
3
2

−
2
7
3
.1
5

S
=

lo
g
(

X
H
2

)

+
1 2
lo
g
(

X
C
O
2

)

M
ol

e 
fra

ct
io

n
N

eh
rin

g 
an

d 
D

’A
m

or
e 

(1
98

4)

4
N

D
84

c
5
.7
8
3
5
6
V
2
+

1
1
0
.2
1
2
V
+

6
6
2
.8
1
4

V
=

lo
g
(

X
H
2
S

)

+
1 6
lo
g
(

X
C
O
2

)

M
ol

e 
fra

ct
io

n
N

eh
rin

g 
an

d 
D

’A
m

or
e 

(1
98

4)

5
A

G
85

a
−
4
4
.1
+

2
6
9
.2
5
[

lo
g
(C
O
2
)]

−
7
6
.8
8
[

lo
g
(C
O
2
)]

2
+

9
.5
2
[

lo
g
(C
O
2
)]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 a

nd
 G

un
nl

au
gs

so
n 

(1
98

5)

6
A

G
85

b
3
4
1
.7
−

2
8
.5
7
lo
g
(

C
O
2

H
2

)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

7
A

G
85

c
3
1
1
.7
−

6
6
.7
2
lo
g
(

C
O
2

H
2

)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

8
A

G
85

d
2
7
7
.2
+

2
0
.9
9
lo
g
(H

2
)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

9
A

G
85

e
2
1
2
.2
+

3
8
.5
9
lo
g
(H

2
)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

10
A

G
85

f
2
4
6
.7
+

4
4
lo
g
(H

2
S
)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

11
A

G
85

g
1
7
3
.2
+

6
5
.0
4
lo
g
(H

2
S
)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

12
A

G
85

h
3
0
4
.1
−

3
9
.4
8
lo
g
(

H
2
S

H
2

)

m
m

ol
/k

g
A

rn
ór

ss
on

 a
nd

 G
un

nl
au

gs
so

n 
(1

98
5)

13
A

87
a

1
4
8
.5
+

6
4
.3
5
lo
g
(

C
O
2

N
2

)

+
5
.2
3
9
[

lo
g
(

C
O
2

N
2

)
]

2
−

1
.8
3
2
[

lo
g
(

C
O
2

N
2

)
]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 (1

98
7)

14
A

87
b

1
3
5
.9
+

6
3
.1
4
lo
g
(

C
O
2

N
2

)

+
6
.2
4
1
[

lo
g
(

C
O
2

N
2

)
]

2
−

1
.8
1
3
[

lo
g
(

C
O
2

N
2

)
]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 (1

98
7)

15
G

91
a

4
6
2
5

1
0
.4
+
lo
g
(

C
H
4

C
O
2

)

−
2
7
3
.1
5

m
m

ol
/m

ol
G

ig
ge

nb
ac

h 
(1

99
1)



Page 9 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1  

A
ll 

th
e 

ga
s 

ge
ot

he
rm

om
et

er
s 

us
e 

co
nc

en
tr

at
io

n 
un

its
 in

 w
et

‑b
as

is
, e

xc
ep

t D
P8

0,
 G

91
a,

 S
96

a,
 S

96
b,

 a
nd

 B
06

 w
hi

ch
 u

se
 d

ry
‑b

as
is

Ta
bl

e 
3 

(c
on

ti
nu

ed
)

N
o.

A
cr

on
ym

Te
m

pe
ra

tu
re

 fu
nc

tio
n 

(°
C)

G
as

 c
on

ce
nt

ra
tio

n 
un

its
Re

fe
re

nc
es

16
K9

5a
3
5
2
.4
5
−

5
3
.3
6
lo
g
(

C
O
2

H
2

)

%
 v

ol
um

e
Ko

ga
 e

t a
l. 

(1
99

5)

17
K9

5b
2
2
8
.9
5
−

2
4
.0
6
(

C
H
4

H
2

)

%
 v

ol
um

e
Ko

ga
 e

t a
l. 

(1
99

5)

18
S9

6a
7
3
8
.3
0
9
1

(%
g
a
s0
.0
0
0
8
)(

%
C
O
2

%
H
2
S

)

0
.1
0
3
7
−

2
7
3
.1
5

%
 v

ol
um

e
Su

pr
an

to
 e

t a
l. 

(1
99

6)

19
S9

6b
1
1
3
8
.9
5
0
1
(%

G
a
s )
0
.0
0
3
7
(%

H
2
S
)0
.1
0
7
6

(

%
C
O
0
.2
0
1
9

2

)

(%
C
H
4
)0
.0
0
5
6

−
2
7
3
.1
5

%
 v

ol
um

e
Su

pr
an

to
 e

t a
l. 

(1
99

6)

20
A

98
a

1
2
1
.8
+

7
2
.0
1
2
lo
g
(C
O
2
)
+

1
1
.0
6
8
[

lo
g
(C
O
2
)]

2
−

4
.7
2
4
[

lo
g
(C
O
2
)]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 e

t a
l. 

(1
99

8)

21
A

98
b

1
2
9
.2
+

8
8
.2
9
9
lo
g
(C
O
2
)
+

2
1
.9
4
6
[

lo
g
(C
O
2
)]

2
−

1
0
.1
0
3
[

lo
g
(C
O
2
)]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 e

t a
l. 

(1
99

8)

22
A

98
c

1
7
7
.6
+

6
6
.1
5
2
lo
g
(H

2
S
)
+

4
.8
1
1
[

lo
g
(H

2
S
)]

2
m

m
ol

/k
g

A
rn

ór
ss

on
 e

t a
l. 

(1
99

8)

23
A

98
d

2
2
7
.1
+

5
6
.1
6
8
lo
g
(H

2
)
+

5
.8
3
6
[

lo
g
(H

2
)]

2
+

6
.6
3
0
[

lo
g
(H

2
)]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 e

t a
l. 

(1
99

8)

24
A

98
e

1
7
3
.2
+

4
8
.7
5
1
lo
g
(

C
O
2

N
2

)

+
7
.5
9
9
[

lo
g
(

C
O
2

N
2

)
]

2
+

1
.7
9
3
[

lo
g
(

C
O
2

N
2

)
]

3
m

m
ol

/k
g

A
rn

ór
ss

on
 e

t a
l. 

(1
99

8)

25
B0

6
Fo

r  H
2S

 c
on

ce
nt

ra
tio

ns
 ≥

 0
.0

01
75

 7
5
.8
5
lo
g
(H

2
S
)
+

4
5
8
.6

Fo
r  H

2S
 c

on
ce

nt
ra

tio
ns

 <
 0

.0
01

75
6
4
.6
8
lo
g
(H

2
S
)
+

4
2
7
.8

%
m

ol
Bl

am
ey

 (2
00

6)



Page 10 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1 

geothermometers to be developed; (ii) to create a new computer program for the effec-
tive use of the new gas geothermometers; (iii) to evaluate the prediction efficiency of 
the new gas geothermometers using the gas-phase compositions from well samples col-
lected in LIQDR and VAPDR; and (iv) to compare the temperature estimates inferred 
from new gas geothermometers with those temperatures predicted by some existing 
geothermometers. In order to address these research goals, six computational modules 
were structured:

GasGeo_ANN: To carry out the optimal evaluation and selection of ANN architec-
tures by using a novel application of the MCDA method;
GasGeo_Eq: To describe the new gas geothermometer equations developed and their 
applicability conditions;

a

Fig. 1 a Schematic flow diagram showing the work methodology used in this study. b Schematic flow 
diagram used by the MCDA method for the ranking and optimal selection of thirty‑nine ANN architectures 
that correlate  BHTm and gas‑phase compositions
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GasGeo_Lit: To select twenty-five existing gas geothermometers for carrying out sta-
tistical comparison analyses;
GasChemT_Wells: To compile a new Worldwide Geochemical Database 
(NWGDB) containing gas-phase compositions, and bottom-hole temperatures 
 (BHTm) measured in geothermal wells;
GasGeoT_Calc: To describe the calculation of geothermal reservoir temperatures 
by using the new and existing gas geothermometers, and the operation of the new 
computer program (GaS_GeoT); and

b

Fig. 1 continued
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GasGeo_Geochem: To perform a comprehensive geochemometric analysis among 
the temperature estimates (predicted from all the geothermometers) and the bot-
tom-hole temperature measurements  (BHTm).

A summary of these computational modules is described as follows:

GasGeo_ANN

A previous evaluation study of ANNs to predict geothermal reservoir temperatures 
was preliminarily conducted by Pérez-Zárate et al. (2019), which constitutes the foun-
dational basis of the present research work. 455 ANN architectures were originally 
trained to predict reservoir temperatures using three Worldwide Geochemical Sub-
databases  (WG_SubDB1:  q1 = 527;  WG_SubDB2:  q2 = 498; and  WG_SubDB3:  q3 = 97) 
containing gas-phase  (CO2,  H2S,  CH4, and  H2) compositions of geothermal fluids as 
input variables. According to Fig. 2, a multilayer perceptron model was used for the 
design of these ANNs using the conventional matrix notation (Eq. 1) for the determi-
nation of the ANN output (or target): 

   where X is the input variable, and IW and b1 represent the matrix and the vector of 
coefficients between the input and hidden layers. LW and b2 are the layer weighting coef-
ficients and the vector of coefficients between the hidden and output layers, and f cor-
responds to an activation function for the hidden layer.

A full description of the multilayer perceptron model is reported by Pérez-Zárate 
et al. (2019), and schematically summarized in Fig. 2 by listing the fundamental equa-
tions used for adjusting weighting and bias coefficients in the learning process of each 
ANN layer (referred as Eqs. 1.1–1.6). Such a perceptron model was solved by creating 
several Matlab numerical scripts that were previously reported (https ://githu b.com/
ANNGr oup/GasG-Scrip ts-ANNs.git).

(1)Y = BHTANN = LW · f [IW · X + b1]+ b2,

Fig. 2 Schematic diagram showing the conceptual model of a multilayer perceptron with three‑layers, and a 
summary of the fundamental equations used by applying the Levenberg–Marquardt algorithm: Eq. (1.1) error 
vector; Eq. (1.2) cost function, where W is the vector of all the weights and biases and q is the total number of 
samples or patters; Eq. (1.3) where j is the jth element of the gradient; Eq. (1.4) the gradient in matrix form; Eq. 
(1.5) Jacobian matrix, where p is the total number of neurons; Eq. (1.6) iterative update of weights using the 
LM algorithm, where wt+1 is the next weight, wt is the current weight, μ is the learning rate factor, and I is the 
identity matrix

https://github.com/ANNGroup/GasG-Scripts-ANNs.git
https://github.com/ANNGroup/GasG-Scripts-ANNs.git
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For the learning process of ANNs, the well-known Levenberg–Marquardt algo-
rithm (LM), the hyperbolic tangent function, and the linear function were applied. All 
the ANNs were characterized by an input layer, one hidden layer, and an output layer. 
For the input and output layers, the data were normalized between -1 and 1, whereas 
for the hidden layer, the number of neurons varied from 1 to 35. Input data sets were 
randomly divided into training (80%), validation (10%), and testing (10%). From this 
study, thirty-nine ANNs were preliminarily reported as the most acceptable predic-
tion models to correlate multivariate relationships among gas-phase compositions 
and BHT data (referred as ANN-1 to ANN-39 in Pérez-Zárate et al. 2019).

By using traditional evaluation metrics based on small differences and acceptable 
correlation coefficients between measured  (BHTm) and simulated  (BHTANN) tem-
peratures, six ANNs were proposed as the ‘better prediction models’ (cited as ANN-
12, ANN-13, ANN-22, ANN-25, ANN-33, and ANN-38 in the same paper). Although 
acceptable results were obtained from these earlier prediction models, some appli-
cability problems were later identified in two ANNs that used a small data set for the 
learning process  (WG_SubDB3:  q3 = 97, which was used for the ANN-33 and ANN-38 
models). The low representativeness of this sub-data set was lastly reflected on very 
limited intervals of applicability.

A generalization problem was therefore identified in the final development stage of 
new gas geothermometers, which may affect the future application of these tools in 
geothermometric studies for the geothermal prospection and exploitation. To correct 
these problems, a new evaluation methodology based on a novel MCDA method was 
applied for the optimal selection of the most reliable ANNs among the thirty-nine 
architectures previously proposed (Fig. 1b). The MCDA method was used, for the first 
time in the ANN literature, to comprehensively evaluate the efficiency of these ANN 
prediction models by utilizing the evaluation results derived from the following:

 I. The analysis Case 1  (AC1) described by the global learning processes of three sub-
databases  (WG_SubDB1,  WG_SubDB2, and  WG_SubDB3) applying the thirty-nine 
ANNs (pre-selected) and the following statistical metrics: the number of data used 
by each sub-database  (q1 = 527;  q2 = 498 and  q3 = 97), the correlation coefficients 
(r) obtained between measured  (BHTm) and simulated  (BHTANN) temperatures 
for the training, validation, and testing stages, and the residuals calculated between 
measured and predicted temperatures (RMSE, MAE, and MAPE);

 II. The analysis Case 2  (AC2) described by the application of the thirty-nine ANNs to 
the largest sub-database  (q1 = 527), as a generalization case, using the same statis-
tical residuals between measured and predicted temperatures (RMSE, MAE, and 
MAPE); and

 III. The analysis Case 3  (AC3) described by the application of the thirty-nine ANNs to 
the same sub-database  (q1 = 527) but strongly restricted by the applicability condi-
tions of each ANN prediction model, using the same residuals between measured 
and predicted temperatures.



Page 14 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1 

Ta
bl

e 
4 

A
 s

um
m

ar
y 

of
 th

e 
th

ir
ty

-n
in

e 
A

N
N

s 
(p

ro
po

se
d 

by
 P

ér
ez

-Z
ár

at
e 

et
 a

l.,
 2

01
9)

 fo
r d

et
er

m
in

in
g 

re
se

rv
oi

r t
em

pe
ra

tu
re

s

A
N

N
In

pu
t v

ar
ia

bl
es

A
N

N
 

ar
ch

ite
ct

ur
e

St
at

is
tic

al
 e

va
lu

at
io

n 
m

et
ri

cs

O
ri

gi
na

l l
ea

rn
in

g 
 pr

oc
es

sa
Fu

ll 
 da

ta
b

A
ft

er
 a

pp
lic

ab
ili

ty
 

 co
nd

iti
on

sc

1
2

3
4

5
n 

da
ta

(r
) 

tr
ai

ni
ng

(r
) 

va
lid

at
io

n
(r

) 
te

st
in

g
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE

W
G

_S
ub

D
B 1: 

 q 1=
52

7

 1
ln

(C
O

2)
[1

‑3
2‑

1]
52

7
0.

69
0.

58
0.

62
34

.8
3

27
.0

8
10

.2
9

34
.8

3
27

.0
8

10
.2

9
34

.8
3

27
.0

8
10

.2
9

 2
ln

(H
2S

)
[1

‑3
‑1

]
52

7
0.

67
0.

59
0.

67
35

.4
5

27
.5

8
10

.4
6

35
.4

5
27

.5
8

10
.4

6
35

.4
5

27
.5

8
10

.4
6

 3
ln

(C
O

2/
H

2)
[1

‑1
3‑

1]
52

7
0.

68
0.

64
0.

55
35

.4
7

27
.8

5
10

.3
1

35
.4

7
27

.8
5

10
.3

1
35

.4
7

27
.8

5
10

.3
1

 4
ln

(H
2S

/
H

2)
[1

‑2
6‑

1]
52

7
0.

48
0.

35
0.

36
42

.0
6

32
.6

5
12

.2
7

42
.0

6
32

.6
5

12
.2

7
42

.0
6

32
.6

5
12

.2
7

 5
ln

(C
H

4/
CO

2)
ln

(H
2S

/
H

2)
[2

‑2
8‑

1]
52

7
0.

69
0.

57
0.

31
38

.2
1

27
.9

4
10

.4
4

38
.2

1
27

.9
4

10
.4

4
36

.6
8

27
.3

6
10

.2
5

 6
H

2S
/

CO
2

C
H

4/ CO
2

H
2/

CO
2

[3
‑1

2‑
1]

52
7

0.
80

0.
74

0.
74

29
.2

6
20

.9
8

7.
99

29
.2

6
20

.9
8

7.
99

29
.1

2
20

.8
8

7.
94

 7
ln

(H
2S

/
CO

2)
ln

(C
H

4/
CO

2)
ln

(H
2/

CO
2)

[3
‑1

8‑
1]

52
7

0.
85

0.
80

0.
64

26
.8

4
18

.3
9

6.
87

26
.8

4
18

.3
9

6.
87

26
.4

6
18

.1
7

6.
78

 8
ln

(C
O

2/
H

2S
)

ln
(C

H
4/

H
2S

)
ln

(H
2/

H
2S

)
[3

‑9
‑1

]
52

7
0.

83
0.

80
0.

61
28

.2
2

19
.4

5
7.

31
28

.2
2

19
.4

5
7.

31
28

.2
2

19
.4

5
7.

31

 9
ln

(C
O

2/
C

H
4)

ln
(H

2S
/

C
H

4)
ln

(H
2/

C
H

4)
[3

‑1
5‑

1]
52

7
0.

85
0.

82
0.

63
26

.4
5

18
.9

4
7.

14
26

.4
5

18
.9

4
7.

14
26

.4
3

18
.9

1
7.

12

 1
0

ln
(C

O
2/

H
2)

ln
(H

2S
/

H
2)

ln
(C

H
4/

H
2)

[3
‑9

‑1
]

52
7

0.
83

0.
79

0.
70

27
.2

4
19

.3
6

7.
27

27
.2

4
19

.3
6

7.
27

27
.2

4
19

.3
6

7.
27

 1
1

ilr
1

ilr
2

ilr
3

[3
‑9

‑1
]

52
7

0.
83

0.
82

0.
59

27
.9

4
19

.9
3

7.
40

27
.9

4
19

.9
3

7.
40

27
.9

2
19

.8
9

7.
38

 1
2

ln
(C

O
2)

ln
(H

2S
)

ln
(C

H
4)

ln
(H

2)
[4

‑1
3‑

1]
52

7
0.

86
0.

78
0.

75
25

.7
7

17
.6

0
6.

66
25

.7
6

17
.6

0
6.

66
25

.7
4

17
.5

7
6.

64

 1
3

ln
(H

2S
/

CO
2)

ln
(C

H
4/

CO
2)

ln
(H

2/
CO

2)
ln

(H
2S

)
ln

(H
2S

/
H

2)
[5

‑9
‑1

]
52

7
0.

85
0.

79
0.

72
26

.5
0

18
.3

2
6.

92
26

.5
0

18
.3

2
6.

92
26

.5
0

18
.3

2
6.

92



Page 15 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1  

Ta
bl

e 
4 

(c
on

ti
nu

ed
)

A
N

N
In

pu
t v

ar
ia

bl
es

A
N

N
 

ar
ch

ite
ct

ur
e

St
at

is
tic

al
 e

va
lu

at
io

n 
m

et
ri

cs

O
ri

gi
na

l l
ea

rn
in

g 
 pr

oc
es

sa
Fu

ll 
 da

ta
b

A
ft

er
 a

pp
lic

ab
ili

ty
 

 co
nd

iti
on

sc

1
2

3
4

5
n 

da
ta

(r
) 

tr
ai

ni
ng

(r
) 

va
lid

at
io

n
(r

) 
te

st
in

g
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE

W
G

_S
ub

D
B 2: 

 q 2=
49

8

 1
4

ln
(C

O
2)

[1
‑3

3‑
1]

49
8

0.
71

0.
66

0.
71

33
.6

8
26

.3
9

10
.1

0
40

.1
3

30
.1

1
11

.3
7

34
.4

0
26

.8
2

10
.1

9

 1
5

ln
(H

2S
)

[1
‑3

4‑
1]

49
8

0.
72

0.
63

0.
63

33
.8

5
25

.6
1

9.
68

35
.0

3
26

.6
4

9.
96

35
.0

1
26

.5
2

9.
94

 1
6

ln
(C

O
2/

H
2)

[1
‑1

6‑
1]

49
8

0.
64

0.
63

0.
73

36
.0

6
28

.7
6

10
.6

9
37

.0
5

29
.6

3
10

.9
3

36
.6

8
29

.1
7

10
.7

5

 1
7

ln
(H

2S
/

H
2)

[1
‑2

5‑
1]

49
8

0.
48

0.
46

0.
38

41
.9

4
32

.9
9

12
.4

1
42

.3
0

33
.2

6
12

.4
3

42
.3

8
33

.3
3

12
.4

8

 1
8

ln
(C

H
4/

CO
2)

ln
(H

2S
/

H
2)

[2
‑3

4‑
1]

49
8

0.
61

0.
56

0.
54

38
.2

9
28

.2
2

10
.6

2
39

.5
4

29
.3

8
10

.9
6

38
.6

2
28

.4
6

10
.6

4

 1
9

H
2S

/
CO

2

C
H

4/ CO
2

H
2/

CO
2

[3
‑2

7‑
1]

49
8

0.
82

0.
80

0.
80

27
.7

4
19

.9
4

7.
64

14
6.

81
41

.1
4

14
.8

0
28

.5
9

20
.3

9
7.

74

 2
0

ln
(H

2S
/

CO
2)

ln
(C

H
4/

CO
2)

ln
(H

2/
CO

2)
[3

‑1
8‑

1]
49

8
0.

83
0.

79
0.

83
26

.8
5

19
.0

0
7.

27
29

.2
2

20
.6

6
7.

78
27

.4
6

19
.3

0
7.

29

 2
1

ln
(C

O
2/

H
2S

)
ln

(C
H

4/
H

2S
)

ln
(H

2/
H

2S
)

[3
‑6

‑1
]

49
8

0.
80

0.
75

0.
75

29
.1

3
21

.2
6

8.
11

30
.6

4
22

.2
5

8.
41

29
.9

0
21

.7
2

8.
21

 2
2

ln
(C

O
2/

C
H

4)
ln

(H
2S

/
C

H
4)

ln
(H

2/
C

H
4)

[3
‑3

4‑
1]

49
8

0.
88

0.
80

0.
79

24
.9

1
16

.6
0

6.
33

48
.5

8
22

.7
6

8.
38

23
.7

6
16

.3
3

6.
12

 2
3

ln
(C

O
2/

H
2)

ln
(H

2S
/

H
2)

ln
(C

H
4/

H
2)

[3
‑1

5‑
1]

49
8

0.
85

0.
77

0.
77

26
.0

1
18

.1
9

6.
84

31
.9

4
20

.6
9

7.
68

26
.5

4
18

.4
7

6.
87

 2
4

ilr
1

ilr
2

ilr
3

[3
‑1

4‑
1]

49
8

0.
85

0.
76

0.
77

26
.4

4
18

.4
5

7.
00

35
.1

7
21

.9
0

8.
12

27
.1

6
18

.8
9

7.
10

 2
5

ln
(C

O
2)

ln
(H

2S
)

ln
(C

H
4)

ln
(H

2)
[4

‑1
0‑

1]
49

8
0.

86
0.

80
0.

79
24

.9
3

17
.2

0
6.

47
59

.9
6

22
.6

4
8.

55
25

.8
0

17
.6

6
6.

58

 2
6

ln
(H

2S
/

CO
2)

ln
(C

H
4/

CO
2)

ln
(H

2/
CO

2)
ln

(H
2S

)
ln

(H
2S

/
H

2)
[5

‑5
‑1

]
49

8
0.

81
0.

78
0.

82
27

.8
6

20
.5

5
7.

81
32

3.
58

69
.7

4
24

.6
7

28
.3

4
20

.8
6

7.
87

W
G

_S
ub

D
B 3: 

 q 3=
97

 2
7

ln
(C

O
2)

[1
‑1

0‑
1]

97
0.

77
0.

73
0.

83
23

.9
5

17
.3

7
6.

31
12

6.
01

71
.7

5
25

.3
3

44
.3

9
36

.4
5

12
.6

0



Page 16 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1 

Ta
bl

e 
4 

(c
on

ti
nu

ed
)

A
N

N
In

pu
t v

ar
ia

bl
es

A
N

N
 

ar
ch

ite
ct

ur
e

St
at

is
tic

al
 e

va
lu

at
io

n 
m

et
ri

cs

O
ri

gi
na

l l
ea

rn
in

g 
 pr

oc
es

sa
Fu

ll 
 da

ta
b

A
ft

er
 a

pp
lic

ab
ili

ty
 

 co
nd

iti
on

sc

1
2

3
4

5
n 

da
ta

(r
) 

tr
ai

ni
ng

(r
) 

va
lid

at
io

n
(r

) 
te

st
in

g
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE
RM

SE
M

A
E

M
A

PE

 2
8

ln
(H

2S
)

[1
‑1

4‑
1]

97
0.

81
0.

83
0.

82
21

.6
2

15
.6

0
5.

81
57

.3
5

39
.2

4
14

.3
4

41
.0

9
32

.9
7

12
.0

2

 2
9

ln
(C

O
2/

H
2)

[1
‑4

‑1
]

97
0.

56
0.

59
0.

51
30

.5
1

22
.7

2
8.

25
49

.5
9

41
.8

0
14

.6
6

50
.6

3
42

.9
3

14
.6

2

 3
0

ln
(H

2S
/

H
2)

[1
‑8

‑1
]

97
0.

71
0.

71
0.

68
25

.9
8

19
.7

1
7.

01
52

.3
1

40
.8

3
15

.1
1

49
.8

0
38

.8
8

14
.1

2

 3
1

ln
(C

H
4/

CO
2)

ln
(H

2S
/

H
2)

[2
‑9

‑1
]

97
0.

86
0.

82
0.

73
20

.0
5

13
.4

7
4.

80
10

7.
09

61
.2

9
22

.3
4

52
.8

8
38

.8
0

13
.1

9

 3
2

H
2S

/
CO

2

C
H

4/ CO
2

H
2/

CO
2

[3
‑8

‑1
]

97
0.

90
0.

87
0.

86
16

.8
8

10
.6

3
3.

86
17

2.
56

67
.7

9
24

.8
9

36
.2

1
26

.8
3

9.
45

 3
3

ln
(H

2S
/

CO
2)

ln
(C

H
4/

CO
2)

ln
(H

2/
CO

2)
[3

‑8
‑1

]
97

0.
95

0.
92

0.
91

12
.5

6
8.

64
3.

08
93

.5
4

57
.1

7
20

.6
9

44
.1

5
31

.5
4

11
.2

3

 3
4

ln
(C

O
2/

H
2S

)
ln

(C
H

4/
H

2S
)

ln
(H

2/
H

2S
)

[3
‑8

‑1
]

97
0.

92
0.

90
0.

90
14

.8
3

10
.9

4
3.

88
63

.1
5

42
.5

9
16

.2
3

40
.5

4
29

.6
4

10
.5

7

 3
5

ln
(C

O
2/

C
H

4)
ln

(H
2S

/
C

H
4)

ln
(H

2/
C

H
4)

[3
‑1

1‑
1]

97
0.

94
0.

92
0.

86
14

.1
8

9.
64

3.
50

12
4.

97
65

.6
7

23
.3

0
50

.3
9

37
.1

0
12

.7
8

 3
6

ln
(C

O
2/

H
2)

ln
(H

2S
/

H
2)

ln
(C

H
4/

H
2)

[3
‑7

‑1
]

97
0.

92
0.

91
0.

79
15

.8
7

11
.4

5
4.

14
88

.9
5

53
.0

2
19

.1
7

45
.0

2
33

.7
3

11
.7

0

 3
7

ilr
1

ilr
2

ilr
3

[3
‑9

‑1
]

97
0.

92
0.

93
0.

82
16

.0
8

10
.7

4
3.

78
63

.2
4

40
.4

0
15

.0
3

35
.6

6
25

.9
4

9.
08

 3
8

ln
(C

O
2)

ln
(H

2S
)

ln
(C

H
4)

ln
(H

2)
[4

‑8
‑1

]
97

0.
94

0.
92

0.
92

14
.5

6
10

.3
3

3.
68

10
2.

77
64

.2
6

22
.8

6
43

.3
1

32
.9

4
11

.2
9

 3
9

ln
(H

2S
/

CO
2)

ln
(C

H
4/

CO
2)

ln
(H

2/
CO

2)
ln

(H
2S

)
ln

(H
2S

/
H

2)
[5

‑6
‑1

]
97

0.
92

0.
90

0.
88

15
.3

7
10

.7
5

3.
84

66
.4

5
44

.0
7

15
.7

2
39

.5
7

29
.2

7
10

.2
1

a  T
he

 g
lo

ba
l l

ea
rn

in
g 

pr
oc

es
s 

w
as

 re
po

rt
ed

 in
 P

ér
ez

‑Z
ár

at
e 

et
 a

l. 
(2

01
9)

: n
 d

at
a 

(n
um

be
r o

f s
am

pl
es

 u
se

d 
in

 e
ac

h 
su

b‑
da

ta
ba

se
); 

(r
) t

ra
in

in
g,

 v
al

id
at

io
n 

an
d 

te
st

in
g 

(t
he

 c
or

re
la

tio
n 

co
effi

ci
en

t c
al

cu
la

te
d 

be
tw

ee
n 

th
e 

bo
tt

om
‑h

ol
e 

te
m

pe
ra

tu
re

s 
(m

ea
su

re
d)

 a
nd

 th
e 

te
m

pe
ra

tu
re

 e
st

im
at

es
 (p

re
di

ct
ed

) b
y 

A
N

N
s;

 R
M

SE
, M

A
E 

an
d 

M
A

PE
 (r

es
id

ua
ls

 c
al

cu
la

te
d 

be
tw

ee
n 

th
e 

bo
tt

om
‑h

ol
e 

te
m

pe
ra

tu
re

s 
an

d 
te

m
pe

ra
tu

re
 e

st
im

at
es

 b
y 

A
N

N
s)

b  F
ul

l d
at

a:
 R

M
SE

, M
A

E 
an

d 
M

A
PE

 (r
es

id
ua

ls
 c

al
cu

la
te

d 
us

in
g 

th
e 

la
rg

es
t r

ep
re

se
nt

at
iv

e 
su

b‑
da

ta
ba

se
:  q

1 =
 5

27
)

c  A
ft

er
 a

pp
lic

ab
ili

ty
 c

on
di

tio
ns

: R
M

SE
, M

A
E 

an
d 

M
A

PE
 (r

es
id

ua
ls

 c
al

cu
la

te
d 

us
in

g 
th

e 
sa

m
pl

es
 th

at
 fu

lfi
l t

he
 a

pp
lic

ab
ili

ty
 c

on
di

tio
ns

 o
f t

he
 A

N
N

 a
rc

hi
te

ct
ur

es
 (r

ep
or

te
d 

in
 T

ab
le

 8
)



Page 17 of 41Acevedo‑Anicasio et al. Geotherm Energy             (2021) 9:1  

To apply the MCDA, it was necessary to normalize the resulting thirteen statistical 
metrics (Table 4). The normalization was performed either to minimize or maximize the 
evaluation metrics using the methodology proposed by Dincer and Acar (2015).

For example, in the particular case of the residual errors (RMSE, MAE, and MAPE), 
the best efficiency of the ANN prediction models would be given when these metrics 
achieve lower values, whereas for the linear correlation coefficient (r), higher values 
would be desirable. For the statistical residual (SRi), or the minimization obtained during 
the global learning and application processes of the ANNs, normalized data were calcu-
lated by using the RMSE, MAE, and MAPE results and the following equation:

whereas for the maximization, the normalized data was determined by using the follow-
ing equation:

where SPi are the statistical regression parameters: n (the data number used by each 
database) and r, the correlation coefficients, which were obtained from the training, vali-
dation, and testing of the ANNs.

The MCDA is suggested as an optimized method for the integral evaluation of various 
statistical metrics among predictor models using different scenarios to achieve a specific 
objective function (Adem and Geneletti 2018). To apply the MCDA, the Multi-Attribute 
Value Theory (MAVT) algorithm was used (Santoyo-Castelazo 2011; Santoyo-Castelazo 
et al. 2011; Santoyo-Castelazo and Azapagic 2014; Estévez et al. 2018). This algorithm 
required the determination of partial value functions, and the estimation of weighting 
factors for each evaluation metric. The global value function V(s) which represents the 
total score to be obtained by any ANN architecture in each scenario s is calculated as 
follows:

where wi and u(s) are the weighting factors used by the evaluation metric, and the value 
function which provides the metric efficiency for each ANN architecture and scenario, 
respectively; and E is the total number of the evaluation metrics.

Wang et al. (2009) suggested the use of variable weighting factors by considering the 
importance of the scenarios assumed on the predictor model efficiency. To apply the 
MCDA method, Santoyo-Castelazo and Azapagic (2014) suggested the use of a sensitiv-
ity analysis to determine the ranking score of prediction models based on different sce-
narios that enable indicators (or statistical metrics) to be varied under certain weighting 
criterion. In this work, the sensitivity analysis was applied for evaluating the prediction 
efficiency of each ANN model in the calculation of reservoir temperatures using four 
different scenarios (S), where thirteen statistical metrics were comprehensively analysed 
by assigning the following weighting criteria:

(2)Normalized Datai =
SRmax − SRi

SRmax − SRmin
× 10

(3)Normalized Datai =
SPi − SPmin

SPmax − SPmin
× 10,

(4)V (s) =
E
∑

i=1

wiu(s),
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– (S-1)  Equal weighting factors assigned to the statistical metrics computed for the 
three analysis cases already postulated:  AC1 (global learning processes);  AC2 (the 
generalization case); and  AC3 (the applicability restrictions imposed by each ANN 
model), i.e.  AC1 = AC2 = AC3, Fig. 1b; see Additional file 1: Table S1.

– (S-2)  Greater weighting factors assigned to the seven statistical metrics computed 
for the  AC1 (global learning processes) in comparison with equal weighting values 
assumed for the metrics of the  AC2 and  AC3, i.e.  AC1 > (AC2 = AC3), Fig.  1b; see 
Additional file 1: Table S2.

– (S-3)  Greater weighting factors assigned to the three statistical metrics computed 
for the  AC2 (the generalization case) in comparison with equal weighting values 
assumed for the metrics of the  AC1 and  AC3, i.e.  AC2 > (AC1 = AC3), Fig.  1b; see 
Additional file 1: Table S3.

– (S-4)  Greater weighting factors assigned to the three statistical metrics computed 
from the  AC3 (the restricted case of the applicability conditions) in compari-
son with equal weighting values assumed for the metrics of the  AC1 and  AC2, i.e. 
 AC3 > (AC1 = AC2), Fig. 1b; see Additional file 1: Table S4.

After applying the MCDA (by means of the algorithm represented in Fig. 1b), the 
best ANN architectures were optimally selected and used for the development of the 
new gas geothermometers. A summarized description of the ranking score obtained 
by each ANN together with the optimal selection results are reported in Table 5. A 
full report containing all MCDA calculations obtained for the thirty-nine ANNs is 
reported in Additional file 1: Tables S1 to S4.

GasGeo_Eq

This module was created to describe the new gas geothermometer equations inferred 
from the best ANNs (from here referred as  GasG1 to  GasG8), and their applicability con-
ditions. Table 6 summarizes the eight ANNs that were optimally selected for the devel-
opment of the new gas geothermometer equations. The number of neurons used for 
the three layers of the ANNs (input, hidden, and output) are included. The input vari-
ables used by each ANN are also reported, including their relative contribution (in %) 
obtained from the sensitivity analysis (Garson 1991). Weighting and bias coefficients of 
the optimal ANNs are reported in Table 7. These coefficients were used for the devel-
opment of each gas geothermometer  (GasGi, i = 1 to 8) by using the following general 
equation (Eq. 5):

where X is the input variable; IW and b1 represent the associated coefficients to the 
input–hidden layers of the ANN; and LW and b2 are the coefficients for the hidden–out-
put layers. The subscripts k, m, and n refer to input, hidden, and output neurons, respec-
tively, whereas α represents a normalization factor equal to 214 for the  GasG1,  GasG2, 
 GasG6, and  GasG8, and 193 for the remaining geothermometers  (GasG3,  GasG4,  GasG5, 
and  GasG7).

(5)

BHTGasGi

�◦C
�

=











�

�m
j=1

�

LW(m,n) ·
�

2
1+exp(−2·(

�

k IW(m,k) ·X(k)+b1(m)))
− 1

��

+ b2(n)

�

+ 1

2



 · α







+170,
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Considering the complexity of the Eq. (5), it is pertinent to assume that a future appli-
cation of the eight geothermometric equations could be discouraged by users when 
compared with simple equations already proposed from the existing gas geothermom-
eters (Table 3). To overcome this limitation, a computer program (GaS_GeoT) codified 

Table 5 Ranking score and  optimal selection of  the  eight ANN architectures using 
the MCDA method

a Neural network models that represent the new gas geothermometer equations proposed in this work

Ranking/
best 
selection

Neural 
network 
model

ANN 
architecture

Score Score average

Scenario 1 Scenario 2 Scenario 3 Scenario 4

1 ANN‑22a [3‑34‑1] 8.45 8.12 8.58 8.74 8.47

2 ANN‑12a [4‑13‑1] 8.38 7.98 8.68 8.57 8.40

3 ANN‑25a [4‑10‑1] 8.23 7.94 8.37 8.45 8.25

4 ANN‑13a [5‑9‑1] 8.18 7.78 8.50 8.36 8.20

5 ANN‑23a [3‑15‑1] 8.12 7.76 8.39 8.31 8.15

6 ANN‑7a [3‑18‑1] 8.11 7.68 8.45 8.32 8.14

7 ANN‑9a [3‑15‑1] 8.04 7.63 8.37 8.21 8.06

8 ANN‑20a [3‑18‑1] 8.02 7.68 8.31 8.15 8.04

9 ANN‑24 [3‑14‑1] 7.97 7.62 8.23 8.14 7.99

10 ANN‑10 [3‑9‑1] 7.95 7.55 8.29 8.10 7.97

11 ANN‑8 [3‑9‑1] 7.76 7.33 8.13 7.92 7.78

12 ANN‑11 [3‑9‑1] 7.74 7.32 8.11 7.90 7.77

13 ANN‑6 [3‑12‑1] 7.49 7.09 7.87 7.60 7.51

14 ANN‑21 [3‑6‑1] 7.33 6.96 7.71 7.42 7.36

15 ANN‑37 [3‑9‑1] 7.22 7.44 7.12 7.04 7.21

16 ANN‑19 [3‑27‑1] 6.89 6.86 6.68 7.16 6.90

17 ANN‑39 [5‑6‑1] 6.86 7.22 6.75 6.50 6.83

18 ANN‑34 [3‑8‑1] 6.84 7.24 6.75 6.43 6.82

19 ANN‑33 [3‑8‑1] 6.46 7.19 6.05 5.95 6.41

20 ANN‑38 [4‑8‑1] 6.06 6.82 5.55 5.61 6.01

21 ANN‑15 [1‑34‑1] 5.95 5.53 6.47 5.95 5.97

22 ANN‑32 [3‑8‑1] 5.98 6.58 5.24 5.97 5.94

23 ANN‑36 [3‑7‑1] 5.96 6.54 5.76 5.44 5.93

24 ANN‑14 [1‑33‑1] 5.87 5.52 6.31 5.87 5.89

25 ANN‑28 [1‑14‑1] 5.88 6.06 6.08 5.45 5.87

26 ANN‑1 [1‑32‑1] 5.69 5.23 6.25 5.70 5.72

27 ANN‑2 [1‑3‑1] 5.62 5.18 6.18 5.61 5.65

28 ANN‑3 [1‑13‑1] 5.56 5.10 6.13 5.56 5.59

29 ANN‑26 [5‑5‑1] 5.56 5.95 4.56 6.06 5.53

30 ANN‑16 [1‑16‑1] 5.42 5.02 5.97 5.36 5.44

31 ANN‑35 [3‑11‑1] 5.49 6.44 5.02 4.79 5.43

32 ANN‑5 [2‑28‑1] 5.06 4.47 5.71 5.15 5.10

33 ANN‑18 [2‑34‑1] 4.98 4.47 5.61 4.98 5.01

34 ANN‑31 [2‑9‑1] 4.67 5.37 4.47 4.00 4.63

35 ANN‑30 [1‑8‑1] 4.42 4.57 4.86 3.79 4.41

36 ANN‑27 [1‑10‑1] 4.20 4.74 3.83 3.89 4.16

37 ANN‑17 [1‑25‑1] 3.51 2.90 4.31 3.46 3.54

38 ANN‑4 [1‑26‑1] 3.47 2.81 4.30 3.47 3.51

39 ANN‑29 [1‑4‑1] 3.30 3.23 3.96 2.73 3.31
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Table 7 Weighting and  bias coefficients of  the  best ANN models (new gas 
geothermometers:  GasG1 to  GasG8)

Neuron IW(m,k) b1(m,1) LW(m,n) b2(n)

Input 
variable 1

Input 
variable 2

Input 
variable 3

Input 
variable 4

Input 
variable 5

Bias Weight Bias

GasG1 (k = 3, m = 18, n = 1)

 1 − 10.4966 − 1.1378 0.8463 9.5785 − 1.7731 − 1.0356

 2 22.0807 − 12.9076 19.0550 − 10.6989 − 0.4489

 3 − 14.8833 4.3913 − 0.1612 8.5887 4.2903

 4 − 51.9879 − 0.3416 5.9872 19.3727 − 0.2385

 5 16.7261 − 4.8153 − 0.0926 − 9.4315 4.2683

 6 4.3149 3.8523 − 5.4022 − 0.5974 0.8856

 7 10.5391 − 20.9557 33.7107 2.5871 − 0.2241

 8 − 2.0890 1.1073 20.2039 7.9015 0.3611

 9 0.5418 1.3637 − 2.3029 0.0489 − 3.3014

 10 − 5.6519 0.9427 4.8160 1.3659 − 10.5466

 11 1.1402 − 3.2332 2.6054 − 4.1995 1.5774

 12 5.2141 − 0.5295 − 4.0756 − 1.3200 − 7.5987

 13 3.6485 − 19.4886 − 0.8257 12.7539 5.0275

 14 − 4.4414 0.0312 0.4327 4.3220 6.0399

 15 − 3.5400 − 0.7734 3.5304 1.4321 − 2.7057

 16 − 4.0591 19.9584 0.6652 − 13.0292 5.0045

 17 5.5351 − 1.0741 − 5.2122 − 1.3846 − 4.8823

 18 2.7430 1.2762 0.3413 1.2202 − 0.9442

GasG2 (k = 3, m = 15, n = 1)

 1 − 74.7200 − 29.3826 71.2961 − 9.1189 0.1740 − 0.4764

 2 − 51.6547 21.8776 5.1177 13.0007 − 0.3961

 3 − 0.5704 − 8.5959 11.2749 1.0424 − 11.5175

 4 − 2.8170 − 5.8255 2.3507 6.9290 0.1195

 5 138.9491 − 164.2573 14.7326 − 2.4335 − 0.2194

 6 10.0731 10.0604 3.4971 − 0.7834 − 10.0376

 7 8.2489 8.4971 2.0266 − 0.4685 20.6834

 8 − 6.9094 4.3475 2.2922 0.6182 0.5344

 9 − 0.6145 − 8.8942 11.4466 0.9874 11.3964

 10 − 6.5749 − 7.2235 − 1.1089 0.2658 10.8816

 11 − 109.4214 3.9406 18.2203 − 19.5511 − 0.2835

 12 68.6847 − 37.4115 − 78.8355 0.2217 0.1522

 13 − 7.8109 1.3878 − 6.8636 − 9.5630 − 14.2420

 14 8.0752 − 1.1217 7.0651 10.1010 − 13.8272

 15 − 20.7201 10.9331 − 12.9707 − 8.4363 − 0.2044

GasG3 (k = 3, m = 18, n = 1)

 1 0.2605 − 2.8324 0.7405 − 4.6395 0.0965 − 0.6741

 2 − 4.1589 5.9679 0.2775 5.0844 0.4591

 3 1.2094 13.6531 3.8001 − 6.2841 0.1207

 4 − 18.5398 0.6195 0.5262 10.0722 − 0.5122

 5 2.7557 − 5.8167 2.0639 − 6.4099 0.0843

 6 − 2.5005 − 0.3730 − 2.0823 − 0.7033 − 2.6769

 7 − 8.7356 3.4340 1.9566 5.5936 − 0.4428

 8 − 3.9373 − 0.2286 3.8324 1.0464 − 0.6335

 9 2.1539 0.4060 3.8254 1.0421 − 3.2267

 10 0.5414 12.1314 0.1324 − 0.6745 0.5703
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Table 7 (continued)

Neuron IW(m,k) b1(m,1) LW(m,n) b2(n)

Input 
variable 1

Input 
variable 2

Input 
variable 3

Input 
variable 4

Input 
variable 5

Bias Weight Bias

 11 2.4237 9.6744 0.8198 − 1.0205 − 0.4172

 12 2.1196 0.1036 − 0.6293 − 1.2896 − 1.8327

 13 − 3.1159 − 1.4763 0.4641 − 5.7187 − 0.1605

 14 0.8259 1.6177 9.0616 1.9310 1.2339

 15 3.6085 − 2.0623 − 2.2694 5.3824 − 0.1270

 16 − 13.5662 1.6842 − 2.0641 3.1308 − 0.3221

 17 1.0129 4.8087 0.1825 4.8000 − 0.2732

 18 4.7110 6.9895 − 4.6717 − 2.6020 − 0.2882

GasG4 (k = 3, m = 34, n = 1)

 1 0.8413 1.0481 4.5492 − 4.3604 0.5430 0.7175

 2 1.6852 − 1.1809 4.0247 − 4.2626 − 0.6184

 3 − 3.1846 3.0345 0.6129 4.2989 0.4547

 4 − 2.4474 − 2.2656 3.1111 3.6910 − 0.1940

 5 − 1.7082 4.3553 1.0333 3.4071 − 2.2762

 6 − 4.8797 6.0548 0.1265 2.8825 1.9591

 7 0.4419 4.7801 0.6585 − 1.5392 2.1423

 8 1.9559 3.0935 − 4.7555 − 1.7757 3.0085

 9 − 0.3619 − 5.2932 6.4612 1.1353 3.5850

 10 1.5416 − 1.9525 4.7684 − 2.3951 2.4549

 11 − 4.0310 − 2.8368 8.6461 2.0696 − 3.2083

 12 1.3875 2.8019 2.1562 − 0.2151 − 2.1271

 13 − 6.2492 − 0.8381 4.9963 − 0.5368 2.3720

 14 − 5.4812 − 2.5508 0.2280 1.4242 2.2546

 15 1.2885 3.7342 − 3.5705 − 1.3129 − 3.2678

 16 0.6120 6.8702 1.6604 0.4849 5.1290

 17 − 8.0473 7.0992 3.3462 − 0.6557 6.2486

 18 − 6.5842 4.8933 4.9639 − 0.5687 − 5.3591

 19 2.0680 − 2.0030 3.2922 0.5423 1.8140

 20 − 2.7406 9.8262 8.5937 2.1876 0.6365

 21 7.7279 2.7843 − 10.4992 0.5845 1.5671

 22 − 10.3807 11.2299 1.2403 − 0.8739 − 3.2182

 23 − 2.5572 − 7.6695 − 0.8698 − 1.1968 2.8984

 24 6.7225 − 3.9473 2.0077 2.1102 − 4.8149

 25 12.5036 3.5952 − 5.8924 2.4635 0.5574

 26 1.1006 − 0.6048 − 4.1736 2.9012 − 0.9523

 27 − 3.2534 5.5943 − 2.5071 − 0.9127 2.2162

 28 6.1765 2.4106 − 1.4982 5.4936 7.1628

 29 − 8.6020 4.5660 − 3.5287 − 3.1652 − 3.1148

 30 2.2915 − 3.0145 − 2.4441 3.5085 0.0843

 31 − 5.0789 − 1.0713 − 4.5243 − 7.5724 − 3.3251

 32 − 1.0222 2.7998 − 5.5370 − 3.9064 − 2.1729

 33 − 10.9591 − 4.7211 4.3928 − 8.6022 3.8019

 34 6.5221 1.8689 2.3093 8.0946 − 5.0940

GasG5 (k = 3, m = 15, n = 1)

 1 4.6610 9.3354 − 2.9977 − 10.1278 1.2400 − 1.9220

 2 − 2.0011 3.1019 4.6559 1.5880 2.0416

 3 − 1.3652 − 6.8953 0.2085 − 4.3337 − 3.5757

 4 2.2086 6.9970 − 0.7490 4.9651 − 3.5151
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Table 7 (continued)

Neuron IW(m,k) b1(m,1) LW(m,n) b2(n)

Input 
variable 1

Input 
variable 2

Input 
variable 3

Input 
variable 4

Input 
variable 5

Bias Weight Bias

 5 15.0925 12.5673 − 1.6365 − 2.8091 − 0.6210

 6 − 0.2917 − 4.4285 − 4.8459 − 2.2553 1.9381

 7 − 1.4554 − 3.8719 0.6722 0.5524 − 3.7513

 8 14.6274 − 18.1442 1.1720 2.4447 − 0.3234

 9 − 4.1866 2.2442 6.8280 − 2.1283 0.5290

 10 1.2033 − 3.7615 − 7.3399 1.4214 0.4381

 11 − 0.9754 − 5.1881 0.8466 0.5475 2.5457

 12 − 4.1395 − 8.2389 14.8899 − 5.2272 − 0.1067

 13 4.3414 15.7990 7.7251 − 8.5051 − 0.5169

 14 3.0032 0.5427 0.7922 2.7043 2.2648

 15 − 0.2435 3.8179 0.3571 − 2.9697 − 1.0737

GasG6 (k = 4, m = 13, n = 1)

 1 − 7.0424 1.0592 0.5872 − 4.9261 − 0.9909 0.6853 − 1.4850

 2 − 7.7923 0.7611 2.4586 11.5728 3.6960 1.0193

 3 − 4.0733 − 1.6240 1.7513 − 3.4984 − 0.9385 − 0.7838

 4 − 2.3369 − 9.6032 0.3973 − 0.2256 4.4306 − 0.6460

 5 4.6053 3.2060 − 6.2870 2.5629 0.3976 − 1.5127

 6 4.7627 2.8469 − 6.2893 3.3543 0.4991 1.4433

 7 − 0.7276 5.4561 1.5209 4.0939 2.8770 3.4748

 8 − 6.3221 5.2401 − 0.0758 − 1.8561 − 3.3356 − 0.7253

 9 0.0618 3.3627 0.2201 2.8292 − 5.0749 − 3.2557

 10 1.3088 1.8037 0.9426 6.5565 2.9480 − 2.2063

 11 5.6895 3.8142 − 3.7349 0.3184 3.0027 − 0.6407

 12 3.5135 − 3.4591 2.5028 − 4.2444 5.3923 − 1.8108

 13 − 1.2860 − 6.6278 − 2.7831 − 3.4112 − 2.6695 2.0116

GasG7 (k = 4, m = 10, n = 1)

 1 7.9032 − 0.6015 0.7257 − 0.8062 − 4.9130 − 0.4283 − 0.6240

 2 − 2.9711 − 3.8961 − 0.3714 5.0930 2.1358 − 0.4423

 3 0.6463 − 1.2954 0.1709 7.7610 − 0.2102 6.7284

 4 4.6109 − 0.1063 − 18.6311 − 1.7928 − 3.7415 − 4.8884

 5 − 8.3235 2.7237 − 6.0207 − 4.6909 − 1.0212 0.7313

 6 5.7018 − 4.4436 7.5091 − 5.5924 7.9518 7.8252

 7 − 5.6660 3.7079 − 8.5863 7.8219 − 8.8848 7.7244

 8 − 0.5289 1.7097 − 0.2783 − 8.7773 0.0500 6.2932

 9 5.7362 − 0.4683 − 22.2945 − 1.7934 − 4.4083 4.7232

 10 8.8670 − 2.9926 − 0.6986 8.4312 6.8119 0.9991

GasG8 (k = 5, m = 9, n = 1)

 1 22.4842 − 33.9535 − 29.5633 15.8975 48.5322 20.3047 0.1346 − 1.3893

 2 3.4291 0.5420 1.0172 − 4.9756 4.5659 0.9671 1.6130

 3 − 14.4388 3.7895 − 7.2506 79.5516 5.1701 − 33.4122 0.2263

 4 − 43.2597 − 1.2331 − 24.8234 50.0978 − 9.2286 − 14.9195 − 0.6028

 5 − 2.2463 0.2702 0.2465 2.9529 1.1975 − 1.8629 − 19.6929

 6 48.8397 − 3.6155 19.3550 − 55.8381 20.4814 10.5299 − 0.2055

 7 − 2.9234 − 0.2702 − 0.2371 5.0167 − 2.1591 − 0.3359 9.1898

 8 − 3.2910 − 0.3027 − 0.4428 6.2711 − 2.9274 − 0.4075 − 7.1448

 9 1.7139 − 0.3069 1.3356 − 4.0765 − 0.0239 2.9979 − 17.7178

The input variables of each new gas geothermometer are reported in Table 6. The subscripts k, m and n refer to input, 
hidden and output neurons, respectively
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in Java object-oriented programming was created. This program was developed for the 
effective use of the new gas geothermometer equations for the calculation of geothermal 
temperatures from gas-phase compositions  (CO2,  H2S,  CH4, and  H2). GaS_GeoT and 
a quick user manual are available in the public server (https ://githu b.com/ANNGr oup/
GaS_GeoT.git).

The applicability conditions of the new gas geothermometers  (GasG1 to  GasG8) are 
reported in Table 8. These limits are the min–max values of concentration and tempera-
ture used during the ANN learning processes. The gas concentrations must be given in 
mmol/mol units (dry-basis), whereas the temperature in °C.

The input variables for the  GasG1–GasG5 and  GasG8 are given by the natural loga-
rithm values (dimensionless) because these equations use gas ratios, whereas for the 
 GasG6 and  GasG7, the input variables are directly given in mmol/mol units.

GasGeo_Lit

This module was created to carry out a comparison of prediction efficiencies among 
the new  (GasG1 to  GasG8) and existing gas geothermometers using their temperature 
estimates. Twenty-five existing gas geothermometers have been included in Table 3. 
The fundamental criteria for selecting these geothermometers were as follows: (i) the 
determination of temperatures as a direct function of gas concentrations; and (ii) the 
use of gas concentrations  (CO2,  H2S,  CH4,  H2, and  N2) most commonly applied in 
geothermometric studies.

GasChemT_Wells

This module was created for compiling the NWGDB (nw = 265) with data that were 
not used in the ANN learning process. NWGDB contains compositions (in mmol/
mol, dry-basis) of major  (CO2 and  H2S) and trace  (H2,  N2,  CH4) geothermal gases, 

Fig. 3 Location of the worldwide geothermal fields used for the creation of the new Geochemical Database 
(NWGDB). The updated world geothermal power generation is also shown

https://github.com/ANNGroup/GaS_GeoT.git
https://github.com/ANNGroup/GaS_GeoT.git
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and BHT measurements (in °C) logged in wells from thirteen world geothermal fields 
(Fig.  3): (1) Berlin geothermal field (BGF), El Salvador (compiled from: Renderos 
2002; n = 41: collected from a LIQDR); (2) Zunil geothermal field (ZGF), Guatemala 
(Giggenbach et  al., 1992; n = 4: LIQDR); (3) Krafla geothermal field (KGF), Iceland 
(Stefánsson 2017; n = 8: LIQDR); (4) Kamojang geothermal field (KaGF), Indonesia 
(Laksminingpuri and Martinus 2013; n = 10: VAPDR); (5) Sibayak geothermal field 
(SGF), Indonesia (Abidin et  al. 2005; n = 9: LIQDR); (6) Amiata geothermal field 
(AGF), Italy (Chiodini and Marini 1998; n = 4: VAPDR); (7) Larderello geothermal 
field (LGF), Italy (Chiodini and Marini 1998; n = 30: VAPDR); (8) Olkaria geothermal 
field (OGF), Kenya (Karingithi et al. 2010; Wamalwa 2015; n = 29: 13 data collected 
from a LIQDR and 16 from a VAPDR); (9) Cerro Prieto geothermal field (CPGF), 
Mexico (Nieva et al. 1982; Nehring and D’Amore 1984; n = 9: LIQDR); (10) Las Tres 
Virgenes geothermal field (LTVGF), Mexico (Verma et al. 2006; n = 4: LIQDR); (11) 
Los Azufres geothermal field (LAGF), Mexico (Nieva et  al. 1985 and 1987; Santoyo 
et  al., 1991; Arellano et  al., 2005; Barragán et  al., 2005, 2008, 2012; n = 36: 21 data 
collected from a LIQDR and 15 from a VAPDR; (12) Los Humeros geothermal field 
(LHGF), Mexico (López-Mendiola and Munguía, 1989; Tello et  al., 2000; Arellano 
et  al. 2003, 2015; n = 72: 60 data compiled from a LIQDR and 12 from a VAPDR); 
and (13) Palinpinon geothermal field (PGF), Philippines (D’Amore et  al.1993; n = 9: 
LIQDR).

To perform the analysis of prediction efficiency in new and existing gas geother-
mometers, the input data compiled in NWGDB were classified in two major groups: 
Group-1, LIQDR (g1 = 178), and Group-2, VAPDR (g2 = 87). A complete version of the 
NWGDB is reported in Additional file 1: Table S5.

GasGeoT_Calc

This module was created to describe the new computer program GaS_GeoT and the 
effective use of the new gas geothermometers  (GasG1 to  GasG8). The user interface 
and a calculation routine of geothermal reservoir temperatures by using GaS_GeoT are 
also described. Before running GaS_GeoT and to apply the twenty-five geothermom-
eter equations (Table 3), the concentration units of the gas-phase compositions and the 
applicability conditions of each gas geothermometer were verified (Table 8).

To proceed with the calculation of the reservoir temperatures, all gas geothermom-
eters were executed (see Fig. 1a). As one of the goals of this work was focused on the 
effective use of the new gas geothermometers  (GasG1 to  GasG8), the calculation process 
used by GaS_GeoT is schematically referred in five major sections of Fig. 4 and summa-
rized as follows.

To open or upload the input data through the File option (menu 4.1 in Fig. 4), an Excel 
spreadsheet (with a filename extension: xlsx) is required. This file must contain eight col-
umns: Column 1, Sample ID (numerical data: integer); Columns 2–4: Geothermal Well, 
Geothermal Field, and Country information, respectively (in alphanumerical format); 
and the Columns 5–8, to enter the gas-phase compositions of the gases  CO2,  H2S,  CH4, 
and  H2 in mmol/mol (dry-basis), respectively (numerical data in floating format).
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Fig. 4 Schematic flow diagram and menu screens that show the execution of the computer program GaS_
GeoT for the estimation of geothermal reservoir temperatures
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In the Help option (menu 4.2 in Fig. 4), a template file with some input data examples 
is available as a useful query. A User’s Manual is also included in the Help option of the 
program, and the public server (https ://githu b.com/ANNGr oup/GaS_GeoT.git).

Two additional menu options appear in the main screen of GaS_GeoT: Validation and 
Geothermometers. The Validation menu option performs an input data validation for 
checking the existence of typographical mistakes in the  CO2,  H2S,  CH4, and  H2 com-
positions (menu 4.3 in Fig. 4). The Geothermometers menu option invokes a computer 
subroutine which will make either the total or partial selection of the gas geothermom-
eters  (GasG1 to  GasG8) by checking their corresponding boxes (menu 4.4 in Fig. 4). After 
selecting the geothermometers, the calculation of temperatures is performed, and the 
GaS_GeoT will prompt the user to provide an output file name to print a report with the 
gas-phase compositions, and the temperature estimates calculated by the new gas geo-
thermometers. An alternative output option is also requested by GaS_GeoT for display-
ing the output results on screen (option 4.5 in Fig. 4).

After applying GaS_GeoT and twenty-five existing geothermometers to the gas-phase 
composition of NWGDB (LIQDR g1 = 178 and VAPDR g2 = 87), an output file with all 
the temperature estimates is generated both to carry out the geochemometric evalua-
tion, and to estimate the prediction efficiencies of the thirty-three gas geothermometers 
(Fig. 1a). A complete version of the output file is reported in Additional file 1: Tables S6 
and S7, which contain the results obtained from the new and existing gas geothermom-
eters, respectively.

GasGeo_Geochem

This module was developed to perform the geochemometric analyses using the tem-
perature estimates obtained from new and existing gas geothermometers. To carry 
out these analyses, the following statistical metrics were applied: (1) Percent Differ-
ence, DIFF%; (2) Root Mean Square Error, RMSE; (3) Mean Absolute Error, MAE; 
(4) Mean Absolute Percentage Error, MAPE; and (5) the Difference Coefficient Ratio 
or statistical Theil’s U test. As these metrics require the knowledge of actual bot-
tom-hole temperatures, most of these were used as accuracy measures. The calcula-
tion equations used by these metrics are summarized in Table 9. RMSE, MAE, and 
MAPE metrics are interpreted as statistical residuals obtained between the bottom-
hole temperatures  (BHTm) and the temperature estimates predicted by any gas geo-
thermometer, whereas the metrics DIFF% and Theil’s U require a previous analysis. 
For example, when the DIFF% value is positive, the calculated temperature is greater 
than the  BHTm of the respective geothermal well (which means an overestimation) 
and vice versa. Differences (DIFF%) either positive or negative ≤ 20% are assumed as 
acceptable estimates by considering the total propagated errors that are commonly 
quantified in some solute geothermometers (Verma and Santoyo 1997; García-López 
et al. 2014).

On the other hand, the statistical Theil’s U is recommended for evaluating the 
prediction efficiency among several predictor models (Theil 1961). This metric was 
therefore used to evaluate the efficiency of the new geothermometers  (GasG1 to 
 GasG8) among other existing gas geothermometers. If the calculated values for the 

https://github.com/ANNGroup/GaS_GeoT.git
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Theil’s coefficient ratios are less than 1, it means that the errors obtained by the new 
geothermometers are lower than that those obtained from the existing geothermom-
eters and vice versa (Álvarez del Castillo et al. 2012).

Results and discussion
After applying thirteen evaluation metrics and the MCDA, the thirty-nine ANNs 
were ranked (Table 5). Based on these optimization results, eight new gas geother-
mometers were successfully developed (Table  6): (1)  GasG1 [ln(H2S/CO2), ln(CH4/
CO2), ln(H2/CO2)]; (2)  GasG2 [ln(CO2/CH4), ln(H2S/CH4), ln(H2/CH4)]; (3)  GasG3 
[ln(H2S/CO2), ln(CH4/CO2), ln(H2/CO2)]; (4)  GasG4 [ln(CO2/CH4), ln(H2S/CH4), 
ln(H2/CH4)]; (5)  GasG5 [ln(CO2/H2), ln(H2S/H2), ln(CH4/H2)]; (6)  GasG6 [ln(CO2), 
ln(H2S), ln(CH4), ln(H2)]; (7)  GasG7 [ln(CO2), ln(H2S), ln(CH4), ln(H2)]; and (8) 
 GasG8 [ln(H2S/CO2), ln(CH4/CO2), ln(H2/CO2), ln(H2S), ln(H2S/H2)].

By considering the gas-phase compositions and the  BHTm measurements com-
piled in the NWGDB (nw = 265), thirteen geothermal fields of the world (Berlin, 
Zunil, Krafla, Kamojang, Sibayak, Amiata, Larderello, Olkaria, Cerro Prieto, Las 
Tres Virgenes, Los Azufres, Los Humeros, and Palinpinon) were used for the geo-
chemometric evaluation (see Additional file 1: Table S5). The geothermal reservoir 
temperatures estimated by applying the new gas geothermometers (GaS_GeoT) 
along with twenty-five existing geothermometers are reported in Additional file  1: 
Tables S6 and S7, respectively.

The prediction efficiency for all the gas geothermometers to determine reservoir 
temperatures was compared with measured  BHTm values using the evaluation met-
rics (DIFF%, RMSE, MAE, MAPE, and Theil’s U). A summary of the prediction effi-
ciency results is reported in Table 10. A full version of this statistical comparison is 
also reported in Additional file 1: Tables S8 to S13.

Results for wells located in LIQDR

The reservoir temperatures estimated for the gas phase compositions from LIQDR 
using the new gas geothermometers  (GasG1 to  GasG8) and twenty-five existing gas 
geothermometers were statistically compared with the corresponding BHTs, and the 
obtained results are presented as rounded-off values in the following sections:

Analysis of the DIFF% metric

The percent difference (DIFF%) calculated from the temperature estimates by all the 
thirty-three gas geothermometers (new and existing) and BHTs shows better efficien-
cies by the newly gas geothermometers  (GasG1 to  GasG8) with 91 to 96% of the pre-
dicted temperatures falling within the limits of acceptance (DIFF% ± 20%; Table 10). 
This behaviour is clearly observed when the temperature estimates are plotted against 
the measured BHTs (Fig. 5a–d). However, only four existing geothermometers from 
the literature (ND84c, AG85b, AG85d, and AG85f ) predicted 85 to 88% of the tem-
peratures in the same acceptable limits (Table 10 and Fig. 6a–d). About 55–63% of the 
estimated reservoir temperatures are overestimated (with DIFF% ≤ 20%), 30–34% of 
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the temperatures are underestimated (with DIFF% ≤ 20%), and 5–12% are equal (with 
DIFF% ≤ 1%), by the eight new gas geothermometers  (GasG1 to  GasG8), when com-
pared to the BHTs, respectively (Table 10).

a e

b f

c g

d h

Fig. 5 Results of a comparative analysis between measured  (BHTm) and temperature estimates calculated for 
the new gas geothermometers  (BHTGaS_GeoT). The plots a–d show the temperature results predicted by the 
new geothermometers for LIQDR wells, whereas the plots e–h] show the results for VAPDR. n* is the number 
of samples that fulfil the applicability conditions of each new gas geothermometer (Table 8). Dotted and 
dashed lines represent a hypothetical variability of the ± 10% and ± 20% with respect to the BHT mean value, 
respectively
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Table 9 Statistical metrics used for  evaluating the  prediction efficiency of  gas 
geothermometers (new and existing)

BHTm(i) is the bottom‑hole temperature measured in a geothermal well; BHTCALC(i) is the temperature calculated by any gas 
geothermometer; BHTGaS_GeoT(i) is the temperature calculated by the new gas geothermometers  (GasG1 to  GasG8); BHTGasGeo_

Lit(i) is the temperature calculated by the existing gas geothermometers (Table 3), and n is the total number of gas samples

Statistical metric Calculation equation Equation 
number

Reference

Percent difference 
(DIFF%)

DIFF% =
[(

BHTCALC(i)−BHTm(i)

BHTm(i)

)

× 100
]

(6) García‑López et al. (2014)

Root mean square 
error (RMSE) RMSE =

√

1
n

n
∑

i=1

(

BHTm(i) − BHTCALC(i)
)2

(7) Willmott et al. (2009)

Mean absolute error 
(MAE) MAE = 1

n

n
∑

i=1

∣

∣BHTm(i) − BHTCALC(i)
∣

∣

(8) Wang and Lu (2018)

Mean absolute per‑
centage error (MAPE) MAPE =

(

1
n

n
∑

i=1

∣

∣

∣

BHTm(i)−BHTCALC(i)
BHTm(i)

∣

∣

∣

)

× 100
(9) Li and Shi (2010)

Difference coefficient 
(Theil’s U) Theil′sU =

√

∑n
i=1 (BHTm(i)−BHTGaS_GeoT (i))

2

√

∑n
i=1 (BHTm(i)−BHTGasGeo_Lit(i))

2

(10) Álvarez del Castillo et al. (2012)

Arnórsson and Gunnlaugsson (1985) reported reservoir temperatures in some 
geothermal fields where the gas geothermometers may yield both under- and over-
estimates for reservoir temperatures. Powell (2000) suggested that temperature 
underestimates may be due to the addition of un-equilibrated biogenic methane, 
whereas Barragán et  al. (2000) stated that an overestimation of temperatures may 
derive from an excess of gases in total discharge of the wells.

Based on the DIFF% metric, the resulting ranking between 1st and 12th posi-
tions for the gas geothermometers under evaluation is occupied by  GasG8,  GasG3, 
 GasG1,  GasG7,  GasG4,  GasG2,  GasG5,  GasG6, AG85d, AG85b, ND84c, and AG85f, 
respectively.

Analysis of RMSE, MAE, and MAPE metrics

The RMSE values of the geothermometers vary between 32 and 136 (see Additional 
file  1: Table  S9). The lowest values of RMSE ranging from 32 to 35 were obtained 
for the eight new gas geothermometers:  GasG1 to  GasG8 (Table 10). This systematic 
behaviour of RMSE replicates the better efficiency provided by the new gas geother-
mometers in comparison to those existing geothermometers, in predicting reservoir 
temperatures comparable to  BHTm, which is clearly observed in Fig. 7a.

Moreover, all new gas geothermometers were characterized by the lowest values of 
MAE (ranging from 25 to 27), which also demonstrated that their temperature esti-
mates have a better accuracy (Fig. 7b). With respect to the MAPE metric, small tem-
perature differences between the temperature estimates and BHTs were also provided 
by the new gas geothermometers, which varied from 9 to 10 (Table  10). As MAPE 
represents an average value of absolute percentage errors, the lowest values calcu-
lated by the new gas geothermometers suggest a small better efficiency in predicting 
the reservoir temperatures, which is observed in Fig. 7c.

Based on the RMSE values, the resulting ranking between  1st and  12th positions for 
all the gas geothermometers was  GasG3,  GasG8,  GasG5,  GasG6,  GasG7,  GasG1,  GasG2, 
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 GasG4, AG85b, AG85d, AG85f, and ND84c, respectively, whereas for the MAE and 
MAPE metrics, the first five positions corresponded to the new gas geothermometers 
with an order slightly different but consistent as the best geothermometric tools:  GasG8, 

a e

b f

c g

d h

Fig. 6 Results of a comparative analysis between measured  (BHTm) and temperature estimates calculated by 
four existing gas geothermometers  (BHTGasGeo_Lit). The plots a–d show results of the ND84c, AG85b, Ag85d, 
and AG85f geothermometers obtained for LIQDR wells, whereas the plots e–h represent the results of the 
same geothermometers for VAPDR wells. Dotted and dashed lines represent a hypothetical variability of 
the ± 10% and ± 20% with respect to the BHT mean value, respectively
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 GasG5,  GasG3,  GasG7, and  GasG4; and  GasG5,  GasG3,  GasG8,  GasG7, and  GasG4, respec-
tively (Table 10).

Analysis of the statistical Theil’s U test (LIQDR)

After analysing the Theil’s U results, the following inferences were accomplished: (1) 
the  GasG3 geothermometer may be considered with confidence as the best predictor 
model among all other geothermometers because the Theil´s U values were systemati-
cally lower than 1; (2) it was also observed that the new geothermometers  (GasG1 to 
 GasG8) systematically provided the lowest errors in comparison with twenty-five exist-
ing geothermometers (Table  10); and (3) after comparing the prediction efficiency 
among the new gas geothermometers, the  GasG3 exhibited Theil´s U lower values than 
1 in comparison with those obtained for the remaining geothermometers  (GasG1–
GasG2 and  GasG4–GasG8). A full description of the LIQDR results obtained for all the 

a d

b e

c f

Fig. 7 Results of the statistical metrics used to evaluate the prediction efficiency of the eight new gas 
geothermometers against four existing geothermometers of the literature. The a–c plots show the residual 
results obtained for LIQDR wells (RMSE, MAE, and MAPE), whereas the d–f plots show the same residuals for 
VAPDR wells
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gas geothermometers under evaluation using the statistical evaluation metrics (DIFF%, 
RMSE, MAE, MAPE, and Theil´s U) is reported in Additional file 1: Tables S8 to S10.

Results for wells located in VAPDR

The prediction efficiency of the reservoir temperatures calculated in VAPDR samples 
using the thirty-three gas geothermometers (new and existing) was also compared with 
the actual BHT measurements.

Analysis of the DIFF% metric

Based on the percent difference (DIFF%) values calculated by the new gas geothermome-
ters, a good prediction efficiency was observed with 78 to 85% of the predicted tempera-
tures falling within the limits of acceptance (DIFF% ± 20%), as it is observed in Fig. 5e–h. 
Out of the total twenty-five gas geothermometers, four geothermometers (ND84b, 
ND84c, AG85f, and A98c) from the literature have shown statistical differences com-
parable to these new geothermometers with 79 to 85% (Table 10, and Fig. 6e–h). About 
44–59% of the estimated reservoir temperatures are overestimated (with DIFF% ≤ 20%), 
34–49% of the temperatures are underestimated (with DIFF% ≤ 20%), and 5–9% are 
equal (with DIFF% ≤ 1%), by the eight new gas geothermometers     (GasG1 to  GasG8), 
when compared to the BHTs, respectively (Table 10).

According to these results, the new ranking between 1st and 12th positions for the gas 
geothermometers under evaluation was given by A98c,  GasG3,  GasG5,  GasG1, ND84c, 
 GasG2,  GasG4,  GasG8, ND84b,  GasG6, AG85f, and  GasG7, respectively. In this ranking, 
the prediction efficiency was actually very close between the geothermometers A98c 
and  GasG3, differing in only two decimals of the applicability percentage (i.e. 85.1% for 
A98c, and 84.9% for  GasG3; both percentages rounded-off as 85%). With these results, 
the gas geothermometer  GasG3 systematically shows a high prediction efficiency similar 
to those results obtained for LIQDR systems.

Analysis of the RMSE, MAE, and MAPE metrics

The RMSE values calculated in VAPDR samples for all geothermometers showed a wider 
variability between 36 and 181 in comparison with those values estimated for LIQDR 
samples (see Additional file 1: Table S12). For the new gas geothermometers  (GasG1 to 
 GasG1), seven out of the eight (except  GasG4) predict low values of RMSE ranging from 
36 to 45 (Table 10 and Fig. 7d), whereas for the existing gas geothermometers, a wider 
interval of RMSE was calculated (from 39 to 181).

In relation to the MAE metric, seven out of the eight new geothermometers were 
characterized by the lowest values ranging from 28 to 34, which also demonstrated 
that the temperature estimates predicted by the seven new geothermometers (except 
 GasG4) are more accurate, as it is shown in Fig. 7e. Regarding the differences calculated 
in the MAPE values of the new gas geothermometers varied from 11 to 15 (Table 10 and 
Fig. 7f ); which also suggest that seven out of eight geothermometers (except  GasG4) pro-
vided a slight better efficiency.

Based on the integrated calculations obtained for all the metrics (RMSE, MAE, and 
MAPE), it was found that seven out of the eight new gas geothermometers show a better 
prediction efficiency to determine the reservoir temperatures in VAPDR gas samples. 
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The resulting ranking between 1st and 12th positions according to RMSE was given by 
 GasG3,  GasG1 ND84c, A98c,  GasG2, ND84b, AG85f,  GasG6,  GasG8,  GasG7,  GasG5, and 
 GasG4, respectively, whereas for the MAE and MAPE metrics, the five positions cor-
responded to the new gas geothermometers:  GasG3,  GasG1,  GasG2,  GasG6, and  GasG5.

Analysis of the statistical Theil’s U test (VAPDR)

After applying the Theil’s U results (Table 10), two interpretations are inferred: (1) it was 
systematically observed that the  GasG3 predictor model (Theil’s U values lower than 1) 
is the most reliable and accurate gas geothermometer over the rest of the new geother-
mometers  (GasG1–GasG2 and  GasG4–GasG8); and (2) it was found that two  (GasG1 
and  GasG3) out of the eight new geothermometers exhibited lower errors in estimat-
ing reservoir temperatures in comparison with those estimates predicted by the existing 
geothermometers.

A full description of the results obtained from the use of the thirty-three gas geother-
mometers in VAPDR systems is reported in Additional file 1: Tables S11 to S13.

As a final remark of this research work, it was demonstrated, for the first time, the 
effectiveness of the MCDA optimization method for ranking and selecting the most 
reliable ANN architectures to predict a dependent variable  (BHTm) as a function of 
multiple independent variables (gas-phase compositions:  CO2,  H2S,  CH4, and  H2). We 
consider that this new evaluation proposal is actually innovating the evaluation methods 
commonly used in ANNs for evaluating their training, validation, and test stages, which 
typically rely on the simple use of the linear correlation coefficients (r) obtained between 
measured and simulated data.

With the optimal selection of the best predictor models used to correlate  BHTm and 
gas-phase compositions, eight new improved gas geothermometers  (GasG1 to  GasG8) 
were successfully developed. Most of these new geothermometers provide reliable esti-
mations of geothermal reservoir temperatures. We have also demonstrated that the 
prediction efficiency of these new geothermometric tools (mainly  GasG1 and  GasG3 
geothermometers) exceeds the efficiency of those existing gas geothermometers avail-
able in the literature.

Conclusions
Eight new improved gas geothermometers  (GasG1 to  GasG8) based on an optimized 
selection of artificial neural networks by using the MCDA method were successfully 
developed for the reliable prediction of the geothermal reservoir temperatures. For 
an effective and practical use of these geothermometers, a new computer program 
GaS_GeoT was successfully developed. The evaluation of the efficiency of the new 
improved gas geothermometers in predicting the reservoir temperatures was success-
fully demonstrated for geothermal wells of LIQDR and VAPDR systems.

The new gas geothermometers  (GasG1 to  GasG8) provided the best prediction effi-
ciencies for geothermal wells from LIQDR, whereas two out the eight  (GasG1 and 
 GasG3) demonstrated their best efficiency in predicting reservoir temperatures 
for VAPDR. Among the new gas geothermometers, the best geothermometric tool 
for predicting reservoir temperatures in LIQDR and VAPDR systems is the  GasG3 
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geothermometer which uses the gas ratios: ln(H2S/CO2), ln(CH4/CO2), and ln(H2/
CO2).

Out of the total twenty-five existing gas geothermometers, the most consistent geo-
thermometers to predict reservoir temperatures comparable to those values inferred 
from the new geothermometers were as follows: (1) the ND84c, AG85b, AG85d, and 
AG85f geothermometers for LIQDR (which use  CO2-H2S,  CO2-H2,  H2, and  H2S con-
centrations); (2) the ND84b, ND84c, AG85f, and A98c geothermometers for VAPDR 
(which use  CO2-H2,  CO2-H2S,  H2S, and  H2S concentrations).

Taking in consideration the higher prediction efficiencies observed in predicting 
reservoir temperatures, the new gas geothermometers and the GaS_GeoT program 
may have the potential to become one of the most preferred geothermometric tools 
for the reliable estimation of the reservoir temperatures in geothermal prospection 
and exploitation.
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Abstract—The aim of this research work is to report the CO2 

measurements of a short-term period carried out in the 

geothermal zone of Acoculco, Puebla (Mexico). CO2 

measurements were logged using a micrometeorological station 

Eddy Covariance. According to the complex geochemical 

phenomena involved in these measurements, artificial neural 

networks have been used for reproducing the CO2 

measurements, and to fill the gap issues during the monitoring 

period. This survey was also performed for the identification of 

CO2 anomalies in the zone, and also to determine the natural 

emission baseline of CO2 at the early exploration stage of this 

promissory geothermal system. Details of this evaluation study 

are outlined. 

 
Index Terms—Enhanced geothermal systems, environmental 

sustainability, geothermal energy, hot-dry rock, soil-gas 

emission. 

 

I. INTRODUCTION 

Geochemical knowledge of the carbon dioxide (CO2) flux 

dynamics into and out of the atmosphere is essential for 

understanding carbon sink and sources of magmatic or 

geothermal systems, among other terrestrial ecosystems [1], 

[2]. 

Field monitoring programmes, mapping, and modelling of 

CO2 fluxes in such systems are suggested as suitable 

geochemical tasks for the prospection of promissory 

geothermal zones, and for a better understanding of their 

natural contribution to the global carbon budget.  

The determination of the background or natural baseline 

gas emissions existing in such systems has been identified as 

an important challenge to be achieved. This crucial 

information may be useful for geothermal industry decision 

makers to install future commercial projects for the 

electricity generation and other direct uses. 

The modelling of CO2 flux dynamics in large covering 

areas requires the use of suitable measuring techniques 

together with simulation models for addressing some 

technical and scientific issues. 

Eddy covariance (EC) technique has been proposed as 

 
Manuscript received June 10, 2018; revised July 14, 2018. This work was 

funded by the research project: P09 CeMIE-Geo (Project 207032 

CONACyT-SENER, Mexico).  

E. Santoyo and M. Guevara are with the Institute for Renewable Energy 
(UNAM), Temixco, Mexico (e-mails: esg@ier.unam.mx, 

mygg@ier.unam.mx).  

A. Acevedo-Anicasio is with the PhD Programme of Computational 
Sciences, Faculty of Sciences (UAEMor), 62209 Mexico (e-mail: 

agustin.acevedoa@uaem.edu.mx). 

D. Perez-Zarate is with the Institute of Geophysics (UNAM), CONACyT 
Catedra, 04510 Mexico (e-mail: depez@igeofisica.unam.mx). 

geochemical tool for monitoring the net exchange rate of CO2 

through the interface between the atmosphere and the surface 

emission, e.g., biogenic (plant canopy) or soil-gas emitters. 

EC has the capability to provide automated CO2 flux 

measurements without ground surface interferences, which 

are averaged with time, and recorded from a larger spatial 

scale (m
2
 to km

2
) depending on the EC tower height. 

However, it is also recognized some technical limitations of 

the EC technique either to find out a good agreement with 

CO2 flux simulations or to face out some instrumental 

problems related to the measuring gaps (i.e., loss of data 

during continuous monitoring programmes) [3]. 

The non-linearity among CO2 fluxes and other 

meteorological flux parameters (e.g., energy fluxes, wind 

velocity and direction patterns, which are also measured by 

EC) have limited the applicability of complex theoretical 

(mechanistic approaches) and empirical (curve fitting or 

regression) CO2 flux models to predict the flux dynamics 

with accuracy [3]. Artificial neural networks (ANN) have 

been proposed as a multivariate modelling tool for 

identifying complex non-linear relationships between input 

and output variables without a comprehensive explanation of 

the actual physical nature of the phenomena, which are 

difficult to study by conventional techniques [4]. 

In the present study, we have carried out a field 

measurement campaign of CO2 fluxes in a new promissory 

geothermal zone of Mexico (known as Caldera of Acoculco, 

Puebla: see location in Fig. 1) by using an EC 

micrometeorology station. The applicability of ANN 

architectures for the prediction of CO2 fluxes from other 

meteorological input variables was evaluated. The capability 

of the best ANN architectures was used as a gap filling tool to 

solve the loss of information caused by local climate issues 

occurred during the EC monitoring programme. Details of 

this evaluation study are outlined. 

 

II. GEOLOGICAL SETTING 

The Acoculco Caldera belongs to the Eastern part of the 

Mexican Volcanic Belt (MVB) (Fig. 2). The MVB is the 

largest Neogene volcanic arc in North America, covering 

~160,000 km2 and a length of ~1,000 km between 18°30’ 

and 21°30’ N in central Mexico. The Acoculco Caldera (18 

km in diameter) is associated to a volcanism episode (1.7–

0.24 Ma) that occurred within the older and larger 

Tulancingo Caldera [5], [6].  

Two exploratory geothermal wells (EAC-1 and EAC-2) 

were drilled in Los Azufres zone (N Lat. 19° 55' 29.4'’; W 

Long. 98° 08' 39.9''; and altitude 2,839 m.a.s.l.) at a depth of 
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~2 km, where a hot-dry rock temperature of 300
o
C was 

measured without a fluid reservoir evidence (i.e., with a very 

poor rock-permeability) [7].  
 

 
Fig. 1. A Google Earth photography of Los Azufres area in the geothermal 

Caldera of Acoculco, Puebla. 
 

 
Fig. 2. Geographical Location of the Geothermal Zone of Acoculco, Puebla 

(México). 

 

III. EXPERIMENTAL 

A micrometeorological station of Eddy Covariance (EC) 

was successfully installed in the Los Azufres zone of the 

Caldera of Acoculco, Puebla (Fig. 3).  
 

 
Fig. 3. A drone landscape photography of Los Azufres area in the geothermal 

Caldera of Acoculco, Puebla. 

 

EC technique was used in this exploration study to 

determine the net exchange rate of CO2 across the interface 

between the atmosphere and a geothermal ecosystem (plant 

canopy and natural soil-gas emissions) by measuring the 

covariance between fluctuations in vertical wind velocity and 

CO2 mixing ratio.  

This method is most reliable when the atmospheric 

conditions (wind, temperature, humidity, soil-gas emissions) 

are steady, the underlying plants is homogeneous, and 

installed on a flat topography for an extended distance 

upwind [1], [8]. EC is an instrument whereby high frequency 

measurements of atmospheric CO2 are recorded at a height of 

3 m above ground by an infrared gas analyser (IRGA), 

accompanied by other detectors for sensing some other 

meteorological variables (e.g., wind velocity, air temperature, 

relative humidity, among others). 

EC technique was used after assuming spatial 

homogeneity of surface CO2 fluxes (FCO2), a flat terrain, and 

temporal stationary conditions which were all fulfilled in the 

geothermal zone of Acoculco. A gross conservation of 

energy and mass over land area is generally provided by these 

measurements (known as EC footprint) from which net FCO2 

are usually determined [9]. 

 

IV. RESULTS AND DISCUSSION 

Experimental measurements. A comprehensive CO2 

short-term monitoring programme based on the use of the EC 

technique was carried out during the dry season period: 

n=1,766 (15/03/2016 to 31/05/2016). Half-hourly 

measurements of FCO2 were recorded in the field by using an 

EC station for approximately 3 months. Positive FCO2 

measured with the EC micrometeorological station ranged 

from ~0.001 to 200 mol m
−2

d
−1

 with a mean and standard 

deviation of 5 and 11 mol m
−2

d
−1

, respectively. 

Measurement gaps in the time series of FCO2 were detected 

due to some local climatological changes mostly occurring 

during the night time (e.g., fogs, water condensation). Large 

diurnal to seasonal variations of soil-gas (CO2) 

concentrations, surface CO2 fluxes, and total CO2 discharges 

seem to be associated with local meteorological and 

hydrological processes. 

Maximum FCO2 up to 200 mol m
−2

d
−1

 were mainly 

registered in March, whereas for the April and May, the 

recorded fluxes varied up to 111 mol m
−2

d
−1

 and 140 mol 

m
−2

d
−1

, respectively (Fig. 4). 
 

 
Fig. 4. Time series plot of CO2 fluxes measured in the geothermal Caldera of 

Acoculco, Puebla (Mexico): ANN-3. 

 

A comprehensive CO2 short-term monitoring programme 

based on the use of the EC technique was carried out during 

the dry season period: n=1,766 (15/03/2016 to 31/05/2016). 

Half-hourly measurements of FCO2 were recorded in the field 

by using an EC station for approximately 3 months. Positive 

FCO2 measured with the EC micrometeorological station 

ranged from ~0.001 to 200 mol m
−2

d
−1

 with a mean and 
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standard deviation of 5 and 11 mol m
−2

d
−1

, respectively. 

Measurement gaps in the time series of FCO2 were detected 

due to some local climatological changes mostly occurring 

during the night time (e.g., fogs, water condensation). The 

large diurnal to seasonal variations of soil-gas (CO2) 

concentrations, surface CO2 fluxes, and total CO2 discharges 

seem to be associated with local meteorological and 

hydrological processes. Maximum FCO2 up to 200 mol 

m
−2

d
−1

 were mainly registered in March, whereas for the 

April and May, the recorded fluxes varied up to 111 mol 

m
−2

d
−1

 and 140 mol m
−2

d
−1

, respectively (Fig. 4).  

ANN simulation. A close correlation among FCO2 and 

energy fluxes (net radiation, RN; sensible, H and latent, LE 

heats; and evapotranspiration, ET), H2O vapour fluxes 

(H2O_Flux), and temperatures (air, TA; dew, Tdew) was 

mainly found. Using the commercial Matlab software a 

network was designed by using the experimental EC 

responses. 

The EC measurements were used as input data for the 

evaluation of all the ANN architectures, which were 

randomly divided into training (50%), testing (25%), and 

validation (25%) data sets. The ANN architectures used 

feed-forward models [10], which were characterized by an 

input layer (with an adjustable number of input neurons), a 

hidden layer (with an adaptable number of hidden neurons), 

and an output layer with the target (FCO2-Measured) and the 

predicted output (FCO2-ANN). In this way, a total number of 

3,240 ANN architectures were evaluated. Table I shows a 

summary of the best ANN architectures used in this study. 
 

    
 

  

 

 

  

 

  

  

 

  

  

 

  

  

 

  

 

As the nature of the EC data patterns were so complex, the 

number of the hidden layers were monitored for avoiding the 

well-known over-fitting or over-learning problems of the 

ANN. For all the ANN architectures, the activation function 

used for the hidden layer was the hyperbolic tangent sigmoid 

transfer function (tansig), whereas for the output layer, the 

linear function (purelin) was used.  

Multivariate statistical analysis and log-ratio 

transformations were used for normalizing the input variables. 

As a part of the methodology used, the input variable 

normalization, the use of learning rate factors, and the design 

of ANN architectures were together evaluated. The 

Levenberg-Marquardt algorithm, hyperbolic tangent sigmoid 

and linear transfer functions were used to optimize the ANN 

learning. 

The network architectures were trained and their 

performance expressed, as the linear correlation coefficient (r) 

between the target (FCO2-Measured) and the predicted (FCO2-ANN) 

variables were recursively evaluated, as well as for 

monitoring the over-fitting problems among the training, 

testing, and validation stages. The prediction capability of the 

ANN architectures were also evaluated through the 

calculation of classical statistical parameters: the root mean 

squares of errors (RMSE) and the mean absolute error (MAE). 

RMSE is a quadratic scoring rule that measures the average 

magnitude of the errors; whereas MAE measures the average 

magnitude of the errors in a set of estimations. Ideal values of 

RMSE and MAE should indicate a perfect prediction from the 

ANN model.  

The RMSE is given by the following equation: 

 

𝑅𝑀𝑆𝐸 = √∑ (𝐹𝐶𝑂2𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑 − 𝐹𝐶𝑂2𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑)
2𝑛

𝑘=1

𝑛
 

 

where n is the number of  EC measurements; whereas the 

MAE parameter is calculated by means of the following 

expression:  

 

𝑀𝐴𝐸 =
∑ |𝐹𝐶𝑂2𝑝𝑟𝑒𝑑𝑖𝑐𝑡𝑒𝑑 − 𝐹𝐶𝑂2𝑚𝑒𝑎𝑠𝑢𝑟𝑒𝑑|
𝑛
𝑘=1

𝑛
 

 

   

 

    

    

       

       

       

       

 

As can be observed in Table II, the prediction results 

(FCO2-ANN) inferred from some ANN architectures showed an 

acceptable matching with FCO2-Measured values, having the best 

results for the ANN-3 (which had 8 input neurons and 11 

neurons for the hidden layer) when the design was 

characterized by 50% for training, 25% for validation, and 25% 

for testing (Fig. 4); whereas for a slightly different input data 

array, the ANN-4 provided the best prediction results with 

consistently r values for the training, validation and testing 

stages, which avoid the ANN over-fitting problem (see Fig. 

5). 
  

 
Fig. 5. Time series plot of CO2 fluxes measured in the geothermal Caldera of 

Acoculco, Puebla (Mexico): ANN-4. 
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TABLE I: ANN INPUT-OUTPUT DATA ARCHITECTURES

ANN Input Layer Hidden 

Layer

Output

1 6

(RN, LE, H, TA, TS, Tdew)

8 1 (FCO2)

2 9

(RN, LE, H, TA, TS, SWC, 

H2O_Flux, ET, Tdew)

11 1 (FCO2)

3 8

(RN, LE, H, TA, SWC, 

H2O_Flux, ET, Tdew)

11 1 (FCO2)

4 6

(RN, LE, H, TA, TS, Tdew)

14 1 (FCO2)

RN: Net radiation; H: Sensible heat; LE: Latent heat; ET: Evapotranspiration; 

H2O_Flux: H2O vapour fluxes; TA: air temperature; Tdew: Dew temperature; TS: Soil 

temperature; SWC: soil water content. 

TABLE II: PREDICTION RESULTS ACHIEVED BY THE BEST ANN

ARCHITECTURES EVALUATED IN THIS STUDY

ANN r RMSE MAE

Global Training Validation Testing

1 0.8730 0.941 0.682 0.821 5.453 2.733

2 0.8760 0.951 0.706 0.778 5.343 2.701

3 0.8725 0.949 0.722 0.742 5.321 2.583

4* 0.8903 0.910 0.890 0.860 5.050 2.810

*These results were obtained when the ANN was slightly modified with a different 

input data array: 60% for training, 20% for validation, and 20% for testing. 



  

The correlation coefficient (r) of a linear regression 

between the target (FCO2-Measured) and the predicted (FCO2-ANN) 

variables was used for evaluating the prediction performance 

of the ANNs (Figs. 6 and 7). 
 

 
 

Fig. 6. Linear regression results obtained between FCO2-Measured and FCO2-ANN 

for the ANN-3 architecture. 

 

 
 

Fig. 7. Linear regression results obtained between FCO2-Measured and FCO2-ANN 
for the ANN-4 architecture. 

 

A sensitivity analysis was finally performed by using the 

Garson method [11] to evaluate the relative importance of 

input variables on the output target (FCO2-ANN).  

Table III summarises the sensitivity results obtained for 

the best ANN architectures.  
 

TABLE III: SENSITIVITY RESULTS OBTAINED BY THE BEST ANN 

ARCHITECTURES EVALUATED IN THIS STUDY 
 

AN

N 

Input variables (%) 

RN LE H TA TS Tde

w 

SW

C 

H2O_

F 

ET 

1 5.3 31.

6 

9.9 24.

1 

18.

5 

10.

6 

----- ----- ----

- 

2 14.

2 

14.

9 

11.

0 

8.7 10.

8 

6.6 9.0 14.4 10.

4 

3 5.3 12.

2 

11.

1 

13.

6 

----

- 

17.

5 

5.8 16.3 18.

2 

4 16.

9 

34.

6 

14.

6 

12.

6 

12.

1 

9.2 ----- ----- ----

- 

 

For the ANN-3, the sensitivity results showed that the 

evapotranspiration (ET) was the input variable with the larger 

weight percentage (18.2%); whereas the less relative 

importance variable was attributed to the net radiation (RN: 

5.3%). On the other hand for the ANN-4, the most important 

input variable was the latent heat (LE: 34.6%), whereas the 

less important variable was the dew temperature (Tdew: 

9.2%).  

V. CONCLUSION 

Artificial neural networks were successfully evaluated for 

the multivariate analysis among FCO2 and 

micrometeorological variables (energy fluxes, and H2O 

vapour fluxes, and temperatures) measurements carried out 

in the promissory geothermal caldera of Acoculco, Puebla 

(Mexico). The non-linearity of the complex relationships 

among CO2 fluxes and the micrometeorological variables 

were positively reproduced. The best ANN-4 simulation 

results of the study show that predicted CO2 fluxes closely 

matches the field measurements with a global linear 

correlation coefficient of r=0.8903. These results enable the 

measurement gap issues to be filled with reasonable accuracy 

by using the input variable weighting coefficients of each 

ANN equation. The present study demonstrates the efficient 

capability of applying ANN tools for modelling the complex 

CO2 flux dynamics in geothermal systems. 
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