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RESUMEN 

En esta tesis de investigación se trabajó con la disminución de la complejidad del 

método de Ward de n4 a n3, mediante programación paralela, mejorando los 

tiempos de proceso sin disminuir la calidad de agrupación. 

El método de Ward es uno de los diversos métodos jerárquicos de análisis de 

cluster, el cual utiliza el criterio de la suma de error al cuadrado. 

El método de Ward es importante para la agrupación debido a que es capaz de 

agrupar objetos similares, aunque estén dispersos en el espacio de búsqueda, una 

de sus aplicaciones ha sido el análisis de la resistividad en rocas, análisis de 

yacimiento por presencia o ausencia de ciertos taxones, actividades que financian 

los préstamos, datos meteorológicos, etc. El método de Ward realiza una 

búsqueda exhaustiva entre los objetos, lo que lo hace un problema combinatorio, 

con una complejidad de n4 debido a esto lo hace complicado para agrupar gran 

cantidad de objetos. 

La programación paralela utiliza múltiples procesadores disponibles para resolver 

un problema. Se distingue de la programación secuencial en que varias 

operaciones pueden ocurrir simultáneamente. 

Con la implementación de este algoritmo con programación paralelase logró el 

objetivo principal que es disminuir la complejidad del método. Dando como 

resultado un mejor tiempo de solución, y con la agrupación igual a las instancias 

de prueba que se obtuvieron de la literatura, con datos reales y de prueba. 

Con esta mejora en la disminución de la complejidad se pueden resolver 

problemas con mayor número de objetos en menor tiempo. 
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Abstract 

In this research thesis, we worked with the reduction of the complexity of Ward's 

method from n4to n3, through parallel programming, improving process times 

without reducing the quality of grouping. 

Ward’s method is one of several hierarchical methods of cluster analysis, which 

uses the criterion of the sum of squared error. 

Ward's method is important for grouping because it is capable of grouping similar 

objects even though they are scattered in the search space, one of its applications 

has been the analysis of resistivity in rocks, reservoir analysis by presence or 

absence of certain taxa, activities that finance loans, weather data, etc. Ward's 

method performs an exhaustive search between the objects, which makes it a 

combinatorial problem, with a complexity of n4 due to this it makes it difficult to 

group large amounts of objects. 

“Parallel programming is the use of multiple computational resources to solve a 

problem”. It is distinguished from sequential programming in that several 

operations can occur simultaneously. 

With the implementation of this algorithm with parallel programming, the main 

objective was achieved, which is to reduce the complexity of the method. Resulting 

in a better solution time, and with the grouping equal to the test instances that were 

obtained from the literature, with real and test data. 

With this improvement in the reduction of complexity, problems with a greater 

number of objects can be solved in less time. 
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CAPÍTULO I. INTRODUCCIÓN 

Los avances en la tecnología de detección, almacenamiento y el crecimiento 

espectacular en aplicaciones tales como la búsqueda en Internet, imágenes 

digitales y video vigilancia han creado muchos conjuntos de datos de gran 

volumen y gran dimensión (Jain, 2010). 

El análisis de estos grandes conjuntos de datos y la aplicación de técnicas para el 

reconocimiento de patrones, también se le conoce como aprendizaje y se divide 

en dos principales categorías (Jain, 2010). 

I. Supervisado (clasificación): Sólo datos etiquetados (patrones de 

entrenamiento con etiquetas de categoría conocidas). 

II. No supervisado (agrupamiento): Sólo incluye datos no 

etiquetados. 

 

“La agrupación desempeña un papel destacado en aplicaciones de Minería de 

Datos tales como exploración de datos científicos, recuperación de información y 

minería de texto, aplicaciones de bases de datos, análisis web, marketing, 

diagnóstico médico, biología computacional y muchas otras. La Minería de Datos 

se suma a la agrupación de las complicaciones de conjuntos de datos muy 

grandes. Además, la agrupación en clusters es objeto de investigación activa en 

varios campos, como estadísticas, reconocimiento de patrones y aprendizaje 

automático” (Berkhin, 2006). 

El objetivo de la agrupación de datos, es descubrir patrones en las agrupaciones 

naturales de un conjunto puntos u objetos (Jain, 2010). Una definición operacional 

de agrupamiento puede establecerse de la siguiente manera: Dada una 

representación de n objetos, agruparlos en k grupos, basándose en una medida 

de similitud tal que los objetos dentro del mismo grupo sean similares pero 

diferentes a los otros grupos (Jain, 2010). 
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En la Figura 1, se muestran las técnicas de agrupamiento se dividen ampliamente 

en particional y jerárquico (Berkhin, 2006). 

 

Figura 1. Algoritmos de agrupamiento. 

La agrupación jerárquica crea una jerarquía de cluster (un árbol de clusters), 

también conocido como dendrograma. Tal enfoque permite explorar datos en 

diferentes niveles de granularidad y se subdivide en aglomeración y división. Los 

conceptos básicos de la agrupación jerárquica incluyen la fórmula de Lance-

Williams (Berkhin, 2006) y el método de Ward que utiliza la suma de error al 

cuadrado. 

La agrupación jerárquica revela la relación genética entre cada observación, 

porque agrupa iterativamente las observaciones "similares" para formar un árbol 

jerárquico, hasta que todas las observaciones se reúnen en un solo grupo si es 

aglomerativo. El resultado se puede visualizar en diferentes niveles del árbol 

jerárquico, lo que proporciona vistas sintéticas globales y detalladas del conjunto 

de datos analizado (Dumont et al, 2018). 

Los algoritmos de partición intentan descubrir clusters mediante la reubicación 

iterativa de puntos entre subconjuntos, o intentan identificar clusters como áreas 

altamente pobladas con datos. Los algoritmos del primer tipo se encuentran en la 
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sección Métodos de reubicación de particiones. Se categorizan en agrupamientos 

probabilísticos, métodos k-medoids, y métodos k-means, los algoritmos de 

partición del segundo tipo se encuestan en la sección Partición basada en 

densidad. Intentan descubrir componentes densos de datos conectados, que son 

flexibles en términos de su forma (Berkhin, 2006). 

1.1. Planteamiento del problema 

El método de Ward es el único entre los métodos de agrupamiento aglomerado 

que utiliza el criterio de suma de error al cuadrado, esto da como resultado grupos 

que minimizan la dispersión dentro del grupo en cada fusión. La suma de error al 

cuadrado, la varianza mínima u otros criterios relacionados son problemas de 

optimización NP-completa (Murtagh, & Legendre, 2014). Esto implica que no es 

posible una solución en un tiempo polinomial. Sólo la búsqueda exponencial en el 

espacio de la solución, ya que es exhaustiva, garantizará una solución óptima 

(Murtagh, & Legendre, 2014). 

La complejidad del método de Ward es n4, lo que lo hace muy complejo y esto 

conlleva a que no se puede trabajar con un número de n tan grande por el espacio 

y tiempo de búsqueda que se lleva el método. 

1.2. Hipótesis 

H1: Es posible generar un algoritmo jerárquico Ward paralelo para agrupar en un 

menor tiempo que un secuencial. 

H0: No es posible generar un algoritmo jerárquico Ward paralelo para agrupar en 

un menor tiempo que un secuencial. 

1.3. Objetivos 

1.3.1 Objetivo General 

Implementar el algoritmo de Ward en paralelo para reducir el tiempo de 

ejecución. 

1.3.2 Objetivos Específicos 
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 Desarrollar un algoritmo jerárquico-aglomerativo de agrupamiento con 

programación en paralelo. 

 Medir los tiempos de ejecución del algoritmo modificado utilizando 

instancias referenciadas en artículos. 

 Evaluar los resultados de nuestro algoritmo en tiempo y calidad de 

agrupamiento. 

1.4. Justificación 

Debido a que el método de Ward tiene una complejidad alta, no existen instancias 

o resultados con un número de objetos alto, el número mayor encontrado con 

datos es de 312 objetos y dos atributos, cabe mencionar que estas instancias son 

para el método Ward, por tal motivo se pretende desarrollar un algoritmo paralelo 

que resuelva este problema y poder aplicarlo en datos reales como los que se 

manejan en plantación de algún cultivo (frijol, maíz, etc.), que contenga mayor 

número de objetos y de variables (atributos). 

1.5. Alcances y Limitaciones 

1.5.1 Alcances 

Al término de esta tesis de investigación se obtendrá un algoritmo capaz de 

agrupar objetos con similitud de un grupo, pero diferente a otro, sin importar 

el número de objetos, atributos y su posición en el espacio de búsqueda, 

esto quiere decir que podrá agrupar con más de 2 atributos, no solo x y y, el 

espacio de búsqueda se refiere a la posición del objeto en el plano 

cartesiano. 

1.5.2 Limitaciones 

a) La investigación se realizará en 2 años. 

b) Falta de instancias, especialmente para cultivos. 

c) Los datos son de un artículo de cultivo de Brasil (único). 

d) Falta de resultados paralelos en la literatura. 
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CAPÍTULO II. MARCO TEÓRICO 

Método particional. 

En el clustering particional el objetivo es obtener una partición de los objetos en 

grupos o clusters, de tal forma que todos los objetos pertenezcan a alguno de los k 

clusters posibles de acuerdo con una función objetivo y su grado se similitud, y 

que por otra parte los clusters sean disjuntos disimilares al resto de los grupos. 

Uno de los problemas en aplicaciones prácticas es el desconocimiento del valor de 

k adecuado (Larranaga et al, 2012). 

Un esquema de reubicación consiste en reasignar puntos de forma iterativa entre 

los k clusters. A diferencia de los métodos jerárquicos tradicionales, en los que los 

conglomerados no se vuelven a visitar después de su construcción, los algoritmos 

de reubicación mejoran gradualmente los conglomerados (Berkhin, 2006). 

1. Método K-Medoids: Es una solución fácil ya que cubre cualquier tipo de 

atributo y los K-Medoids tienen resistencia integrada contra valores atípicos 

ya que los puntos periféricos del cluster no los afectan. Cuando se 

seleccionan medoides, los conglomerados se definen como subconjuntos 

de puntos cercanos a los medoides respectivos, y la función objetivo se 

define como la distancia promediada u otra medida de disimilitud entre un 

punto y su medoide (Berkhin, 2006).  

2. Método K-Means: Es la herramienta de agrupamiento más popular 

utilizada en aplicaciones científicas e industriales. El nombre proviene de 

representar cada uno de los k agrupamientos por la media (o promedio 

ponderado) de sus puntos, el llamado centroide. 

Si bien esto obviamente no funciona bien con los atributos categóricos, 

tiene un buen sentido geométrico y estadístico para los atributos numéricos 

(Berkhin, 2006). 
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3. Algoritmos basados en densidad: La implementación de esta idea para la 

partición de un conjunto finito de puntos requiere conceptos de densidad, 

conectividad y límite. Están estrechamente relacionados con los vecinos 

más cercanos de un punto. Un cluster, definido como un componente denso 

conectado, crece en cualquier dirección que conduzca la densidad. Por lo 

tanto, los algoritmos basados en densidad son capaces de descubrir grupos 

de formas arbitrarias. También esto proporciona una protección natural 

contra valores atípicos. 

Método Jerárquico. 

El algoritmo jerárquico crea una jerarquía de cluster (un árbol de clusters), también 

conocido como dendrograma Figura 3. Cada nodo de cluster contiene clusters 

secundarios; Los métodos de agrupación jerárquica se clasifican en aglomerativos 

(ascendentes) y divisivos (descendentes) (Berkhin, 2006). 

1. Aglomerativo: Comienza con clusters de un punto y fusiona 

recursivamente dos o más clusters más apropiados. 

2. Divisivo: Comienza con un grupo de todos los puntos de datos y divide 

recursivamente el cluster más apropiado. 

En la Figura 2, se muestra un ejemplo de la agrupación jerárquica.  
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Figura 2. Ejemplo de los métodos aglomerativo y divisivo. 

Dendrograma: En la Figura 3, se muestra el dendrograma y se construye a 

partir de las hojas y combina las agrupaciones hasta el tronco (James et al, 2013). 

 

Figura 3. Dendrograma. 

 

En el eje Y se coloca el valor de la distancia y en el eje X el número de clusters, 

las ramas que están unidas en la parte inferior del eje Y, son más similares que las 

que se unen más arriba (James et al, 2013). 

Corte del dendrograma: Para tener un número de k óptimo, se utiliza el 

método del codo, esto quiere decir que donde se encuentre la distancia de unión 

con mayor salto se da el corte, como se muestra en la Figura 4 (Dumont et al, 

2018). 
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Figura 4. Corte del dendrograma. 

Método jerárquico aglomerativo. 

Este método puede utilizar diferentes tipos de enlace (Completo o máximo, simple 

o mínimo, promedio y de Ward), todos ellos trabajan de diferente manera por lo 

cual se generan diferentes resultados (dendrograma), por eso es importante 

conocer el problema para poder seleccionar el enlace más adecuado. Por ejemplo, 

en la Tabla 1 se muestran los datos de 5 cluster a agrupar. 

Tabla 1. Valores de los clusters en el espacio euclidiano. 

 X Y 

clusterA 1 1 

clusterB 2 1 

clusterC 4 2 

clusterD 1 4 

clusterE 4 3 

En la Figura 5, se visualiza la distribución de los clusters a agrupar en el espacio 

euclidiano, según con los datos de la Tabla 1. 
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Figura 5. Los 5 clusters en el espacio para su agrupación. 

A. Completo/Máximo: De la unión de dos clusters (Ci, Cj), se compara la 

distancia con los clusters restantes respectivamente y se toma el mayor. 

 

D ((Ci, Cj), (Ck)) = máx { D (Ci, Ck), D (Cj, Ck))}  (1) 

Donde Ck es cada uno de los clusters que interactúan con Ci y Cj, D la 

distancia. 

Ejemplo 1. Se tiene la Tabla 2 que muestra la matriz con la distancia 

euclidiana, se toman los dos clusters más similares. 

Tabla 2. Distancia euclidiana al cuadrado. 

 A B C D E 

A 0 1 10 9 13 

B  0 5 10 8 

C   0 13 1 

D    0 10 

E     0 

 

0
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5

0 1 2 3 4 5
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cluster B

cluster C

cluster D
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Paso 1. Unión del cluster A y cluster B. 

D ((Ci, Cj), (Ck)) = máx {D (CA, CC), D (CB, CC)} = (10,5) 

D ((Ci, Cj), (Ck)) = máx {D (CA, CD), D (CB, CD)} = (9,10) 

D ((Ci, Cj), (Ck)) = máx {D (CA, CE), D (CB, CE)} = (13,8) 

 

Como se observa en la Tabla 3, en cada comparación se toma el valor con 

mayor distancia y se actualiza la matriz. 

Tabla 3. Distancia euclidiana actualizada paso 1 completo. 

 A,B C D E 

A,B 0 10 10 13 

C  0 13 1 

D   0 10 

E    0 

 

Paso 2. Unión del cluster C y cluster E. 

D ((Ci, Cj), (Ck)) = máx {D (CC, CA,B), D (CE, CA,B)} = (10,13) 

D ((Ci, Cj), (Ck)) = máx {D (CC, CD), D (CE, CD)} = (13,10) 

Como se observa en la Tabla 4, en cada comparación se toma el valor con 

mayor distancia y se actualiza la matriz. 

Tabla 4. Distancia euclidiana actualizada paso 2 completo. 

 A,B C,E D 

A,B 0 13 10 

C,E  0 13 

D   0 

 

Paso 3. Unión del cluster A, B y cluster D. 

D ((Ci,Cj), (Ck)) = máx {D (CA,B, CC,E), D (CD, CC,E)} = (13,13) 
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Como se observa en la Tabla 5, en cada comparación se toma el valor con 

mayor distancia y se actualiza la matriz. 

Tabla 5. Distancia euclidiana actualizada paso 3 completo. 

 A,B,D C,E 

A,B,D 0 13 

C,E  0 

 

 

Figura 6. Dendrograma de enlace completo. 

El dendrograma de enlace completo que se muestra en la Figura 6 es 

resultado de la agrupación de los clusters de la Figura 5 y las distancias 

obtenidas es de la unión de los clusters en cada paso de la Tabla 2, Tabla 

3, Tabla 4 y Tabla 5. 

B. Simple/Mínimo: De la unión de dos clusters (Ci, Cj), se compara la 

distancia con los clusters restantes respectivamente y se toma el menor. 

 

D ((Ci,Cj),(Ck)) = min { D (Ci,Ck), D (Cj,Ck))}  (2) 

Donde Ck es cada uno de los clusters que interactúan con Ci y Cj. D es la 

distancia. 
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Ejemplo 2. Se tiene la Tabla 2 con matriz de distancia euclidiana, se toman 

los dos clusters más similares. 

Paso 1. Unión del cluster A y cluster B. 

D ((Ci, Cj), (Ck)) = min { D (CA, CC), D (CB, CC) } = (10,5) 

D ((Ci, Cj), (Ck)) = min { D (CA, CD), D (CB, CD) } = (9,10) 

D ((Ci, Cj), (Ck)) = min { D (CA, CE), D (CB, CE)} = (13,8) 

 

Como se observa en la Tabla 6, en cada comparación se toma el valor con 

menor distancia y se actualiza la matriz. 

Tabla 6. Distancia euclidiana actualizada paso 1 simple. 

 A,B C D E 

A,B 0 5 9 8 

C  0 13 1 

D   0 10 

E    0 

 

Paso 2. Unión del cluster C y cluster E. 

D ((Ci, Cj), (Ck)) = min { D (CC, CA,B), D (CE, CA,B) } = (5,8) 

D ((Ci, Cj), (Ck)) = min { D (CC, CD), D (CE, CD) } = (13,10) 

Como se observa en la Tabla 7, en cada comparación se toma el valor con 

menor distancia y se actualiza la matriz. 

Tabla 7. Distancia euclidiana actualizada paso 2 simple. 

 A,B C,E D 

A,B 0 5 9 

C,E  0 10 

D   0 



 
13 

 

Paso 3. Unión del cluster A, B y cluster C, E. 

D ((Ci, Cj), (Ck)) = min { D (CA,B, CD), D (CCE, CD) } = (9,10) 

Como se observa en la Tabla 8, en cada comparación se toma el valor con 

menor distancia y se actualiza la matriz. 

Tabla 8. Distancia euclidiana actualizada paso 3 simple. 

 A,B,C,E D 

A,B,C,E 0 9 

D  0 

 

 

Figura 7. Dendrograma de enlace simple. 

El dendrograma de enlace simple de la Figura 7 muestra el resultado de la 

agrupación de los clusters de la Figura 5, y las distancias obtenidas de la 

unión de los clusters en cada paso de la Tabla 6, Tabla 7 y Tabla 8. A 

diferencia del enlace completo, en este caso, se toma la distancia de cada 

unión que es menor, además de la forma de agrupar, ya que en este 

primero agrupa A,B con C,E y al último D. 

C. Promedio: De la unión de dos clusters (Ci, Cj), se suman las distancias de 

los clusters restantes respectivamente y se divide entre dos. 
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D ((Ci, Cj), (Ck)) = [ D (Ci, Ck) + D (Cj, Ck)]/2.  (3) 

Donde Ck es cada uno de los clusters que interactúan con Ci y Cj. D la 

distancia. 

Ejemplo 3. De las distancias euclidianas, de la matriz de la Tabla 2, se 

toman los dos clusters más similares. 

Paso 1. Unión del cluster A y cluster B. 

D ((Ci, Cj), (Ck)) = D (CA, CC) + D (CB, CC) } = [(10+5)]/2 = 7.5 

D ((Ci, Cj), (Ck)) = D (CA, CD) + D (CB, CD) } = [(9+10)]/2 = 9.5 

D ((Ci, Cj), (Ck)) = D (CA, CE) + D (CB, CE) } = [(13+8)]/2 = 10.5 

Como se observa en la Tabla 9, en cada comparación se suman los dos 

valores y se dividen entre 2, se actualiza la matriz. 

Tabla 9. Distancia euclidiana actualizada paso 1promedio. 

 A,B C D E 

A,B 0 7.5 9.5 10.5 

C  0 13 1 

D   0 10 

E    0 

 

Paso 2. Unión del cluster C y cluster E. 

D ((Ci, Cj), (Ck)) = D (CC, CA,B) + D (CE, CA,B) } = [(7.5+10.5)]/2 = 9 

D ((Ci, Cj), (Ck)) = D (CC, CD) + D (CE, CD) } = [(13+10)]/2 = 11.5 

Como se observa en la Tabla 10, en cada comparación se suman los dos 

valores y se dividen entre 2, se actualiza la matriz. 
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Tabla 10. Distancia euclidiana actualizada paso 2 promedio. 

 A,B C,E D 

A,B 0 9 9.5 

C,E  0 11.5 

D   0 

 

Paso 3. Unión del cluster A,B y cluster C,E. 

D ((Ci, Cj), (Ck)) = D (CA,B, CD) + D (CC,E, CD) } = [(9.5+11.5)]/2 =10.5 

Como se observa en la Tabla 11, en cada comparación se suman los dos 

valores y se dividen entre 2, se actualiza la matriz. 

Tabla 11. Distancia euclidiana actualizada paso 3 promedio. 

 A,B,C,E D 

A,B,C,E 0 10.5 

D  0 
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Figura 8. Dendrograma de enlace promedio. 

El dendrograma de enlace promedio de la Figura 8 es el resultado de la 

agrupación de los clusters de la Figura 5, y las distancias obtenidas es de la 

unión de los clusters en cada paso de la Tabla 9, Tabla 10 y Tabla 11. A 

diferencia de los enlaces anteriores, en este caso la distancia de cada 

unión, es intermedio y la agrupación es como el enlace simple. 

Ward: El método de Ward es interesante porque busca grupos en el 

espacio euclidiano (Murtagh, & Legendre, 2014), esto quiere decir que hace 

una búsqueda exhaustiva de un punto con el resto. 

(Lance & Williams,1967) establecieron una forma para la actualización de 

las disimilitudes después de una aglomeración. La que considere la 

posibilidad de que los grupos i y j se aglomeren para formar el grupo i ∪ j, y 

luego considera la posibilidad de redefinir la disimilitud con respecto a un 

grupo externo, k. Se tiene la expresión 4 (Murtagh, & Legendre, 2014). 

 ( ∪    )   ( )  (   )   ( )  (   )     (   )     (  )   (   )   (4) 

 

Dónde   es la disimilitud utilizada, que no tiene que ser una distancia 

euclidiana para comenzar y |.| denota el valor absoluto. 

La fórmula de recurrencia de Lance-Williams considera las diferencias y no 

las diferencias al cuadrado. 

Entonces Ward surge de la formula actualizada de Lance-Williams y se 

dividen en 2 fórmulas Ward1, Ward2, la diferencia de estas dos es que para 

Ward1 la entrada de la distancia es al cuadrado, y para Ward2 la entrada 

no es al cuadrado (Murtagh, & Legendre, 2014). 

a) Ward1: Inicialmente, fue (Wishart, 1969) quien escribió el algoritmo 

de Ward en términos de la fórmula de actualización de Lance-

Williams que se muestra en la expresión 5 (Murtagh, & Legendre, 

2014). 
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 ( ∪       )  
     

  

           
 (     )  

  
    

  

           
 (      )  

  
  

           
 (    )(5) 

Donde   = Distancia (euclidiana),   =  Cardinalidad del cluster, todos 

empiezan con valor 1 y conforme se van uniendo se van sumando. 

La expresión (5) ayuda a obtener la disimilaridad de todos los 

objetos, esto quiere decir que, si se tienen 5 clusters, el cluster 1 se 

va a comparar con el resto de los clusters (2,3,4,5), posteriormente el 

cluster 2 con el resto (3,4,5), esto hasta llegar al cluster 5. Cuando ya 

se tiene la disimilaridad de todos, se toman los dos clusters más 

similares, se hace la unión y se actualizan sus atributos, con este 

proceso se obtiene el centroide, el cual será un nuevo cluster. La 

expresión 6 (Murtagh, & Legendre, 2014) muestra el cálculo de los 

centroides. 

(  ∪   )  
             

         
     (6) 

Donde     es la cardinalidad del cluster,   es el nuevo centroide o 

nuevos atributos de la unión de los dos clusters. 

Posteriormente se repite hasta que el valor de n sea igual a 1 (n=1). 

b) Ward2: En cada paso de aglomeración, la suma extra de cuadrados 

causada por los grupos de aglomeración se minimiza, exactamente 

como se mostró para el algoritmo Ward1. La expresión 7 muestra 

cómo se actualizan los clusters (Murtagh, & Legendre, 2014). 

 ( ∪       )  (

     
  

           
  (     )  

  
    

  

           
  (      )

 
  
  

           
  (    )

)      (7) 

Donde    = Distancia (euclidiana),   =  Cardinalidad del cluster 

todos empiezan con valor 1 y conforme se van uniendo se van 

sumando. 
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Al contrario de Ward1, las diferencias de entrada son distancias 

euclidianas (no cuadradas). 

Ejemplo del método Ward2: Se tienen las matrices que se 

muestran en la Tabla 12 de matriz de atributos y Tabla 13 de 

distancia euclidiana. 

Tabla 12. Matriz de atributos. 

 Atributo1 Atributo2 Cardinalidad 

A 1 1 1 

B 2 1 1 

C 4 2 1 

D 1 4 1 

E 4 3 1 

 

Tabla 13. Distancia euclidiana no cuadrada. 

 A B C D E 

A 0 1 10 9 13 

B  0 5 10 8 

C   0 13 1 

D    0 10 

E     0 

 

Paso 1: Se utiliza la expresión 7 de Ward2, para obtener cuáles 

clusters son más disimilares: 
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 ( ∪    )  (

   

     
  (  )  

   

     
  ( )

 
 

     
  ( )

)     

 

 ( ∪    )  (

 

 
(  )  

 

 
( )

 
 

 
( )

)     

 

 ( ∪    )  (
         
     

)    

 

 ( ∪    )  (    )    

 

 ( ∪    )       

 

Este es el resultado de la unión de A,B referente a C, y esto se repite  

cambiando a C por D luego por E, cuando se termina se cambia la B 

por C ( ∪    ) y el proceso es el mismo hasta llegar al último dato, 

en este caso sería cuando se llegue al E en lugar de la A, a 

continuación están los ejemplos y sus resultados: 

A ∪ B, C =3.10 

A ∪ B, D =3.51 

A ∪ B, E =3.69 

A∪ C, B =0.81 

A ∪ C, D =3.36 

A ∪ C, E =2.44 

A ∪ D, B =2.08 

A ∪ D, C =3.51 

A ∪ D, E =3.51 

A ∪ E, B =1.29 

A ∪ E, C =1.73 
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A ∪ E, D =2.88 

B ∪ C, A =2.38 

B ∪ C, D =3.69 

B ∪ C, E =2.08 

B ∪ D, A =1.82 

B ∪ D, C =2.94 

B ∪ D, E =2.94 

B ∪ E, A =2.58 

B ∪ E, C =1.15 

B ∪ E, D =3.26 

C ∪ D, A =2.88 

C ∪ D, B =2.38 

C ∪ D, E =1.73 

C ∪ E, A = 3.87 

C ∪ E, B =2.88 

C ∪ E, D = 3.87 

D ∪ E, A =3.36 

D ∪ E, B =2.94 

D ∪ E, C =2.44 

Como se observa los clusters más disimilares son C y E. 

 

Paso 2: Se actualizan los atributos del cluster C y E, cabe mencionar 

que la fórmula se ocupa para cada atributo, en este ejemplo se 

ocupa dos veces uno para el atributo 1 y otro para el atributo 2. 

(  ∪   )  
         

       
    

 

(  ∪   )  
   

 
    

 

(  ∪   )  
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(  ∪   )       

Para el atributo 1 del nuevo centroide el valor es 4. 

(  ∪   )  
         

       
    

 

(  ∪   )  
   

 
    

 

(  ∪   )  
 

 
    

 

(  ∪   )         

Para el atributo 2 del nuevo centroide, el valor es 2.5. Con estos 

valores, se actualizan los atributos sumando la cardinalidad de los 

dos clusters y se obtiene la distancia euclidiana como se muestra en 

la Tabla 14 y Tabla 15. 

Tabla 14. Matriz de atributos actualizada paso 2 Ward2. 

 Atributo1 Atributo2 Cardinalidad 

A 1 1 1 

B 2 1 1 

C,E 4 2.5 2 

D 1 4 1 

 

Tabla 15. Distancia euclidiana no cuadrada actualizada paso 2 Ward2. 

 A B C,E D 

A 0 1 11.25 9 

B  0 6.25 10 

C,E   0 11.25 
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D    0 

 

Se repiten los pasos 1 y 2. 

Paso 3: Se utiliza la expresión 7 de Ward2, para obtener cuales 

clusters son más disimilares: 

A ∪ B, C = 3.55 

A ∪ B, D = 3.51 

A ∪C,E, B = 1.54 

A ∪ C,E, D = 3.18 

A ∪ D, B = 2.08 

A ∪ D, C,E = 3.51 

B ∪ C,E, A = 2.71 

B ∪ C,E, D = 3.44 

B ∪ D, A = 1.82 

B ∪ D, C,E = 2.85 

C,E ∪ D, A = 3.18 

C,E ∪ D, B = 2.62 

Como se observa los clusters más disimilares son A, B. 

Paso 4: Se actualizan los atributos del cluster A y B. 

(  ∪   )  
         

       
    

(  ∪   )  
   

 
    

(  ∪   )  
 

 
    

(  ∪   )         

Para el atributo 1 del nuevo centroide, el valor es 1.5 

(  ∪   )  
         

       
    

 

(  ∪   )  
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(  ∪   )  
 

 
    

 

(  ∪   )       

Para el atributo 2 del nuevo centroide, el valor es 1. Con esto valores 

se actualizan los atributos sumando la cardinalidad de los dos 

clusters y se obtiene la distancia euclidiana como se muestra en la 

Tabla 16 y Tabla 17. 

Tabla 16. Matriz de atributos actualizada paso 4 Ward 2. 

 Atributo1 Atributo2 Cardinalidad 

A,B 1.5 1 2 

C,E 4 2.5 2 

D 1 4 1 

 

Tabla 17. Distancia euclidiana no cuadrada actualizada paso 4 Ward2. 

 A,B C,E D 

A,B 0 8.5 9.25 

C,E  0 11.25 

D   0 

 

Paso 5: Se utiliza la expresión 7 de Ward2, para obtener cuales 

clusters son más disimilares: 

A,B ∪ C,E, D = 3.25 

A,B ∪ D, C,E = 3.13 

C,E ∪ D, A,B =2.80 

Como se observa los clusters más disimilares son A,B Y C,E. 

 

Paso 6: Se actualizan los atributos del cluster A,B y C,E. 
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(    ∪     )  
           

       
    

 

(    ∪     )  
   

 
    

 

(    ∪     )  
  

 
    

 

(    ∪     )          

 

Para el atributo 1 del nuevo centroide, el valor es 2.75 

(    ∪     )  
           

       
    

 

(    ∪     )  
   

 
    

 

(    ∪     )  
 

 
    

 

(    ∪     )          

Para el atributo 2 del nuevo centroide, el valor es 1.75. Con esto 

valores se actualizan los atributos sumando la cardinalidad de los 

dos clusters y se obtiene la distancia euclidiana como se muestra en 

la Tabla 18 y Tabla 19. 

Tabla 18. Matriz de atributos actualizada paso 6 Ward2. 

 Atributo1 Atributo2 Cardinalidad 

A,B,C,E 1.5 1 4 

D 1 4 1 
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Tabla 19. Distancia euclidiana no cuadrada actualizada paso 6 Ward2. 

 A,B,C,E D 

A,B,C,E 0 9.25 

D  0 

 

Y con esto se termina el proceso y se obtiene la agrupación que se 

muestra en la Figura 9. 

 

Figura 9. Dendrograma del método Ward2. 

El dendrograma de la Figura 9 es el resultado de la agrupación de los 

clusters de la Figura 5 y las distancias obtenidas son de la unión de 

los cluster en cada paso de la Tabla 13, Tabla 15, Tabla 17, Tabla 

19, a diferencia de los enlaces anteriores es la agrupación ya que 

este método primero agrupo C,D con A,B y al último D, debido a que 

este método obtiene la disimilaridad de cada cluster y va 

actualizando la distancia euclidiana con los nuevos atributos a 

diferencia de los enlaces anteriores. 

2.1 Estado del arte 
En esta sección se presenta la revisión de la literatura del método Ward, el cual es 

utilizado en diferentes áreas y para diferentes aplicaciones, por ejemplo, 
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científicas, medicina, biología, etc. A continuación, se describen algunos trabajos 

desarrollados con éste método. 

En (Govender, & Sivakumar, 2020), Se presenta una revisión general de dos 

técnicas de agrupación de uso común, es decir, k-means y algoritmos jerárquicos, 

que se han aplicado en estudios de contaminación del aire a lo largo de 40 años 

aproximadamente. 

Los algoritmos utilizados fueron enlace simple, promedio, Ward y centroide por 

parte del método jerárquico y k-means por parte del no jerárquico, al igual que la 

hibridación de ambos métodos, por ejemplo, Ward y k-means. 

En este artículo no hace una comparación de los resultados, solo se habla de las 

investigaciones que utilizaron estos métodos, lo que si menciona es que el método 

de k-means es el más utilizado, y el segundo es Ward. 

En (Rampado et al, 2019), la investigación que presentan consiste en analizar 

tomografías computarizadas, los datos se generaron utilizando el software de 

registro de dosis GE Healthcare, Milwaukee, WI, EE. UU, durante 1 año (2017), 

utilizando los métodos de agrupamiento jerárquico de enlace único, promedio, 

completo y de Ward y no jerárquico (K-means), la implementación fue con el 

software R. 

Los resultados del análisis fueron favorables para el método de Ward, como se 

muestra en la Figura 10 de los dendrogramas, Ward obtuvo un encadenamiento 

mejor y entendible con dichos datos. 
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Figura 10. Dendrogramas de los 4 métodos, el que obtuvo mejores resultados de los cuatro es el 

método de Ward, por su mejor agrupamiento de los objetos (encadenamiento). 

En (Espinel, 2019), se presenta el estudio del método de Ward con la herramienta 

del software matemático Matlab, con las funciones: pdist, linkage y dendrogram: 

a) Pdist: Se obtiene la matriz de similitud con la distancia euclidiana. 

b) Linkage: Se obtiene la matriz de la unión de los cluster en cada proceso. 

c) Dendrogram: Se obtiene la representación gráfica del dendrograma. 

La prueba consistió en 6 puntos, sus variables fueron los valores de x, y, también 

se habló del corte del dendrograma, el cual se dice que el óptimo es donde se da 

un salto brusco en la unión de dos clusters (eje y del dendrograma), los resultados 

se muestran en la Figura 11 y se puede observar que Matlab hace el trabajo 

completo, quiere decir que realiza la agrupación y presenta gráficamente el 

dendrograma.  
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Figura 11. Dendrograma del resultado obtenido de la agrupación de los 6 puntos mediante 

Matlab. 

En (Dumont et al, 2018),se muestran los resultados obtenidos del análisis de 

resistividad de las rocas mediante el método de Ward en la isla de la Reunión, en 

ella se encuentran dos volcanes, el antiguo volcán Piton des Neiges (noroeste) y 

el joven Piton de la Fournaise (sureste), en donde las rocas tienen diferente tipo 

de resistividad, y el estudio consiste en agrupar las rocas que tienen la resistividad 

más similar, los datos se obtuvieron mediante vuelos a lo largo de 10,400 km de 

líneas de vuelo durante 3 meses. 

Como resultado se obtuvo la agrupación de 11 clusters cada uno con color 

diferente, como se muestra en la Figura 12. 
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Figura 12. El mapa geológico [A] y [B]. La línea negra separa los dos volcanes. Sus actividades se 

simplifican en dos períodos con su edad entre corchetes [A], la dispersión de los datos de los 

diferentes clusters [B]. 

En (Kim et al, 2018), el objetivo de este estudio es clasificar subgrupos entre los 

intentos de suicidio de Corea de sur, con un total de 888 participantes, los datos 

se obtuvieron mediante una encuesta, la clasificación se realizó mediante el 

método de Ward, el criterio de agrupación cúbica (CCC), estadística F y 

estadística de t cuadrado se utilizaron conjuntamente para seleccionar un número 

adecuado de grupos, en total se obtuvieron dos grupos de agrupamiento.  

En (Balugani Kim et al, 2018), los algoritmos k-means y el método de Ward se 

utilizan para agrupar elementos en grupos homogéneos para ser administrados 

con políticas de control de inventario uniformes, y con ello disminuir la carga de 

trabajo computacional en la fase de simulación que puede ser muy costosa desde 

el punto de vista informático. 
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Para la comparación de dichas técnicas de agrupamiento se utilizaron 625 

elementos, en tres diferentes estructuras. 

 Características fijas. 

 Características igualmente espaciadas. 

 Características generadas aleatoriamente. 

El método de Ward fue mejor en las dos primeras estructuras, todas las 

características fueron normalizadas. 

En (Crouse et al, 2018), se expone el análisis de cluster mediante el método de 

Ward, utilizando la desviación estándar de 9 variables a 135 pacientes para saber 

la heterogeneidad cognitiva (estado mental), lo cual dio 3 grupos más similares, se 

trabajó con el software SPSS, versión 22, IBM, Chicago, IL, EE. UU, los valores se 

estandarizaron. 

En (Eszergár, & Caesar, 2017), se crearon nuevos grupos de usuarios con el 

método de Ward, el cual consistió en encuestas reales a usuarios de transporte. 

Los 5 grupos generados por el método de Ward fueron: estudiante, trabajador, 

turista, empresario y pensionista. Para estos grupos se consideraron los siguientes 

aspectos: edad, su motivación para viajar (escuela, trabajo, ocio) y su posible 

dificultad para viajar (discapacitados). 

Se utilizó la distancia euclidiana al cuadrado utilizando los valores normalizados, y 

el algoritmo se ejecutó en MatLab. 

En (Adamczyk et al, 2017), se comparó el método de Ward con redes de 

Kohonen, el análisis consistió en la actividad física de 10 vacas, en 3 meses. 

Antes del análisis se realizó una normalización de todas las variables, para el 

software Statistica (Versión 12.0, 2013). 

En la Figura 13 se muestra la agrupación del mes de junio utilizando la desviación 

estándar. 
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Figura 13. Resultados del mes de junio, donde se puede apreciar la actividad física de las vacas 

en el mes de junio, representada por un intervalo de hora. 

En (Violán et al, 2016), Se realizó un estudio con pacientes de un centro de salud 

en la ciudad de Cataluña en el 2010, las edades fueron de 19 a 44 años. 

“El análisis de clusters se realizó con el coeficiente de Jaccard para medir la 

similitud. Se utilizaron diferentes métodos jerárquicos aglomerativos de análisis de 

clusters. Todos los métodos menos el método Ward encadenaban sucesivamente 

las observaciones en un solo cluster. Finalmente, se eligió como primer método, el 

método Ward” (Violán et al, 2016). 

En (Heredia et al, 2012), Se realizó un análisis para estaciones de medición de 

precipitación en el valle del cauca, Colombia. El objetivo es obtener las estaciones 

atípicas, es decir diferentes al resto, para comprobar la agrupación, 

posteriormente se utilizó un análisis exploratorio gráfico y cuantitativo con series 

univariadas para comprobar dicha agrupación. 

Se utilizaron 3 diferentes enlaces, medio, de Ward y centroide (promedio), y 

distancia euclidiana al cuadrado como medida de similitud, todos los valores se 

estandarizaron. 

Se analizaron 150 estaciones de precipitación y con el objetivo de ahorrar tiempo, 

se tomó la mejor agrupación con 75 estaciones. Para este artículo los dos mejores 
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enlaces son medio y promedio para el análisis de 75 estaciones o menos, pero si 

se aplica a un mayor número de estaciones tiene más efectividad el método Ward 

y el enlace promedio. 

En (Cabello, & Salama, 2012), Se estudiaron los préstamos realizados entre los 

años 2000 al 2010, en Argentina. El estudio consiste en determinar si hay 

diferencias entre provincias de Argentina, en la participación del destino de los 

préstamos bancarios. 

El proceso consistió en analizar los préstamos por sector, referente a cada 

providencia de Argentina, utilizando el método de Ward, su medida de similitud fue 

la distancia euclidiana al cuadrado, los datos analizados fueron 25 clusters u 

objetos (providencia), con 16 variables (sectores) cada uno, obtenidos por el 

Banco Central de la República Argentina (B.C.R.A.), cabe mencionar que se 

trabajó con el programa SPSS. 

Los resultados obtenidos se muestran en la Figura 14. 
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Figura 14. Dendrograma de los préstamos, los cuales se agruparon por providenciales las cuáles 

son más similares entre sí, según para que ocuparon los préstamos. 

En (Cargnelutti, & Guadagnin, 2011), se presenta un estudio donde se realizó la 

agrupación con datos reales del maíz, con dos distancias de disimilitud (distancia 

euclidiana y de Manhattan) y cuatro métodos jerárquicos (enlace simple, enlace 

completo, enlace promedio entre el grupo y Ward).  

Para comparar las agrupaciones se calculó el coeficiente de correlación cofenética 

(CCC). El grupo con el puntaje CCC más alto se consideró más consistente. 

La consistencia del patrón de agrupación de cultivos de maíz de los métodos 

aumenta en el siguiente orden: Ward, enlace completo, enlace simple y enlace 

promedio entre el grupo. 
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En (Cargnelutti et al, 2010), se estudió la planta de frijol, con la combinación de 

ocho medidas de disimilitud (Euclidiana, Euclidiana estandarizada, Euclidiana 

promedio, Euclidiana promedio estandarizada, Distancia cuadrada de Euclidiana, 

Cuadrado de distancia euclidiana estandarizada, Mahalanobis y Mahalanobis 

estandarizado) y ocho métodos dela agrupación jerárquica (enlace simple, enlace 

completo, Ward, mediana, enlace medio dentro del grupo, enlace medio entre el 

grupo, Gower y Centroide). 

En (Solano et al, 2008), se utilizó el método de Ward para agrupar 19 riesgos y 19 

lesiones en accidentes laborales, los datos analizados están estandarizados y con 

una distribución normal, la distancia utilizada fue Chevichev. 

En (Chavent et al, 2007), se comparan 3 algoritmos DIVCLUS-T, Ward y k-means, 

los tres algoritmos utilizan la minimización del criterio de inercia, la comparación 

fue con seis bases de datos del repositorio de UCI Machine Learning, utilizando la 

distancia euclidiana. Como resultado se obtuvo que para grandes números de 

objetos el mejor algoritmo es Ward y k-means. 

En (Rodríguez, & Esquivel, 2005), trabajaron los datos de 14 yacimientos, cada 

uno con 46 variables en dos diferentes tipos de tiempo (edad de cobre y del 

bronce). 

Para la medida de similaridad se utilizó la distancia Chi-cuadrado y el método de 

Ward, el cual agrupó correctamente los yacimientos más similares.  

Los resultados se muestran en la Figura 15. 
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Figura 15. Dendrograma de los 14 yacimientos, que se obtuvo dos agrupaciones (K=2), según su 

similaridad. 

En (Díaz, & Mormeneo, 2002), se analizó la temperatura y precipitación de la 

región pampeana, con 44 estaciones del servicio meteorológico. La información 

obtenida fue mensual por 30 años de cada estación. 

En total fueron 44 objetos y 360 atributos, se utilizó la distancia euclidiana al 

cuadrado, para cada estación (objeto) se utilizó el promedio, desviación estándar y 

el coeficiente de correlación lineal de pearson. 

El método de Ward superó a otros 7 métodos, jerárquico o difusos, para la 

zonificación propuesta. 

Los resultados se muestran en la Figura 16. 
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Figura 16. Dendrograma del análisis obtenido de las A) temperaturas, y B) precipitaciones, de la 

región pampeana. 
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CAPÍTULO III. DESARROLLO 

3.1 Descripcióndel algoritmo utilizado. 

En la Figura 17 se muestran los componentes principales del algoritmo 

desarrollado. 

 

Figura 17. Proceso del algoritmo jerárquico-aglomerativo. 

Esta representación del algoritmo es en general, ya que cada recuadro es otro 

subproceso, el algoritmo se estará ejecutando mientras n sea mayor a 1 (n es el 
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número total de clusters a agrupar). En las siguientes subsecciones se detalla 

cada subproceso. 

3.1.1 Lectura del archivo. 

Este módulo, lee el archivo .txt para obtener los datos que contiene, por 

ejemplo, número de clusters, número de atributos, cardinalidad, con ello 

se llena como el ejemplo de la Tabla 12 que es la matriz de atributos, 

este módulo sólo se ejecuta una vez. 

 

Figura 18. Módulo de lectura de archivo txt.  

 

Figura 19. Estructura del archivo de entrada. 

En la Figura19 el primer valor de arriba hacia abajó es el número de 

cluster u objetos (5), el que sigue es el número de atributos (4), 

posteriormente son los clusters con sus datos, por ejemplo, el primero 

N° de cluster 
N° Atributos 

ID 

Atributos 

Cardinalidad 
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número de izquierda a derecha es el id del cluster, los siguientes valores 

a la derecha son los atributos menos el último ese es la cardinalidad. 

 

3.1.2 Distancia euclidiana. 

En este módulo se obtiene la distancia euclidiana con los datos de la 

matriz de atributos como la Tabla 12 del ejemplo e Ward2, y el proceso 

se muestra en la Figura 20 y Figura 21. 

 

Figura 20. Módulo de distancia euclidiana. 

 

Figura 21. Diseño de alto nivel de la distancia euclidiana. 

Para la distancia euclidiana se comienza con la matriz de los atributos 

un ejemplo es la Tabla 12 del ejemplo de Ward 2, se comienza con el 

primer cluster por lo tanto siempre i = 1, y j = 1, ya que se tiene la 
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distancia del primer cluster se agrega a la tabla de distancia, después se 

compara si j < = n entonces j ++ que sería j = 2, esto se va a repetir 

hasta que j > n, cuando esto se cumple entonces se cambia a otro 

renglón nuevo tanto para la tabla de atributos y de distancia, i ++ que 

sería i = 2 y j = 2, hasta que i = n,  y con ello se va ir llenando la matriz 

de distancia euclidiana, un ejemplo de la matriz es la Tabla 13 del 

ejemplo de Ward2. 

Cabe mencionar que esta distancia es no cuadrada y tiene una 

complejidad de n2. 

3.1.3 Método de Ward. 

Para este módulo se requiere de dos tablas, la de atributos como la 

Tabla 12 del ejemplo de Ward2, y la de la distancia euclidiana Tabla 13 

del ejemplo de Ward2, posteriormente se obtiene la disimilaridad de 

cada uno de los clusters con el resto con la expresión 7. En la Figura 23 

se muestra el diseño de alto nivel del método de Ward del módulo de la 

Figura 22. 
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Figura 22. Modulo del método de Ward. 

 

Figura 23. Diseño de alto nivel del método de Ward. 

En la Figura 23 se muestra el proceso que consiste en obtener la 

disimilaridad del cluster 1 ∪ cluster 2 tal  que cluster 3, esto es igual a la 

expresión “i ∪ j, k” sería el paso 1, con la expresión 7, y se verifica k, si 

es igual a n, entonces aumenta j siempre y cuando j sea menor o igual a 

n, si j llegara a n, entonces i aumentaría, de lo contrario solo aumentaría 

k, entonces quedaría cluster 1 ∪ cluster 2 tal que cluster 4, esto quiere 

decir que se obtendrá la disimilaridad del cluster 1 y cluster 2, con la 

distancia del cluster 4, este proceso termina hasta que i = n. 

Este módulo tiene la complejidad más alta ya que cada cluster se 

compara con el resto doble vez, y esto lo hace muy tardado con un 

número de objetos grande, la complejidad es n3, por lo tanto, este 

módulo es el que se pretende paralelizar, para disminuir la complejidad. 

3.1.4 Agrupación de los dos mejores. 

En este módulo se seleccionan a los dos mejores clusters con mayor 

disimilaridad obtenidos del módulo anterior (Método de Ward), en la 

Figura 24. 
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Figura 24. Módulo de la selección de los dos mejores. 

3.1.5 Actualización de los datos. 

En este módulo se actualizan los atributos de los dos clusters 

seleccionados como mejor con la expresión 6, para que sólo quede un 

único cluster, como muestra en la Figura 25 y Figura 26. 

 

Figura 25. Módulo de actualización de atributos. 
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Figura 26. Diseño de alto nivel de la actualización de los atributos. 

Se comienza con los dos clusters seleccionados con mayor 

disimilaridad, posteriormente se actualizan los atributos con la expresión 

6 de los dos clusters seleccionados pero los datos se escriben en el 

primer cluster, después los atributos del segundo cluster seleccionado 

toman como valor 0, por último todo los cluster siguientes se van 

recorriendo una casilla hacia atrás, esto quiere decir que si el segundo 

cluster seleccionado es el 2, entonces el cluster 3 se recorre a la casilla 

del cluster 2 y  al número de cluster se le resta 1. 

Para ejemplificar lo anterior supongamos que el valor total de clusters es 

5, y se agrupan cluster 1 y 2, en el cluster 1 se actualizan los atributos, 

luego los valores del cluster 2 toman el valor 0, y el cluster 3 se recorre 

al 2 y así sucesivamente hasta llegar al cluster 5, posteriormente se 

elimina un renglón, entonces el valor 5 se le resta 1 y es 4.   

Este módulo tiene una complejidad de n2. 

3.1.6 Verificar el número de cluster. 

En este módulo se verifica si el número de cluster es mayor a 1, si esto 

es verdad el proceso se repite desde la distancia euclidiana, de lo 

contrario termina el proceso, y se genera el archivo txt con la 

agrupación. 
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En la Tabla 20 se muestra la complejidad del algoritmo. 

Tabla 20. Complejidad del algoritmo de Ward. 

PROCESO COMPLEJIDAD 

ALGORITMO N 

DISTANCIA EUCLIDIANA n2 

DISIMILARIDAD (WARD) n3 

NUEVOS ATRIBUTOS n2 

 

La complejidad en tiempo de ejecución T(n), es el tiempo que se tarda en ejecutar 

un algoritmo sus instrucciones, para obtener la complejidad total del algoritmo se 

multiplica toda la complejidad del algoritmo, por ejemplo:  

T(n)=n (n2 + n3 + n2) 

T(n)=n4 

Teniendo una complejidad alta con mayores objetos, esto se tardaría mucho, por 

eso, el objetivo de esta investigación es poder disminuir esta complejidad. 

3.2 Programación paralela. 

En esta sección, se describe la implementación paralela para el algoritmo 

jerárquico aglomerativo con el método de Ward.  

La programación en paralelo tiene como objetivo descomponer el problema en 

tareas, para que cada tarea se ejecute en un procesador de manera simultánea 

(Navarro et al, 2013). 

El algoritmo se divide en tareas y las tareas se envían a los procesadores para 

que se ejecutan de forma simultánea, como se muestra en la Figura 27. 
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Figura 27. Proceso de programación paralela. 

3.3 Modelo de programación paralela. 

El modelo utilizado es el de maestro-esclavo(master/slave), el cual consiste en un 

nodo maestro que genera y asigna trabajo, generalmente llamado tareas, a N 

nodos esclavos que reciben las tareas, las procesan y devuelven un resultado. Por 

lo tanto, el nodo maestro es responsable de recibir y analizar los resultados 

calculados por los nodos esclavos (Baldo et al, 2004). Como se muestra en la 

Figura 28. 
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Figura 28. Proceso de nodo Maestro-Esclavo. 

Este paradigma es generalmente adecuado para plataformas de transmisión de 

mensajes o de memoria compartida, ya que la interacción es naturalmente 

bidireccional (Baldo et al, 2004). 

Según cómo el maestro distribuya las tareas y recopile los resultados de los 

esclavos, se presentan dos tipos diferentes de implementaciones master/slave: 

programas con interacción síncrona o asíncrona. Se dice que un programa tiene 

interacción síncrona cuando las tareas deben realizarse en fases, es decir, todas 

las tareas de cada fase deben finalizar antes de la distribución de las tareas de la 

siguiente fase. Por el contrario, la interacción entre el maestro y los esclavos se 

denomina asíncrona cuando el maestro distribuye nuevas tareas cada vez que un 

esclavo termina su cálculo. Dicha interacción puede reducir el tiempo de espera 

considerando una distribución no determinista de solicitudes de esclavos (las 

tareas tienen un costo computacional desconocido). En este contexto, el nodo 

maestro generalmente implementa un búfer de espera para hacer frente a las 

llegadas simultáneas de resultados de los esclavos (Baldo et al, 2004). 
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3.4 Algoritmo paralelo. 

El algoritmo paralelo se desarrolló mediante el modelo Maestro-esclavo, utilizando 

la biblioteca MPI (“Message Passing Interface”), (“Interfaz de Paso de Mensajes”) 

para el paso de mensajes. Acontinuación, se muestra el reparto de tareas de 

nuestro modelo Maestro-esclavo implementado: 

Nodo maestro: 

 Se ejecuta en Ioevolution 

 Lectura de datos 

 Cálculo de distancia euclidiana  

 Distribución de tareas (MPI_Bcast) 

 Recepción de resultados (MPI_Recv)  

 Encontrar la mejor agrupación  

 Actualizar atributos 

Nodo esclavo: 

 Recepción de datos (MPI_Recv) 

 Implementar método Ward a los datos recibidos 

 Retornar el resultado del método Ward (MPI_Send) 

Para entender mejor el proceso, en la Figura 29, se presenta el diseño de alto 

nivel paralelo, en la Figura 30 el diagrama de flujo y Figura 31 el pseudocódigo. 
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Figura 29. Diseño de alto nivel paralelo. 

 



 
49 

 



 
50 

Figura 30. Diagrama de flujo del algoritmo paralelo. 

 

Figura 31. Pseudocódigo del algoritmo paralelo. 

Como se puede apreciar en la Figura 29 del diseño de alto nivel, Figura 30 

diagrama de flujo y Figura 31 del pseudocódigo, el nodo maestro o proceso 0, se 

encarga de la lectura de los datos del archivo txt, el cual contiene la información 

de los clusters como su id, atributos, etc, posteriormente con esa información se 

obtiene la distancia euclidiana, la cual consta de obtener la distancia del punto A al 

punto B, esto es con todos los cluster a analizar, esta tabla se envía del nodo 

maestro a los nodos esclavos mediante MPI_Bcast el cual consiste en enviar los 

datos de un nodo al resto de los nodos conectados al mismo tiempo, cada nodo 

esclavo recibe los datos con el estándar MPI_Recv que sirve para recibir los datos 

de otro nodo, con esos datos cada nodo procesa el método de Ward, pero solo de 

un cluster, es decir, que el procesador 1 o nodo 1 solo va a obtener la disimilaridad 
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del cluster 1 con el resto de clusters y cluster 2 con el resto, por lo tanto, se 

requiere el mismo número de objetos que de procesadores, todo simultáneamente 

y cada uno va guardando el mejor (con mayor disimilaridad). Cuando cada 

procesador o nodo esclavo termina, envía su resultado (mejor) al nodo maestro 

con el estándar MPI_Send, que se utiliza para enviar los datos de un nodo a otro, 

el nodo maestro recibe todos los resultados con MPI_Recv y compara cuál de 

esos datos tiene la mayor disimilaridad, cuando obtiene la mejor agrupación 

actualiza los atributos de ambos clusters y elimina un cluster, compara si hay más 

de dos clusters, si esto es verdadero repite el proceso desde la distancia 

euclidiana, de lo contrario se termina el proceso y el nodo maestro genera el 

archivo txt con la agrupación. 

El lenguaje de programación utilizado para el desarrollo secuencial y paralelo fue 

en C. 

3.5 Cluster Ioevolution. 

La programación paralela se realizó en el cluster Ioevolution, que se encuentra en 

la Universidad Autónoma del Estado de Morelos en la Facultad de Contaduría 

Administración e Informática, el cual cuenta con cinco servidores y cada servidor 

cuenta con un límite de procesadores como se muestra en la Tabla 21. 

Tabla 21. El número de procesadores por servidor que se pueden utilizar. 

Cluster Ioevolution  
Máquinas Procesador Procesadores 

Disponibles 

Núcleos por 

Procesador 

Núcleos 

disponibles 

Hilos 

Disponibles 

Ioevolution Intel(R) Xeon 
(R) CPU @ 
3.40 Ghz 

8 4 32 256 

compute-0-0 Intel(R) 
Xeon(R) 

CPU E5645 
@ 2.40 Ghz 

12 6 72 864 

compute-0-1 Intel(R) 
Xeon(R) 

CPU X3430 
@ 2.40 Ghz 

4 4 16 64 
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compute-0-2 Intel(R) 
Xeon(R) 

CPU X3430 
@ 2.40 Ghz 

4 4 16 64 

TOTAL 28 14 136 1248 

 

En la Tabla 21 se muestra el número total de procesadores que se dispone para 

poder ejecutar el algoritmo, pero cada procesador dispone de 4 a 6 núcleos, 

posteriormente se multiplica por el total de procesadores disponibles por servidor, 

y tenemos los núcleos totales, pero cabe mencionar que cada núcleo tiene 4 hilos 

para ejecutar o hacer tareas por lo que tenemos un total de hilos disponibles de 

1,248, lo cual nos da un número mayor de procesadores para poder ejecutar 

mayor número de objetos. 

Esto sirve para tener un balance de carga equitativo y así no sobre cargar los 

servidores. 

CAPÍTULO IV. EXPERIMENTACIÓN Y 
RESULTADOS 

4.1 Experimentación. 

La experimentación se realizó con las instancias de la literatura y benchmark 

clustering, que se muestran en la Tabla 22. 

Tabla 22. Instancias utilizadas para el algoritmo de Ward, secuencial y paralelo. 

Autor N° de 

objetos 

Gallardo 5 

Elaboración 

propia 

10 

Elaboración 57 
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propia (maíz) 

Chang 312 

 

La instancia de Gallardo tiene 5 objetos, como se muestra en la Figura 32. 

 

Figura 32. 5 objetos a agrupar de la instancia de Gallardo. 

La elaboración de 10 objetos fue propia para trabajar con un mayor número de 

datos, los cuáles son aleatorios, como se muestra en la Figura 33. 
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Figura 33. 10 objetos a agrupar de elaboración propia. 

Los 57 objetos de maíz fueron tomados de (Cargnelutti, & Guadagnin, 2011), los 

cuales se dieron aleatoriamente mediante la distribución normal, ya que el artículo 

solo da la desviación estándar y la media, como se muestra en la Figura 34. 

 

Figura 34. Figura de los 57 objetos a agrupar del maíz cada color es atributos similares. 

Por último, de (Chang & Yeung, 2008) se obtuvieron del benchmark clustering, el 

cual está constituido por tres espirales de diferente color y tiene 312 objetos en 

total, como se muestra en la Figura 35. 
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Figura 35. 312 objetos en forma de espiral. 

En cada resultado se va a obtener la aceleración (Speedup) S(p) y la eficiencia 

E(p). S(p) es la comparación entre el tiempo secuencial contra el tiempo de un 

algoritmo paralelo para el mismo problema (Zavala-Díaz, 2013) y “E(p) de un 

algoritmo paralelo define la relación entre la aceleración S(p) y el número de 

procesadores p. Este factor indica qué tan bien son utilizados los procesadores” 

(Zavala-Díaz, 2013). 

En este trabajo el número de p es igual al número de objetos, ya que cada objeto 

tiene un procesador. 

4.2 Resultados. 

Los resultados que se muestran en las Tablas 23-26, son la comparación del 

tiempo secuencial vs paralelo, el secuencial se corrió en Ioevolution, con 

procesador Intel(R) Xeon (R) CPU @ 3.40 Ghz. 

La eficiencia en cada resultado se refiere a la eficiencia del algoritmo paralelo, 

donde 100% es mejor y entre menor tenga de porcentaje no es muy bueno para 

esa instancia. 

Tabla 23. Resultados de la instancia de 5 objetos. 

Gallardo 

Secuencial Paralelo 

0.000354 

segundos 

0.002607 segundos  

 

En la instancia de Gallardo que se muestra en la Tabla 23, el tiempo de ejecución 

del algoritmo secuencial es: 0.000354 y el paralelo de 0.002607 segundos, por lo 

tanto, la aceleración S(p) del algoritmo paralelo es 0.000354 / 0.002607= 0.135 y 

la eficiencia E(p) es 0.135 / 5= 0.0271 * 100 = 2.71, es decir la implementación 

paralela es 2.71% eficiente para esta instancia, como se puede observar para esta 
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instancia no es muy buena la eficiencia debido al número de objetos, el 

dendrograma se muestra en la Figura 36. 

 

Figura 36. Dendrograma de los 5 objetos de la instancia de Gallardo. 

El dendrograma de la Figura 36 presenta una agrupación correcta según la 

distribución de los objetos, esto con base en lo que se observa en la Figura 32. 

 

Tabla 24. Resultados de la instancia de 10 objetos. 

Elaboración propia 

Secuencial Paralelo 

0.000458 

segundos 

0.008991 segundos  

 

En la instancia de 10 objetos elaboración propia que se muestra en la Tabla 24, el 

tiempo de ejecución del algoritmo secuencial es: 0.000458 y el paralelo de 

0.008991 segundos, por lo tanto, la aceleración S(p) del algoritmo paralelo es 

0.000458 / 0.008991= 0.0509 y la eficiencia E(p) es 0.0509 / 10= 0.0050 * 100 = 

0.50, es decir la implementación paralela es 0.50% eficiente para esta instancia, 
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como se puede observar para esta instancia no es muy buena la eficiencia debido 

al número de objetos, el dendrograma se muestra en la Figura 37. 

 

Figura 37. Dendrograma de la agrupación de los 10 objetos. 

Tabla 25. Resultados de la instancia de 57 objetos representación del maíz. 

Elaboración propia (maíz) 

Secuencial Paralelo 

0.560161 segundos 1.095899 

segundos  

 

En la instancia de Cargnelutti, & Guadagnin, que se muestra en la Tabla 25, el 

tiempo de ejecución del algoritmo secuencial es: 0.560161y el paralelo de 

1.095899 segundos, por lo tanto, la aceleración S(p) del algoritmo paralelo es 

0.560161/ 1.095899= 0.511 y la eficiencia E(p) es 0.511 / 57= 0.0089 * 100 = 

0.896, es decir la implementación paralela es 0.896% eficiente para esta instancia, 

como se puede observar para esta instancia no es muy buena la eficiencia debido 

al número de objetos, el dendrograma se muestra en la Figura 38. 
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Figura 38. Dendrograma de la agrupación de los 57 objetos de maíz. 
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Tabla 26. Resultados de la instancia de 312 objetos, en forma de espiral. 

Chang 

Secuencial Paralelo 

478.261963segundos 13.09 

segundos 

 

En la instancia de Chang & Yeung, que se muestra en la Tabla 26, el tiempo de 

ejecución del algoritmo secuencial es: 478.261963 y el paralelo de 13.09 

segundos, lo tanto la aceleración S(p) del algoritmo paralelo es 478.261963 / 

13.09 = 36.53 y la eficiencia E(p) es 36.53 / 312 = 0.117 * 100 = 11.71, es decir la 

implementación paralela es 11.71%  eficiente para esta instancia, como se puede 

observar para esta instancia es mejor la eficiencia debido al número de objetos, el 

dendrograma se muestra en la Figura 39. 
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Figura 39. Dendrograma de la agrupación de los 312 objetos de la espiral. 
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En la Figura 39 se muestran los colores de la agrupación según como los colores 

de la Figura 35. 

Se puede observar que los resultados obtenidos con las instancias pequeñas la 

E(p) presenta poca diferencia con el secuencial, debido al número de objetos que 

contienen las instancias que fueron menores de 100 objetos, pero con la instancia 

que tiene más de 100 objetos, se presenta una gran diferencia entre el secuencia 

y el paralelo, esto nos indica que entre mayor número de objetos contenga la 

instancia, es mejor el algoritmo paralelo, esto se resume a que cada procesador 

ejecutó su tarea rápido, gracias a que se balanceó bien el trabajo en los 

procesadores disponibles. 

Según los resultados, la programación paralela es más rápida, ya que divide las 

tareas y nuestro algoritmo funcionó correctamente en diferentes instancias 

(número de objetos y atributos), entonces se logró reducir la complejidad del 

algoritmo del método de Ward con la programación paralela. 

Las instancias con menos objetos (menores que 100 objetos) se ejecutaron en un 

tiempo pequeño tanto secuenciales como paralelas, debido a que son menores 

objetos a comparar, en cambio con mayores objetos (mayores que 100) es un 

poco más lento debido a que se ejecutan más procesos para comparar, pero aun 

así es rápido el paralelo y con ello se pueden ejecutar problemas con gran número 

de objetos. 
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CAPÍTULO V. CONCLUSIONES 

Con los datos obtenidos se concluye que: 

El método de Ward agrupa mejor los objetos dispersos pero similares entre sí, ya 

que fue capaz de agrupar objetos en forma de espiral y con los cultivos de maíz. 

En este último se agregaron más atributos no solo fueron los valores de “x” y “y”. 

Con el algoritmo jerárquico aglomerativo con el método de Ward y la programación 

paralela, es posible resolver las instancias en menor tiempo que un algoritmo 

secuencial y con ello se puede trabajar con instancias que contiene un número 

mayor de objetos y variables, por ejemplo, con una instancia de 312 objeto se 

obtuvo que el algoritmo paralelo es un 11.71% más eficiente que el secuencial. 

En la Tabla 27, se muestra una comparación de los resultados obtenidos en cada 

instancia, según su tiempo de ejecución y su eficiencia del algoritmo paralelo vs el 

secuencial. 

Tabla 27. Resultados concentrados. 

Instancia Tiempo 

secuencial en 

segundos 

Tiempo paralelo 

en segundos 

% de eficiencia 

del algoritmo 

paralelo 

Gallardo 0.000354 0.002607  2.71% 

Elaboración propia 0.000458 0.008991  0.50% 

Elaboración propia 

(maíz) 

0.560161 1.095899  0.896% 

Chang 478.261963  13.09 11.71% 

 

Se observó que entre mayor número de objetos contenga la instancia es más 

eficiente el algoritmo paralelo, y con ello se puede resolver el problema de la 
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complejidad y ya se pueden probar instancias con mayor número de objetos que 

no existen en la literatura para dicho problema.  

Con lo antes mencionado, la hipótesis fue verdadera y el objetivo general fue 

alcanzado, ya que con la programación paralela y el método de Ward se pueden 

agrupar objetos diferentes de un mismo conjunto en un menor tiempo. 

Con esta aportación, hay gran posibilidad de trabajar con instancias y grandes 

conjuntos de objetos como los que se utilizan en Big Data u otras aplicaciones que 

contengan una gran cantidad de objetos y de diferentes variables, será más fácil y 

rápido la búsqueda y agrupación de dicha información. 

 

5.1 Trabajos futuros. 

 Poder trabajar con datos reales del maíz. 

 Trabajar con otros tipos de datos. 

 Comparar el tiempo de ejecución y la calidad de la agrupación entre el 

algoritmo de k-means vs Método de Ward paralelo. 
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