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Cuernavaca, Morelos a 27 de noviembre del 2020.

DR. AUGUSTO RENATO PI'EREZ,MAYO
SECRETARIO DE INVESTIGACION Y POSGRADO DE LA FCAel
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis
para obtener el grado de la Maestria en Optimizacién y Cémputo Aplicado de la estudiante Erika
Lizbeth Montiel Ruiz, con matricula 10023096, con el titulo Desarrollo de una herramienta

computacional para la identificacion de nuevos genomas virales en estudios
metagenomicos, por lo cual, me permito informarle que después de una revision cuidadosa de
dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de objetivos
académicos pertinentes y una metodologia adecuada para su logro. Ademas, construye una
estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos

contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
que de mi parte no existe inconveniente para que el estudiante continle con los trdmites que
esta Secretaria de Investigacion y Posgrado tenga establecidos para obtener el grado

mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dra. Lorena Diaz Gonzalez
Profesora- Investigadora
Centro de Investigacion en Ciencias

Av. Universidad 1001 Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19 U A
Tel. (777) 329 7917, Ext. 3038, 3039/ posgrado.fcaei@uaem.mx EM
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Cuernavaca, Morelos a 04 de diciembre del 2020.

DR. AUGUSTO RENATO PI'EREZ,MAYO
SECRETARIO DE INVESTIGACION Y POSGRADO DE LA FCAel
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacién y COmputo Aplicado, del estudiante Erika Lizbeth
Montiel Ruiz, con matricula 10023096, con el titulo Desarrollo de una herramienta
computacional para la identificacion de nuevos genomas virales en estudios
metagenomicos por lo cual, me permito informarle que después de una revisién cuidadosa de
dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de objetivos académicos
pertinentes y una metodologia adecuada para su logro. Ademas construye una estructura
coherente y bien documentada, por lo cual considero que los resultados obtenidos contribuyen al

conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
que de mi parte no existe inconveniente para que el estudiante continde con los tramites que esta

Secretaria de Investigacion y Posgrado tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dra. Blanca Itzelt Taboada Ramirez
Profesor- Investigador
Instituto de Biotecnologia UNAM

Av. Universidad 1001 Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19
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Cuernavaca, Morelos a 02 de diciembre del 2020.

DR. AUGUSTO RENATO PI'EREZ,MAYO
SECRETARIO DE INVESTIGACION Y POSGRADO DE LA FCAel
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacién y COmputo Aplicado, del estudiante Erika Lizbeth
Montiel Ruiz, con matricula 10023096, con el titulo Desarrollo de una herramienta
computacional para la identificacion de nuevos genomas virales en estudios
metagenomicos por lo cual, me permito informarle que después de una revisién cuidadosa de
dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de objetivos académicos
pertinentes y una metodologia adecuada para su logro. Ademas, construye una estructura
coherente y bien documentada, por lo cual considero que los resultados obtenidos contribuyen al

conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
que de mi parte no existe inconveniente para que el estudiante continte con los tramites que esta

Secretaria de Investigacion y Posgrado tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dr. Jorge Hermosillo Valadez
Profesor- Investigador
Centro de Investigacion en Ciencias

Av. Universidad 1001 Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19
Tel. (777) 329 7917, Ext. 3038, 3039/ posgrado.fcaei@uaem.mx
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Cuernavaca, Morelos a 10 de Diciembre del 2020.

DR. AUGUSTO RENATO PEREZIMAYO
SECRETARIO DE INVESTIGACION Y POSGRADO DE LA FCAel
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis
para obtener el grado de la Maestria en Optimizacion y Computo Aplicado, del estudiante Erika
Lizbeth Montiel Ruiz, con matricula 10023096, con el titulo Desarrollo de una herramienta

computacional para la identificacion de nuevos genomas virales en estudios
metagenomicos por lo cual, me permito informarle que después de una revisién cuidadosa de
dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de objetivos
académicos pertinentes y una metodologia adecuada para su logro. Ademas, construye una
estructura coherente y bien documentada, por lo cual considero que los resultados obtenidos

contribuyen al conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
que de mi parte no existe inconveniente para que el estudiante continle con los trdmites que
esta Secretaria de Investigacion y Posgrado tenga establecidos para obtener el grado

mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dr. José Alberto Hernandez
Profesor- Investigador
Facultad de Contaduria, Administracion e Informatica

Av. Universidad 1001 Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19
Tel. (777) 329 7917, Ext. 3038, 3039/ posgrado.fcaei@uaem.mx
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Cuernavaca, Morelos a 29 de _ Noviembre__ del 2020.

DR. AUGUSTO RENATO PI'EREZ,MAYO
SECRETARIO DE INVESTIGACION Y POSGRADO DE LA FCAel
PRESENTE

En mi caracter de revisor de Tesis, hago de su conocimiento que he leido con interés la tesis para
obtener el grado de la Maestria en Optimizacién y Cémputo Aplicado, del estudiante Erika Lizbeth
Montiel Ruiz, con matricula 10023096, con el titulo Desarrollo de una herramienta
computacional para la identificacion de nuevos genomas virales en estudios
metagenomicos por lo cual, me permito informarle que después de una revisién cuidadosa de
dicha tesis, concluyo que el trabajo se caracteriza por el establecimiento de objetivos académicos
pertinentes y una metodologia adecuada para su logro. Ademas construye una estructura
coherente y bien documentada, por lo cual considero que los resultados obtenidos contribuyen al

conocimiento del tema tratado.

Con base en los argumentos precedentes me permito expresar mi VOTO APROBATORIO por lo
gue de mi parte no existe inconveniente para que el estudiante continte con los tramites que esta

Secretaria de Investigacion y Posgrado tenga establecidos para obtener el grado mencionado.

Atentamente
Por una humanidad culta
Una universidad de excelencia

Dr. Mauricio Rosales Rivera
Profesor- Investigador
(adscripcion temporal)

Centro de Investigacion en Ciencias

Av. Universidad 1001 Chamilpa Cuernavaca Morelos México C.P. 62209, Edificio 19
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Resumen

Hoy en dia, gracias a las tecnologfas de secuenciacion masiva de nueva generacion, ha surgido la
metagenoémica la cual es una herramienta que permite obtener de una manera no sesgada
millones de secuencias de ADN de los diferentes microorganismos que componen una
comunidad microbiana de una muestra, sin necesidad de aislarlos o cultivarlos (Kumar et al., 2015).

Existe una cantidad inmensa de estudios metagenémicos virales. Sin embargo, la efectiva
identificacion de los diversos virus, asi como su clasificacion taxonémica a nivel de especie,
género y/o familia de los datos generados sigue siendo un desafio computacional.

Primero, porque se requiere de un gran nimero de recursos computacionales, con suficiente
capacidad de memoria para el procesamiento de millones de secuencias de ADN por los
algoritmos implementados en estas herramientas de analisis bioinformatico. Segundo, gran parte
de estas secuencias no pueden ser identificadas por los clasificadores taxonémicos y
dependiendo del tipo de muestra, queda entre un 20% a un 90% de secuencias sin clasificar.

Este panorama proporciona una oportunidad dnica para descubrir nuevas secuencias virales
utilizando modelos computacionales basados en aprendizaje profundo.

En este contexto, este trabajo presenta un modelo de prediccién de aprendizaje profundo basado
en una red neuronal convolucional residual, para la identificaciéon de proteinas virales en
secuencias metagenoémicas que pueda ser aplicado como una herramienta de analisis
bioinformatico para aquellas lecturas de secuencias que quedan sin clasificar por las herramientas
de clasificaciéon taxonémico actuales, las cuales podrian representar nuevos virus, aun sin
anotarse, o con baja identidad a los conocidos.

Los resultados obtenidos muestran que los métodos de aprendizaje profundo requieren una gran
cantidad de ejemplos para mejorar la precision y al estar poco anotados los virus, no pueden
competir con las herramientas convencionales como Blastp o Blastx que permiten identificar
secuencias virales hasta con un porcentaje de identidad del 30% con secuencias de referencia.
Sin embargo, el modelo propuesto se puede utilizar como un modelo base que puede mejorarse
para el proposito que fue desarrollado.
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CAPITULO 1. Introduccion

Los microrganismos son los seres vivos mas pequefios que sélo pueden visualizarse a través de
un microscopio. Ellos estan presentes en todos los ambientes que habitamos y son esenciales
para la vida en el planeta. Existen los siguientes tipos de microrganismos: bacterias, arqueas,
protozoos, hongos y virus. Estos dltimos, son organismos que estan formados de ARN (acido
ribonucleico) o ADN (acido desoxirribonucleico), y se consideran parasitos obligados debido a
que requieren la maquinaria celular de su huésped para poder reproducirse. Los virus también
son las entidades biolégicas mas abundantes de la Tierra. Por ejemplo, los fagos, virus de
bacterias, son un importante depdsito de diversidad genética en los océanos que afectan los
ciclos biogeoquimicos, y por ende la dindmica de dichos ecosistemas. Se estima que hay 10
particulas virales infectando poblaciones microbianas. Sin embargo, los virus siguen siendo los
grandes desconocidos del mundo. Mientras que existen unos 45,000 genomas bacterianos
depositados en la base de datos del NCBI (National Center for Biotechnology Information),
solo hay unos 2,000 genomas virales (Pdez-Espino et. al. 2016).

En los dltimos afios se han introducido una serie de herramientas de secuenciacién de ADN de
alto rendimiento basados en diferentes técnicas de deteccion. Estos son llamados tecnologfas de
Secuenciacién de Nueva Generacion (NGS, por sus siglas en inglés) que generan millones de
secuencias cortas de ADN, denominadas lecturas (reads), en un par de dfas y a un costo
relativamente bajo.

Los recientes avances tecnologicos en las NGS han permitido el ensamble de nuevos genomas,
realizar estudios de genética, la identificacion de genomas microbianos dentro de una
comunidad, entre otras aplicaciones.

Estas tecnologfas de secuenciacién han generado un aumento masivo de los datos en bruto, sin
embargo, hay una serie de nuevos retos y dificultades informaticas que deben abordarse para
mejorar el estado actual de su analisis.

Por ejemplo, una de las aplicaciones de NGS es la metagenémica viral, la cual busca obtener de
manera global, todas las secuencias de ADN de los diferentes virus que estan presentes en una
muestra dada, sin necesidad de cultivarlos o aislarlos. Se pueden resolver preguntas como: ¢Qué
virus estan en la muestra?, ;Qué hacen?, es decir entender la composicién/estructura de la
comunidad estudiada, incluyendo: el desglose taxonémico y el relativo a la abundancia de las
diversas especies identificadas, la riqueza y diversidad, asi como funciones que se puedan estar
llevando. Todos estos aspectos son los objetivos primordiales de un estudio de metagenémica
(Scholz et al., 2012).

El tiempo de analisis de los datos NGS es costoso computacionalmente y la contextualizacion
de los resultados (geografica, temporal, prevalencia, condiciones ambientales, condiciones
funcionales, entre otros) requiere de modelos estadisticos complejos.

En el caso especifico de la metagenémica viral, a pesar de obtener millones de secuencias, las
virales son poco abundantes, ya que el ADN viral representa del 1 al 5% del ADN total en la
muestra. También, una gran proporcioén de las bacterias hospederas de los fagos, no se pueden
cultivar en el laboratorio, por lo tanto, no se pueden aislar y/o estudiar los vitus asociados a
éstas. No existen genes marcadores, como en las bacterias que permitan caracterizarlos
facilmente. En este sentido, los clasificadores metagenémicos virales arrojan una cantidad
importante de datos sin clasificar que van del 20% hasta el 90% dependiendo del tipo de muestra
(Mande et al. 2012).



Estos resultados son en parte porque los métodos computacionales existentes estan basados en
alineamientos o busquedas por similitud con genomas de referencia de bases de datos, lo cual
solo permite identificar virus conocidos hasta el momento o de gran similitud con lo anotado,
pero no son eficientes en la identificacién de virus desconocidos. En el conjunto de datos sin
clasificar, se espera que una fraccién importante corresponda a virus nuevos, no anotados hasta
el momento, asi como otros tipos de microorganismos y de "materia negra biologica”.

Lo anteriormente expuesto, motivé el desarrollo de este trabajo de investigacion, el cual se basa
en la implementacién de una herramienta computacional que permita el analisis de las lecturas
de ADN que los clasificadores taxonémicos no lograron identificar, a fin de detectar nuevas
proteinas virales y contribuir hacia la identificacién de nuevos genomas virales en estudios
metagendmicos.

1.1. Hipotesis

El uso de modelos de aprendizaje profundo proporcionara un método de identificacion viral de
aquellas lecturas de secuencias de ADN, generadas por tecnologias de secuenciaciéon masiva, que
hasta el momento no se les ha identificado homologos en bases de datos de referencia por
métodos computacionales clasicos, debido a su capacidad de aprender y extraer las caracteristicas
mas importantes.

1.2. Objetivo

Desarrollar una herramienta computacional basada en un modelo de aprendizaje profundo (red
de convolucién residual) para el analisis de lecturas metagenémicas virales, que quedan sin
clasificar por métodos computacionales convencionales, para detectar posibles nuevos virus,
mediante la clasificacién de proteinas virales.

1.3. Objetivos especificos

e Obtener, depurar y quitar redundancia de las secuencias de la base de datos de GenBank
de proteinas virales a fin de generar el conjunto de datos de entrenamiento y definir las
clases del modelo.

e Disefiar un modelo de aprendizaje profundo para la clasificaciéon de secuencias de
fragmentos de proteinas virales.

e Evaluar el desempeno de clasificacion del modelo de aprendizaje profundo.
e Implementar una herramienta para aplicar del modelo de aprendizaje profundo disefiado

1.4. Organizacion de la tesis

Este trabajo de tesis esta organizado de la siguiente manera:



En el capitulo dos, se expone el marco de referencia y los conceptos fundamentales del area
biolégica, asi como los conceptos del area computacional utilizados.

En el capitulo tres se describe la metodologia desarrollada para el disefio del modelo que
permite la identificacién de fragmentos de proteinas virales en secuencias metagenomicas.
El capitulo cuatro se presentan los resultados de la definiciéon del conjunto de datos de
entrenamiento y las clases obtenidas, la herramienta computacional implementada del
modelo, asi como la discusion y algunas conjeturas realizadas a partir de su evaluacion.

Para finalizar, en el capitulo cinco, se dan las conclusiones de este trabajo de tesis, y trabajos
futuros.
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CAPITULO 2. Marco tedrico y antecedentes

2.1. Conceptos biolégicos

En este capitulo se exponen los conceptos biologicos basicos utilizados en este trabajo de tesis,
a fin de lograr una mayor comprension del tema desarrollado para aquellos ajenos al estudio de
las ciencias bioldgicas.

2.1.1.  Acido Desoxirtibonucleico (ADN)

ADN es el nombre quimico de la molécula que contiene la informacién genética que sirve para
el desarrollo y funcionamiento de todos los organismos vivos, y también de aquellas formas no
celulares como los virus. La molécula de ADN consiste en dos cadenas que se enrollan entre
ellas para formar una estructura de doble hélice; esta formado por componentes quimicos
basicos denominados nucleétidos. Los nucleétidos incluyen un grupo fosfato, un grupo de
azucar y una de cuatro tipos de bases nitrogenadas alternativas, las cuales son: Adenina (A),

Tiamina o Uracilo (T), Citosina (C), y G(Guanina).

2.1.2. Gen

La informacion del ADN es codificada en bloques discretos, llamados genes. Un gen es la unidad
fisica y funcional basica de la herencia y algunos de estos actian como instrucciones para
sintetizar moléculas llamadas proteinas. Un gen esta formado por una larga cadena de
nucleétidos (ADN), y algunas veces por partes discontinuas denominadas exones e intrones.
Los exones son las regiones codificantes que van a proporcionar la informacién para la sintesis
de una proteina, mientras que los intrones son regiones no codificantes, que se hallan intercaladas
en el gen y tienen otras funciones. Para que la informacion de un gen sea “leida” por la célula, la
informaciéon del ADN es copiada en moléculas de acido ribonucleico (ARN), en un proceso
llamado transcripcion. Desde el punto de vista computacional, el ADN y el ARN pueden verse
como una combinacién de cuatro caracteres diferentes A, G, C, T (la T cambia a U -uracilo-, en
el caso de ARN), los cuales se utilizan para realizar la transcripcion del ADN al ARN por medio
de un lenguaje determinado.

2.1.3. Genoma

conjunto de genes y de regiones no codificantes de un organismo forma su genoma. En otras
El to d y de regi dificantes d rgani form En otr
palabras, el genoma es el manual que contiene todas las instrucciones para conocer el
funcionamiento y crecimiento de un organismo.
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2.1.4. Proteina

Una vez que se transcribe el ADN a ARN, se realiza la sintesis de proteinas, en un proceso
denominado traduccion. Las protefnas son moléculas grandes y complejas que desempefian
diversas funciones basicas para la vida en un organismo, tales como catalisis, reguladoras,
estructurales, motoras entre otras. Se componen de cientos o miles de unidades mas pequefias
llamadas aminoacidos (20) que se unen entre sf en largas cadenas. Las diferentes combinaciones
de tres nucleétidos (codones) determinan un determinado aminoacido de la proteina (Tabla 1)
el cual tiene un nombre y una letra que lo representa (Tabla 2). Cada proteina tiene su propia
secuencia de aminoacidos que proviene de la secuencia de nucle6tidos del gen que la codifica.

Tercera letra
U C A G
UUU | Phe (F) | UC UAU UGU U
U
uucC uc uac | ) uec | ¥ (©) |¢
C
U oua uc | 5 S)  PuRATITETmine [ UGAT [TermineT| A
Leu(L) [
UUG uc UAG | Término | UGG E
G Trp (W)
Cuu cC CAU CGU U
U .
cuc cC cac | His(H) 556 C
C
€ feua v roe Pe® Feaa Tem@ [cea AR AT
£ A £
2 CUG cc CAG CGG G| e
©
o G T
£ AUU AC AAU | Asn(N) | AGU ul 3
= U []
o
AUC | e 1) AC AAC AGc | SerS) e @
C
A AUA Ac | Thr(M  TAaa AGA A
A
AUG | Met(M) | AC AnG | LYs(K) FRgg | A9 (R g
G
GUU GC GAU GGU U
U
GUC GC cac | AP (O Gac C
C
G laga | ValV) Gz AlalA)  eam sGAi 1 GV &
A
GUG GC Gac | M (E) GGG G
G

Tabla 1. Codones que codifican los aminodcidos (codigo de tres y una letra)
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Aminoacidos

GIn  Glutamina

Tyr Tirosina

Asp Acido aspartico
Glu Acido glutamico

Phe Fenilalanina
lle Isoleucina
Arg Arginina
Met Metionina

\' Val Valina A Ala Alanina

L Leu Leucina P Pro Prolina

T Thr Treonina G Gly Glicina

K Lys Lisina S Ser Serina

W Trp Triptéfano C Cys Cisteina

H His  Histidina N Asn Asparagina
F Q

| Y

R D

M E

Tabla 2. Nombre y cédigo de 1y 3 letras de los 20 aminodcidos

2.1.5. Secuenciaciéon de ADN

La secuenciacion del ADNes un conjunto de métodos y técnicas cuya finalidad es la
determinacién del orden de los nucleétidos (A, C, G y T) en un oligonucleétido de ADN.

2.1.6. Secuenciacion masiva o secuenciacion de Nueva Generacion (NGS)

Es un conjunto de técnicas que permiten descifrar la informacion genética desde una tnica célula
hasta comunidades muy complejas. Estas técnicas utilizan procesamiento paralelo masivo lo cual
permite generar millones de secuencias cortas de entre 75-1000 bases de nucleétidos,
comuinmente llamadas lecturas, en tiempos muy cortos y a un costo relativamente bajo. Algunos
ejemplos de tecnologias de este tipo de secuenciacion son: Illumina (Solexa), Roche 454, Ton
torrent: Proton/PGM y SOLID.

Eluso de NGS ha aumentado debido a la disminucién de costos (figura 1A) y por su gran utilidad
en diversas areas como biologia, genética, salud, biorremediacion, entre otras. Como resultado,
se han generado grandes volimenes de datos que requieren de herramientas especificas para su
analisis (Beeremwinkel et al., 2012). En la figura 1B se puede observar un panorama sobre cémo el
desarrollo y las mejoras de las tecnologfas de secuenciacion de ADN, han contribuido al
crecimiento exponencial de datos genémicos y su utilizacién en diversas areas. Por ultimo, en la
figura 1C, se muestra una proyeccion del crecimiento de la base de datos GenBank, la cual es
una de las bases de datos genémicas mas utilizadas, de acceso abierto y forma parte de un
consorcio internacional donde participan diversas instituciones de investigacion: National
Center for Biotechnology (NCBI), European Nucleotide Archive (ENA), y el Data Bank de
Japon (DDBJ).
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Figura 1. Crecimiento de la informacion gendmica. A) Grafica de crecimiento de datos secuenciados y usuarios. Figura tomada
de: hitps:/ [ www.nlm.nib.gov/ about/ 2019C.btml, B) Crecimiento de la base de datos GenBank. Figura tomada de:
https:/ | en.wikipedia.org/ wiki/ File:Growth_of GenBank.syg, C) Costo por Genoma Humano. Figura tomada de:
bttps:/ [ es.m.wikipedia.org/ wiki/ Archivo:Historic cost of sequencing a bhuman_ genome.svg

2.1.7. Ensamble de fragmentos de secuencias de ADN (lecturas).

El ensamblaje de secuencias se refiere a fusionar fragmentos de secuencias de ADN en
secuencias mas largas. Esto es necesario ya que la tecnologfa de secuenciaciéon de ADN no puede
leer genomas completos de una sola vez, sino que lee pequenos fragmentos. Sin embargo, las
lecturas al ser muy pequefias son poco precisas y pudieran pertenecer a mas de un organismo
por lo que se hace necesario ensamblatlos en fragmentos mas grandes llamados contigs que
contiene mas informacion.
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2.1.8. Metagendémica

"Metagenémica" esta formada por dos palabras "meta" y "genémica". La genémica es la
obtencion de la secuencia de ADN y meta implica que se esta haciendo al mismo tiempo para
muchos organismos. Por lo tanto, la metagenémica es una de las aplicaciones de la NGS, que
permite el estudio de la informacién genética de todos los microorganismos que se encuentran
en una comunidad o muestra ambiental, sin necesidad de aislarlos y cultivarlos (Kumar et al.,
20175). Esta herramienta nos permite estudiar poblaciones de organismos a fin de entender cual
es el papel que desempefian en el medio donde se encuentran. En este trabajo de tesis, la
informacion que se analizara sera el resultado de los datos generados para este tipo de estudios
metagenémicos virales, centrandonos en los datos que un clasificador taxonémico no logre
analizar.

La figura 2, describe el proceso general de un estudio de metagenémica, el cual inicia con una
muestra ambiental, que puede ser de suelo, agua, sedimento, especimenes acuaticos, terrestres o
bénticos, humanas. Una vez obtenida la muestra, se extrae el material genético (Kumar et al. 2015).
El ADN es fragmentado en trozos de una longitud conocida, utilizando enzimas a fin de crear
librerfas de ADN (copias de los fragmentos por reaccion en cadena de la polimerasa, conocida
como PCR por sus siglas en inglés (Polymerase Chain Reaction). Las librerfas de ADN son
procesadas por un secuenciador NGS, los cuales generan millones de “reads o lecturas de
ADN?”, de una longitud aproximada de 75 a 1000 nucleétidos (bases) dependiendo la tecnologia
que se utilice. Estas lecturas o fragmentos obtenidos del secuenciador requieren ser ensamblados,
tal si se tratara de armar un rompecabezas. Sin embargo, las lecturas al ser muy pequefas son
poco precisas por lo que se hace necesario ensamblarlos en fragmentos mas grandes llamados
contigs. Finalmente, después del ensamble, comienza el analisis con diversas herramientas
bioinformaticas entre ellas los clasificadores taxonémicos.

@
ADN

Muestra ADN, g
genética metagendémico fragmentado
100 millones de secuencias,
e cortadas y generada (75-150 bp)
il 17 75,000 millones de bases
; - - -: TCATGATACGTGCAGTACCGA . TA
=r_ AT Identificacion [ s =
ey, R
AATCAAMCCACCCATGAT..

Analisis
Bioinformatico

Figura 2. Esquema del proceso que se realiga en estudios metagendmicos
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2.2. Conceptos computacionales

A continuacién, se exponen los conceptos generales del area de aprendizaje automatico y
aprendizaje profundo utilizados en este trabajo de tesis a fin de lograr una mayor comprension
del objetivo de este trabajo de estudio para aquellos ajenos al estudio de las ciencias
computacionales.

2.2.1. Inteligencia artificial

La inteligencia artificial, conocida por sus siglas en inglés (Al), es una rama de las ciencias
computacionales, que tiene como actividad principal construir maquinas o sistemas inteligentes
capaces de realizar tareas que generalmente requiere inteligencia humana. Es una ciencia
interdisciplinaria con varios enfoques, unas de sus subramas es el aprendizaje automatico.

2.2.2. Aprendizaje de maquina o automatico (Machine Learning)

Es un método de anilisis de datos que automatiza la construccién de modelos, los cuales utilizan
métodos estadisticos y algoritmos a fin de identificar patrones e inferencias para resolver un
problema con minima intervencion humana (Angermueller et al., 2016). La mayoria de estos
modelos se pueden definir a través del siguiente flujo de trabajo que consta de cuatro pasos: i)
preprocesamiento, ii) definicién de las caracteristicas por parte del disefiador del modelo, iii)
ajuste y iv) evaluacion del modelo.

2.2.3. Aprendizaje profundo (Deep Learning)

El aprendizaje profundo es un tipo de algoritmo de aprendizaje automatico basados en redes
neuronales artificiales. Esta inspirado en las redes neuronales bioldgicas que transforman la
entrada procesando sefiales a través de multiples capas de neuronas, para obtener una salida.
Gracias, al desarrollo de poder de computo para procesar informacion a gran escala (big data) el
aprendizaje profundo ha generado muy buenos resultados en aplicaciones de visién por
computadora, reconocimiento de voz y procesamiento de lenguaje natural (Angermueller et al.,
2016). En biologfa computacional se han desarrollados métodos de aprendizaje profundo para
resolver diferentes problemas como predecir la especificidad de secuencia de la unién a
proteinas, identificaciéon de secuencias conservadas evolutivamente e identificacion del
potenciador y promotor (Angermueller et al., 2016). Estos métodos han mostrado mejoras notables
sobre aquellos basado en el aprendizaje automatico y modelos basados en inferencias
estadisticas. En la figura 3, se puede observar en resumen la relacién que existe entre los tres
conceptos descritos anteriormente.
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Figura 3. Inteligencia artificial y sus subramas

2.2.4. Redes neuronales artificiales

Las redes neuronales artificiales estan basadas en el funcionamiento de las redes de neuronas
biolégicas. En una red neuronal artificial este comportamiento biolégico se imita creando un
sistema de interconexién en capas de neuronas artificiales (red neuronal multicapa) que
colaboran para procesar datos de entrada y generar salidas o dicho en otras palabras para
clasificar o hacer predicciones (Zou et al., 2019). En la figura 4, se muestra como se imita este
comportamiento de una neurona bioldgica (figura 4A) con una neurona artificial (figura 4B)
donde el canal de entrada son las dendritas, la sinapsis representan los pesos, el procesador o
cuerpo el soma y el axén el canal de salida.

A

kSinnpsis

Dendritas

Dendritas Sinapsis

Cuello del
Xz @ » axon
Axén
Nl

..
Xy 8 » o Funcién de
Procesador activacion (F)

Sumatorio ¥
X, @ » o umbural

Entradas

Figura 4. Esquemas de nenronas. A) Bioldgica. B) Artificial
Fignra modificada de:(Lao, Y. et al,2017)
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De la figura 4B, podemos definir los siguientes elementos basicos de una red de una sola capa.

1. Conjunto de entradas (X3 X3 X3 X4 ). Representan las entradas, de la red neuronal.

2. Pesos sinapticos (Wq Wy W3 W, ). Estos se van ajustando de forma automatica a
medida que la red neuronal va aprendiendo.

3. Funcién de agregacion, X. Realiza el sumatorio de todas las entradas ponderadas por
sus pesos.

4. Funcién de activacion, F. Se encarga de mantener el conjunto de valores de salida en
un rango determinado, normalmente (0,1) o (-1,1). Existen diferentes funciones de
activacion que cumplen este objetivo, la mas habitual es la funcién sigmoide.

5. Salida, Y. Representa el valor resultante tras pasar por la red neuronal.

2.2.5. Redes de convoluciéon (CNN)

Las redes neuronales convolucionales son algoritmos de aprendizaje profundo que inicialmente
fueron disefiados para trabajar con imagenes. L.as CNNs estan disefiadas para recibir los datos
de entrada en forma de matrices multidimensionales. Ademas, contienen varias capas ocultas
especializadas y con una jerarquia: esto quiere decir que cada capa permite detectar ciertas
caracteristicas y se van especializando hasta llegar a capas mas profundas que reconocen formas
complejas (Angermueller et al., 2016).

Los principales componentes de una red de convolucién son:
a) Capa de convolucion
b) Capa de “Pooling” o submuestreo
c) Capa totalmente conectada (La capa final de salida)

La figura 5, muestra los principales elementos de las redes de convolucién que a continuacion se
detallan.

Aprendizaje de patrones

Clasificador
Salida

P=(¥1%)

Softmax

0000 00O0O®

Entrada Capa pooling
(reduccién)
Capa de Capa de

convolucion convolucion

Capa pooling
(reduccion)

Capa
totalmente
conectada

Figura 5. Esquema de los elementos principales de una CNIN.
Figura modificada de: (Albehvi et Mahmood ,2017).
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a) Capa de convolucion

La capa de convolucion se encarga de tomar porciones de la matriz de entrada y realizar
operaciones del producto escalar de cada una de estas porciones contra una pequefia matriz, que
se denomina Kernel, la cual es la ventana que recorre o convoluciona sobre la matriz de entrada
el cual genera una nueva matriz mas pequefia de salida como se puede apreciar en la figura 6.

Entrada Kernel Salida
01112

0 19 | 25
31415

213 37 | 43
61718

Figura 6. Ejemplo de un Kernel (tamario 2x2) ventana que recorre una matri de entrada

Otro elemento importante de esta capa de convolucion es el filtro, el cual es un conjunto de
“kernels”. Para cada capa de convolucion, se fija un determinado nimero de filtros, los cuales
se conocen como mapa de deteccion de caracteristicas o “feature mapping”. Cada filtro permitira
detectar alguna caracteristica importante de los datos de entrada. Una de las funciones de
activacion mas utilizada en este tipo de redes es RELU (Rectified Linear Unit), la cual se define
con la siguiente formula: f(x) = x* = max (0, x), donde x es la entrada a la neurona.

b) Capa de “Pooling” o de reduccion

La capa de pooling generalmente se coloca después de la capa de convoluciéon. Su propédsito
principal es reducir la dimension espacial (ancho y alto) del volumen de entrada para la siguiente
capa de convolucion y mantener las caracteristicas mds importantes que detect6 cada filtro. La
operacion realizada por esta capa se llama reducciéon de muestreo (submuestreo). Existen varios
tipos dentro de los que destacan: max-pooling y average-pooling. En el caso del max-pooling
para cada una de las regiones representadas por el filtro, se toma el maximo de esa region. Se
crea una nueva matriz de salida donde cada elemento es el maximo de una region en la entrada
original, como se ilustra en la figura 7. De este modo en este paso es posible reducir la matriz de
salida antes de hacer una nueva convolucién y asi solo quedarse con las caracteristicas mas
comunes. Por ejemplo, si tenemos una matriz de 24x24 tendrfamos 576 neuronas y si aplicamos
un filtro de 64, la dimension de la matriz de salida tendtfa un valor de 36,864. Lo cual
incrementarfa bastante el procesamiento de computacion de estos datos.
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Figura 7. Ejemplo ilustrativo de la operacidn max-pooling

c) Capa totalmente conectada (La capa final de salida)

Esta capa corresponde a una red neuronal tradicional que conectara con la ultima capa a la que
se le aplico el pooling y que fue aplanado en un vector de una sola columna. Esta salida aplanada
alimentari esta red neuronal, la cual tendra la cantidad de neuronas como el namero de clases a
predecir o clasificar, normalmente se utiliza la técnica de clasificaciéon Softmax. Softmax es una
funcién que convierte un vector de K valores reales en un vector de K valores reales que suman
1. Los valores de entrada pueden ser positivos, negativos, cero o mayores que uno, pero el
Softmax los transforma en valores entre 0 y 1, para que se puedan interpretar como
probabilidades (Wood Tomas, 2019). La definicion matematica se representa con la siguiente
férmula:

e’

Zf:l €7

Donde:

= Esel vector de entrada a la funcién Softmax

son los valores z; que dio el vector de entrada a los cuales se les aplicara la
funcién softmax para que representen las probabilidades

Es la funciéon exponencial estandar que se aplica a cada elemento del vector
de entrada

K Corresponde a la normalizacion. Asegura que todos los valores de salida de
Z 1 € ?i  la funcién sumen 1 y cada uno esté en el rango (0, 1), constituyendo asi una

distribucién de probabilidad valida.

K Es el nimero de clases.
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2.2.6. Redes residuales (Resnets)

En aprendizaje profundo, las redes al tener mas capas detectan caracteristicas mas especificas y
dan mejores resultados. Pero en la practica resulta dificil optimizarlas y por ende el proceso de
entrenamiento también, se puede decir que hasta cierto punto si se agregan mas capas es
benéfico, pero se debe tener precaucion ya que agregar demasiadas puede disminuir la precision.
Las redes residuales intentan solucionar este problema agregando una conexion llamada “skip
connection” o “short cut connection” (He e al., 2016). A través de esta conexion se transfiere la
informacién importante Gnicamente de un punto de la red hacia adelante, permitiéndole a la red
aprender las funciones residuales (lo mas importante) con referencia a las capas de entrada, es
decir y = F(x) + x. Lo cual se conoce como bloque residual (figura 8).

identity

Figura 8. Esquema de un blogue residual dentro de una CNN.
Imagen tomada del articulo (He et al., 2016)

2.3. Antecedentes de la investigacion

Como se mencioné en la introduccién de los datos metagenémicos, una gran proporcion de
lecturas de secuencias de ADN quedan sin clasificar ya que no se coinciden con las bases de
datos de referencia. En este sentido, se han desarrollado varias aproximaciones para tratar de
desarrollar metodologias computacionales que permitan identificar nuevos virus o con baja
similitud con lo anotado, que quedan sin clasificar por métodos convencionales. Un primer
trabajo corresponde a Paez-Espino et Al. (2016), donde analizaron 5 Tb de datos de secuencias
metagenémicas de 3,042 muestras distintas. Se descubrieron mas de 125,000 nuevos genomas
parciales de virus ADN, lo que supone 17 veces mas del numero de genes virales conocidos
hasta ese momento. Esto supone mas de 2.79 millones de secuencias de proteinas virales, de las
que el 75% no tenia similitud con proteinas conocidas. Paez-Espino et al. (2016), propusieron
un enfoque computacional para explorar el contenido viral de las muestras metagenémicas
(figura 9), el cual consiste en el siguiente proceso:

(A) Preprocesamiento y filtrado de los datos adquiridos para mejorar su calidad. Donde se
obtiene una definicién de familias de proteinas virales que seran utilizadas para la
identificacion de contigs virales metagenémicos mayores de 5 kb de longitud. En la
primera etapa de este método, se agruparon las proteinas de 2.300 virus de ADN
bicatenario en 16,000 grupos de familias de proteinas, que se alinearon para generar
perfiles de familia utilizando Modelos Ocultos de Markov (HMM por sus siglas en
inglés). Estos HMM se usaron en combinacion con el analisis de composicion k-mer y
analisis filogenético de ADN dependiente de genes de ARN polimerasa para identificar
1,843 contigs virales metagenomicos (mVC).
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(B) Esos contigs fueron validados manualmente y las proteinas de este conjunto se
combinaron con protefnas virales (iVGs) para generar un conjunto final de 25,000
grupos de familias de proteinas virales.

(C) Los perfiles de HMM generados a partir de la alineacién de estas familias de proteinas
se utilizaron como herramienta para identificar 125,842 nuevos contigs virales
metagenoémicos. Los mVC finales se agruparon y se asignaron a su huésped a través de
CRISPR — Cas spacer y tRNA viral coincide con microbios aislados (estos no se
muestran en la figura 9).

(A)

teria

5 million scaffolds (60 Gbp / 51.5 million genes / 4.1 ksamples)

/N T

14k ANPp  kmer-based
VPFs tree viral bins

% Vit

1.8kmVCs == PS2 —3=

191 k proteins

Metagenomic
space
5 Thp DNA seqs

>5kb

CRISPR-spacer db,
| tRNA matches

PS3—> 25 kn‘\\—)'lokaCs

33Mp

?

23kdsDNA/RT S8 qq

isolate viruses (iVGs)
167 k proteins

Low

HMMs

2k
B/A-HMMs

»

25k
VPFs

1

Host detection

First Round Second Round

(C) Processing Step 2 (PS2)

(D)

(B) Processing Step 1 (PS1)

Processing Step 3 (PS3

ooy

54 vp‘nil

62k mVCs

l >50kb

9k mVCs

cleaning l

1.5k mVCs

<10%KO

o Pfams

1.8k mVCs
191k prots.

cleaning
clustering (B/A-HMMs)

25 k VPFs

cleaning

5+ VPFs
<20%
<40 %

VPFs>=  VPFs>
Pfams 60% ORFs
» Pfams

N/
k]

2.79 M prots .

KO

Figura 9. Proceso para la identificacion de secuencias virales en datos metagendmicos propuesto por Paez-Espino et al.,
2016. Imagen tomada del articulo (Pdez-Espino et al., 2016)

Este estudio llevé a un notable incremento en el nimero de secuencias virales putativas, ademas
de identificar conexiones virus-hospedero, lo que demostré que la diversidad de procariotas es
mucho mas grande de lo que se conoce. Ademas, proporcioné mapas globales de biogeografia
viral que muestran que los virus se encuentran en habitats similares, independientemente de su
proximidad geografica. Cabe mencionar que, en este trabajo, los contigs eran mayores a 5k, por
lo que muchos fragmentos no se consideraron, ya que en metagenémica se generan muchos
trozos de longitud de 75pb, los cuales podrian contener informacién relevante para el
descubrimiento de nuevos virus.

Un segundo trabajo, enfocado a la prediccion de proteinas, fue el realizado por Kulmanov et al.
(2017), en el cual se abordan tres retos computacionales en la prediccién de la funciéon de las
proteinas que son: aprender caracteristicas para representar una proteina, predecir funciones en
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un espacio de salida jerarquico con fuertes dependencias, y combinar la informacién de
secuencias de proteinas con redes de interaccion proteina-proteina. En este trabajo se propone
un modelo jerarquico, basado en una red convolucional y en la ontologfa genética (GO) de
secuencias de proteinas, formada por 3 clases: Funcién Molecular (MF), Proceso Biolégico (BP),
y la de Componente Celular (CC).

En la primera parte de este modelo se aprende una representacion vectorial de una secuencia de
proteinas que puede utilizarse como caracteristicas para predecir las funciones de las proteinas,
y en la segunda parte del modelo tiene como objetivo la codificacién para las dependencias
funcionales entre clases GO, y optimizar la precision de la clasificacién sobre la estructura
jerarquica del GO en lugar de optimizar un modelo localmente para cada clase de la ontologfa.

La arquitectura del modelo se asemeja a la estructura jerarquica del GO y a las dependencias
entre sus clases, para asegurar que las caracterfsticas discriminatorias de cada clase puedan ser
aprendidas de forma jerarquica, teniendo en cuenta las relaciones simbodlicas en el GO. Sin
embargo, este modelo solo abarca proteinas completas lo cual en su mayoria de los casos no es
lo real en datos metagenémicos. Por otra parte, necesita grandes cantidades de datos de
entrenamiento para cada clase; estos datos estan disponibles a través de las anotaciones del
manual GO que se han creado durante muchos afios, pero que no estaran facilmente disponibles
para todas las familias virales lo que dificultarfa la prediccion de nuevas proteinas virales.

Por otra parte, se estudié un tercer trabajo realizado por Tampuu et al. (2019) donde se desarroll6
un modelo que se nombré ViraMiner, que utiliza las Redes Neuronales Convolucionales (CNN)
en datos metagenémicos de diferentes muestras humanas para identificar posibles secuencias
virales. La arquitectura de ViraMiner se construy6 sobre el modelo de CNN de DeepVirFinder
reportado por Ren et al. (2018), agregando algunos detalles para que sea mas efectivo en este
problema de clasificaciéon. Para entrenar el modelo, se utlizaron 19 experimentos
metagenoémicos originados de muestras tipos como la piel, el suero y los condilomas. La
arquitectura de ViraMiner toma como entrada las secuencias de contigs de tamafio de 300pb en
forma codificada. Estas secuencias son procesadas por dos ramas convolucionales diferentes.

La rama de patrones, que devuelve que tan bien los patrones estin emparejados a lo largo de la secuencia y la rama de
[frecuencia devnelve la frecuencia de los patrones encontrados. Las salidas de las ramas se unen y se usan para calenlar la
salida final. El valor del modelo esta restringido al rango [0,1] y refleja la probabilidad de que la secuencia perteneciente a la
clase de virus, como se muestra en la

Figura 10. El modelo logra una precision significativamente mejorada en comparacién con otros
métodos existentes para la identificacion de virus en muestras metagenémicas. Hasta donde se
sabe, el modelo propuesto es la primera metodologia que puede detectar la presencia de virus en
contigs metagenémicos de varias muestras humanas. Sin embargo, este trabajo esta basado en
redes convolucionales para detectar contigs virales Unicamente en conjuntos de datos
metagenémicos humanos, en el caso de este trabajo de tesis se propone un modelo que sea capaz
de detectar contigs virales para cualquier tipo de estudio metagenémico.

23



Input (300 x 5)
( 200bp sequences,

one-hot encoded )

Frequency Branch Pattern Branch
Output: 1x 1000 Qutput: 1 x 1200

L ( 300bp sequences, P
*~..__one-hotencoded ) _.-- L ( 300bp sequences,
————— . J____.-—- “~.___one-holencoded ) _.--

Convolution Layer

1200 filters of size 11, RalLU
Layer output: (290 x 1200)

\ Fully-connected layer

1 node (sigmaoid)

Convolution Layer
1000 filters of size 8, RelLU
Layer output: (293 x 1000)

ViraMiner
output

J J

GlobalAveragePooling ]

youeliq uiaped

TN
=
- @ GlobalMaxPooling
Layer output: {1 x 1000) .E [ Layer output: (1 % 1200)
g l
[ Dropout 3
ropou D t
_ < ropou
Layer output: (1 x 1000) o Layer output: (1 x 1200) J
=
“ l
=
Fully-connected Layer S Fully-connected Layer
1000 nodes (ReLU) 1000 nodes (ReLU)
Layer output: (1 x 1000) Layer output: (1 x 1200)
Dropout Dropout
Layer output: (1 x 1000) Layer output: (1 x 1200) /
_______________ S S
. Full-connected layer | | Full-connected layer |
: 1 node (sigmoid) ' ; 1 node (sigmoid) '
‘ Frequency model -, [,-—‘ Pattern model \
e output S output

Figura 10. Arguitectura del modelo 1 iraMiner propuesto por Tampuu et al. 2079.
Imagen tomada de (Tampu et al. 2019)

Finalmente, otro estudio que fue de gran aportacion fue el realizado por Bileschi et al. (2019).
Esto se debe a la dificultad que implica comprender la relacion entre la secuencia de aminoacidos
y la funcién de las proteinas lo cual es un problema en biologia molecular con implicaciones
cientificas de gran alcance. A pesar de seis décadas de progreso, las técnicas de vanguardia no
pueden anotar 1/3 de secuencias de proteinas microbianas, lo que dificulta la capacidad para
explotar las secuencias recolectadas de diversos organismos. En este sentido, Bileschi et al.
(2019) cuestionan si los modelos de aprendizaje profundo pueden complementar los enfoques
existentes (BLASTp y Modelos Ocultos de Markov (HMM)) y proporcionar herramientas de
prediccion de la funciéon de las proteinas, usando una amplia cobertura del universo de las
proteinas, permitiendo que se anoten secuencias mas distantes en homologia a las existentes en
las bases de datos. En este trabajo, se realiza el comparativo entre el aprendizaje profundo y la
tarea de anotar secuencias con dominios de proteinas alineadas de Pfam-seed (Punta et al. ,2012).
Se incluyeron 17,929 familias y mas de un 1 millén de ejemplos en el entrenamiento. Los modelos
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de aprendizaje profundos en este trabajo logran una precision extremadamente alta sin
conocimiento previo de los datos de la secuencia de la proteina, ni la codificacion de estas a
través de matrices de sustitucidn, o alineacién de secuencias. Esto difiere sustancialmente de
enfoques como BLASTp, phmmer y HMMER que realizan anotaciones usando alineacién
explicita. Los resultados presentan un avance significativo respecto a trabajos anteriores para la
aplicacion de métodos de aprendizaje profundo en cuanto al nimero de familias, y el numero de
secuencias de entrenamiento por familia. Sin embargo, para el presente trabajo de estudio, el
modelo desarrollado por Bileschi et al. (2019), difiere al aqui propuesto debido a que éste se basa
en secuencias completas de proteinas, lo cual no aplica para el caso de datos metagendémicos
donde se reciben fragmentos de secuencias de distintas partes de lo que podria ser una secuencia
completa genémica. Pero podria ser un buen modelo base debido al manejo de una gran cantidad
de datos para entrenamiento, ademas de que estos datos estan representados como secuencias
de aminoacidos (proteinas) y también realizar una clasificaciéon hacia multiples clases.
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CAPITULO 3. METODOLOGIA

La metodologia implementada fue la siguiente, ya que los modelos de aprendizaje profundo
requieren un conjunto de datos de entrenamiento, una de las primeras actividades a realizar fue:
i) obtener el conjunto de datos de entrenamiento, el cual consiste en todas las secuencias de
proteinas virales anotadas. Para esto, se realiz6 la descarga de estas secuencias de la base de datos
GenBank, ii) Realizar el preprocesamiento de este conjunto de datos el cual consistioé en eliminar
la redundancia de la informacién (secuencias duplicadas) y de cierto tamafio, iif) Generacién de
las clases aplicando una técnica de agrupamiento de los datos anteriores, con las cuales se
entrenara el modelo y permitira definir la salida del modelo que serfa la clasificacion del tipo de
proteina viral, iv) Definir un disefio base de la arquitectura de la CNN. Ajuste de los parametros
del modelo base en funcién a su desempefio, hasta encontrar el mejor modelo, y por ultimo v)
Desarrollar un script que permita al usuario preprocesamiento y post procesamiento para la
utilizacién del modelo de clasificacion de proteinas virales.

A continuacién, y como parte del capitulo de metodologfa, se detalla cada uno de estos pasos
metodologicos.

3.1. Generacion del conjunto de datos

Se realiz6 la descarga de los archivos de todas las secuencias de proteina viral del sitio del Centro
de informacion de Biotecnologia conocido por sus siglas en inglés como NCBI (National Center
for Biotechnology Information) y que se encuentra dentro de la base de datos de GenBank

(https://www.ncbi.nlm.nih.gov/GenBank/).

Se depuraron las secuencias inicamente considerando aquellas con una longitud mayor a 100pb
a 15,000pb. La descarga de estas secuencias se dividié en 3 grupos: FLU que contiene todas las
protefnas virales de la familia Orthomyxoviridae caracterizado por incluir virus de Influenza,
VIH que contiene las proteinas virales del género Lentivirus que se caracteriza por el retrovirus
de Virus de Inmunodeficiencia humana (VIH), y el tercer grupo que excluye los dos anteriores
al cual se le denominé: SIN. La descarga de estas secuencias en 3 grupos fue para agilizar el
proceso de descarga, y por otra parte tener un mejor control de calidad de los datos al asegurar
la limpieza de secuencias duplicadas, ya que los virus de Influenza y VIH son virus muy
estudiados y por consecuencia son de los mas anotados en esta base de datos.

3.2. Preprocesamiento del conjunto de datos para obtencion de clases

Una vez obtenido el conjunto de datos de secuencias de proteinas virales, se procedio a quitar
las secuencias duplicadas. Para esto, se utilizé el programa CDHIT, el cual es un programa para
agrupar y comparar conjuntos grandes de secuencias de proteinas o nucleétidos (L, W. et al.,
2001.). Este algoritmo heuristico funciona de la siguiente manera: i) Ordena las secuencias de
largas a cortas, ii) La secuencia mas larga se clasifica automaticamente como secuencia
representativa del primer grupo, iii) Las secuencias restantes se comparan con las secuencias
representativas de los grupos o cluster, iv) Si la similitud con cualquier representante esta por
encima de un umbral (porcentaje de identidad) dado, se agrupa en ese grupo. De lo contrario,
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un nuevo claster se define con esa secuencia como el representante. Obtencion de clases para el
modelo.

Una vez eliminadas las secuencias de proteinas redundantes, se realizé6 su agrupamiento
jerarquico utilizando nuevamente el programa CD-HIT. El agrupamiento jerarquico a diferencia
de la agrupacién en un solo paso que utiliza CD-HIT, nos permite obtener resultados con mejor
precision. Esto debido a que la agrupacion en un solo paso, al ser un algoritmo heuristico de
complejidad n2, puede originar el siguiente problema: se pueden agrupar dos secuencias A y B
muy similares en diferentes grupos. Por ejemplo: Supongase que el umbral de agrupacién sea
40%, IAB (identidad de AB) = 95%, IAC = 40%, pero IBC <40%. Si C fue seleccionado por
primera vez como un representante del grupo, entonces A estara en el grupo "C", pero "B" no
lo hara, lo que resulta en que un AB casi idéntico se encuentre en diferentes grupos.
En este contexto se decidi6 utilizar el agrupamiento jerarquico con los siguientes parametros:
a) Se realizé un CD-HIT de un solo paso del conjunto original al 80% y otro al 60% de
identidad del cd-hit.
b) Del cd-hit generado al 60% se aplic6 el comando psi-cd-hit, donde se define el nivel mas
bajo de identidad para agrupar que se definié al 40%.
¢) Se realiza la revision de los grupos generados al 80 y 60% de identidad con el programa
clstr_rev para verificar si existen coincidencias en ellos. El cual genera un archivo: file80-
60.clstr
d) Este ultimo archivo, se utilizard para realizar la ultima revision de los grupos con el
archivo generado al 40% en el paso b, y que generara el archivo file80-60-40.clstr.

El resultado de este agrupamiento jerarquico permiti6é definir las clases que utilizara el modelo
para realizar la clasificacién de secuencias de proteinas virales

3.3. Disefio del modelo

Como un primer paso, se realiz6 una revision en la literatura para identificar un modelo
previamente publicado, que se pudiera utilizar como modelo base para posteriormente adecuarlo
a las necesidades de este trabajo de investigacion. Como se mencioné en el apartado de
antecedentes, el modelo que se utiliz6 en este trabajo de tesis fue el propuesto por (Bileschi et
al., 2019). El cual se consider6 un buen modelo, ya que se utiliza para la clasificacién de
secuencias de aminoacidos, es multi-clase y realiza el procesamiento de una gran cantidad de
datos de secuencias genémicas. El modelo de Bileschi, estd basado en un modelo de red de
convolucién residual. Sin embargo, este modelo realiza la prediccién de proteinas completas, lo
cual difiere al trabajo aqui propuesto que requiere procesar datos metagenémicos, lo cual implica
hacer predicciéon con solo fragmentos de la informacion de la secuencia a fin de realizar la
prediccion de la proteina viral. Para ello, fue necesario realizar tres actividades muy importantes
para el disefio del modelo que fueron:

1) fragmentacion de las proteinas virales,
ii) etiquetado de los datos y
1if) adecuacion del modelo, las cuales se describen en detalle en las subsecciones siguientes.
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3.3.1. Fragmentacion de las secuencias de ADN

Para el disefio del modelo de red base, se realizo el preprocesamiento de las secuencias de ADN
de entrada. Una actividad crucial de esta etapa fue dividir cada una de las secuencias de las
proteinas virales en fragmentos mas pequefios (k-mers). Esto se debe principalmente a que se
esta trabajando con datos metagenémicos, los cuales vienen en primera instancia como millones
de lecturas cortas o fragmentos que representan cierta parte de genomas o proteinas de diversos
organismos. Los k-mers son las k subsecuencias posibles de una secuencia completa, es decir el
nimero total de éstos representa las subsecuencias de longitud k contenidas dentro de una
secuencia biolégica. Esto esta dado por la siguiente férmula, cuando el traslape (salto) de la
secuencia es 1:

Totalkmers = (longitud secuencia — k)+1
La figura 11, muestra un ejemplo de la descomposicion de una secuencia de longitud de 14

nucleétidos, la cual se analizara en fragmentos de longitudes de 8. Por lo tanto, el numero de
fragmentos de acuerdo con la formula sera de 7.

Secuencia GATCCTACTGATGC
Kmersde8:#1 G A TCCTAC

Kmers de 8: #2 ATCCTACT

Kmers de 8: #3 TCCTACTG

Kmers de 8: #4 CCTACTGA

Kmers de 8: #5 CTACTGAT
Kmers de 8: #6 TACTGATG
Kmers de 8: #7 ACTGATGC

Figura 11. Ejemplo de una secuencia y k-mers obtenidos cuando Kmer =8 y salto=1

Cuando el traslape o el salto en la secuencia sea mayor a 1. La férmula que se aplica es la siguiente:

((longitud secuencia — k) + 1)
salto

Totalkmers =

Por ejemplo, cuando la secuencia es de longitud 14, el Kmer = 3 y el salto = 2, se obtendria en
total 6 fragmentos. Es importante mencionar que el uso de esta técnica incrementa
exponencialmente el tamafio del conjunto de datos para el entrenamiento del modelo de
prediccién. En este estudio, se decidié utilizar un k-mer de longitud 100 y un salto de 10. Se
tomaron 100 aminoacidos ya que es la longitud minima de una proteina viral.

3.3.2. Etiquetado de los datos

El entrenamiento de una red generalmente comienza con el etiquetado de datos (Xi, Yi), donde
cada Xi, es el conjunto de caracteristicas de la entrada i-ésima, y Yi es su etiqueta de salida, es
decir, la clase a la cual pertenece. Para introducir estos datos de entrada a una red neuronal
normalmente se realizan a través de una matriz de valores numéricos. En este trabajo, los datos
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de entrada fueron los fragmentos de las secuencias de proteinas virales. Estas secuencias de
proteina viral se fragmentaron en trozos de longitud de 100 aminoacidos y un salto de 10, las
cuales estan representadas por 20 aminoacidos con codigo de una sola letra. La figura 12, muestra
un ejemplo de la secuencia de proteina viral representada con c6digo de aminoacidos de una sola
letra, que utilizara el modelo.

9 [Rotavirus]

GenBank: CAAG4568.1
GenPept Identical Proteins  Graphics

>CAA64568.1 9 [Rotavirus]
MYGIEYTTILTILISIILLNYILKTITNTMDYIIFRFLLLIALMSPFVRTQNYGMYLPITGSLDAVYTNS
TSGESFLTSTLCLYYPTEAKNEISDNEWENTLSQLFLTKGWPTGSVYFKDYNDITTFSMNPQLYCDYNVV
LMRYDNTSELDASELADLILNEWLCNPMDISLYYYQQNSESNKWISMGTDCTVKVCPLNTQTLGIGCKTT
DVDTFEIVTSSEKLVITDVVNGVNHKINISISTCTIRNCNKLGPRENVAIIQVGGPNALDITADPTTVPQ
VQRIMRVNWKKWWQVFYTVVDYINQIIQVMSKRSRSLDTATFYYRI

Figura 12. Secuencia de proteina viral

Para realizar la conversiéon de los fragmentos de cada secuencia para la matriz de valores
numéricos de entrada a la red neuronal se utilizé la técnica: one-hot encoding. En este contexto,
tenemos una matriz de 20 * k, donde 20 representa el codigo del aminodcido y “k”, representa
la longitud del fragmento que como ya se habia mencionado en la seccion anterior se establecio
de longitud k = 100. La figura 13, muestra un ejemplo ilustrativo de una secuencia longitud 9
aminoacidos y cual es su representacion en la matriz de valores utilizando la técnica de “one-hot
encoding”, asi como para los valores de la funcién objetivo, valores “Y” que serfan las 2079

clases.
Etiquetado
secuencia gl°c e cesseveoeoacoo
Mo eoaoooooffocoacocconig 1,0, 0]
ALDFEQEMT n)lnnn-:ncnnncv:n:v:vnn:! [010' 1]
EJooo o 000000 O0O0000000 O 1
RO (R W
3‘3‘5000':000005.033303
oo c‘lu 00000000000000 0 8
ar-cnnnr:uunl”cnaaaaa 223

Fignra 13. Ejemplo del etiquetado de nna secuencia de longitud de 9 aminodcidos

3.3.3. Adecuacion del modelo base

La actividad principal para adecuar el modelo base fue modificar el tamafio de la matriz de
entrada, ya que como se menciono en la seccion 3.4.1, fue necesario preprocesar los datos de
entrada como fragmentos de longitud de 100 aminoacidos debido a que es un modelo se utilizara
para datos metagenémicos.
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Input Layer
100x26
(100aminos one-hot
encoded)

B lEntrada

| BatchNormalization |

v

Convolucion inicial | RELU |
(conv) 1x1 ¢
128 filtros
| Convolucion |

v

BatchNormalization |

v

' [ rew |
Bloque residual (res2) ¢
(res1, filtro=128, dilation rate=3)

Bloque residual (res1) |
(conv, filtro=128, dilation rate=2)

¢ | Convolucién |
Max-pooling (3, ¢
4—
, 7
Dropout (0.5)

Fully Connected
(2079, Softmax, regularizes. 12(0.0001)

Figura 14. Esquema de la arquitectura del modelo de prediccion de proteinas virales propuesto. A) Arquitectura
del modelo. B) Blogue residual que se describe en el modelo general.

Como se puede apreciar en la figura 14A, en la capa de entrada se reciben las secuencias de
aminoacidos con una longitud de 100 aminoacidos que son convertidas a través de la técnica
“hot-encoded” a su representacién numérica, por lo cual tendremos una matriz de entrada de
(100,26). En este caso son 26 cédigos, debido a que se consideraron los cédigos de los 20
aminoacidos + 6 codigos (X, U, B, O, Z, J) que se detectaron en menor frecuencia al realizar el
analisis de las frecuencias de los cédigos en las secuencias del conjunto de datos del modelo
como se muestra en la figura 15. Estos codigos adicionales, se debe a que al hacer la prediccion
ORF algunos programas no detecta con certeza que aminoacido corresponde y utilizan algun
otro codigo para indicarlo. Se realiza una operacion convolucional de kernel 1 x1 que se utiliz6
como técnica de proyeccion para hacer coincidir el nimero de filtros de entrada con la salida de
moédulos residuales en el disefio de la red residual (He, K, 2016).

Le siguen 2 bloques residuales que estan basados en la arquitectura de ResNet (He, K, 2076).
Como se puede observar en la figural4B, los dos bloques contienen los mismos elementos, que
son: “BatchNormalization” que se refiere a los pasos para arreglar la media y la varianza de las
entradas a cada capa. Esto significa, que se aplica una transformacion que mantenga la activacion
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media cercana a 0 y la desviacion estandar de activaciéon cercana a 1, lo cual mejora el
entrenamiento, velocidad y desempenio de las redes neuronales.

Después, sigue la aplicacion de la funcién de activacion de RELU y una primera convolucion
dilatada con kernel 1x1 con una tasa de dilatacién de 2 y una segunda convolucién con un
kernel mas grande 3x3.

Las convoluciones dilatadas permiten tener un campo mas grande de recepcion sin incrementar
el nimero de parametros del modelo y éstas utilizan un parametro llamado tasa de dilatacion
(dilatation rate). Esto define un espacio entre los valores del kernel. Por ejemplo, un kernel de
3x3 con una tasa de dilatacién de 2 tendrd el mismo campo de visién que un kernel de 5x5,
mientras que soélo utiliza 9 parametros, tal como se muestra en la figura 15. En resumen, las
convoluciones dilatadas ofrecen un campo de visién mas amplio con el mismo costo de calculo
(Vijak, Ronan. 2019). Finalmente, después de aplicar las operaciones de convolucion, se realiza
una conexion de salto (short o skip conection) muy particular de las redes residuales, que en si
lo que hace es afiadir la entrada inicial y la salida de las operaciones de convolucién. Continuando
con la explicacion del esquema general después de los 2 bloques residuales, se aplica el max-
pooling para reducir el tamafio espacial de la representacion. También se afiade un dropout de
tamafio 0.5, que es una técnica para reducir el sobreajuste del modelo, a través de “apagar”
aleatoriamente ciertos nodos durante el entrenamiento. Por ultimo, se realiza la conexién a una
red neuronal totalmente conectada con 2079 nodos (uno por cada clase) y utilizando la funcién
de clasificacién “Softmax”, el cual proporciona las probabilidades asignadas a cada una de las
clases de proteina viral que el modelo sera capaz de clasificar. Este tema sera comentado con
mas detalle en la siguiente seccion de posprocesamiento.

oLGSATVIEKRNPDQFYCMHWXB]Z
Fignra 15. Frecuencia de codigos en las secuencias de aminodcidos del conjunto de datos (se muestran
aquellos con mas frecuencia para no saturar la grdfica)
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LALIL]
LILIE]
Kernel=3x 3 Kernel =3 x 3 Kernel=3x 3
Rate =1 Rate =2 Rate =4

Figura 16. Ejemplo de una convolucion dilatada 3 x 3 utilizando tasa de dilatacion de 1, 2 y 4.
Figura modificada de: (Yu, F., et Koltun, 1., 2013)

3.4. Posprocesamiento

El posprocesamiento de los resultados consiste en determinar un umbral a partir de las
probabilidades obtenidas a través del clasificador Softmax del modelo, con la finalidad de
reportar la clase mas probable o descartar que la secuencia analizada se trate de una secuencia
viral. Bl modelo no tiene una clase negativa, por lo que se realizé un analisis de los valores
obtenidos en conjuntos de secuencias virales reales y no virales. Se estima que el analisis de la
distribucion geométrica de los fragmentos de secuencias virales (figura 17A) presente un valor
alto a la clase real, mientras que, los no virales, muestren valores de probabilidad bajas (figura
17B). A partir de este umbral de probabilidad de cada fragmento de la secuencia, se considerara
la clase mayoritaria, ya sea de clase viral o no viral.

A B

Frecuencia
Frecuencia

Clases Clases

Figura 17. Distribucion de probabilidades de clases. Estos valores permitiran determinar:
A) Secuencias virales. B) Secuencias no virales.
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3.5. Métricas usadas para la evaluacion.

Parala evaluacién del modelo propuesto se utilizaran las siguientes métricas de precision, “recall”
y coeficiente de correlacion de Mathews (MCC).

a)

b)

Precision: representa el nimero de elementos identificados correctamente como
positivos de un total de elementos identificados como positivos y se describe con la
siguiente férmula:

TruePositive(TP)

Precision =
rectsion TruePositive(TP) + FalsePositive(FP)

Recall: es el numero de elementos identificados correctamente como positivos del total
de positivos verdaderos y se representa con la siguiente férmula:

TruePositive(TP)
TruePositive(TP) + FalseNegative(FN)

Recall =

MCC: toma en cuenta los positivos y negativos verdaderos y falsos, y generalmente se
considera como una medida equilibrada que puede usarse incluso si las clases son de
tamafios muy diferentes. La férmula es:

TP * TN — FP +«FN

McC =
J@TP +FP)(TP + FN)(TN + FP)(TN + FN)
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CAPITULO 4. RESULTADOS Y DISCUSION

En este capitulo se presentan los resultados de las etapas de generacion del conjunto de datos
de entrenamiento, preprocesamiento del conjunto de datos y la evaluacion y ajuste de parametros
del modelo propuesto, asi como una discusion de los hallazgos obtenidos durante esta
evaluacion.

4.1. Generacion del conjunto de datos de entrenamiento

La figura 18, muestra el numero de secuencias de proteinas de los diferentes organismos
almacenados en la base de Datos GENBANK al 31-mayo-2019. De esta informacion, se
seleccioné solamente la correspondiente a virus.

GENERACION DEL CONJUNTO DE DATOS

TOTAL SECUENCIAS DE PROTEINAS EN GENBANK

713,877,962
(Datos verificados el 30-05-2019)

700,000,000 637,198,344
§ 600,000,000
2 500,000,000
[
o 400,000,000 '
£ 300,000,000 w - =
E ° e > ES u w
S 200,000,000 S w 3 o & 3
ey N £ © =) k=)
100,000,000 o X A & ~ >
= & 8 g
0 — — O A
M Animals ® Plants ® Fungi ® Protistas M Bacteria lArchaea

Fignra 18. Grafica de abundancia de secuencias de proteinas virales obtenidas de GenBank

El 07 de octubre de 2019 se realiz6 una nueva busqueda de la informacién donde se obtuvieron
5,769,963 secuencias de proteina viral. Como se mencioné en la seccién 3.1, a esta informacion
se le aplico un filtro de longitud de aminoacidos de 100 a 15,000, quedando solamente 3,015,620
secuencias (figura 19A). En la figura 19B, se muestra la cantidad de secuencias descargadas por
cada grupo (FLU, VIH, SIN) que en su totalidad suman los 3,015,620, a las cuales se realizé la
limpieza de secuencias duplicadas utilizando el programa de agrupamiento CD-HIT con los
parametros del 97% de identidad y una cobertura del 80% de la secuencia, del cual se obtuvieron
468,364 secuencias.
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A Secuencias de proteina

@ viral completas 5,769,963

@Longitud: 100 a 7000 3,015,620

B 244,862 56,440
9,348

Cd-hit al 97% de
790,623

identidad |

1,980,135

468,364

Total de secuencias de
proteina viral

Total de secuencias de
proteina viral
3,015,620 534,152

Fignra 19. A) Grafico con el niimero de secuencias de longitud mayor a 100, obtenidas de GenBantk. B)
Grifica con el niimero de secuencias descargadas y obtenidas al eliminar redundancia para los conjuntos de

datos de FLLU, VIH y SIN.

4.2. Clases obtenidas y fragmentacion de secuencias

Una vez realizada la limpieza de secuencias duplicadas del conjunto de datos, se procedio a
realizar el agrupamiento con el programa CD-Hit; en la figura 20 se muestra el nimero de clases
agrupadas al 40% de identidad.

56,440

9,348 246

Cd-hit al 40 % de

identidad '

237,980
468,364
Total de secuencias de

proteina viral
534,152 238,541

Total clases

Figura 20. Niimero de clases, obtenidos al agrupar secuencias de virales a una identidad mayor a 40%

De las 238,541 clases obtenidas, se realizé un analisis identificindose 173,671 clases con un solo
elemento o secuencia viral, lo que corresponde a casi el 70% de los grupos. Se decidié descartar
los grupos que tuvieran menos de 15 elementos ya que para el entrenamiento del modelo de red
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no aportan valor, debido a que los modelos de aprendizaje profundo requieren de muchos
ejemplos para poder realizar una inferencia de los datos proporcionados.

La tabla 3, muestra un resumen del analisis realizado, en el primer renglén se muestra el total de
grupos obtenidos al realizar el CD-Hit a un 40% de identidad entre las secuencias de cada grupo.
En el segundo renglén, se indica el numero de grupos con una sola secuencia. En el tercer
rengléon, que esta sefialado con el recuadro color rojo, indica un total de 2,092 grupos obtenidos,
al elegir aquellos que tenfan mas de 15 elementos. Sin embargo, después de realizar una revision
de los resultados de los modelos implementados se reagruparon manualmente 13 grupos que
estaban mal clasificados, teniendo un total de 2079 grupos finales y un total de 144,789
secuencias. Cada uno de estos 2079 grupos o clases representa un tipo de proteina viral que se
usara para entrenar el modelo y realizar la clasificaciéon de una secuencia de metagenémica.

SIN FLU | VIH Total

Total de grupos después del
agrupamiento con CD-Hit al | 237,980 246 315 | 238,541
40% de identidad

Grupos con secuencia Unica

173,448 121 102 | 173,671

Grupos con mas de 15
elementos

Grupos . giespues de la 1,980 36 63 2,079
reagrupacion manual.

Tabla 3. Numeralia de grupos obtenidos despues del Cd-Hit al 40% de identidad

1,985 39 68 2,092

4.3. Fragmentacion de secuencias

Al realizar la fragmentacion de las 144,221 secuencias de proteinas virales completas (seccion
3.4.1), se obtuvo un incremento del 480% del nimero de secuencias, obteniéndose un total
5,545,389 fragmentos correspondientes a las 2079 clases del modelo (tabla 4).

Clases 2079
Secuencias 144,221
Fragmentos 5,545,389

Tabla 4. Clases totales obtenidas con sus secnencias y fragmentos respectivos. En esta tabla se indica que las
2079 clases en total representa 144,221 secuencias y que estas a su veg, representan 5,545,389 fragmentos.

4.4. Modelo usando secuencias completas (no fragmentos) de longitud de 3000

bp.

Se realiz6 un analisis de la distribucion de la longitud de las secuencias y se determiné que podria
realizar una prueba con un maximo de longitud de secuencia de 3000bp que representa el altimo
pico de densidad de los datos, como se muestra en la figura 21. Con esta prueba se pretendio
verificar si el modelo era capaz de clasificar las proteinas con secuencias completas y evitar la
fragmentacion de estas. El primer ejercicio consistié en entrenar el modelo solamente con el
10% del total de las clases 2092, descritos en la tabla 3, con el modelo original de Bileschi et al.
(2019) y sin fragmentar las secuencias para evaluar su desempefio y posibilidad de ser usado en
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este problema. Este 10% lo conformaron 255 clases y 31,373 secuencias completas. De este
conjunto de datos, se tomo el 80% para el entrenamiento, 10% para validacion y el 10% para
pruebas.

Grafica-Longitud secuencias: Train

Grafica-Longitud secuencias: Val

30000
3000

20000 2000

Secuencias
Secuencias

10000 1000

0 1000 2000 3000 4000 5000 G000 T0OO 0 1000 2000 3000 4000 5000 G000 7000

Longitud secuencia Longitud secuencia

Grafica-Longitud secuencias: Test

3000

2000

Secuencias

1000

o 1000 2000 3000 4000 5000 6000 7000
Longitud secuencia

Figura 21. Distribucion de la longitud de las secuencias del 10% de conjunto de datos de las 2092 clases. a)
Gridfica de longitud de secuencias del conjunto de entrenamiento, b) Grdfica de longitud de secuencias del
conjunto de validacion y ¢) Grafica de longitud de secuencias del conjunto de Prueba

La figura 22, muestra los resultados obtenidos al entrenar el modelo con el conjunto de datos
anteriormente descrito. Como se puede observar en la figura 22A, el modelo alcanzé en una
época temprana, antes de la 10, una alta precision; por arriba del 93% en el conjunto de
entrenamiento y cerca del 90% en el conjunto de validacién. Sin embargo, en la figura 22B, se
observa que la perdida del conjunto de entrenamiento inicia alrededor de 3.3 y la perdida de
validacion en 8.24 y termina el entrenamiento con una perdida de 0.57 y para el conjunto de
validacion de 1.03 en la época 50. Lo que nos indica que existe un sobreajuste que podria deberse
a que no se tiene un conjunto de datos de entrenamiento representativo, el cual proporcione
suficiente informacion para poder generalizar sobre los datos.
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A. Training and validation accuracy B. Training and validation loss

—— Training loss
— Validation loss

=]
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Figura 22. Resultados del modelo usando secuencias completas de longitud de 3000. A) Precision del conjunto de datos de entrenamiento
con valor de 0.93 y validacion en 0.90 en la época 50. B) Perdida (loss) del conjunto de datos de entrenamiento con valor de 0.57 y

validacion de 1.03 en la época 50.

En base a los resultados obtenidos se decidié probar la eficiencia de este modelo con datos
metagenomicos, para ello se realizaron pruebas con trozos de secuencias simulados utilizando el
programa “Grinder” (Angly et al. 2012). Este programa permite la generacion de conjuntos de
datos de lecturas simples y complejas necesarios para realizar pruebas al desarrollar software
bioinformatico, comparar herramientas existentes o diseflar experimentos basados en secuencias
simuladas. Como resultado de este analisis, se detecté que el modelo, a pesar de haber obtenido
un buen desempefio con secuencias completas, no era capaz de reconocer los fragmentos de
secuencias de proteinas virales, que son cominmente usados en estudios metagendémicos reales.
En este contexto, fue necesario entrenar un nuevo modelo con las secuencias de proteinas virales
fragmentadas como se especifico en la seccion de 3.4.1 de esta tesis.

4.5. Modelo usando secuencias fragmentadas longitud 100, en el 10% de las clases

Para implementar este modelo se inici6 con la fragmentacion de las secuencias. El conjunto de
datos que se utilizo fue el mismo empleado en el modelo de la seccion 4.4, es decir 255 clases de
2092. Una vez terminada la fragmentacion, se detecté que hubo un incremento del 300% en la
cantidad del nimero de secuencias, quedando el conjunto total con 1,020,799 fragmentos de
secuencias. Como se puede apreciar en la figura 23A, se observa como la exactitud del
entrenamiento se aproxima al 0.89 y la exactitud en el conjunto de validaciéon se aproxima al
0.93. En la grafica de la figura 23B, se observa que cambia con respecto a la grafica del modelo
anterior (seccion 4.4), ahora la pérdida de validacién inicia con una pérdida de 0.84 y la de
entrenamiento de 1.44 lo cual indica que la de validacion esta por debajo del entrenamiento lo
cual puede ser posiblemente a que se tenga ejemplos mas faciles en el conjunto de validacion
que en el de entrenamiento o bien porque se estd utilizando un “dropout” muy drastico, ya que
al apagar ciertas neuronas en el conjunto de entrenamiento se pierde parte de la informaciéon de
cada muestra y las capas siguientes intentan construir las respuestas basandose en respuestas
incompletas. Sin embargo, durante la validaciéon todas las unidades estan disponibles, de este
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modo la red tiene toda su potencia de calculo y por lo tanto podria tener un mejor rendimiento
que el entrenamiento.

A. Training and validation accuracy B Training and validation loss
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Fignra 23. Resultados del modelo nsando secuencias fragmentadas de longitnd K=100 y salto=10 con e/ 10% de las clases. A) Precision
del conjunto de datos de entrenamiento con valor de 0.89 y validacion en 0.93 en la época 20. B) Perdida (loss) del conjunto de datos
de entrenamiento con valor de 0.71 y validacion de 0.57 en la época 20.

4.6. Modelo usando las secuencias fragmentadas en el 100% de las clases (2092)

Una vez que se habfan obtenido buenos resultados en un subconjunto con el 10% de las clases,
se procedio a usar el modelo con la totalidad de las clases (2092) y cada una de sus secuencias en
fragmentos de longitud de 100 y saltos de 10, como se explicé en la seccion 3.3.1. Este conjunto
se incrementé en un 450%, es decir subi6 de 1,020,799 a 4,741,307 fragmentos. Esto provocé
que, al momento de entrenar con todo el conjunto de datos, la memoria de procesamiento del
GPU alcanzara su punto maximo y no permitiera cargar los datos, por lo cual fue necesario
implementar un generador de datos (data_generator). El generador de datos divide en lotes
(batch) de un tamano especifico y de esta manera permite el entrenamiento del modelo en lotes.
Para este caso, se determiné un tamafio igual a 2,048 secuencias de datos, que result6 en un total
de 2,316 lotes para enviatlos al entrenamiento del modelo, y de este modo no sobresaturar la
memoria con el procesamiento del total de fragmentos de secuencias. A partir de los resultados
obtenidos en el modelo de la seccion 4.5, en este modelo se asegurd que las clases estuvieran
estratificadas, es decir que los subconjuntos de entrenamiento y prueba tengan las mismas
proporciones de etiquetas de clase. Los resultados de este modelo se aprecian en la figura 24, la
grafica 24A muestra que los conjuntos de validacion y entrenamiento, obtuvieron las precisiones
de 0.92 y 0.86, respectivamente. Posiblemente este ligero decremento en la precision del
entrenamiento con respecto al modelo de la seccion 4.5 puede deberse a que ahora el
entrenamiento se realizé usando data_generator. En la figura 24B, que indica la perdida entre
estos conjuntos se observa un comportamiento similar al descrito en el modelo de la seccion 4.6,
se observo que al final del proceso (en este caso 50 épocas), el conjunto de validacién concluyé
con una pérdida de 0.88 contra un valor de 1.10 del conjunto de entrenamiento.
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Figura 24. Resultados del modelo nsando secuencias fragmentadas de longitud K=100 y salto=10 con el total de las clases (2092). A)
Precision del conjunto de datos de entrenamiento con valor de 0.86 y validacion en 0.92 en la época 50. B) Perdida (loss) del conjunto
de datos de entrenamiento con valor de 1.10 y validacion de 0.88 en la época 50.

Por otra parte, al analizar los resultados de este modelo, se detectaron algunas clases que
obtuvieron una precision igual a cero, para las cuales, se identificaron las clases predichas y se
detecté homologia con las clases reales. Esto nos permitié identificar que el programa CD-HIT
no habfa realizado correctamente el agrupamiento de ciertos grupos, probablemente por ser un
algoritmo heuristico. Por lo cual fue necesario realizar una depuraciéon manual de estas clases,
que a continuacién se detallan:

Del grupo de SIN que representan a otros virus que no incluyen a VIH y FLU, las clases
mostradas en la columna izquierda son las clases reagrupadas por tener similitud al grupo que se
describe en la columna de la derecha de la tabla 5.

Clases Agrupadas en:
SIN_218885 y SIN_220225 | SIN_214369
SIN_127939 SIN_103075
SIN_180250 SIN_140307
SIN_143620 SIN_63302

Tabla 5. Clases reagrupadas del conjunto SIN

En la tabla 6, se muestran los grupos de influenza (FLU) de los cuales fueron 3 clases que se
unieron a la clase FLU_63 por tener homologia entre ellas.

Clases Agrupadas en:
FLU_70
FLU_73 FLU_63
FLU_72

Tabla 6. Clases reagrupadas del conjunto FL.U
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Por ultimo, en la tabla 7 se muestran los grupos de virus de inmunodeficiencia (VIH). De los
cuales 5 se unieron a VIH_15 y uno a VIH_200.

Clases Agrupadas en:
VIH_52

VIH_063 VIH_15

VIH_o64

VIH_62

VIH_207 VIH_200

Tabla 7. Clases reagrupadas del grupo VIH

4.7. Modelo usando las secuencias fragmentadas en el 100% de las clases (2079).

En la figura 25A, se observa como la exactitud del entrenamiento se aproxima al 0.87 un punto
mas de precision que el modelo de 2092 clases y la exactitud en el conjunto de validacion se
aproxima al 0.91. En la figura 25B que muestra la perdida tiene la misma tendencia que la del
modelo de la seccion 4.6, ya que al remover 13 clases del modelo no afecta ni contribuye al
desempefio global de la red. Derivado de esto se decidi6 utilizar este modelo como final para
evaluar los resultados finales de este trabajo de tesis

A. Training and validation accuracy B. Training and validation loss
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Figura 25. Resultados del modelo usando secuencias fragmentadas de longitnd K=100y salto=10 con el total de las clases (2079). A)

Precisién del conjunto de datos de entrenamiento con valor de 0.87 y validacién en 0.91 en la época 50. B) Perdida
(loss) del conjunto de datos de entrenamiento con valor de 1.09 y validacién de 0.91 en la época 50
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4.8. Resumen de los resultados de los modelos

La tabla 8, presenta en resumen los resultados de los modelos anteriormente descritos para el
conjunto de datos de entrenamiento, validacion y pruebas. Como se puede observar, y como se
mostro en la grafica anterior, el modelo que utiliza proteinas completas alcanza una precision del
96%. Sin embargo, dicho modelo no puede ser usado en fragmentos de secuencias de proteinas,
lo cual es lo que se obtiene en datos metagendmicos reales. En cuanto al modelo propuesto en
este trabajo de tesis, alcanza un 87% de precision en el conjunto de entrenamiento y un 90% en
el de prueba. En concordancia con la figura 25, en este modelo tiene un recall del 78% lo que
nos sugiere que solo el 78% de estos fragmentos fueron bien clasificados.

Precision Precision Evaluacion del conjunto de
Modelo conjunto conjunto Prueba (Test)

entrenamiento validacién Precision Recall | MCC
Modelo base usando 0.96 0.90 0.90 0.88 0.90
secuencias completas de
longitud de 3000 bases (seccion
4.4)
Modelo usando secuencias 0.89 0.93 0.93 0.80 0.92
fragmentadas longitud 100, en
el 10% de las clases (seccién
4.5)
Modelo usando las secuencias | 0.86 0.92 0.89 0.79 0.90
fragmentadas en el 100% de las
clases (2092) (seccién 4.6)
Modelo usando las secuencias 0.87 0.91 0.90 0.78 0.90
fragmentadas en el 100% de las
clases (2079) (seccién 4.7)

Tabla 8. Resumen de los resultados de los modelos implementados mostrados en las grdficas de validacion/ entrenamiento
del modelo y por otra parte la evalnacion del conjunto de prueba que representa el conjunto no visto por el modelo, en é/ se
detallan la métrica de precision, recall y el MCC (Coeficiente de Mathew)

4.9. Posprocesamiento de la clasificacion

Como se habfa mencionado en la metodologia (seccion 3.1), en este trabajo de tesis no se cuenta
con una clase negativa. Lo que significa que cualquier secuencia que se introduzca al modelo sera
asignada a una clase viral, aunque no lo sea. Derivado de esto, fue necesario definir un umbral
para clasificar entre una clase de proteina viral y una no-viral. En la seccién 4.9.1., se describen
los resultados obtenidos de dicho analisis. Para esto, se obtuvieron los valores de probabilidades
dados por la red, al asignar cada fragmento de las secuencias a una clase. Esto se realizé en varios
conjuntos de datos que se definieron con secuencias completas virales y no virales (bacterias y
humanas), que se describen en la tabla 9. Esto con la finalidad de ver si habia una diferencia en
los valores de probabilidad que genera la red con este tipo de datos de secuencias virales y no
virales. Por otra parte, al fragmentar la secuencia en trozos, pudiera ser que diferentes partes de
una sola secuencia sea clasificado por la red a diferentes clases, por lo que se realiz6 un
posprocesamiento para asignar la secuencia total a la clase mayoritaria de los fragmentos que la
componen, como se explicé en la seccion 3.4. Los resultados de dicho analisis se muestran en
la seccion 4.9.2.
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Nombre

Secuencias

Fragmentos

Descripcién

SetCompleto

144,121

5,5645,89

Representa las secuencias
virales que se utilizaron como
conjunto de datos de
entrenamiento, prueba vy
validacion del modelo.

BacteMeta

10,000

104,944

Son secuencias de contigs de
datos metagendmicos reales
anotados como de bacterias.

BacteriaGenBank

10,000

221,389

Secuencias de genomas de
bacterias ya anotados en
GenBank.

EukaMetaNoHuman

10,000

84,424

Secuencias de contigs de
datos metagendmicos
(anotados en eucariotas) que
no son de humanos.

EukaMetaHuman

2,248

13,175

Secuencias de contigs de
datos metagendmicos
anotados como de humano.

FagosGenBank

10,000

186,802

Secuencias de genomas de
fagos ya anotados en
GenBank.

VirusFagosMeta

10,000

137,195

Secuencias de contigs de
datos metagenomicos
anotados como fagos.

VirusMeta

1,184

23,319

Secuencias de contigs de
datos metagenémicos
anotados como virus.

FLU-15

409

18,418

Secuencias de los 197 grupos
de FLU que se excluyeron del
modelo por tener menos de 15
elementos.

10

VIH-15

789

17,965

Secuencias de los 247 grupos
de VIH que se excluyeron del
modelo por tener menos de 15
elementos

11

SIN-15

1914

618,044

virales 1000
grupos de SIN que se
excluyeron del modelo por
tener menos de 15 elementos.

Secuencias

Tabla 9. Conjuntos de datos que se analizaron para definir un umbral para clasificar entre una clase proteina viral y nuna
clase de no-virus. El Set Completo también se introdujo como conjunto de entrada (querie) al nmodelo entrenado para analizar
las probabilidades. Los conjuntos numerados BacteriaMeta, BacteriaGenBank, EukaMetaNoHuman y EukaMeta,
representan las secuencias no virales que no se introdujeron al modelo. El resto de los conjuntos representa secuencias que se
conocen que son virales.
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4.9.1. Definicién del umbral

Como se mencioné anteriormente, definir un umbral para clasificar entre una clase de proteina
viral y una clase de no-virus, a partir de los conjuntos que se definen en la tabla 9. Estos conjuntos
se procesaron para introducirlos como consulta al modelo entrenado y analizar los resultados de
las probabilidades de asignacion a la clase dadas por la red residual que se muestra en la figura
25. De los conjuntos que definimos como no virales que son BacteriasMeta, BacteriaGenBank,
EukaMetaNoHuman y EukaMetaHuman (figura 25A), podemos apreciar lo siguiente: a) De los
conjuntos de BacteriasMeta y BacteriaGenBank la mayoria de sus valores se encuentran dentro
de las probabilidades muy bajas que van del 0.05 al 0.25%, mientras que la frecuencia de los
fragmentos anotados con probabilidad mayor al 0.95 es muy baja, lo cual indica que
efectivamente los esta clasificando como no virus. El 5% que clasifica como virus podria ser
debido a que algunas bacterias contienen genomas de fagos incrustados en su propio genoma,
existiendo un sobre lape de secuencias en ambas clases. Esto se da porque, cuando el fago (virus)
infecta a la bacteria de forma lisogénica, integra completamente su genoma dentro del genoma
de la bacteria (Hatfull, 2008). b) El conjunto EukaMetaNoHuman, se esta clasificado
correctamente ya que estas secuencias no son virales y como se puede observar en la grafica se
clasifican con bajos valores de probabilidad que van de valores entre 0.05 a 0.25. Por otra parte,
del conjunto de EukaMetaHuman, se esperaba valores entre 0.05 a 0.25, aunque se logran
clasificar algunos fragmentos entre estos valores y se observé un comportamiento similar al de
Bacterias, son menos los fragmentos con este rango de probabilidad y posiblemente se deba a
que contienen contigs de humanos que realmente no son virus sino retrovirus, herpes, papiloma
o aquellos que se nombran repeticiones, los cuales estan incrustados o se parecen mucho al
genoma humano y que por lo mismo es muy comuin que se confunda como virus al realizar la
anotacion de este tipo de datos o viceversa. En cuanto a los conjuntos de secuencias de virus,
para el conjunto de Fagos, se identificé) que se esta clasificando mucha informacién con muy
baja probabilidad de 0.05 a 0.2%, lo cual no deberia haber pasado. El modelo actualmente cuenta
con 773 clases caracterizadas como fagos (del total de 2079), pero son grupos con muy pocos
elementos, el minimo es 15 y el mayor grupo contiene 61 secuencias. Posiblemente, se requiera
mas ejemplos de estos, pues se descartaron 213,140 secuencias y casi el 70% de estas secuencias
se encuentran en grupos con un solo elemento, por lo cual posiblemente sea mejor un
clasificador que se dedique basicamente a la identificacién de fagos. Por dltimo, los virus de
eucariontes de muestras metagendmicas que corresponde al grupo de la grafica nombrado como
VirusMeta, los cuales pueden tener en algunos casos muy baja homologfa con los genomas de
referencia, tienen el comportamiento de clasificacion con rangos de probabilidad de 0.05 a 0.2
como si se tratara de no viral pues el modelo no detecta completamente la mayoria de las
secuencias.

De la figura 25B, que muestra los datos de los grupos de las categorfas FLLU, VIH y SIN que se
excluyeron del conjunto de datos para el entrenamiento del modelo por estar en grupos con
menos de 15 elementos. Se observé, que el modelo tiende a clasificar Ia mayorfa con probabilidad
de 0.05 2 0.2, 1o cual indica que es poca probabilidad de que sea proteina viral, lo cual no deberia
ocurrir, ya que estos grupos, aunque son los menos anotados en la base de datos de referencia
(GenBank) corresponde a secuencias de proteina viral.

En conclusién y de acuerdo con el analisis visual que se hizo de las graficas de frecuencias de
probabilidades, se determiné que a partir de una probabilidad de 0.80 se podria considerar como
viral y todo lo que esté por debajo de ese porcentaje se considere como no viral, esto para
propésitos de realizar el posprocesamiento de los fragmentos.
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Figura 26. Grdfica de distribucidn de valores de probabilidad de datos de metagendmica reales. Grafica A. Muestra las probabilidades
de los conjuntos de metagendmica. Grafica B. Muestra las probabilidades de los grupos de VIH, FLLU y SIN menores a 15 elementos
que no se consideraron para el entrenamiento del modelo.
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4.9.2. Analisis de las secuencias no virales

En esta seccion, se describen los resultados obtenidos del posprocesamiento que se explicd en
la seccion 3.4 para asignar la secuencia completa a la clase mayoritaria asignada por el modelo,
lo cual se realizé con los conjuntos de datos que se describieron en la tabla 9.

El conjunto BacteriaMeta, que se muestra en la tabla 10, representa un conjunto no viral. Para
este conjunto se introdujeron al modelo entrenado 10,000 secuencias de las cuales el 5% que
corresponde a un total de 557 secuencias, fue clasificado errébneamente como viral.

Conjunto Bacteria Meta
Secuencias totales: 70,000 Mal clasificadas: 557 (5%)

Descripcion de la clase donde se asignaron Nam. mal

Clase Sec. | Frag. Amino | ID GenBank | Descripcién clasificadas

SIN_48 | 110 65,172 | 6,672 | QDY92358.1 | Non-structural polyprotein 247
[Avian coronavirus]

SIN_183 | 138 51,017 | 4,261 |BAW33238.1 | Polyprotein [Bovine viral 54
diarrhea virus 1]

SIN.10 | 36 23379 | 7,467 |ATPE6731.1 | ORF1ab polyprotein 29
[Rodent coronavirus]

Tabla 10. Bacteria Meta (son secuencias de contigs de datos metagenomicos reales anotados
como de bacterias). Indica el nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas a
la secuencia, asi como el niimero de aminos, 1D de GenBank, y descripcion de la secuencia representativa de la clase.

El conjunto BacteriaMeta, que también es un conjunto no viral. De este conjunto se introdujeron
al modelo 10,000 secuencias, de las cuales el 6% que corresponde a un total de 665 secuencias,
fue mal clasificado como viral (tabla 11).

Conjunto BacteGenBank
Secuencias totales: 70,000 Mal clasificadas: 665 (6%)

Descripcion de la clase asignada mas probable Nam. mal
Clase Sec. |Frag. Amino | ID GenBank | Descripcion clasificadas
SIN_48 110| 65172| 6672 |QDY92358.1 |Non-structural polyprotein 144
[Avian coronavirus]
SIN_657 1605 | 462,067 | 3103 | AQW44516.1 | polyprotein [Hepacivirus C] 92
SIN_833 29| 7.034| 2042 |AAD31543.1 |POlyprotein [GB virus C 67
variant troglodytes]

Tabla 11. Bacteria GenBank (secuencias de bacterias ya anotadas en GenBank). Indica el nombre, el
ndimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas a la secuencia, asi como el niimero de aminos, ID
de GenBank, y descripcion de la secuencia representativa de la clase.
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EukaMetanHuman es otro conjunto que no representa virus. Como se puede observar en la
tabla 12, existe el 29% de las secuencias mal clasificadas que representa un total de 862 secuencias
de las 10,000 que se introdujeron al modelo.

Conjunto EukaMetaHuman
Secuencias totales: 2,887 Mal clasificadas: 862(29%)

Descripcion de la clase donde se asignaron NUm. mal

Clase Sec. | Frag. | Amino | ID GenBank Descripcion clasificadas

SIN_48 | 110|65,172| 6,672 | QDY92358.1 non-structural polyprotein 215
[Avian coronavirus]
RecName: Full=Replicase

SIN_46 4828,034 | 6,709 | sp|Q98VG9.2|R1AB_FIPV | polyprotein 1ab; 169
Short=pp1ab;
polyprotein [Foot-and-

SIN_10 36 (23,379 | 7,467 | ATP66731.1 mouth disease virus - type 84
Al

Tabla 12. EukaMetaHuman (secuencias de contigs de datos metagenomicos de humano). Indica
el nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas a la secuencia, asi como el nimero
de aminos, 1D de GenBank, y descripcion de la secuencia representativa de la clase.

El conjunto EukaMetaNoHuman, los cuales también no son virus, se puede observar en la tabla
13 que solo el 8.6% de las 10,000 secuencias se anotaron como virus y el 91.4% de las demas
fueron descartadas como virales, lo cual es correcto ya que este tipo de secuencia no corresponde
a virus sino a animales (puerco, murciélago, aves, etc.).

Conjunto EukaMetaNoHuman

Secuencias totales: 10,000 Mal clasificadas: (8%)

Descripcion de la clase donde se asignaron NGm. mal

Clase | Sec. | Frag. Amino | ID GenBank | Descripcion clasificadas

SIN_48 | 110 65,172 | 6,672 | QDY92358.1 | Non-structural polyprotein 186
[Avian coronavirus]

SIN.10 | 36 23379 | 7,467 |ATPe6731.1 | QRF1ab polyprotein 104
[Rodent coronavirus]

SIN_347 | 138 39,722 | 3,535 | AXU24940.1 | POlYProtein [Watermelon 42
mosaic virus]

Tabla 13. EukaMetaNoHuman (Secuencias de contigs de datos metagenomicos (anotados en
eucariotas) que no estin anotados como de humanos). lndica el nombre, el niimero de secuencias y fragmentos
de las 3 clases mayoritarias asignadas a la secuencia, ast como el niimero de aminos, ID de GenBank, y descripcion de la
secuencia representativa de la clase.
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4.9.3. Analisis de las secuencias virales

Para el conjunto de datos FagoGenBank, como se puede apreciar en la tabla 14, se logro
recuperar solo el 10.9% como virus de las 10,000 secuencias introducidas al modelo y el 89.1%
se desecho lo cual no es un resultado satisfactorio ya que estan secuencias representan virus.

Conjunto FagosGenBank

Secuencias totales:10,000 Clasificadas correctamente: 1090(11%)

Descripcion de la clase donde se asignaron NGm. bien
Clase | Sec. |Frag. Amino | ID GenBank | Descripcion clasificadas
SIN.48 | 110 65,172 | 6672 |QDY92358.1 | Non-structural polyprotein 174
[Avian coronavirus]
SIN_183 | 138 51,017| 4261|BAW33238.1 | POyProtein [Bovine viral 39
diarrhea virus 1]
SIN_657 | 1,605| 462,067 | 3103 |AQW44516.1 | ROVProtein [Hepacivinus 31

Tabla 14. FagosGenBank (secuencias de fagos ya anotados en GenBank). Indica el nombre, el nimero
de secuencias y fragmentos de las 3 clases mayoritarias asignadas a la secuencia, asi como el niimero de aminos, 1D de
GenBank, y descripcion de la secuencia representativa de la clase.

En el conjunto de datos proveniente de metagenémica que corresponde a virus fagos
VirusFagoMeta, como se muestra en la tabla 15 se logré recuperar el 16.12% como virus y no
logré identificar el 83.38%; como se puede observar la anotaciéon mejoroé ligeramente en este
conjunto con respecto al conjunto previamente descrito en la tabla 14 de FagosGenBank. Lo
cual podria ser un indicador de que el modelo no esta generalizando.

Conjunto VirusFagoMeta
Secuencias totales:10,000 clasificadas correctamente: 1,672 (16%)
Descripcion de la clase donde se asignaron NGm. bien
Clase Sec. | Frag. | Amino | ID GenBank Descripcion clasificadas
SIN_48 110 65,172 | 6,672 | QDY92358.1 non-structural polyprotein 176
[Avian coronavirus]
putative tail protein
SIN_103809 | 40 140 250 | YP_009597346.1 [Escherichia phage K1-ind (2)] 87
hypothetical protein LSPA1_39
SIN_15620 25| 1,619 775 | YP_009113186.1 [Salmonella phage LSPA1] 87

Tabla 15. VirusFagosMeta (secuencias de contigs de datos metagendémicos anotados como
fagos). Indica el nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas a la secuencia, asi
como el nilmero de aminos, 1D de GenBank, y descripcion de la secuencia representativa de la clase.
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Del conjunto de VirusMeta que corresponde a virus de eucariontes como se muestra en la tabla
10, se logré recuperar como correctamente clasificado un 27%, es decir 319 de un total de 1,177
de secuencias que se introdujeron al modelo.

Conjunto VirusMeta

Secuencias totales: 1,177 Clasificadas correctamente: 319 (27%)

Descripcion de la clase donde se asignaron NUm. bien

Clase Sec. | Frag. Amino | ID GenBank | Descripcion clasificadas
RdRp readthrough protein

SIN_3729 34 4,624 | 1,617 | AAZ81884.1 [Odontoglossum ringspot 57
virus]

SIN_49668 | 65 593| 423 |CEZz262032 |Mmovement protein 41
[Tomato mosaic virus]

SIN_1317 | 77 15,612 | 2,438 | BAG82822.1 "Z\‘;'%’]‘”Ote'” [Enterovirus 27

Tabla 16. Virus de Eucariontes (secuencias de contigs de datos metagenémicos anotados como
virus de eucariontes). Indica e/ nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas
a la secuencia, asi como el niimero de aminos, ID de GenBantk, y descripcion de la secuencia representativa de la clase.

Los resultados que se muestran en la tabla 17 representan al grupo de FLLU-15, es decir los grupos
de proteina viral de la familia de virus de influenza que se excluyeron como clases del modelo
por tener menos de 15 elementos, los cuales representan proteinas virales. De este conjunto se
logré recuperar unicamente el 27%, esto es 109 de un total de 409 secuencias.

Conjunto FLU-15

Secuencias totales: 409 Clasificadas correctamente: 109 (27%)

Descripcion de la clase donde se asignaron Num. bien
Clase Sec. |Frag. Amino | ID GenBank | Descripcién clasificadas
FLU_101 | 1,192 55,842 586 | pdb|5Z88|A Chain A Hemagglutinin
18
FLU 1 | 277 18173| 809 |pdbjeEVJF | Chain F Polymerase basic
protein 2 16
FLU_63 760 28,735 738 | pdbj]4WSBJA | Chain A Polymerase PA 10

Tabla 17. FLU-15 (secuencias de los 197 grupos de FLU que se excluyeron del modelo por tener
menos de 15 elementos). Indica e/ nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas
a la secuencia, asi como el niimero de aminos, ID de GenBantk, y descripcion de la secuencia representativa de la clase.
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En la tabla 18, que representa al conjunto VIH-15, se puede ver que se logré recuperar
unicamente el 23% de las secuencias, es decir 183 de un total de 789 secuencias. Al igual que el
grupo anterior, estas secuencias son virales.

Conjunto VIH-15

Secuencias totales: 789 Clasificadas correctamente: 183 (23%)

Descripcion de la clase donde se asignaron NGm. bien
Clase | Sec. |Frag. Amino | ID GenBank | Descripcién clasificadas

vpu protein [Human

immunodeficiency virus 1]
gag-pol fusion polyprotein
VIH_2 10,707 445,885 | 1,499 | CAD48448.1 | precursor [Human 28
immunodeficiency virus 1]

rev protein [Human
immunodeficiency virus 1]

Tabla 18. VIH-15 (secuencias de los 247 grupos de VIH que se excluyeron del modelo por tener
menos de 15 elementos). Indica el nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas
a la secuencia, asi como el niimero de aminos, 1D de GenBantk, y descripcion de la secuencia representativa de la clase.

VIH_15 |15,615| 1,186,979 929 | AAW83579.1 64

VIH_227 | 3,837 8,013 130 | AFB39601.1 19

Para el conjunto SIN-15, que representan proteinas virales, como se aprecia en la tabla 19, se
logré recuperar sélo un 11% (206 de 1914 secuencias).

Conjunto SIN-15

Secuencias totales: 1914 Clasificadas correctamente: 206 (11%)

Descripcion de la clase donde se asignaron Nam. mal
Clase | Sec. | Frag. Amino | ID GenBank Descripcion clasificadas
SIN. 48 | 110| 65172| 6,672 |QDY92358.1 non-structural polyprotein 72
[Avian coronavirus]
SIN_347 | 138| 39,722 | 3,535 | AXU24940.1 polyprotein [Watermelon 29
mosaic virus]
SIN 411 | 42| 12392| 3429 |YP_009222008.1 f,’i?'g’sqmte'" [Spondweni 28

Tabla 19. SIN-15 (secuencias de 1000 grupos de SIN que se excluyeron del modelo por tener
menos de 15 elementos). Indica el nombre, el niimero de secuencias y fragmentos de las 3 clases mayoritarias asignadas
a la secuencia, asi como el niimero de aminos, ID de GenBank, y descripcion de la secuencia representativa de la clase.
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CAPITULO 5. CONCLUSIONES

En este trabajo se propuso un modelo de red convolucional residual para clasificar proteinas
virales en datos metagenémicos. Derivado de este trabajo de investigacién se concluye que para
mejorar la precision de la asignacion de secuencias se requiere tomar en cuenta varios elementos
como lo son: i) Contar con un conjunto de datos de entrenamiento apropiado, donde se pueda
confirmar que no exista duplicidad entre clases como lo que pudimos evaluar en el modelo con
2092 clases descrito de la seccién 4.7 y probablemente el modelo de 2079 clases de la seccion
4.8. 1) Verificar los elementos de reglamentacion biolégicos que puedan ser eficaces, para con
que base a eso hacer mas robusto el modelo, un ejemplo de esto podria ser: Que recientemente
se ha reportado que el ensamblaje metagenémico produce contigs quiméricos que pueden
contener regiones muy similares, pero de diferentes especies (Shan et Sun, 2020), lo cual podria
agregar un sesgo de confusion para el modelo y podria afectar su desempeno. En este sentido,
se puede concluir que también es necesario dotar al modelo del contexto de los millones de
fragmentos que pueden ser homoélogos entre distintas clases, para ello se podria usar una técnica
de embedding-network o Skip-gram (Guthrie et all.2006) que es capaz de aprender
automaticamente la relacion aproximada de las palabras y de este modo ayudar a encontrar la
relacion y el orden de los fragmentos en las secuencias, en lugar de la empleada que fue one-hot
enconded. iii) Verificar a profundidad los hiperparametros de la arquitectura del modelo como
lo son tasa de aprendizaje, agregar o disminuir capas ocultas, nimero de filtros, etc. iv) Por otra
parte, de acuerdo con los resultados analizados, se detecté que para mejorar la clasificacion de
fagos posiblemente sea necesario desarrollar un clasificador especifico de fagos, y que en lugar
de fijar un umbral para descartar proteinas virales y no virales realizar un clasificador binario que
realice el filtrado inicial de estas secuencias, y de este modo asegurar que solo se introduzcan
datos de tipo viral al segundo modelo. v) Por dltimo, en el analisis de secuencias metagenémicas
derivadas de virus eucariontes, las cuales son de muy baja homologia, observamos que este
método de aprendizaje profundo no puede reemplazar a BLAST, que es la herramienta
comunmente usada, debido al nimero limitado de ejemplos que tuvimos en el conjunto de datos
de entrenamiento.
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